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Resumen

En este trabajo se presenta una herramienta para la deteccion de neumonia en radio-
grafias de rayos-X, utilizando aprendizaje automaético, esta herramienta es un software
que esta programada totalmente en Python utilizando el entorno de desarrollo Spyder de

Anaconda.

Para realizar este proyecto, se descargaron bancos de imagenes de radiografias de rayos-
X a las cuales se les aplica un preprocesamiento para estandarizar las imégenes, este con-
siste en la mejora de contraste aplicando ecualizacion del histograma, ademas las imagenes
son recortadas de tal manera que se obtenga tinicamente el area de los pulmones y se re-
dimensionan a un tamano de 256x256, posteriormente se define un conjunto de prueba y
un conjunto de entrenamiento etiquetados, sobre este ultimo, se aplica anélisis de com-
ponentes principales (PCA), los pesos resultantes de la proyeccion de las imagenes sobre
los componentes principales se normalizan y se seleccionan las caracteristicas que mejor

separan las dos clases.

Estéas caracteristicas, se utilizan para entrenar al algoritmo de generacion/seleccion de
prototipos para que represente de mejor manera el conjunto de datos de entrenamiento,
esto al entregar solo los prototipos que aporten informacion relevante sobre la distribuciéon
del conjunto de datos, como es el caso de las muestras que se encuentran en la frontera,
una vez entrenado el modelo, se realiza la proyeccion del conjunto de prueba, los pesos
obtenidos para cada imagen de entrada son normalizados, y se toman las caracteristicas
que previamente fueron seleccionadas durante la etapa de entrenamiento para predecir su
etiqueta de clase. Este sistema produce como resultados un estado normal o la probabili-

dad de presencia de neumonia.

Dentro de las aportaciones de nuestro trabajo, se contribuye con un algoritmo de apren-
dizaje automatico de generacion/seleccion de instancias, a partir, de muestras reales de un

conjunto de entrenamiento, para aplicaciones de clasificacion. Este algoritmo esta basado
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en k-NN (k vecinos mas cercanos) y tiene como objetivo obtener un conjunto reducido de
prototipos que represente de mejor manera al conjunto de datos original. Los resultados
muestran que en el caso del conjunto de datos de radiografias de rayos-X, con algoritmo
propuesto utilizando 200 prototipos se obtiene una mejora en la tasa de reconocimiento
con respecto al k-NN tradicional ponderado que utiliza todo el conjunto de entrenamiento
de 2000 muestras.

La herramienta cuenta con una interfaz creada con Tkinter para facilitar la interacciéon
con un usuario médico. Para el programa se utilizaron las librerias numpy, openCV, os y

math.



Capitulo 1

Introduccion

La inteligencia artificial (IA) es un campo altamente dindmico que estd en constante
expansion hacia diversas areas adaptando algoritmos de aprendizaje automatico, estos a
su vez han evolucionado gracias a los avances en hardware como las GPU que permiten
aplicar secuencias matematicamente intensivas en donde se analizan grandes cantidades
de datos y miltiples variables mediante métodos computacionales. En este campo, el al-
goritmo aprende directamente del conjunto de datos sin la necesidad de una ecuaciéon
predeterminada como modelo con el fin de realizar predicciones [I]. En el sector de la
medicina conocido como deteccion/diagnostico asistido por computadora (CAD), la TA ha
evolucionado especialmente en la valoracion por imagenes con la llegada del aprendizaje

profundo basado en redes neuronales artificiales (RNA) [2].

Para interpretar la informacion proporcionada en las imégenes, es necesario recurrir a
médicos experimentados, sin embargo, es posible que estos expertos concluyan diferentes
diagnosticos de acuerdo con su propia interpretacion he incluso el mismo médico puede
presentar diagnoésticos diferentes para las mismas imagenes en diferentes momentos [3].
Con el objetivo de lograr un diagnostico més confiable y preciso, se presenta en este tra-
bajo una herramienta de ayuda para radidlogos, enfocada a la deteccion de neumonia

mediante examinacion de radiografias de téorax basada en aprendizaje automatico.

La neumonia es una enfermedad respiratoria infecciosa que se genera en los pulmones
y puede ser contagiada a través de fluidos y secreciones corporales tales como saliva y mu-
cosidad, que se propagan por el aire al toser o estornudar, es causada por bacterias, virus u
hongos. Los patégenos bacterianos mas comunes encontrados son streptococcus (pneumo-
coccus), haemophilus influenzae y patéogenos atipicos como mycoplasma, chlamydophila y

legionella. Mientras que los organismos virales més frecuentes son influenza y parainfluen-

3



Capitulo 1. Introduccion 4

za, seguidos por respiratory syncytial y adenovirus [4] [5]. Las personas méas propensas a
contraer neumonia son los ninos, las personas mayores y personas con problemas de salud
serios, esto debido a que su sistema inmunoldgico se encuentra vulnerable. De acuerdo con
World Health Rankings [6] con datos de la Organizacién mundial de la salud (OMS) del
2017, la influenza y la neumonia son la séptima causa de muerte en México con 21,511
muertes lo que representa un 3.97 % del total de decesos, ocupando el lugar 135 a nivel
mundial (Tabla[1.1)). Los datos de 2018 muestran un incremento en el nimero de muertes
de 21,511 a 22,441 y a nivel mundial México paso del lugar 135 al 122.

Tabla 1.1: Principales causas de muerte en México.

Posicion Causas de muerte Posicién a nivel mundial
1 Enfermedad coronaria 126
2 Diabetes mellitus 12
3 Derrame cerebral 158
4 Enfermedad pulmonar 54
5 Enfermedad del higado 51
6 Enfermedad de rinon o7
7 Influenza y neumonia 135
8 Violencia 19
9 Cancer de prostata 107
10 Accidentes de trafico 115

Existen diferentes métodos de deteccion de neumonia, ademas de los sintomas y anélisis
de sangre, entre los que destacan, tomografia computarizada de torax (CT), radiografia de
rayos-X de torax (CXR) y ultrasonido. La tomografia computarizada presenta mayor sen-
sibilidad a costa de mayores dosis de radiacién en comparacion con las radiografias torax
ademés de que tiene un costo mayor. A pesar de que estudios muestran que el diagnostico
por ultrasonido resulta ser una mejor herramienta para el diagnostico de neumonia en
comparacion con la radiografia de pecho [7][8][9], gracias a la accesibilidad, a la velocidad
en la que puede ser adquirida he interpretada, ademas de su bajo costo, la radiografia por
rayos-X es la herramienta principal para la detecciéon de neumonia si no se esta seguro del
diagnostico [4][10].

Investigadores, expertos e instituciones han creado y etiquetado conjuntos de imége-
nes de radiografias de térax que estan disponibles para ser utilizados como referencia para

proponer soluciones que ayuden en la identificacion de enfermedades. Estos bancos de
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imégenes de dominio publico han sido validados por especialistas por lo que son un buen

punto de inicio para entrenar el sistema.

A continuacion, se hace un breve resumen de la anatomia del pulmén que nos ayuda
a entender mejor las zonas que afecta la neumonia y a conocer la estructura pulmonar.
Posteriormente se presenta informacion relacionada a la apariencia que puede tomar la

neumonia en las radiografias de toérax.

1.1. Anatomia del Pulmoén

Con el fin de poder identificar las estructuras que determinan la presencia de neumo-
nia en el pulmoén, es necesario conocer la composicion de los pulmones para entender la

formacion de dichas estructuras.

El sistema respiratorio es uno de los mas importantes, es regulado por el sistema ner-
vioso central y es responsable de un proceso inconsciente activo las 24 horas del dia,
involucra diversos misculos, huesos y 6rganos, ademés, trabaja en conjunto con el sistema
circulatorio. La respiracion se encarga de llevar el oxigeno a los pulmones donde se difunde
en la sangre y se elimina di6éxido de carbono. También se llevan a cabo funciones anexas:
vibracion de las cuerdas vocales para producir la voz, olfato, regulacion de temperatu-
ra corporal mediante la difusion de calor, regulacion de la presion sanguinea y equilibrio

acido-base.

El aparato respiratorio consta en esencia del tracto respiratorio y los pulmones, el
tracto respiratorio puede a su vez dividirse en parte alta y parte baja, la parte de nuestro
interés es la parte baja, se conforma por los conductos que se bifurcan para llevar aire a
los pulmones: traquea, bronquios y bronquiolos. Dentro de los pulmones el aire circula a
lo largo de esta ruta sin salida que termina en los alvéolos. El aire entrante se detiene en
los alvéolos, los alvéolos son sacos microscopicos revestidos de una pared capilar en donde

los gases se intercambian con la circulacién sanguinea y luego fluyen de regreso.

Los pulmones no son simétricos, el pulmoén izquierdo es mas alto y angosto que el
derecho debido a la inclinaciéon del corazén, la altura del higado del lado derecho hace
que el pulmoén derecho sea mas corto. Los pulmones se conforman por 16bulos, el pulmén
derecho cuenta con tres: superior, medio e inferior. EI pulmén izquierdo consta de 2 1o6bulos:

superior e inferior (Fig.[L.1] extraida de [LI]). Cada l6bulo cuenta con su propio bronquio,
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a estas derivaciones se les llama ramificaciones o bronquios secundarios. Antes de entrar a
los pulmones, se les denomina bronquios primarios. Los bronquios tienen una estructura
ramificada parecida a un arbol conocida como arbol bronquial, en donde cada rama se
hace cada vez més delgada, estos ramales estan cubiertos de mucosa, musculo y tejido
conectivo, se extiende desde el bronquio principal hasta casi 65000 bronquiolos terminales
[11].

Laringe:

Cartilago tiroides

Cartilago cricoides

Traquea

Bronguios principales

Vértice del pulmoén —\

Lébulo superior

Bronquio lobular-
superior
-

Surco horizontal

Superficie
costal

Bronquio
lobular medio Labulo

superior
Lébule medio

Bronquio

e Impresién
lobular inferior

cardiaca

o

Superficies

Surco oblicuo mediastinales

Lébulo inferior
Lébulo inferior

Base del pulmdn

Figura 1.1: Vista anterior de pulmones.

Los bronquios lobulares o secundarios, a su vez se ramifican en bronquios segmenta-
rios también llamados terciarios en ambos pulmones de manera dicotémica irregular. El
pulmoén izquierdo tiene 8 derivaciones, mientras que el derecho se divide en 10 bronquios
segmentarios. Estos segmentos estdn separados de los segmentos adyacentes por tejido
conectivo. En la Figura (extraida de [12]) podemos observar estas ramificaciones re-

presentadas con diferentes colores.

Los bronquiolos son continuaciones de los bronquios segmentarios que suene medir me-
nos de Imm. Cada bronquiolo se divide en 50 a 80 bronquiolos terminales que son las ramas
finales de la division conductora. Estos miden alrededor de 0.5mm o menos de didmetro. La
siguiente estructura son los bronquiolos respiratorios que tienen alvéolos brotando de sus
paredes, seguidos de los conductos alveolares que finalmente terminan en los sacos alveola-
res, que son grupos con forma de uva (Fig/l.3a]extraida de [I1]). Cada pulmén humano es
una masa esponjosa compuesta por 150 millones de pequenos sacos. Un alvéolo es una bol-

sa de 0.2 a 0.5mm de didmetro (Fig. [1.3b|extraida de [11]), sus paredes elasticas permiten
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Figura 1.2: Ramificaciones dentro de los pulmones.

el flujo de aire dentro de ellas cuando se expanden y se contraen para exhalar los gases [11].

Entre alvéolos contiguos existen comunicaciones anatémicas que permiten la circula-
cion de aire de un alvéolo a otro para que exista una distribuciéon homogénea del aire, se
denominan poros de Kdhn o conexiones intraalveolares. Consisten en interrupciones de la
pared alveolar de unas 6-12 ym de didmetro, a través de los cuales puede existir ventilacion
colateral que permite la llegada de aire a unidades alveolares en las que los bronquiolos
que las suplen estéan obstruidos. A través de estos poros pueden pasar, ademés de los gases,
liquidos y bacterias por lo que son un mecanismo de propagacion de infecciones como la

neumonia.

Otras vias accesorias que conectan distintas secciones de la via aérea entre si son
los canales de Lambert (Figll.4] extraida de [13]). Estos canales consisten en estructuras
tubulares tapizadas por epitelio que comunican los espacios alveolares con los bronquiolos

terminales, e incluso con vias aéreas de mayor tamafio [14].
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(a) Sacos Alveolares. (b) Corte transversal seccién pulmonar.

Figura 1.3: Sacos alveolares y seccién transversal vista con un microscopio.

Canal de Martin

\ Y
Canal de Lambert

Figura 1.4: Poros de Kéhn y canales de Lambert.

1.2. Radiografia de Toérax

Una radiografia es una imagen creada a partir de la aplicacion de pequenas dosis de
rayos-X sobre la zona deseada, los rayos-X viajan a través del cuerpo y son absorbidos
en diferentes cantidades por diferentes tejidos, las particulas de radiacion atraviesan con
facilidad los tejidos blandos tales como la grasa y el miisculo, al igual que cavidades llenas
de aire como los pulmones y son absorbidos por tejidos méas densos como es el caso de
huesos, corazén y vasos sanguineos, por lo que estas imagenes son utilizadas para observar
y detectar anomalias en las partes internas del cuerpo [15]. La radiografia de térax postero

anterior (PA) y la radiografia lateral siguen siendo la base de la radiologia toracica. Se
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realizan en maxima inspiraciéon y con la respiracion totalmente suspendida. Hay diversos
procedimientos para obtener radiografias digitales de térax, desde la digitalizacion de una
radiograffa convencional analbgica a la conversion directa de la radiacion transmitida de
analégica a digital. Las principales ventajas de la radiografia digital son la mayor resolu-
cion, mayor contraste y la capacidad de transmitir las imagenes a un monitor para poder

manipular sus caracteristicas [16].

La distribucion en el cuerpo de las cuatro densidades radiolégicas: gas, agua, grasa y
calcio o densidad metélica, determina lo que se distingue en la radiografia de torax. Por
ejemplo, no es visible la sangre en el interior del corazon, ni el corazéon dentro del saco
pericardico, porque todas estas estructuras tienen la misma densidad. Este hecho explica
que cualquier delimitacion de una imagen radiologica dependa en parte de las diferencias
en la densidad radiografica de las diferentes estructuras vecinas[I6]. En una radiografia
podemos observar el corazon, los pulmones, las vias respiratorias, huesos y algunos vasos
sanguineos. Ademas, se pueden observar lesiones o anomalias mediante la presencia de
elementos nuevos o modificacion de densidad, forma, tamano y posicion sobre la regiéon

que comprende el torax.

La neumonia es una enfermedad infecciosa que produce consolidacion. La consolidacion
pulmonar es una afeccion en la cual las vias respiratorias se llenan de fluidos como agua,
sangre y pus o con algin material sélido. En el caso de la neumonia, los alvéolos se llenan
con pus y se inflaman, esto produce un cambio de densidad que puede ser apreciado en
las radiografias de rayos-X como opacidades en forma de nubes o manchas con diferente

distribucion y densidad alrededor del pulmon.

Los alvéolos son cavidades semiesféricas que se encuentren al final de las ramificaciones
de los bronquiolos en donde se realiza el intercambio de oxigeno con la sangre, en perso-
nas enfermas los alvéolos llenos de liquido ocasionan que la respiracion se torne dolorosa,
asimismo, se limita la absorcion de oxigeno [5]. La deteccion de neumonia por medio de
radiografias debe de ser diagnosticada por un radiélogo, asi que la precision del diagnostico
dependera de la habilidades, experiencia y capacidades de este, ademas de la calidad de
la radiografia [I7]. Estos elementos hacen que la deteccion de neumonia sea un proceso

dificil de realizar.

La clasificacion de la neumonia con base en la dispersion y la apariencia radiogréfica

es la siguiente:
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Consolidacion de espacio aéreo. (Tipo lobular o bronconeumonia)

Consolidacién nodular

Consolidacién intersticial

Redonda

Patron de neumonia atipica

Absceso pulmonar

1.2.1. Consolidacién del espacio aéreo

Los espacios aéreos de los pulmones son las partes que contienen aire, excluyendo a las
vias aéreas exclusivamente conductoras, comprenden los alvéolos, los conductos alveola-
res, y bronquiolos respiratorios. La infeccion que se origina en los espacios aéreos produce
“neumonia lobular” (Fig. [L.5|flechas negras, extraida de [18]). Este patron de consolidacion
se caracteriza por: un foco periférico solitario de opacidad densa homogénea debido a la
confluencia de acinos consolidados, preservacion de las vias aéreas méas grandes para pro-
ducir‘broncogramas de aire” (bronquios llenos de aire rodeados de opacidad), propagacion
rapida y progresiva a areas adyacentes y eventualmente hacia el hilio por los poros de
Kohn y los canales de Lambert, los margenes suelen estar mal definidos y borrosos, son
imprecisos a menos que estén delimitados por una cisura, tienden a la coalescencia con el

tejido sano que los rodea y consolidacién en uno o mas lobulos del pulmoén.

La neumonia Lobular se asocia clasicamente con la neumonia adquirida en la comu-
nidad, y se debe més comunmente a Streptococcus pneumoniae. Este tipo de neumonia
puede afectar a uno o varios segmentos del mismo 16bulo o de otros l6bulos comprome-
tiendo los segmentos de manera parcial o completa, lo mas frecuente es que se concentre
en un solo 16bulo y no tienen un limite nitido. La tuberculosis (TB) también puede causar

una consolidacién homogénea similar a la neumonia lobular.

La infeccién que se origina en las vias aéreas y luego se propaga a los espacios aéreos
produce un patron de consolidacion ligeramente diferente, denominado “bronconeumonia”
(Fig. [1.5]flechas blancas). Por lo general se observa aire de manera anormal en los bronquios
en el centro de la opacidad. Otras caracteristicas incluyen: miltiples areas de consolidaciéon
en parches, a menudo falta bilateral de broncogramas aéreos, coalescencia progresiva de la
consolidacion en parches con el tiempo. La coalescencia es la posibilidad de que dos o mas

materiales se unan en un tnico cuerpo. Se llama broncograma aéreo cuando los bronquios
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se hacen visibles en una radiografia. Este fenomeno se explica por la desaparicion del aire
que se encuentra normalmente en los alvéolos. Este aire se ha sustituido por células o por
liquido. La bronconeumonia generalmente se asocia con organismos adquiridos en el hospi-
tal (nosocomiales) como Fscherichia coli y Pseudomonas aeruginosa. La bronconeumonia

adquirida en la comunidad ocurre y es causada clasicamente por Staphylococcus aureus

[18].

Figura 1.5: Neumonia lobar.

1.2.2. Consolidaciéon nodular

Los nédulos son focos pequenos y redondeados de opacidad del espacio aéreo, y ge-
neralmente estdn asociados con infecciones no-bacterianas o bacterianas poco comunes.
Los ejemplos incluyen: Varicela zoster (virus de la varicela), que produce neumonia nodu-
lar bilateral (Fig. extraida de [18]), Mycoplasma pneumoniae (bacteria atipica), que
generalmente causa neumonia nodular en un pulmén. Estos nédulos pueden fusionarse a

medida que la infeccion progresa y producen un parche patron tipo bronconeumonia [I8].

La tuberculosis también produce comunmente opacificacién nodular, aunque predo-
minantemente dentro de las porciones superiores de los pulmones. La progresion de la
infeccion también puede conducir a la fusion de los nédulos y a un patrén irregular de

tipo bronconeumonia [18].
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Figura 1.6: Consolidacién nodular.

1.2.3. Consolidacion intersticial

El tejido alrededor de los sacos de aire se denomina intersticio. El intersticio pulmonar
estd dividido en tres compartimientos conectados entre si por lo que las enfermedades se
dispersan facilmente de uno a otro. Es dificil notar los intersticios en radiografias simples.
En personas con enfermedad pulmonar intersticial, este tejido se vuelve rigido o cicatri-
zado, y los sacos de aire no pueden expandirse tanto. Los l6bulos estan separados por
tabiques interlobulares, y el espacio entre l6bulos individuales se llama espacio intersticial.
Las infecciones respiratorias no suelen producir opacificacion del espacio intersticial, pe-
ro cuando lo hacen, las apariencias son bastante distintas de la opacificacion del espacio
aéreo: numerosas lineas cortas y opacas (reticulaciones) distribuidas simétricamente en
ambos pulmones, asociacién frecuente con nédulos opacos pequenos. Los organismos que
producen consolidacion intersticial generalmente estan asociados con pacientes inmuno-

comprometidos, incluidos aquellos con SIDA. Pneumocystis carinii es un buen ejemplo

(Fig. [18].

1.2.4. Redonda

Es un tipo raro de neumonia que afecta principalmente a ninos menores de 8 anos
cuyos poros de Kéhn y canales de Lambert ain no se han desarrollado completamente

o existe un defecto del desarrollo de este tejido conectivo, la consolidacién presenta una
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Figura 1.7: Consolidacién Intersticial.

forma redonda u oval (Fig. [L.8|extraida de [19]), generalmente se observa un nodulo o masa
pulmonar solitaria en los lobulos inferiores y mérgenes pleurales con dimensiéon promedio
es de 3.8 cm de didmetro [19)].

Figura 1.8: Neumonia redonda.

1.2.5. Neumonia atipica

Un término no especifico que se usa para describir: neumonias causadas por bacterias

o0 virus poco comunes, pero con patrones en radiografias comunes (lobulares o bronconeu-
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monicos), como infeccion por Legionela (que puede presentarse con sintomas gastrointes-
tinales y neurologicos), neumonias con patrones inusuales en la radiografia de torax [18].
El termino atipica no se refiere a que no sea comtn y tiene que ver més con la causa, tiene

alta morbilidad y mortalidad.

1.2.6. Absceso pulmonar

Un absceso pulmonar es una cavidad llena de pus en el pulmén, rodeada de tejido
inflamado, producida por una infeccion. Esta es una observacion histopatolégica y no es
perceptible en una radiografia, lo que resulta en la mayoria de los abscesos pulmonares
que parecen idénticos a las areas focales de consolidacion. Las bacterias anaerobias, que
normalmente se encuentran como comensales dentro de la orofaringe y el tracto gastroin-
testinal, pueden causar la formacion de abscesos. Las bacterias ingresan a los pulmones al
aspirar secreciones o vomitos, lo que lleva a lo que se denomina “neumonia por aspiracion”.
Esto generalmente se manifiesta como una consolidacion irregular en las zonas medias de
los pulmones, con o sin cavitacion (Fig. extraida de [18]). S. aureus y Klebsiella pneu-
moniae son dos ejemplos mas de bacterias que causan cavitacion dentro de las areas de
consolidacion, generalmente como parte de una bronconeumonia generalizada. La TB fre-
cuentemente también causa cavitacion, predominantemente dentro de las opacidades de

la zona superior y media mencionadas anteriormente [18].

Figura 1.9: Absceso Pulmonar.
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1.3. Trabajo Relacionado

En esta seccién se presentan diversas soluciones para la detecciéon de neumonia por
medio de aprendizaje automatico. Se presentan como primer punto técnicas de prepro-
cesamiento utilizadas para mejorar o estandarizar ciertas caracteristicas de las imagenes
de entrada. Posteriormente se dan a conocer métodos basados en aprendizaje profundo
para la solucion de esta problematica y por dltimo otros métodos basados en diferentes
técnicas. Desafortunadamente no se puede realizar una comparacion ecudnime entre las
soluciones mencionadas debido a que: los bancos de datos no son los mismos, el niimero
de imagenes de entrenamiento y prueba son diferentes, ademéas de que no todos reportan

sus resultados bajo el mismo régimen.

1.3.1. Preprocesamiento

Usualmente los conjuntos de datos se encuentran en una variedad de formatos y la
mayoria de los bancos de imégenes no estan estandarizados, es decir, debido a que las
radiografias no fueron adquiridas con los mismos equipos ni en los mismos lugares, presen-
tan diferencias tales como: resolucion, tamano, formato, posicion, contraste ademas de que
pueden contener ruido. Se requiere entonces aplicar algoritmos que normalicen las iméa-
genes de entrada. El procesamiento requiere conocimiento especializado de procesamiento
de imégenes, diferentes tipos de datos requieren diferentes técnicas de preprocesamiento.
Las manipulaciones realizadas tienen como objetivo que el resultado de la manipulacién

sea mas util que los pixeles originales.

La calidad del preprocesamiento podria afectar o beneficiar el desempeno del sistema,
imégenes procesadas que presenten mejoras a simple vista para el ojo humano podrian ser
o no benéficas para los siguientes procesos del modelo. Las técnicas de preprocesamiento
cominmente aplicadas para imagenes de torax son: mejora del contraste, filtrado, afilado
de bordes, segmentacién de la regiéon de interés e incluso supresion de los huesos en la zona

del pulmon.

Un correcto preprocesamiento de las imagenes de entrenamiento puede ayudar a me-
jorar los resultados de validacion de los modelos como reportan en [20]. Las técnicas uti-

lizadas para la mejora de las imagenes dentro de la bibliografia se enuncian a continuacion:



Capitulo 1. Introduccion 16

Filtrado

Los filtros son una parte esencial para el procesamiento de imégenes ya que reducen la
informacion no deseada que se pudiera encontrar en la imagen como el ruido y suavizan la
imagen al reducir la variacion de intensidad entre pixeles vecinos. Los filtros mas utilizados

para procesar iméagenes de radiografias se mencionan brevemente en seguida.

Filtro de la mediana.
Consiste en promediar los pixeles vecinos del pixel central para sustituir el valor real con
el nuevo promedio, se realiza una convoluciéon sobre la imagen con una méscara de N x N,
donde N es el nimero de pixeles por lado de la mascara de convolucion, generalmente se

usa un valor de N = 3, es un filtro que preserva los bordes. Se utiliza en [21].

Filtros bilaterales.
Este filtro se aplica en [20] y en [22]. Es un filtro que suaviza las imagenes y que a diferencia
de los filtros tradicionales que difuminan los bordes, éste los preserva. Combina los valores
de niveles de gris con los pixeles vecinos basandose tanto en su proximidad geométrica

como en su similitud fotométrica [23].

Ecualizacién del histograma

Los algoritmos de ecualizacion generan una nueva imagen a partir de aplicar una trans-
formacién que entregue un histograma con una distribucién uniforme dentro de todo el
rango posible para aumentar el contraste y poder observar con més detalle caracteristicas

en la imagen. Los algoritmos mas utilizados son:

Ecualizacion del histograma.
Es un método automatico de mejora de contraste que reparte de manera uniforme los
valores de intensidad dentro del histograma. Aplicando este algoritmo y dependiendo de
la distribucion de intensidad de la imagen, se pueden observar detalles que anteriormente

no era posible detectar. Esta técnica es utilizada en [24].

CLAHE.
Para mejorar y homogeneizar el contraste, el método mas utilizado por los autores en la
bibliografia revisada es la ecualizacion de histograma adaptativa limitada por contraste
(CLAHE por sus siglas en inglés), es utilizado en [20], |[21], [22], y |25]. Con este proceso la

imagen se divide en bloques pequenos que se ecualizan por separado por lo que se limitan
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solo a la region que corresponde a su division, para evitar la amplificacion de ruido presente
en la imagen se utiliza la limitacion de contraste. Para eliminar posibles bordes generados
por las divisiones y el hecho de que la ecualizaciéon de cada bloque es independiente de
la imagen total, después de aplicar la ecualizacion se aplica interpolacion bilineal [26]. En
[20] mencionan que utilizan este método porque evita el realce excesivo del contaste y la

amplificacion del ruido en las imagenes.

Correccién gamma

La correcciéon gamma sirve para codificar o decodificar la luminancia de imégenes a
tonos apropiados para ser interpretados por el ojo humano, esto es debido a que las cAmaras
no perciben la luz de la misma manera que la vision humana lo hace. Esta correccion se
utiliza para que las imégenes no se vean tan oscuras en monitores al compensar ciertas

propiedades del ojo humano. Esta técnica es utilizada en [21].

Otras técnicas

En [27] realizan una mejora del contraste que consiste en obtener el promedio de todos
los pixeles de la imagen y restarlo a cada pixel para posteriormente dividir el resultado

entre la desviacion estandar.

Otsu tresholding. Es un método automatico de umbralizacion que es capaz de separar
los pixeles en dos clases, primer plano y fondo con lo que se obtiene una imagen binaria.
En [24] utilizan este umbral para segregar la parte sana del pulmon de la region afectada

por la neumonia.

Articulos como [28-30] reportan mejoras al seccionar el area de los pulmones.

Data augmentation

Aunque esta técnica no es parte del preprocesamiento de imagenes, se menciona porque
es muy utilizada en redes neuronales para balancear las clases. Consiste en generar nuevas
imégenes a partir de otras de la misma clase aplicando técnicas de rotacion, redimension,
traslacion, adicion de ruido, filtrado, entre otras. Las imagenes resultantes son ligeramente
diferentes pero iguales en esencia. Esto ayuda a que la red no memorice una imagen y se
produzca un sobre ajuste, ademés ayuda a aumentar la tasa de reconocimiento como se

puede constatar en [31].
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1.3.2. Conjuntos de imagenes

A continuacion, se presentan las descripciones de los bancos de datos revisados en la
bibliografia y que se encuentran disponibles para descarga, es decir se omiten los bancos
de datos privados. Estos bancos fueron recopilados por diversos especialistas, instituciones

y hospitales de diferentes partes del mundo.

ChestX-ray8

Banco de datos con 108948 imagenes de rayos-X de 32717 pacientes tnicos, el nimero
8 se refiere a la cantidad de enfermedades que incluye y con las que estan etiquetadas las
imagenes. Las enfermedades son: Atelactasis, Cardiomegaly, Effusion, Infiltration, Mass,
Nodule, Pneumonia, Pneumothoraz y algunas imagenes pueden tener etiquetas multiples.
Para crear estas etiquetas, los autores utilizaron el procesamiento del lenguaje natural
para clasificar texto de las clasificaciones de enfermedades de los informes radiologicos
asociados, banco de datos de The National Institute of Health of America. La precision en

el etiquetado es mayor al 90 %. El tamano de las imagenes es de 1024 x 1024 [32].

ChestX-ray14

Es una version mejorada de ChestX-ray8 que agrega mas imagenes y enfermedades. Las
enfermedades agregadas son: Consolidation, Edema, Emphysema, Fibrosis, Pleural Thi-
kening, Hernia de igual manera pueden contener miltiples etiquetas. Las iméagenes fueran
extraidas de la base de datos de National Institutes of Health Clinical Center. Consiste
en 112120 imagenes frontales de 30805 pacientes etiquetadas mediante procesamiento del

lenguaje natural con datos extraidos de los informes radiologicos asociados [32].

Banco de datos Mendeley

Este conjunto contiene miles de imégenes validadas de OCT y radiografias de torax
analizadas en [33], en ese articulo mencionan que recolectaron y etiquetaron un total de
5232 imégenes de rayos-X de térax de ninos, incluidas 3883 caracterizadas por representar
neumonfa (2538 bacterias y 1345 virales) y 1349 normales, de un total de 5856 pacientes
para entrenar el sistema de TA. Las imagenes se dividen en un conjunto de entrenamiento
y un conjunto de pruebas de pacientes independientes. Las imagenes se etiquetan como

[enfermedad - identificacion aleatoria del paciente - nimero de imagen| [34].

Las imagenes de rayos-X del torax (anterior-posterior) se seleccionaron de pacientes

pediatricos de uno a cinco anos del Centro Médico para Mujeres y Ninos de Guangzhou,
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Guangzhou. Todas las imagenes de rayos-X del torax se realizaron como parte de la aten-
cion clinica de rutina de los pacientes. Para el analisis de imégenes de rayos-X de torax,
todas las radiografias de térax se examinaron inicialmente para el control de calidad eli-

minando todos los escaneos de baja calidad o ilegibles.

JSRT database

La base de datos fue creada por Japanese Society of Radiological Technology (JSRT)
en cooperacion con Japanese Radiological Society (JRS) en 1998. Desde entonces, la base
de datos JSRT ha sido utilizada por varios investigadores en el mundo para diversos fines
de investigacion, como procesamiento de imagenes, compresion de iméagenes, evaluacion
de visualizacion de imagenes, diagnostico asistido por computadora (CAD), sistema de
archivo y comunicacion de iméagenes (PACS), para capacitacion y pruebas. Las iméagenes
de esta base de datos son las que tienen mejor resolucién (2048 x 2048). Poseen amplio
rango de densidad (12 bits, escala de grises 4096). El formato de imagen es universal
(sin encabezado, datos brutos) ademés contienen la edad del paciente, sexo, diagnostico
(maligno o benigno), coordenadas X e Y del nodulo, diagrama simple de ubicacion del

nodulo, grado de sutileza en la deteccion visual de nodulos [35].

COVID-19 radiography database

Un equipo de investigadores de la Universidad de Qatar y la Universidad de Dhaka,
Bangladesh, junto con sus colaboradores de Pakistan y Malasia, en colaboracién con mé-
dicos, crearon esta base de datos de imagenes de rayos-X de toérax para casos positivos
de COVID-19 junto con Iméagenes de neumonia normal y viral. En este banco hay 1200
imagenes positivas para COVID-19, 1341 imagenes normales y 1345 iméagenes de neumo-
nia viral. Es una base de datos publica disponible en Kaggle que combina varias bases

de datos publicas y también recopilando imagenes de articulos publicados relacionados a
COVID-19 [36].

1.3.3. Meétodos basados en aprendizaje profundo

Se han presentado varias soluciones en afnos recientes para la deteccion de neumonia de
manera automatica por medio de radiografias que en su mayoria utilizan métodos basados
en Deep Learning. En la tabla[1.2] se muestran algunos de los articulos revisados junto con
datos importantes, se puede observar que los resultados se reportan utilizando diferentes
métricas. Todas ellas utilizan redes neuronales convolucionales y la mayoria de ellas utiliza

transferencia del conocimiento, lo que significa que toman redes ya hechas y entrenadas
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para solucionar una problemética distinta pero relacionada con la nueva problematica y
solo hacen un reentrenamiento con un conjunto pequeno de imagenes en comparacion con
el niimero de imagenes utilizadas en el primer entrenamiento. También es notable que hay

trabajos con una exactitud cercana al 99 %.

Tabla 1.2: Métodos basados en aprendizaje profundo.

Autores Ano | Modelo Método Resultados
Wang et al. [28] 2019 | CNN CNN Cooperatives 24.09 Score
Rakshit et al. [27] 2019 CNN Transfer Learning 77.88 AUC.
Sirazitdinov et al. [37] | 2019 | CNN Transfer Learning 77.50 F1-Score
Togagar et al. [31] 2019 CNN | mRMR M.L. classifiers 99.41 ACC.
Liang et al. [38] 2019 CNN Transfer Learning 97.6 Recall rate
Chouhan et al. [39] | 2019 CNN Transfer Learning 96.4 ACC.
Islam et al. [40] 2019 CNN Transfer Learning 98.99 ACC.
Acharya et al. [41] 2019 | CNN | Deep Siamese Network 0.95 AUC
Chhikara et al. 2] | 2020 CNN Transfer Learning 90.1 ACC.
Sarcar et al. |20] 2020 CNN Residual Learning 99.72 AUC., 99.28 ACC.
Rahman et al. [42] 2020 CNN Transfer Learning 98 ACC.
Yao et al. [43] 2020 CNN YOLOv3 46.84 Precision
Labhane et al. [44] 2020 CNN Transfer Learning 97 ACC.

1.3.4. Otros métodos

En la Tabla [I.3] se muestran métodos que no utilizan redes neuronales convoluciona-
les para extraer caracteristicas, reportan una exactitud (ACC) méas baja en comparacion
con las CNN. También es notable que el nimero de trabajos es menor ya que el aprendi-
zaje profundo estd en auge y la mayoria de los investigadores esté trabajando bajo este

paradigma.

1.3.5. Deteccion de textura

El trabajo relacionado, muestra que es posible determinar la presencia de neumonia
en imagenes de radiografias por medio de deteccién de textura. Diferentes técnicas de de-
teccion de textura han sido aplicadas. En [48] y [47] emplean caracteristicas Haralick que
se basan en la matriz de coocurrencia de la cual extraen 14 caracteristicas, en [48] definen
como las méas relevantes de estas la varianza, la suma promedio y la suma-varianza. En

[45], utilizan dos conjuntos de caracteristicas de los cuales uno se basa en texturas de la



Capitulo 1. Introduccion 21

Tabla 1.3: Soluciones basadas en otros métodos.

Autores Ano | Modelo Método ACC.
Funciones basadas en
Xie et al. [45] | 2006 | momentos y matrices de | Caracteristicas de textura | 70.94 %
coocurrencia
Noor ot al Discriminacion estadisti-
" | 2014 | ca, wavelet texture and | Texturas Wavelet 70 %
[46]
modPC
Sharma et al. 2017 | Otsu thresholding Procesamiento de iméage- ND.
[24] nes
[\f;]fela et dl 2019 | NN Texturas Haralick 93 %
[\Z/lzﬁnsha et al 2019 | Reglas de decision Caracteristicas de Textura | 86 %
Chandra et | o500 | po)ceptron Multicapa | Loaresion logisticay clasi- | o g o/
al. [29) ficacion via regresion
Khatri et al 9020 | Earth Mover’s Distance Comparacion de histogra- 83.33 %
[30] mas
Ambita et al. 2020 | Support Vector Machines Iiocally Adaptive Regres- 96 %
[49] sion Kernels

matriz de coocurrencia, calculan la energia, la entropia e inercia.

En [46] y [50] utilizan 12 caracteristicas wavelet en cuatro direcciones, las caracteris-
ticas son las siguientes: energia promedio, entropia, contraste, homogeneidad, desviacion
estandar de valor, desviacion estdndar de energfa, coeficiente maximo wavelet, coeficiente
minimo wavelet, valor maximo de energia, méximo vector suma de energia, maximo vector
columna de energia y promedio de niimeros de cruce por cero. Promedio, varianza, des-
viacion estandar, falta de simetria, curtosis, suavidad, uniformidad, entropia son técnicas

usadas en [29].

En [5I] se aplican tres conjuntos de caracteristicas, el primero basado en histogramas,
el segundo es un vector de gran dimension que incluye caracteristicas de momento de
intensidad, borde, textura y forma, utiliza el descriptor de Tamura, CEDD, FCTH, Hu,
MPGE-7, CLD, EHD, Gabor, etc., el conjunto 3 es un conjunto de caracteristicas pro-
porcionadas por regioncrops de Matlab. En [49] utilizan kernels adaptativos de regresion
(LARK por sus siglas en inglés) que capturan estructuras locales. En [52] se propone el
uso de filtros multiescala para la deteccion de tuberculosis que son filtros de derivativos

gaussianos y son los coeficientes de una expansion de Taylor de la imagen.
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1.3.6. Evaluacién de desempeno

Las métricas de evaluacion de desempeno mas comunes de clasificaciéon se muestran a
continuacion. La matriz de confusién no es propiamente una meétrica de desempeno sino
méas bien es una forma de visualizacion del comportamiento del sistema. Cada columna
de la matriz representa el nimero de predicciones de cada clase, mientras que cada fila
representa a las instancias en la clase real. Uno de los beneficios de las matrices de confusiéon
es que facilitan ver si el sistema estd confundiendo las diferentes clases o resultados de la

clasificacion.

Resultado de la prediccién

Positivo Negativo
Positivo VP FN VP+FN
Valor Actual -
Negativo FP VN FP+VN

La exactitud se refiere al porcentaje total de elementos clasificados correctamente. Se
considera la manera més directa de la calidad de los sistemas de clasificacion. El valor
generalmente se proporciona en porcentaje (0-100 %), en donde entre mas alto mejor. En

casos donde las clases no estan balanceadas, no resulta ser la mejor opcion.

VP+VN
Eractitud = 1.1
LA = P T FN)Y + (FP 1 VN) (1.1)

La métrica de sensibilidad muestra la cantidad de verdaderos positivos que el modelo
ha clasificado en funcién del nimero total de valores positivos. También se conoce como

recall. Una sensibilidad alta significa pocos falsos negativos.

o VP
Sensibilidad = VPLEN (1.2)

La especificidad es la fraccion de verdaderos negativos, indica la capacidad de nuestro
estimador para discriminar los casos positivos, de los negativos. Se trata de los casos

negativos que el algoritmo ha clasificado correctamente.

VN

FPLVN (1.3)

Especi ficidad =
La precision representa el nimero de verdaderos positivos que son realmente positivos
en comparacion con el nimero total de valores positivos predichos. Una precision alta

significa pocos falsos positivos.

VP
Precision = ———— 1.4
recision VN FP (1.4)
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Fl-score es la combinaciéon de las métricas de precision y exhaustividad. La mejor

puntuacion F1 es igual a 1 y la peor a 0.

2xVP
F1 - 1.
SO = P PN+ FP (15)

En donde:
Verdaderos Positivos (VP): cuando la clase real es Verdadero y la prediccion Verdadero.
Verdaderos Negativos (VN): cuando la clase real es Falso y el pronosticado es Falso.
Falsos Positivos (FP): cuando la clase real es Falso y el pronosticado es Verdadero.

Falsos Negativos (FN): cuando la clase real es Verdadero y el valor predicho es Falso.

1.4. Objetivos

Objetivo General

Desarrollar un sistema basado en aprendizaje automatico que determine, a través de

analisis de imagenes de radiografias de térax, la presencia de neumonia.

Objetivos Especificos

1. Investigar y valorar diferentes métodos de deteccion de neumonia en el estado del

arte y elaborar una tabla con las caracteristicas de los diferentes métodos.
2. Obtener un conjunto adecuado de imagenes de radiografias de Torax.

3. Analizar y determinar la forma, escala y posicion de las estructuras dentro de los

pulmones que determinan un estado normal y presencia de neumonia.

4. Evaluar técnicas de procesamiento y acondicionamiento de imégenes y elegir la mas

apropiada para acentuar las estructuras mencionadas en el objetivo anterior.

5. Determinar si es posible o no, modelar dichas estructuras utilizando técnicas cono-

cidas para deteccién de textura.
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6. De acuerdo con el tipo de estructuras evaluar técnicas de extraccion de caracteristicas
tales como HOGs, Gabor, etc., que proporcionen una mejor separacion de las dos

clases que los pixeles originales.

7. Evaluar métodos basicos de clasificacion y métodos basados en aprendizaje profundo

para mejorar el desempeno en la detecciéon de neumonia.

8. Programar en Python todos los algoritmos que integren un sistema de deteccion de

neumonia el cual cuente con una interfaz de facil manejo para un usuario médico.

1.5. Justificacion

Siendo una de las principales causas de decesos a nivel mundial y debido a que la
neumonia debe de ser tratada en las primeras etapas para reducir el riesgo de muerte, es
indispensable proporcionar un diagndstico oportuno y conciso por parte de los especialis-
tas. Una de las maneras més viables y econ6micas para detectar la neumonia es mediante
la examinacién de radiografias de Toérax, el problema de estas radiografias es que se ne-
cesita un especialista altamente capacitado para poder detectar con precision la presencia

de neumonia en el paciente.

La falta de capital humano capacitado, los tiempos largos necesarios para capacitar
personal, el error humano inherente, la uniformidad de la experiencia por parte de los
expertos, la calidad de las radiografias, son algunos de los elementos que influyen en la
correcta evaluacion de las enfermedades por medio del anélisis de radiografias y hacen
necesario crear herramientas que soporten el diagnostico proporcionado por el especialista

v reduzcan los tiempos de estudio.

La evoluciéon de la inteligencia artificial generada en gran parte gracias al avance ex-
ponencial de las capacidades de procesamiento permite proponer soluciones competentes
en el A&mbito medico con ayuda de los vastos bancos de imagenes que han sido propor-
cionados por diferentes organizaciones e instituciones hospitalarias y educativas. Esto a
su vez posibilita corroborar los algoritmos desarrollados para medir su confiabilidad bajo

distintas circunstancias.

El Dr. Curtis Langlotz profesor de radiologia e investigador en informatica biomédica
en el centro médico de la universidad de Stanford, en 2017 dijo que era completamente

obvio que en 5 anos la inteligencia artificial seria mejor que los radidlogos pero que eso
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no significaba que su trabajo estuviera en riesgo, mas bien aumentaria sus capacidades y
haria sus vidas mejores y mas faciles, también respondi6 a la pregunta de que si en algin
momento los radidlogos serian remplazados por la inteligencia artificial a lo que respon-
di6: “Yo digo que la respuesta es no, pero los radidlogos que usen Inteligencia Artificial

remplazaran a los que no la usen”[53].

El presente trabajo de tesis pretende agilizar los tiempos de examinaciéon de radiogra-
fias de torax mediante un algoritmo descrito en Python que realice este proceso de manera
automatica, ademés de validar la decision del analizador y darle herramientas que le per-
mitan competir y mejorar en la detecciéon de neumonia. Se utiliza Python debido a que
es un lenguaje de alto nivel elegante y flexible muy conocido que exige minimos requeri-
mientos de instalacion, que ademés es Open Source por lo que constantemente se generan
mejoras y librerias. Cuenta con una licencia Piblica General de GNU, esto permite que el
programa se pueda aprovechar sin restricciones y sin la necesidad de adquirir una licencia

por parte de los radidlogos u hospitales.

1.6. Descripciéon y Diagrama de Bloques del Sistema

La deteccion de neumonia se realizara utilizando algoritmos de inteligencia artificial,
aplicados a bancos de imagenes de radiografias de torax piblicos disponibles para descar-
ga. El siguiente paso es analizar estructuras que determinan la presencia de neumonia,
posteriormente se evalian métodos de acondicionamiento de imagenes para hacer resaltar
estas estructuras. Una vez analizadas las estructuras el siguiente paso es extraer caracte-
risticas sobre las zonas de interés. Por tltimo, se evalian técnicas de clasificacion y con
base en los resultados se realizaran ajustes para mejorar la precision. Se busca que el algo-
ritmo una vez entrenado, sea capaz de diferenciar entre pulmones con presencia neumonia
y pulmones normales con una interfaz simple para que pueda ser facilmente utilizada por

un especialista.

La metodologia se resume en el siguiente diagrama de bloques figura [1.10
Generalmente en un sistema de aprendizaje automatico se requieren aplicar los siguien-

tes pasos:
- Preprocesamiento

- Extraccion de las regiones de interés
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Figura 1.10: Diagrama de bloques de la metodologia.

- Extraccion de caracteristicas sobre las regiones de interés
- Entrenamiento del Modelo
- Clasificacion

Preprocesamiento. Los bancos de imagenes contienen radiografias de diferentes hos-
pitales por lo que no fueron tomadas con las mismas condiciones ni con los mismos aparatos
por lo que pueden presentar variaciones de intensidad, contraste, tamano o alineacién por
lo que puede ser necesario aplicar algoritmos para mejorar estas caracteristicas. En este
trabajo el preprocesamiento consiste en mejorar el contraste de las imagenes aplicando

ecualizacion del histograma.

Extracciéon de las regiones de interés. Es importante segmentar las zonas sobre
las cuales se van a extraer las caracteristicas para reducir el nimero de errores ocasionados
por otros elementos presentes en la imagen, ademés, de mejorar la exactitud del algorit-
mo. En este paso se podria segmentar la seccion de los pulmones para posteriormente
extraer caracteristicas inicamente sobre esta regién. En la etapa de entrenamiento esta
segmentaciéon se realiza con un recorte cuadrado que se aplica a todas las imégenes por
igual de manera automatica eliminando secciones de la imagen de arriba, abajo, izquierda
y derecha de manera que se obtenga solamente el area de los pulmones. En la interfaz

grafica el recorte sea hace manual con el ratéon seleccionando el area deseada.

Extraccién de caracteristicas sobre las regiones de interés. Una vez que se seg-
mento la zona de interés, es necesario obtener caracteristicas que nos permitan diferenciar
entre personas normales y personas con neumonia. La neumonia se presenta en las radio-
grafias como opacidades en escala de grises en diferentes zonas del pulmén y con diferente
textura por lo que el siguiente paso es extraer caracteristicas sobre la secciéon del pulmon
para detectar opacidades que en algunos casos no son visibles a simple vista o que incluso

pueden ser sintomas de otra enfermedad como por ejemplo el cancer de pulmoén. Este
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proceso se realiza mediante eigenfaces y aunque no son caracteristicas como tal, los pesos

producidos de la proyeccion son los vectores que nos proporcionaron los mejores resultados.

Entrenamiento del Modelo. Para entrenar el modelo, se divide el banco de imégenes
en: imagenes de entrenamiento e imagenes de prueba. Para observar el comportamiento se
utilizan herramientas para comparar la clasificacion hecha por el modelo de acuerdo con
las etiquetas. El algoritmo seleccionado para la clasificaciéon es un algoritmo propuesto ba-

sado en k-NN y que utiliza el promediado parecido a k-means que ayuda a la generalizacion.

Clasificaciéon. De acuerdo con las caracteristicas que mejor describan la presencia de
neumonia, el algoritmo debe diferenciar a que clase pertenece la imagen de entrada entre

las dos posibles salidas: normal o probabilidad de presencia de neumonia.

El diagrama de bloques de la figura describe de manera grafica y general los pasos

a seguir para implementar el algoritmo.

1.7. Organizacion de la Tesis

La tesis sigue el siguiente orden: el capitulo 1 se hace un breve resumen de la anatomia
del pulmoén que nos ayuda a entender mejor las zonas que afecta la neumonia y a conocer
la estructura pulmonar. Posteriormente se presenta informacion relacionada a la aparien-
cia que puede tomar la neumonia en las radiografias de térax. En la siguiente seccion, se
enuncian diferentes soluciones propuestas dentro del estado del arte para esta problemé-
tica, se mencionan los objetivos especificos y generales, asi como también la justificacion.

Por ultimo, se presenta el diagrama de bloques del sistema propuesto.

El capitulo 2 se mencionan los conceptos relacionados con el trabajo realizado, se des-
cribe a grandes rasgos el concepto de Inteligencia Artificial, el aprendizaje automatico y
describe los temas que intervienen directamente con el trabajo de tesis como son: el algo-
ritmo de k-vecinos mas cercanos (k-NN), la ecualizacion del histograma, la normalizaciéon

el algoritmo de Eigenfaces y la selecciéon de caracteristicas.

En el capitulo 3 se describe el proceso realizado para detectar la neumonia en imagenes
de rayos-X, comienza con la estructura general, de describe a detalle el algoritmo propues-
to para la seleccion/generacion de prototipos y se muestra la interfaz grafica. También,

se describe el algoritmo general y se detalla la principal contribucién de este trabajo, que
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es un nuevo algoritmo de aprendizaje automatico basado en k Nearest Neighbors para ge-
nerar/seleccionar instancias a partir de muestras reales de un conjunto de entrenamiento

para aplicaciones de clasificacion.

El siguiente capitulo es el de resultados (capitulo 4). Aqui se presentan los resultados
al aplicar el algoritmo k-NN propuesto a dos conjuntos de datos, un conjunto de datos
sintético y con el conjunto de datos de las radiografias de rayos-X, ademas se muestra el

uso de la interfaz gréfica.

El altimo capitulo es el de conclusiones (capitulo 5) en donde se menciona el porqué

de los procesos realizados, la principal aportacion y el trabajo futuro.
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Figura 1.11: Diagrama de bloques del sistema.



Capitulo 2
Marco Teo6rico

En este capitulo se mencionan los conceptos relacionados con el trabajo realizado, se
describe a grandes rasgos en concepto de Inteligencia Artificial, el aprendizaje automéatico

y diferentes técnicas y algoritmos evaluados en la presente tesis.

2.1. Inteligencia Artificial

El término de inteligencia artificial fue mencionado por primera vez en los anos cin-
cuenta, sin embargo, es en los tultimos anos en donde se ha desarrollado con gran potencial
y ha comenzado a usarse de manera cotidiana. Actualmente la inteligencia artificial se
encuentra inmersa en la vida diaria, chatbots, anuncios y contenido en redes sociales, re-
conocimiento de correo spam, listas de reproducciéon personalizadas en plataformas de

streaming, asistentes de voz y predictores de buscadores son las aplicaciones més comunes.

La inteligencia artificial es una rama de la ciencia computacional que combina algorit-
mos con el objetivo de crear maquinas que presenten comportamientos humanos conside-
rados inteligentes, no obstante, no existe un acuerdo para una definiciéon universal. Existen
diferentes definiciones para describir la inteligencia artificial que se pueden clasificar dentro
de cuatro enfoques principales: sistemas que piensan como humanos, sistemas que piensan
racionalmente, sistemas que actiian como humanos y sistemas que actian racionalmente.
Los dos primeros contemplan procesos mentales y razonamiento, mientras que los dos 1l-
timos hacen referencia a la conducta. Ejemplos para cada uno de estos enfoques son: redes
neuronales artificiales, robots, sistemas expertos y agentes inteligentes respectivamente.
Para el enfoque de comportamiento humano se puede considerar inteligente a un sistema

si es capaz de procesar el lenguaje natural para comunicarse, si puede representar el co-

30
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nocimiento para almacenar lo que conoce o siente, si posee razonamiento automatico para
responder preguntas y extraer conclusiones de la informacién previamente almacenada y
si aprende de manera automética para adaptarse a nuevos escenarios y detectar nuevos
patrones [54]. Una definicion mas global dada por John MCarthy en 1955 fue: “El objetivo

de la IA es desarrollar mdquinas que se comporten como si fueran inteligentes”.

Estas definiciones pueden crear altas expectativas en las personas y las hacen pensar
en maquinas capaces de aplicar sus habilidades para resolver cualquier problema al igual
que lo hace un humano, que desafortunadamente en la actualidad la tecnologia atin no es
capaz de realizar. La aplicacion de la inteligencia artificial busca que los sistemas puedan
realizar tareas de manera autéonoma y que sean capaces de tomar decisiones sobre qué
hacer en un entorno de trabajo determinado bajo parametros establecidos, es decir que
estan restringidas y solo operan en ambientes controlados. En estos momentos no existe
un sistema completamente inteligente que pueda ser comparado con un humano, si bien
es cierto que en algunas tareas se han logrado resultados que sobrepasan las capacidades
humanas y superan por mucho a los humanos, aun no es posible integrar estos elementos en
conjunto y no se espera lograr en un futuro préoximo. Los métodos y formalismos en la TA
no han sido declarados firmemente por lo que la TA no es una receta universal sino grupos
de herramientas para tareas muy diferentes disponibles como bibliotecas de software [55]
y esto ha dado lugar a la creacion de una multitud de disciplinas que abarcan diversos

campos de desarrollo, las més conocidas son:

= Visién por computadora

Reconocimiento de patrones
Robotica

Razonamiento automatizado

Procesamiento de lenguaje natural

Aprendizaje automatico

La IA méas que cualquier otra ciencia es interdisciplinaria, ya que se basa en descubri-
mientos de campos tan diversos como las matemaéticas, logica y filosofia, la investigacion
de operaciones, estadistica, ingenieria de control, procesamiento de imagenes, lingiiistica,

filosofia, psicologia, ciencia cognitiva y neurobiologia [56].

En el presente documento solo se abordara la subarea de interés de la inteligencia ar-

tificial conocida como aprendizaje automatico o aprendizaje méquina.
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2.1.1. Aprendizaje automatico

El aprendizaje maquina (machine learning) es un campo que evoluciona constantemen-
te, el término es tan viejo como las propias computadoras. Se refiere a que una maquina
sea capaz de aprender y adaptarse, mejorando sus predicciones de manera auténoma con
el tiempo sin necesidad de que el programador intervenga, imitando la forma en que apren-
demos los humanos, es decir que aprenda con base en la adquisicién de experiencia. Debido
a la naturaleza compleja de caracteristicas o patrones de las tareas en donde se emplea, el
programador no puede proveer de manera finamente detallada las especificaciones de como
las tareas deben ser realizadas. Estas caracteristicas lo hacen especialmente aplicable en

donde se requieren reconocer patrones complejos en grandes cantidades de datos.

Las aplicaciones en donde se ha desarrollado especialmente son en coches auténomos,
recomendaciones de canciones o peliculas en plataformas digitales, motores de bisqueda,
finanzas, procesamiento de imégenes, vision por computadora, deteccion de rostros, pro-
cesamiento de lenguaje natural, deteccion de objetos, robotica y diagndstico médico. Esto
es posible gracias a la disponibilidad de grandes volimenes de datos y a la capacidad de

computo asequible de alto rendimiento.

El aprendizaje se consigue con el entrenamiento del sistema, en donde mediante datos
de ejemplo y patrones, ensenamos a la computadora a que aprenda dichos patrones para
identificarlos y asociarlos para posteriormente a la entrada de un nuevo dato que no
se encuentra dentro del banco de datos de aprendizaje, realice predicciones. Lo que se
precisa como méquina, es en realidad un algoritmo. Existen tres técnicas principales que
se emplean actualmente para entrenar modelos, también existen formas hibridas como el

aprendizaje semisupervisado.

Aprendizaje no supervisado

Aprendizaje semisupervisado

Aprendizaje por refuerzo

Aprendizaje supervisado

Aprendizaje no supervisado

Bajo este paradigma, se agrupan e interpretan datos basados iinicamente en los datos
de entrada que no se encuentran etiquetados y buscan similitudes. Aqui el sistema no tiene

una respuesta correcta y el sistema se encarga de encontrar estructuras o atributos dentro
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de la base de datos que permita organizarlos de alguna manera. El término en inglés se

conoce como clustering. Los algoritmos mas comunes de agrupamiento son:

K-medias (K-means)

Agrupamiento difuso (Fuzzy C-means)

Agrupamiento jerarquico (Hierarchical)

Modelos de mezcla gaussiana (Gaussian Mizture)
Modelo oculto de Markov (Hidden markov model )

Aprendizaje semisupervisado

Las aplicaciones de este aprendizaje son compartidas con el aprendizaje no supervisado,
variando en que, a diferencia de este ultimo, el sistema se alimenta con datos etiquetados
y datos no etiquetados. Son una alternativa para cuando no se tienen grandes cantidades
de datos para realizar el entrenamiento y el costo de realizar el etiquetado es demasiado

alto.

Aprendizaje por refuerzo

Este aprendizaje se produce cuando la méquina aprende por medio de prueba y error.
El objetivo es que el sistema tome acciones que maximicen la recompensa en menor tiempo

ante diversas situaciones. Es cominmente usado en el area de robética.

Aprendizaje supervisado

Es resultado de un modelo predictivo basado en datos de entrada y retroalimentado
con los datos de salida, los datos de entrada contienen etiquetas de clases por lo que se
conoce la respuesta deseada para cada conjunto de datos de entrada. Esto hace que el
aprendizaje supervisado se utilice en aplicaciones donde datos histéricos se utilizan para

predecir eventos futuros.

Las técnicas utilizadas mas comunes son la clasificacion y la regresion. La primera
predice respuestas discretas mientras que la segunda se utiliza para predecir respuestas

continuas. Los algoritmos para clasificacion mas conocidos son:

» Maquinas de vectores de soporte (Support Vector Machines)
» Analisis discriminante (Discriminant Analysis)
» Clasificador bayesiano ingenuo (Naive Bayes)

» Vecinos méas cercanos (k Nearest Neighbor )
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Para la regresion, los algoritmos méas utilizados son:

Regresion lineal (Linear Regression)

Regresion de vectores de soporte (Support vector regression)

Proceso de regresion gaussiana (Gaussian process regression)

Arboles de decision (Decision trees)

Redes Neuronales (Neural Networks)

Métodos de conjunto (Ensemble methods )

La mayoria de las aplicaciones utilizan aprendizaje supervisado, dentro de estos al-
goritmos encontramos al aprendizaje profundo en donde se utilizan redes neuronales que
intentan emular la percepciéon del cerebro humano a través de redes neuronales artificiales,
conectando grandes cantidades de estas organizadas en capas, en donde cada capa aprende

patrones una de la otra.

Para el desarrollo de nuestro algoritmo, utilizamos el algoritmo de k-Nearest Neighbor,

que es un algoritmo supervisado. Este algoritmo se detalla a continuacion.

K vecinos mas cercanos

El algoritmo k-NN es un algoritmo de clasificaciéon supervisado, es decir que, los datos
deben de estar correctamente etiquetados. Clasifica nuevas muestras tomando en cuenta
la similitud con otras muestras por cercania. Realiza una votacion para definir a que clase
pertenece la muestra con base en la mayor cantidad de vecinos que lo rodean. Utiliza todo
el conjunto de datos para realizar la clasificacion por lo que puede ser computacionalmente
intensivo y ademas requiere el uso de una cantidad considerable de memoria para alma-

cenar todas las muestras.

El primer paso de este algoritmo consiste en calcular la distancia entre la nueva muestra
a clasificar y todas las muestras almacenadas. Posteriormente se seleccionan los k elementos
méas cercanos a la muestra a clasificar, hay diferentes formas de calcular la distancia y la
més comun es la distancia euclidiana. La distancia euclidiana se calcula con la siguiente

ecuaclioén:

p

d(v,x;) = (| D (v — ;)2 (2.1)

i=1
donde v es el vector a clasificar, x; es la muestra j-ésima del conjunto de entrenamiento, 7

es la caracteristica i-ésima de los vectores a comparar y p es el nimero de caracteristicas
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del vector.

El dltimo paso es clasificar la muestra realizando una votacién que puede ser simple o
ponderada de acuerdo con la distancia, la clase con la votaciéon ganadora definira la clase
de la muestra a clasificar. El algoritmo [I| describe los pasos a realizar para un conjunto de
entrenamiento X con sus respectivas etiquetas de clase y con n elementos. Para mejorar
la clasificacion utilizando k-NN, en este trabajo se utiliza una ponderaciéon gaussiana que
consiste en otorgar mayor peso a los vecinos en relacion con la distancia. Al realizar esto,
los votos de los vecinos mas cercanos tendran mayor contribuciéon. Esta funcion de base

radial se define a continuacion:

2
5

w; =e 22 (2.2)
donde d; es la distancia entre la muestra a clasificar y el vecino j, y o es un parametro a

elegir. La etiqueta de la muestra a clasificar se obtiene de la clase ganadora:

k
Yy = arg max w;[ye = ;) (2.3)

yc € c
=1

Algoritmo 1: kNN
Data: k, D = {X,y};
xi € RP Ny; €11,...,(]
Result: Clase g,
Sea v la muestra a clasificar;
for j=1:n do
> Distancia de la muestra a clasificar contra cada muestra almacenada;
d.i (U7 xj)%
end
Elegir las k menores distancias en d;
Realizar la votacion de acuerdo con la clase;
Elegir la votacion ganadora yc;
Yo < YC > Asignamos etiqueta;
return vy, > Retornamos la etiqueta predicha;

La eleccion del valor de k es muy importante y depende de las caracteristicas de los
datos, un valor de k muy bajo podria provocar una frontera sobre ajustada (Fig.
mientras que un valor de k muy grande marcard una frontera sub-ajustada (Fig..
La frontera ideal depende de la distribucion de los datos, en la Fig. se muestra un

ejemplo de la frontera esperada para esa distribucion de datos en especifico. Lo que se
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busca es encontrar un valor de k que mas generalice una correcta clasificacion.

(a) Frontera sub-ajustada (b) Frontera ideal (c) Frontera sobre ajustada

Figura 2.1: Fronteras de decisién con k-NN.

El algoritmo k-NN [57] o k vecinos mds cercanos sigue siendo una de las técnicas de
clasificacion més utilizadas debido a su simplicidad y facilidad de implementacion. Sin
embargo, los requisitos de almacenamiento y el costo computacional aumentan a medida
que aumenta el nimero de muestras. La razén es simple: se hace una comparaciéon de simi-
litud por proximidad entre la muestra a clasificar y cada una de las muestras de referencia

disponibles en el conjunto de datos.

2.2. Ecualizaciéon del Histograma

En el area de reconocimiento de patrones, una imagen con poco contraste no provee
mucha informacion. Una imagen con un contraste ideal tiene un histograma con el mis-
mo numero de frecuencias en cada barra del histograma, esto es debido a que todos los
niveles de gris se encuentran distribuidos de manera uniforme. Un histograma es una re-
presentacion en forma de grafico de los niveles de intensidad de cada pixel presentes en
una imagen. En cada barra del histograma se almacenan las frecuencias de los niveles de
intensidad que se encuentran dentro de ese rango especifico de valores. En el eje Y se
muestran las frecuencias de las distintas tonalidades de gris mientras que en el eje X apa-

recen los niveles de intensidad que para una imagen de 8 bits es de 0 a 255 (]0,L-1]; L=256).

A continuacién, en la figura [2.2a] se ejemplifica la construccién de un histograma a
partir de una imagen simple, en donde el nimero de valores posibles L es igual a 7. La
dimension de la imagen es 5x7 por lo que contiene 35 pixeles. El histograma resultante
para la imagen [2.2a] tomando sus niveles de gris (Fig2.2D]) se muestra en la figura En
el eje = se tienen los niveles de gris de la imagen y en eje y el nimero de pixeles que se

encuentran en la imagen.
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(a) Imagen de referencia (b) Niveles de gris

Figura 2.2: Imagen de referencia con sus niveles de gris.

Frecuencia
S
1

Valores

Figura 2.3: Histograma de la imagen de referencia.

En im4genes més grandes por lo general los valores del histograma no se encuentran
repartidos uniformemente por lo que pueden verse con un contraste pobre. La ecualizacién
del histograma tiene como objetivo obtener una distribucién de probabilidades uniforme
de los niveles de gris de una imagen. Para hacer esto, el algoritmo expande el histograma
de manera uniforme de manera que los pixeles se distribuyan en todo el rango de valores
posibles. De esta manera, las dreas con contraste bajo adquieren mayor contraste, por lo
que en la imagen existen tanto areas claras como areas oscuras. Al realizar el proceso de
ecualizacion del histograma, la funciéon de distribucién acumulativa se convierte en lineal
en comparacion con la original que suele ser mas curva. En funciones continuas, indepen-
dientemente de la forma de la funcién de densidad de probabilidad, es posible obtener una

distribucion uniforme.

Denotamos r como las intensidades una imagen a procesar. Esta variable se encuentra
en el rango [0,L-1], con r=0 para el color negro y r=L-1 para el blanco. Se aplica una

transformacion de la forma:

s="1T(r) 0<r<L-1 (2.4)



Capitulo 2. Marco Teorico 38

que produce un valor de intensidad s, para un valor de intensidad dado r en la imagen de

entrada. Se asume que 0 < 7T'(r) < L — 1 para 0 <r < L — 1. La transformacién inversa:
r=T7""(s) 0<s <L-1 (2.5)

La intensidad de una imagen puede ser vista como una variable aleatoria en el intervalo
[0,L-1]. Denotamos a las funciones de densidad de probabilidad (FDP) como p,.(r) y ps(s)
de los niveles de intensidad r y s. Partiendo de la teoria de probabilidad, si p,.(r) y T'(r) son
conocidas y T'(r) es continua y diferenciable sobre el rango de valores de interés, entonces

la FDP de la variable transformada s puede ser obtenida como:

pals) =pr) |5
1
B [y
ZE%T 0<s<L—1

El resultado obtenido es una funcion de densidad de probabilidad uniforme y ademaés
esto sera valido para cualquier p,(r) independientemente de su forma [58]. En la figura

se ilustra este concepto.

b)

> 1 3> S
0 L1 0 L-1

Figura 2.4: a)Funcion de densidad de probabilidad arbitraria. b) Transformacion en donde
se obtiene una funcién de probabilidad uniforme.

En valores discretos la probabilidad de ocurrencia de un nivel de intensidad r; en una

imagen digital se aproxima por:
N,

pr(re) = UN (2.6)
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donde MN es el nimero total de pixeles en la imagen y n; es el nimero de pixeles
que tienen una intensidad r;. El histograma normalizado se presenta con p,(ry) con ry €

[0, L — 1]. La forma discreta de la transformacion es:

k
sp="T(r) =L—1) pi(r;) k=0,1,2,..,L—1 (2.7)

J=0

donde L es el nimero de valores posibles de intensidad en la imagen. Al proceso de trans-
formar una imagen utilizando la ecuacion [2.7] que mapea niveles de intensidad ry a valores

sk se le conoce como ecualizacion del histograma o linealizacion del histograma.

Para ejemplificar el proceso de mapeo tomemos como ejemplo la imagen el valor

de L = 7, MN = 35 y el rango es [0,6]. Tomemos el ejemplo r;:

1

s1=T(r) = GZpT(rj) = 6(p-(ro) + pr(r1)) = 2.227

j=0

Este resultado junto con los demés valores los podemos ver en la tabla Como solo

se pueden tener valores enteros se hace un redondeo que se muestra en la tltima columna

de la tabla.

Tabla 2.1: Mapeo de los valores de ri a s.

Tk i pr(rk) = ng/MN Sg round(sy)
ro =20 8 0.2285 1.371 1
ry=1 5) 0.1428 2.227 2
o = 2 3 0.0857 2.742 3
r3 =3 7 0.2000 3.942 4
ry =4 4 0.1142 4.627 5)

s =0 4 0.1142 5.312 5)
r¢ =6 4 0.1142 6.000 6

La figura muestra el histograma normalizado, de esta manera, p,(k) da una es-
timacion de la probabilidad de ocurrencia del nivel de gris 7, como el histograma esta
normalizado, la suma de sus componentes es igual a 1. En la figura podemos observar

la funcion de transformacion.
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(a) Histograma normalizado (b) Funcién de transformacion

Figura 2.5: Histograma y funcién de distribucion acumulada.

Al hacer una ecualizaciéon del histograma se busca que la imagen utilice todo el rango
de valores posibles de tonos de gris y que, ademaés, estos tonos se usen con la misma fre-
cuencia. Como ya se habia mencionado anteriormente, en funciones discretas esto no es
posible por lo que en el histograma apareceran valores de gris que no se utilizan, pare ver
esto de manera mas detallada se muestra la imagen [2.6a) junto con su histograma (Fig.
2.7a)) y su funcion de distribucion acumulada (FDA) (Fig. 2.7b)). Se puede observar que la

FDA no es lineal, en una imagen con un histograma ecualizado, esta funcion es una rampa.

200
400
600

800

T T T T 1-000 T T T T
0 200 400 600 800 1000 0 200 400 600 800 1000

(a) Imagen original (b) Imagen con mejora de contraste

Figura 2.6: Imagen original e imagen con histograma ecualizado.

Ademas, se observa que hay pocos pixeles con valores cercanos a cero al igual que

cercanos a 255, en el rango de 0 a 80, de la misma forma se observa poca frecuencia, esto
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también se observa en la FDA con un leve incremento en este rango. Hay un pico en el

rango de 180 a 210 debido a que estos valores aparecen con mayor frecuencia en la imagen.

0.010 - 1.0

0.008 - 0.8 -

0.006 -

0.6
= :
< g
0.004 - 0.4~
0.002 - 0.2-
0,000 J 0.0
0 50 0 50 100 150 200 250
Tk

Tk
(a) Histograma normalizado (b) FDA

Figura 2.7: Histograma y funcion de distribucién acumulada iniciales.

Al aplicar la ecualizacion de histograma a la imagen obtenemos la imagen [2.6b
en la figura [2.8a] observamos su histograma ecualizado en donde se nota que los niveles de

tonos de gris estan mejor distribuidos. También se observa que su funcién de distribucion
acumulada (Fig. [2.8b]) se asemeja a la ideal.

0 50 100 150
Tk

(a) Histograma ecualizado

0.010 -

0.008 -

0.006 -

ps(sk)

fda(s)

0.004 -

0.002 -

0.000

1.0
' ' '
0 50 100 150 200
Tk

0.8 -
0.6 -
0.4 -
0.2 -
200 250 L
(b) FDA

Figura 2.8: Histograma y FDA después de la ecualizacion.

250
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2.3. Eigenfaces

Un paso fundamental y a la vez problematico en andlisis de patrones en iméagenes, es
la extraccion de caracteristicas que ayuden a diferenciar entre las clases posibles. Existen
diferentes métodos para realizar este proceso, pero no existe un método universal por lo
que generalmente se recurre a realizar pruebas con diferentes métodos y elegir el mas ade-

cuado o hacer combinaciones de las mejores caracteristicas de cada uno de ellos.

Eigenfaces un método basado en anélisis de componentes principales (PCA por sus
siglas en inglés), utilizado como compresor, tomando en cuenta los componentes principales
(de mayor variacion) sobre un conjunto de datos. Estos componentes son una combinacion
lineal de las variables originales y sintetizan la mayor parte de la informacién contenida
en los datos, ademés, estos componentes son ortogonales e independientes. Por ejemplo,
en la figura [2.9 observamos un conjunto de datos en donde la linea guinda representa la
direccion de mayor variacion que es el primer eje en un nuevo sistema de coordenadas. La
segunda componente no correlacionada es un eje perpendicular a la primera. PCA es un
algoritmo no supervisado, por lo que no es necesario tener el conjunto de entrenamiento

etiquetado.

Las relaciones entre los vectores individuales y todo el conjunto de datos se realizan
de manera estadistica, especialmente se utiliza la covarianza que se emplea en vectores de
varias dimensiones, con la que se busca saber si existen relaciones entre las caracteristicas
en las dimensiones. A los datos originales se les resta el promedio con el objetivo de
estandarizar las variables y tengan una media de cero debido a que PCA identifica las
direcciones con mayor varianza y si no se hace este proceso, las variables de escala mayor
dominaran al resto. La covarianza se mide entre dos dimensiones, si se mide entre la misma
dimension, se obtiene la varianza. La varianza se calcula con la ecuacion y covarianza
se calcula con la ecuacion 2.9) Para cada muestra se multiplica la diferencia entre el valor
en X menos el promedio en X por el valor en Y menos el promedio en Y, se suman todos
los resultados y se dividen entre el nimero de muestras menos 1. Como la multiplicacion
es conmutativa, cov(X,Y) = cov(Y,X).

Z?:1(Xi — X)(Xz‘ - X)

X)) =
var(X) —

(2.8)

i (X — X)(Y; - Y)

cov(X,Y) = —

(2.9)

Si los valores que se obtienen al calcular la covarianza son positivos, esto indica que
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0 - I I 1 I I 1 1 I
0.0 2.5 5.0 7.5 10.0 12.5 15.0 17.5

Figura 2.9: Ejemplo de direccién de mayor variacién en un conjunto de datos.

ambas variables se incrementan proporcionalmente, por el contrario, si se obtienen valores
negativos, quiere decir que a medida que una variable incrementa, la otra decrementa. Si

se obtiene un valor de 0, esto indica que son variables independientes.

Para un conjunto de datos de dimension n, se calcula un matriz de covarianza que
tiene n filas y n columnas. Por ejemplo, si tenemos una matriz de 3 dimensiones, la matriz

de covarianza resultante es la siguiente:

cov(X,X) cov(X,Y) cov(X,Z)
C=|cowlY,X) couY,Y) cov(Y,Z)
cov(Z,X) cov(Z)Y) cov(Z,Z)

Esta matriz es cuadrada y simétrica sobre la diagonal principal, en su diagonal se en-
cuentran las varianzas en cada dimension. Sobre esta matriz de covarianzas, se calculan los
valores propios (eigenvalues) y vectores propios (eigenvectors). En donde se busca si hay
vectores x diferentes de cero en R™ tales que Ax sea un multiplo escalar de x (Ax= Ax).

El escalar denotado por A, se llama eigenvalor de la matriz A y el vector x diferente de
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cero se llama eigenvector de A correspondiente a A, estos eigenvectores son ortogonales,
lo que permite representar datos en términos de estos vectores propios. Una matriz puede

tener mas de un eigenvalor [59].

Este proceso aplicado a imagenes descrito en [60] y en [61], se describe a continuacion.
El primer paso es convertir cada imagen de dimension NxN en un vector de dimension N2x1
como se muestra en la figura 2.10, Un vector I' de dimension N2x1 se busca representar

en un espacio dimensional de menor dimension.

j:

Imagen [N \f> N#2

1

Figura 2.10: Imagen de N*N representada en forma de vector columna.

Suponiendo que tenemos m imagenes, tendremos una matriz resultante de m columnas
v N? filas (Fig{2.11)). Para poder obtener buenos resultados, las imagenes deben de estar
centradas y deben ser de la misma dimension. Se calcula el promedio (Ecu. 2.10) de cada

fila para obtener una imagen promedio V.

N2 .o

Figura 2.11: Matriz de vectores columna.

T M T (2.10)

A cada imagen I'; le sustraemos el promedio V:
O=T,—-VU (2.11)

Calculamos la matriz de covarianza C en ®:
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_ 1 S T _ T. _
C=— ; 3,07 = AAT; A= [0D,...D,,] (2.12)

Esto da como resultado una matriz de dimension N2z N?2. Sobre esta matriz se deben
calcular los valores y vectores propios, desafortunadamente, es una matriz muy grande
que la vuelve impractica. Si hacemos AT A, obtenemos una matriz de dimensién mam.
Si calculamos los eigenvectores v; sobre esta matriz, AT Av; = p,v;. Existe una relacion
AT Ay, = v, = AAT Ay, = wAv; = C Ay, = pyAv; o Cu; = pyu,, con u; = Av;. Por lo
tanto, AAT y AT A tienen los mismos valores y sus vectores propios se relacionan de la
siguiente manera: u; = Av;. Aunque AA” puede tener hasta N? eigenvalores y eigenvecto-
res, y AT A puede tener hasta M valores y vectores propios, estos ultimos son los M més
grandes de AAT.

Una vez calculados los M eigenvalores y eigenvectores, se normaliza u; (||u;|| = 1) y
mantenemos los £ mejores eigenvectores que corresponden a los k eigenvalores més gran-

des. La reconstruccion se puede realizar de la siguiente manera:

k

j=1
Donde u; son los eigenfaces y w; son los pesos de ponderado de cada eigenface para
cada imagen. Por tanto, para tener la imagen original debemos de multiplicar cada eigen-

face por su peso, sumar estas matrices y al resultado se le suma la imagen promedio.

Para que este método se eficiente, las imagenes deben de estar centradas, alineadas, en

la misma posicidén y con expresiones faciales similares.

Si deseamos reconstruir una imagen del conjunto de entrenamiento o proyectar una
nueva imagen, convertimos la imagen a vector columna, restamos el promedio a nuestra
imagen de entrada, la multiplicamos por la matriz de eigenfaces transpuesta, al resultado
lo multiplicamos por la matriz de eigenfaces y por tltimo le sumamos el promedio. Al mul-
tiplicar U} por la imagen menos su promedio, obtenemos el vector de ponderado w;, que
nos indica el peso que por el cual se va a multiplicar cada eigenface para poder reconstruir

la imagen.

2=UUN(z—0)+ T (2.14)
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2.4. Normalizacion

La normalizacién consiste en hacer un escalamiento de los valores de un vector de
caracteristicas, esto se hace para evitar problemas de comparaciones en espacios multi-
dimensionales que se pueden presentar debido al rango de valores que pueden tener las

caracteristicas.

Supongamos que tenemos una variable cuyo rango es de 700 a 1900 y otra variable
que toma valores entre 0 y 5, logicamente al graficar estas dos variables los cambios en
la variable cuyo valor esta entre 0 y 5 seran poco perceptibles. Si se hacen comparacio-
nes de distancia como la distancia euclidiana, la variable de menor rango aportara poca
informacion. Algunos algoritmos como es el caso de k-NN utilizan la distancia euclidiana
para hacer comparaciones de similitud entre muestras para clasificaciéon por lo que es re-
comendable realizar la normalizacién de las caracteristicas para que todas ellas varien en

un mismo rango.

La normalizacién produce valores sin unidades de medida que nos permiten poder
comparar elementos de distintas variables y distintas unidades de medida. Si no hay una
operacion de normalizacion de datos entre diferentes caracteristicas, las caracteristicas mas
grandes siempre dominaran. Las normalizaciones més comunes son MinMaz en donde el
valor minimo es 0 y el valor maximo es 1 y mean0 cuyo promedio es 0 y su desviacion
estandar es igual a 1. La primera es mas sensible a outlayers, estos son valores no comunes
que se salen del rango en el cual la mayoria de los demas valores de esa variable se en-
cuentran. Por ejemplo, si tenemos una variable que toma valores entre 70 y 90 y hay una
muestra que tiene un valor de 5 en esta caracteristica, afectard la normalizaciéon porque
el valor minimo de cero solo serd tomado por el 5 y los demés valores estardn cercanos al
1, por lo que solo es adecuado para situaciones en las que los valores de los datos estan
relativamente concentrados. Con la distribucién normal no pasa esto, los datos procesados
obedeceran la distribucion normal estdndar, el rango de valores después del procesamien-
to no es [0,1], esta distribucion sirve para filtrar valores atipicos, pero se requiere que
la distribuciéon de los datos originales sea aproximadamente gaussiana. FEsto no quiere de-

cir que una sea mejor que la otra, sino que dependerd de como estén distribuidos los datos.

Las caracteristicas extraidas de una muestra pueden ser representadas como un vector
fila x de m elementos, donde m es el nimero de caracteristicas extraidas. Por lo tanto, una

muestra se puede ver como un punto x= [z1, .., Z,,] en el espacio de caracteristicas de m
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dimensiones. Los vectores de caracteristicas de todas las muestras pueden ser almacenados
en una matriz X de tamano N xm, donde N es el nimero de muestras. La j-ésima columna
de X, x; estd conformada por los valores que puede tomar la caracteristica x; para todas las
muestras. El elemento x;; representa a la caracteristica z; de la muestra j. La normalizacion

se hace mediante
Liy — i

g;

(2.15)

€T, =
]

parat = 1,..my j =1,..,N, donde u; y o; son el promedio y la desviacion estandar
respectivamente de x;. Las caracteristicas normalizadas tienen un promedio de 0 y una

desviacion estandar de 1 [62].

2.5. Seleccion de Caracteristicas

Los vectores de caracteristicas generalmente son grandes y esto hace que los algorit-
mos sean mas tardados, ademds algunas de estas caracteristicas no son relevantes en el
proceso de clasificacion y por el contrario pueden afectar la discriminacion. El proceso de
seleccion de caracteristicas es altamente complejo ya que se pueden extraer infinidad de

caracteristicas de una imagen, pero es dificil reconocer cuales son realmente necesarias.

Una forma de observar que tan discriminantes son las caracteristicas, es observando la
distribucion de frecuencia de cada clase y definiendo un factor umbral de discriminaciéon
para que se consideren tnicamente las caracteristicas que superen este umbral. Se pueden
obtener tres escenarios diferentes, caracteristicas malas, buenas y excelentes (Fig. .
En el primer caso, es practicamente imposible realizar una correcta clasificacion. En el
segundo caso se pueden obtener buenos resultados utilizando un clasificador. En el altimo
caso no es necesario un clasificador y basta con definir un umbral para discriminar entre

clases.

Frecuencia Frecuencia Frecuencia

a) b)

-

>

X x X

Figura 2.12: a)Mala separacion entre clases. b)Separacion entre clases buena. c)Excelente
separacion entre clases.

Supongamos que tenemos dos clases wy v w; y deseamos saber que tan buena es una
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caracteristica para discriminar entre estas clases. Entonces, para cada caracteristica x, ob-
tenemos sus funciones de distribucion y las graficamos. Para valores reales, generalmente

se obtendra funciones que se superponen entre ellas. En la figura [2.13] se puede observar

estas funciones de manera separada (Figf2.13a), Figl2.13b]) y también en un mismo gréfico

(Fig{2.13c)), claramente esta caracteristica no es una caracteristica que pueda ser utilizada

para clasificacion.

35- clase 0 clase 1 35- clase 0

7 clase 1

Frecuencia
o
o 8
C
Frecuencia
[
a3
=
—
s
Frecuencia
o
o 8
=
=
i S

L [ S 1 115 [P0 ) H.EMLHJMI\ 1 lhmzrhm I, . M,Uf“wJﬂ . | 'Hi"qﬂmg\

-3 -2 -1 0 1 2 3 4 -2 -1 -3 -2 -1 0 1 2
Valores normalizados Valores normalizados Valores normalizados

(a) Distribucion clase 0 (b) Distribucién clase 1 (c) Distribucion clase 0 y clase 1

Figura 2.13: Funciones de distribucién para una caracteristica x.

Idealmente para una correcta discriminaciéon las funciones de distribucién deben de
estar separadas, como se menciond anteriormente, esto no es posible y en la realidad las
caracteristicas que pueden ser utilizadas para discriminacion se asemejan a la figura [2.14
Aunque ocurre un traslape, utilizando varias caracteristicas con este comportamiento, se
pueden obtener buenos resultados, aunque no se reconoceran ambas clases perfectamente.

En la figura se ejemplifica la clasificacion entre dos clases utilizando dos caracteristicas.

w
a

clase 0

w
S

IS
S
~
&

clase 1 35- ‘ ‘ clase 0
1]

J M - M
Mﬂfd | F Lﬂa z?i i f {r ! | I
| I ‘ i 7‘ 1 il 1L lﬂf—#lr ; | UHV | I ,J,[\H fingf .\—Hﬂ“ J‘—er\‘
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Frecuencia
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Frecuencia
8
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Frecuencia
=3

-2 -1 0 1 2 -4 -3 -2 -1 0 1 2
Valores normalizados Valores normalizados Valores normalizados

(a) Distribucion clase 0 (b) Distribucién clase 1 (¢) Distribucion clase 0 y clase 1

Figura 2.14: Funciones de distribucién para una caracteristica x real.

Otro problema que surge en la seleccion de caracteristicas es cuantas de ellas seleccio-
nar. Para evitar the curse of the dimensionality se recomienda utilizar pocas caracteristi-
cas. Al incrementarse el nimero de caracteristicas, el volumen del espacio de caracteristicas

aumenta exponencialmente. También si se tienen més caracteristicas que observaciones el
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clase 0 [ Jomse0 Gase 0
clase 1 [Jclase 1 N claso 1

Frecuencia
Frecuencia
Frecuencia
o N & o

o N

N
.

(a) Mala separacion (b) Buena separacién (c) Excelente separacion

Figura 2.15: Distribucion de 3 pares de caracteristicas (z1,22).

modelo se puede sobre ajustar.

La idea principal en la seleccién de caracteristicas es seleccionar un subconjunto de p
caracteristicas (p < m) que produzca el menor error de clasificacion. Las p caracteristicas
seleccionadas se agregan a un nuevo vector de p elementos z= [2;...z,]. Los vectores de
todas las muestras pueden ser almacenados en una nueva matriz Z de dimension N * p.
Este proceso se ejemplifica en la figura para m = 14 y p = 4. Las p caracteristicas
seleccionadas son columnas si, s9, ..., s, de X como se puede apreciar en la figura con las
columnas indicadas con un color diferente. El vector de etiquetas no se modifica, solo se

hace la seleccion de caracteristicas.

El proceso de seleccion de caracteristicas se puede establecer de la siguiente manera,
dado el conjunto de caracteristicas de N muestras (X), y las etiquetas de cada muestra
(y) se busca un conjunto de caracteristicas s= (s1, s, ..., $,) que maximice la separacion

entre clases J(X,s,y), que es un problema de optimizacion [62]
§ = argmazJ(X,s,y); s C Q (2.16)

donde @) =1,2,..,m es el conjunto de indices que puede tomar s.

Hay distintas aproximaciones que pueden ser usadas para medir la separabilidad. Una
de ellas es utilizando el criterio de Fisher que busca la menor variacion dentro de la clase
y la mayor separacion entre clases. Inicialmente se utilizé Fisherfaces para realizar la
separacion, el problema es que, con este método, hay como maximo ¢ — 1 valores propios
generalizados distintos de cero, por lo que un limite superior en m es ¢ — 1, donde ¢ es
el nimero de clases [63], para el algoritmo de clasificacién propuesto basado en kNN

no es benéfico porque al ser solo dos clases tinicamente queda una caracteristica, esto le
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<€ m caracteristicas ———————» Etiquetas < p caracteristicas » Etiquetas
1] [ X3 |4 [ X5 | s [ 7| X8 Xo xio [X11]¥12X13]¥14
A A
N muestras N muestras
X y Z Yy
\ 4 \ 4

1 4p

Figura 2.16: Seleccion de caracteristicas. De las m caracteristicas disponibles, se selec-

cionan p.

quita libertad de movimiento al algoritmo. En este trabajo, basidndonos en Fisherfaces
la seleccion de caracteristicas se calcula un factor de discriminacion estadistico. Utiliza el
promedio en de cada clase p;_,, jt;,, para cada caracteristica x;. De esta manera obtenemos

los “centros” de las distribuciones

1 N
== > (2.17)
j=1

donde i es la caracteristica y j es el valor de esta caracteristica para cada muestra. Tam-
bién, es necesario determinar el ancho de la campana (Fig{2.17) mediante al calculo de la

varianza que nos indica que tan dispersos estan los datos

2|H

Z i, — ;) (2.18)
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—-30 —20 —-lo 0 lo 20 30

0.1% 2.1% 13.6% 34.1% 34.1% 13.6% 2.1% 0.1%

Figura 2.17: Visualizacion de la desviaciéon estandar para una distribucién normal.

El factor de discriminacién J se calcula con la formula [2.19, Al restar los promedios
obtenemos la separacion entre clases. Elevamos al cuadrado el resultado de la resta para

eliminar el signo y el resultado lo dividimos entre la suma de las varianzas

2
(/"[/ico _ Micl)
2 2
o-icO + o-iel

J; = (2.19)

donde p;,, es el promedio de la caracteristica ¢ de la clase 0, p;,, es el promedio de la
caracteristica i de la clase 1, o7 es la varianza de la caracteristica i de la clase 0y o7 es

la varianza de la caracteristica ¢ de la clase 1.

Entre mayor sea la separacion entre clases y menor la dispersion, mayor sera el factor
J. El siguiente paso es definir un umbral Trd para seleccionar las caracteristicas mas
relevantes j; > T'rd. De esta manera se obtienen las caracteristicas que separan mejor el

conjunto de datos.



Capitulo 3
Desarrollo del Sistema Automatico

Este capitulo describe los procesos realizados para detectar neumonia en iméagenes de
rayos-X. Se parte de un banco de imagenes a las que se les aplica una mejora de contraste.
El siguiente paso consiste en crear un eigenespacio con las imagenes de entrenamiento, la
proyeccion de cada imagen sobre el eigenespacio produce vectores de peso de ponderacion
de las eigenfaces que son utilizados como vectores de caracteristicas. Las caracteristicas
son normalizadas para posteriormente seleccionar las caracteristicas mas relevantes para
clasificacion. Por ultimo, estas caracteristicas seleccionadas son utilizadas para entrenar
el algoritmo propuesto basado en k-NN para realizar la clasificacion. La complejidad del
algoritmo radica dnicamente en el entrenamiento, ya que para la clasificacion se aplica
k-NN tradicional ponderado tomando como prototipos los prototipos obtenidos durante
la etapa de entrenamiento y que estan ubicados de tal manera que generalizan el conjunto

de entrenamiento.

3.1. Estructura General

El diagrama de la figura muestra de manera simplificada la estructura general del
sistema completo para la etapa de entrenamiento y la etapa de prueba. Las imagenes
utilizadas son la base de datos COVID-19 radiography database [36]. Se utilizaron estas
imégenes debido a que las clases estan balanceadas y son combinaciones de otras bases de

datos, de esta manera, se obtienen iméagenes variadas.

La mejora de contraste se realizdé mediante la ecualizacion del histograma que se des-
cribe en el capitulo 2. El recorte no es inteligente, no toma en cuenta el area real que
ocupan los pulmones dentro de la imagen, para realizar este recorte, de manera visual se

observo que porcién de los extremos de la imagen era posible eliminar de manera que en la

52
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“mayorfa” de las imagenes se recortara el area de los pulmones. La redimension se definié
mediante prueba y error de manera que el costo computacional fuera el menor posible sin

afectar la clasificacion por perdida de informacion.

Entrenamiento

_) Mejora de contraste +_)

1 1
1 1
1 1
1 1
1 1
1 1
1 . . s . . . . . .

- COVID-19 Ecualizacion Dimensiones Dimensiones Dimensiones .
1 1
' radiography del histograma estandar finales de vector !
: database Dimensiones: 1200x1200 804 x 804 256 x 256 1x2000
: Entrenamiento: :
1 Dimensiones: 1000 Normal Recorte simple: No se pierde relacién Vector de |
1 1200x1200 1000 Neumonia Arriba de aspecto. caracteristicas: 1
I Numero de imagenes: Prueba: Abajo Se almacenan en Pesos resultantes de la 1
: 1341 Normal 341Normal Izquierda forma de columna proyeccion. !
, 1345 Neumonia 345 Neumonia Derecha para el siguiente paso. :
1 1200 COVID-19 (65536x2000) Matriz de 2000 x 2000.
I \
: Normalizacién > SEEEEONES = 4 Algoritmo propuesto :
1 caracteristicas 1
1 1
: Media 0 Caracteristicas kNN !
1 L . 1
! desviacion mas incremental .
: ) ) L >Imagen promedio >Prototipos 1
| estandar 1 discriminantes >Eigenfaces finales :
e S
! Prueba

Figura 3.1: Diagrama general del sistema (entrenamiento y prueba).

Para la extraccion de caracteristicas se probaron varias técnicas: caracteristicas Ha-
ralick, Bolsas de Palabras, Fisherfaces y Figenfaces, siendo esta tltima la que produjo
mejores resultados (ver apéndice B). Para aplicar el método de Eigenfaces es necesario
colocar las imagenes en forma de vector columna y con ellas formar una matriz, la ma-
triz resultante de este proceso tiene una dimension de 65536x2000, donde las filas son los
pixeles de las 2000 imégenes de entrenamiento. Sobre esta matriz se aplica eigenfaces y
los pesos resultantes de la proyeccion de cada una de las imégenes de entrenamiento, se
utilizan como vectores de caracteristicas, estos vectores tienen una dimension de 2000. El
siguiente paso es la normalizacidon que consiste en escalar los valores de cada caracteristica

de manera que tengan una media de cero y una desviaciéon estandar de 1.

Posteriormente se seleccionan las caracteristicas que mejor separen las dos clases, para

esto se ide6 un método basado en el discriminante de Fisher de manera que se obtienen
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alrededor de 50 caracteristicas. Todos estos algoritmos se describen con mas detalle en
la seccion de marco tedrico. Una vez obtenidas estas caracteristicas, el tiltimo paso es
el entrenamiento para la clasificaciéon que se realiza mediante un nuevo algoritmo que se
describe en la siguiente seccion. Cabe mencionar que la complejidad del algoritmo radica
tinicamente en la etapa de entrenamiento que obtiene la posicién de los prototipos que
mejor generalizan al conjunto de entrenamiento, para la etapa de prueba, se aplica k-NN

tradicional ponderado, de manera que se obtiene un resultado muy rapido.

La interfaz grafica aplica los mismos procesos en la imagen que la etapa de prueba
de la figura [3.1] la tnica diferencia es que la interfaz permite hacer un recorte cuadrado
manual con el raton y el teclado de la computadora de manera que se seleccione lo mas

cercano posible el area del pulmoén sin perder la relaciéon de aspecto.

Los resultados mostrados en la interfaz grafica pueden ser: estado normal o presencia
de neumonia. Para arrojar estos resultados, el sistema aplica k-NN ponderado tradicional
y si la etiqueta predicha es normal, se despliega este resultado en la ventana de interfaz.
Por el contrario, si la etiqueta estimada es presencia de neumonia se realiza un calculo de

probabilidad de neumonia tomando en cuenta la votacién que arroj6é cada clase:

vl

P=_—_—" «1 1
vO+vl* 00 (3 )

donde vl representa la votacion de la clase neumonia y v0 es el valor de la votacion de
la clase normal. De esta manera, se obtendran valores de probabilidad mayores a 50 que

dependen de los vecinos que rodean a la muestra a clasificar.

3.2. k-NN Propuesto

Como se mencion6 en capitulos anteriores, los problemas que surgen en el algoritmo
k-NN al aumentar el nimero de muestras son que los requisitos de almacenamiento y el
costo computacional también aumentan debido a que se hace una comparacién de simili-
tud por proximidad entre la muestra a clasificar y cada una de las muestras de referencia
disponibles en el conjunto de datos. En este sentido, se han presentado diversas soluciones
para enfrentar este problema mediante la seleccién de prototipos representativos del con-
junto de muestras disponibles (seleccién de prototipos) y mediante la creacion de nuevos
prototipos aplicando miltiples operaciones sobre el conjunto de datos original (generacion
de prototipos) [64].



Capitulo 3. Desarrollo del Sistema Automdtico 55

Las mejoras que se han planteado se enfocan en aspectos como: la reducciéon de instan-
cias, el mejoramiento de la exactitud en la clasificaciéon y en la aceleracion del proceso. En
este trabajo se busca mejorar la exactitud y mediante la generacion de un conjunto redu-
cido prototipos acelerar la clasificacién. Ademés, para conjuntos de datos grandes, repetir
el proceso de entrenamiento no es viable por lo que se busca que conforme arriben nuevas
muestras no se repita el entrenamiento completo, sino que solo se introduzcan las nuevas

muestras al algoritmo. Este tipo de aprendizaje se conoce como aprendizaje incremental.

En este trabajo presentamos un nuevo algoritmo de clasificaciéon basado en k-NN|,
que toma muestras iniciales de manera aleatoria como prototipos que cambian durante
una etapa de entrenamiento con nuevas muestras que arriban de forma secuencial. Cada
prototipo en el algoritmo ademas de su vector de caracteristicas, y su respectiva etiqueta
de clase, tiene asociado un registro o memoria a corto plazo en el cual se irdn almacenado
copias de las muestras para las cuales dicho prototipo resulté ser el mas cercano. Dicha
memoria es de tipo FIFO y tiene un tamano limitado. Ademas, cada prototipo posee
otra memoria mas, también de tipo FIFO, la cual almacenara valores de una variable que
nosotros hemos denominado CLS (Classification Strength) y que representa en un rango

de 0 a 1 la intensidad de la clasificacion de la muestra otorgada por el algoritmo k-NN:

Vi
LS =1— —— 2
CLS - (3.2)

w

donde VI es la votacion para la clase perdedora, y Vw la votacion para la clase ganadora.

El primer paso del algoritmo es aplicar k-NN a cada una de las muestras del conjunto
de entrenamiento para obtener la fuerza de clasificacién, tomando como prototipos todas
las muestras restantes y si este valor es mayor a 0.7 (para el caso de las radiografias), al
terminar de aplicar k-NN a todo el conjunto de entrenamiento, estas muestras se eliminan.
Este proceso de podado se realiza para hacer menos pesado el entrenamiento tomando 1ini-

camente muestras de la frontera (algoritmo [2).

En el siguiente paso, el algoritmo se inicializa con m muestras validas por clase del con-
junto podado que son tomadas como prototipos iniciales. Visualizando el funcionamiento
del entrenamiento en el espacio de caracteristicas F-dimensional (con F siendo el nimero
de caracteristicas) donde yacen las muestras, cada vez que una nueva muestra se presenta,

mientras ésta no sea bien clasificada en el sentido de k-NN (por los prototipos existentes



Capitulo 3. Desarrollo del Sistema Automdtico 56

Algoritmo 2: Podado

Data: 7 , K, thrPr

TP+ 0;

for (s¢,l;) € T do
CLS = classification _strength(sy, T, K);
if CLS < thrPr then

141+ 1;
TPZ <— <St7lt>;
end

end
return (7P)

en ese momento), el prototipo que resulte mas cercano se acercara en pasos pequenos a la
muestra para intentar clasificarla correctamente, siempre y cuando ninguna de las mues-
tras en las memorias resulte mal clasificada debido a dicho acercamiento. Este proceso se
realizard con los k vecinos mas cercanos a la muestra. En caso de que los acercamientos
provoquen que la muestra sea bien clasificada, una copia de dicha muestra serd agregada
a la memoria del prototipo mas cercano. Luego se verificara que las muestras almacenadas
en las memorias de los prototipos cumplan con el requisito de pertenecer a la memoria de
su prototipo mas cercano. En caso de no cumplirse dicho requerimiento, se realizara una
redistribucién apropiada de las muestras almacenadas. Finalmente, se continuara con la

siguiente muestra de entrenamiento.

Si los pasos de acercamiento de un prototipo provocaran una incorrecta clasificacion de
alguna de las muestras almacenadas en las memorias de los prototipos, antes de alcanzar
la clasificacion correcta de la muestra de entrenamiento, entonces el prototipo “acercado”
dard un paso atras regresando a su posicion inmediata anterior, y serd el siguiente ve-
cino més cercano (de la misma clase) quien continuara dando pasos de acercamiento. Este
proceso continuard hasta el altimo vecino mas cercano k, mientras no se haya logrado la
clasificacion correcta de la muestra de entrenamiento. En caso de que el acercamiento del
ultimo vecino mas cercano provoque una clasificacion incorrecta de alguna de las muestras
en las memorias, todos los k vecinos acercados (incluyendo el tltimo), regresaran a sus

posiciones iniciales.

Por el contrario, si al presentarse una nueva muestra de entrenamiento, ésta es bien
clasificada (usando k-NN), entonces la posicion del prototipo méas cercano se actualizara
como el promedio de las posiciones de las muestras dentro de su memoria. También, se

almacenara el valor CLS de dicha clasificaciéon en la memoria de valores CLS del prototipo.
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Las muestras lejos de la frontera presentan un CLS mayor en comparacion con las muestras
en la frontera. La explicacién de esto es que los prototipos en la zona de la frontera de
clasificacion clasifican con menor fuerza a las muestras de su vecindad. La figura[3.2]ilustra
el caso cuando que fue incorrectamente clasificada desde el principio, es alcanzada por sus
prototipos vecinos para intentar una clasificacién correcta de ésta. En el primer paso del
segundo prototipo, la muestra ha resultado bien clasificada debido al acercamiento de los
prototipos (siempre sin provocar algin error de clasificacion en las muestras almacenadas
en las memorias de éstos). Por otra parte, la ﬁgurailustra el caso en que antes de lograr
una correcta clasificaciéon de la muestra, el movimiento de los prototipos ha ocasionado una

incorrecta clasificaciéon de una muestra dentro de alguna de las memorias de los prototipos.

a) b)
f2 . fz
2 Hl Algorithm steps e step 3
k=3 wrong estimate ® k=3 [ ]
® — @} -\/
3 sample Py sample
2 discarded
k= 1 k=2
® k=1 k=1
fs, T ’f1

Figura 3.2: a) Una muestra que fue incorrectamente clasificada desde el principio. b)Se
alcanza una correcta clasificacién con el acercamiento de sus prototipos vecinos.

a) b)
f2 . f2
IS Hl Algorithm steps 2 step 6
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3 ~ gn: le .. =
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k= 1 k=
® k=1 ¢ k=1
fa v >f1 f3 >f1

Figura 3.3: a) Una nueva muestra, que fue incorrectamente clasificada desde el principio,
es alcanzada por sus prototipos vecinos para intentar una clasificacién correcta de ésta.
b) La muestra sigue resultando equivocadamente clasificada a pesar del acercamiento
de los prototipos. Sin embargo, el proceso de acercamiento es interrumpido cuando una
muestra almacenada en alguna memoria resulta incorrectamente clasificada debido al
movimiento del tercer prototipo. En este caso, los prototipos acercados son regresados a

sus posiciones iniciales.
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3.2.1. Algoritmo k-NN propuesto

Denotamos al conjunto de entrenamiento como 7 = (s1,l1), (Sg,[2), ..., (s7, ), donde
(st,l;) es una muestra en particular compuesta por un vector de caracteristicas s;, siendo
t una muestra en el rango de 1 a T', con su respectiva etiqueta [;. El algoritmo se inicializa
con m prototipos definidos por el usuario de cada clase (algoritmo . El conjunto de

muestras de entrenamiento podado se define como T P.

Algoritmo 3: Prototype initialization
Data: TP, m

P+0; c1+0; 2+ 0;
for s; € TP do

if ;=1& ¢l <m then
cl «—cl+1;

P < (si, ;) ;

end

if [, =2 & ¢2 <m then
2+ c2+1;

Py < (si, 1) 5

end

if c1 =m & 2 = m then
| return (P)

end

end
return (P)

Representamos cada prototipo como una 4-tupla: (p,, M,,, CLSM,,1,), donde p, es la
posicion en el espacio F-dimensional del prototipo, p. €j. p, = (f1, fa, ..., fr), donde F' es
el nimero de caracteristicas. C'LSM,, es una memoria en donde se almacena la fuerza de
clasificacion de las ultimas muestras almacenadas. [,, es su respectiva etiqueta de clase. M,
representa una memoria F'IFO para almacenar hasta J réplicas de las muestras, donde
cada replica muestra se representa como (s;,l;) siendo s; = (f1, f2,..., fr) el vector de

caracteristicas y [; su etiqueta, con j =1,2,...,J,
M, = ({s1,l1), (s2,l2), ..., (ss,01)). (3.3)

Cuando una nueva muestra (s, [,) se ahade a M, esta se almacenara en la primera

posicion, y el resto de las muestras en la memoria se desplazara a la derecha eliminando
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de esta manera a la muestra més antigua,
Mn - <(Sqa lq)> (Sla ll)a (527 12)7 ) (SJ—17 lJ—1)>' (34)

Algoritmo 4: Main

Data: 7P, K, J, JCLS, P
for s; € TP do
EL, n1, n2, CLS < k-NN(s;, ;, K, P) ;
if [, =1 then
‘ n << nl;
else
‘ n<4—n2;
end
k1l < nl[l] ;
if EL = [; then
store__sample_in_ptototype(s;, l;, CLS, Py1) ;
p_backup < Py ;
mle old < MLE(P, K) ;
Pit = gty gV sy s € My ;
mle <+ MLE(P, K) ;

if mle old < mle then
| Py < p_backup

end
if len(My;) > J then

end

else

approaching _prototypes(P, n, s;, l;, J, K);

end
end
return (P)

‘ My < ((si, i), (s1,11), (82, 12), .., (sy—1,L5-1))
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Algoritmo 5: Aproximar prototipos

Data: P, n, s;, [;, J, K

CLS0 + 1; k < 1; approaching < True; permitted_steps < 21; division < 30; steps « 0;
k_original _prototypes < backup _prototypes(P, K) ;

while approaching = True do

nk < nlk] ;
pback < Py ;
if first step then
| delta = (muestra — prototipo) /division
end

mle old < MLE(P, K) ;

P, = Py, + delta ;

mle + MLE(P,K) ;

estimated label, CLS < kNN(s;, l;, K, P) ;

if (estimated_label =1;) & (mle < mle_old ) then
store__sample_in_ptototype(s;, l;, CLS, Py) ;
mem_samples_redistribution() ;
approaching < False ;

Ise if (estimated_label # 1;) & (mle < mle_old) then
steps <— steps + 1 ;
if (CLS <CLS0) & steps < permitted steps then

CLS0 «+ CLS;

approaching < True ;

)

else

k < k 4+ 1; steps < 0; approaching < True ;
if £ > K then

approaching < False ;

restore_prototypes(k_original _prototypes) ;

end

end

else if mle > mle old then

P, < pback; k < k + 1; pasos <— 0 ;
if £ > K then

approaching < False ;

restore__prototypes(k_original _prototypes);

end

end
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En algunos pasos del algoritmo es necesario revisar si las réplicas almacenadas en la
memoria del prototipo continian siendo clasificadas correctamente a medida que los pro-
totipos evolucionan. Para hacer esto, la etiqueta de cada replica en memoria se estima
para cada prototipo, esta estimacion se realiza con el mismo k-NN, usando los prototipos
creados. Cuando una o mas muestras son incorrectamente estimadas, el proceso retornara

el namero de muestras incorrectas la funcion se define como MLE().

Cuando una nueva muestra de entrenamiento sy que entra al algoritmo es mal clasi-
ficada, se realiza un proceso de aproximacion gradual de los prototipos py (donde k =
1,2,..., K) méas cercanos a la muestra, hasta que la muestra sea estimada correctamente.
En el caso de que esto no suceda, la muestra se agrega como un nuevo prototipo, esta

funcion se llama approaching _prototypes() (algoritmo [f]).

El proceso de acercamiento es paso a paso y en cada paso se verifica si hay una mejora
en el pardmetro CLS y si la muestra es correctamente clasificada. Si ocurre una estimacion
correcta de la etiqueta, las nuevas posiciones de los prototipos acercados serédn definitiva
y una réplica de la muestra se almacenara en el prototipo mas cercano. Si es necesario, se
llevara a cabo una reasignacion de las réplicas en las memorias de todos los prototipos.
Denotamos este proceso como mem_ samples redistribution(). El algoritmo principal se

muestra en el algoritmo

3.3. Interfaz Grafica

Para facilitar la deteccion de neumonia se realiz6 una interfaz grafica en Python uti-
lizando la biblioteca de tkinter. En la imagen se muestra la ventana principal que
aparece al ejecutar el programa. En el ment archivo se tienen las opciones de Abrir y
Guardar. El primero nos permite cargar una imagen utilizando el explorador de archivos

(Figl3.7a) y el segundo guardar la imagen en una ubicacion seleccionada en el explorador

de archivos (Fig/3.7b)).

Es posible cerrar la aplicacion desde el ment archivo o pulsando el botén de salir de la
interfaz al igual que al cerrar la ventana. Se busco que la interfaz fuera intuitiva y facil de
usar por lo que ademaés de los ments se cuenta con un botén para procesar y una pantalla
que muestra el resultado, esta pantalla cambia de color dependiendo del resultado. Del
lado izquierdo se muestra la imagen cargada y se debe recortar para seleccionar el area de

los pulmones. También se muestra un mensaje de bienvenida, un mensaje que indica como



Capitulo 3. Desarrollo del Sistema Automdtico 62

cargar una imagen en la interfaz, un mensaje que refiere consultar la ayuda y un tltimo

mensaje que menciona que la tasa de reconocimiento es de alrededor de 92 %.

Y] Preumonia Detection - X
Archivo  Ayuda

Seleccione la imagen a procesar
desde Abrir en el menu archivo

despues recorte la imagen con el mouse

BIENVENIDO

Consulte la ayuda en el menu ayuda

Procesar

Probabilidad de neumonia

Inserte una Imagen

Figura 3.4: Ventana principal Interfaz Grafica.

La interfaz cuenta con un mentd de archivo y aun mend de ayuda como se muestra en
las imagenes Estos se integraron a la interfaz para tener un aspecto mas simple

y ordenado.

El menu ayuda, despliega la Ayuda para procesar una imagen (Fig..La ayuda
contiene el siguiente mensaje: “Para iniciar abra el meni archivo ->abrir, a continuacion,
se abrird una ventana del explorador en la que se puede seleccionar una imagen en formato
Jgpeg, .gpg o .png. Primero seleccione la extension de la tmagen, de otra manera no se
mostrardn imdgenes en el explorador de archivos. Después de seleccionar la extension y la
imagen deseada, dar clic en abrir y la imagen seleccionada se mostrard en la interfaz. Si
la imagen que se muestra es la que usted desea diagnosticar, el siguiente paso es recortar
la zona de los pulmones. Para esto, presione el boton izquierdo del raton y manténgalo
presionado para seleccionar la zona deseada. Si desea volver a realizar la seleccion, oprima
el boton izquierdo dos veces y la seleccion actual se borrard permitiendo hacer una nueva
seleccion. También pude ajustar la posicion del cuadrado con las teclas izquierda, derecha,
arriba y abajo del teclado. Una vez seleccionada la imagen de clic en el boton de procesar
y al finalizar el andlisis, se mostrard la probabilidad de neumonia con el fondo en color

rojo o st estd en un estado normal con el fondo en color verde.”
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[ﬁ] Pneumonia Detection
Archivo  Ayuda
Abrir
Guardar

[ﬁ] Pneumonia Detection
Archivo = Ayuda

Ayuda
Ejemplo de recorte

Acerca de...

Salir

Figura 3.6: Mentu Ayuda.

Figura 3.5: Mentu Archivo.

(a) Abrir imagen (b) Guardar imagen

Figura 3.7: Explorador de archivo que se abre al seleccionar abrir o guardar en el ment
archivo.

¢ Ayuda _ %

COMENZANDO

Para iniciar abra el menu archivo ->abrir, a continuacion se abrira una ventana del explorador en la que se puede
seleccionar una imagen en formato ,jpeg, .jpg o .png. Primero seleccione la extension de la imagen, de otra
manera no se mostraran imagenes en el explorador de archivos. Despues de seleccionar la extension y la imagen
deseada, dar click en abrir y la imagen seleccionada semostrara en la interfaz. Si la imagen que se muestra es la
que usted desea diagnosticar, el siguiente paso es recortar la zona de los pulmones. Para esto, presione el boton
izquierdo del mouse y mantengalo presionado para seleccionar la zona deseada. Si desea volver a realizar la
seleccion, oprima el boton izquierdo dos veces y la seleccion actual se borrara perimtiendo hacer una nueva
seleccion. Tambien pude ajustar la posicién del cuadrado con las teclas izquierda, derecha, arriba y abajo del
teclado. Una vez seleccionada la imagen de click en el boton de procesar y al finalizar el analisis, se mostrara la
probabilidad de neumonia con el fondo en color rojo o si esta en un estado normal con el fondo en color verde.

Para salir se tienen 3 opciones, cerrar la ventana desde cerrar en la esquina superior derecha, dar click sobre el
boton salir situado en la esquina inferior derecha o desde el menu archivo haciendo click en salir.

Figura 3.8: Ayuda.

El Ejemplo de recorte que se hace de manera manual para seleccionar el area a pro-
cesar y no incluir toda la imagen. Este recorte se hace seleccionando el area deseada con el
raton, el area seleccionada en cualquier caso se realiza en forma de cuadrado, esto es para

que no se pierda la relacién de aspecto de los pulmones ya que se hace una redimensiéon
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de la parte seleccionada, se puede ajustar el cuadro de seleccion con las flechas del teclado

(Figl3.9).

Por dltimo Acerca de que muestra las versiones de las herramientas utilizadas para
crear la interfaz (Fig)3.10)). Estas son: python: 8.7.6, tkinter: 8.6, spyder: 4.0.1.

# Eemplo de seleccion de zona de pulmones

Figura 3.9: Ejemplo de recorte de radiografias.

@ Acerca de x
Pneumcnia Detection V.2.1

Creado por Edgar I. T. M. como parte del

trabajo de tesis: Sistema de Aprendizaje

Automatico para la deteccion de deumonia.
ores: M.C. J. Francisco Portillo Robledo

Dr. Eugenio Salvador Ayala Raggi.

Este proyecto es parte del trabajo realizado
durante la maestria para proporcionar una
herramienta a los radiologos para detectar
neumonia en radiografias de torax.

Para mayor informacin enviar correo a:
salvador.raggi@correc.buap.mx

Figura 3.10: Acerca de.

Si no se carga una imagen a la interfaz y se oprime el botéon de procesar, la pantalla

adquiere un fondo naranja y se despliega un mensaje con el texto: «Cargue una imagens

(FigBT1).

De igual manera, sino se selecciona la seccion de la imagen a procesar, se muestra una

leyenda en la pantalla con el texto: «Recorte la imagen» y con el fondo en color naranja
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S
desde Abrir en el menu archi

desp imagen con el mouse

BIENVENIDO

Consulte la ayuda en el menu ayuda

Procesar

Probabilidad de neumonia

Inserte una Imagen

Figura 3.11: Pantalla indicando cargar una imagen

como se muestra en la figura [3.12]

[ Pneumonia Detection — O X

Archivo  Ayuda

Seleccione la imagen a procesar
desde Abrir en el menu archivo

despues recorte la imagen con el mouse

Consulte la ayuda en el menu ayuda

Procesar

Probabilidad de neumonia

Figura 3.12: Pantalla indicando hacer el recorte
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Resultados

En esta seccion se presentan los resultados al aplicar el algoritmo k-NN propuesto.
Para visualizar el comportamiento del algoritmo se utilizd6 un conjunto de datos creado
de manera sintética con dos caracteristicas de tal manera que fuera graficable para obser-
var si se comportaba de la manera deseada y poder hacer modificaciones o correcciones.
Posteriormente se presentan los resultados con el conjunto de datos de las radiografias
de rayos-X que se descargaron de Kaggle, el conjunto de datos se llama COVID-19 ra-
diography database |36]. Por ultimo, se muestra el uso de la interfaz grafica. Las pruebas
presentadas en este capitulo se realizaron utilizando python como lenguaje de programa-

cion y spyder como entorno de desarrollo.

4.1. Conjunto de Datos Circulo

Las pruebas iniciales en el desarrollo del algoritmo se realizaron utilizando un conjunto
de entrenamiento sintético, que es un grupo de puntos de dos caracteristicas creados alea-
toriamente con valores entre -1 y 1 en donde los puntos que se encuentran dentro de un
circulo de radio 0.8 pertenecen a una clase y los que quedan fuera del circulo a otra clase.
Estas pruebas se realizaron con el objetivo de observar el comportamiento del algoritmo
va que al ser datos de dos caracteristicas se pueden graficar. A continuacién, se muestran

los resultados obtenidos con este conjunto de datos.

En la figura observamos el conjunto de datos inicial, los puntos en color azul re-
presentan a una clase y los puntos de color rojo a otra. La figura muestra el resultado
del primer paso del algoritmo que realiza la poda, esta poda se realiza aplicando k-NN y

tomando las muestras cuya fuerza de clasificaciéon sea menor a un umbral.

66
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Entrenamiento
1.00 ; ;

0.75

0.50

0.25

0.00

-0.25

,,,,,,,,,,,,,,

—0.50

-0.75

-1 "
29,7

-0.5 0.0 0.5

Figura 4.1: Conjunto de muestras ini-
cial.

Muestras frontera

1.00

0.75 -

0.50 -

0.25 -

Figura 4.2: Conjunto de muestras po-
dado.

El siguiente paso del algoritmo es seleccionar de manera aleatoria, un numero de pro-

totipos iniciales de cada clase definidos por el usuario, en estas pruebas se tomaron 100

muestras por clase (200 muestras en total), este proceso se ilustra en la Fig. 4.3 Por tlti-

mo, en la Fig. [£.4] se muestran los prototipos resultantes del entrenamiento.

-

Prototipos iniciales

ST} T
0.50 - .....# % {l

o % w3y
4 “...

-0.5 0.0 0.5
X

-0.75 -

-1.
091.0

Figura 4.3: Prototipos iniciales.

1.0

Prototipos finales

0:75 s o 838 2o
0.50 - oo .h $"
0.25 - f

> 0.00 - e:: A

-1.0 -0.5 0.0 0.5 1.0

Figura 4.4: Prototipos finales.
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La tasa de reconocimiento utilizando k-NN ponderado tradicional se muestra de ma-
nera grafica en la Fig. En color guinda se muestran los resultados utilizando todo el
conjunto de entrenamiento, mientras que en color verde se muestra la tasa de reconoci-
miento utilizando 100 muestras de cada clase tomadas del conjunto original de manera
aleatoria. Se utilizan valores de k del 1 al 10, se puede observar que no hay una variaciéon

considerable en los resultados y la exactitud es practicamente constante.

Circulo
1.00

0.99 -

Exactitud promedio
© o o o o o
(] [(e} (] (] (o] (e}
w B~ (6] ()] ~ [e0]

— todas las muestras
200 muestras

0.91 1 2 3 4 5 6 7 8 9 10

0.92 -

Figura 4.5: Tasa de reconocimiento k-NN tradicional utilizando todo el conjunto de en-
trenamiento y 200 muestras seleccionadas de manera aleatoria para diferentes valores de
k.

Las figura muestra el comportamiento del algoritmo propuesto en una prueba en
la que se utiliza el conjunto de entrenamiento circulo y se incrementa el valor de k en
1 en cada entrenamiento. Inicialmente se tenia planteado eliminar prototipos durante el
entrenamiento, si la memoria de fuerza de clasificacion de las muestras dentro del pro-
totipo, alcanzaban un umbral promedio de 0.99, esto, para dejar solo los prototipos mas
relevantes, pero al hacer esta prueba observamos que la tasa de reconocimiento es menor

en comparacion con la tasa de reconocimiento obtenida si no se eliminan prototipos.

Comparando los resultados de la figura [4.5) con la figura podemos observar que
algoritmo propuesto es capaz de obtener mejores resultados que una seleccion aleatoria
del mismo ntimero de prototipos y que alcanza una tasa de reconocimiento cercana a la
obtenida al utilizar todo el conjunto de muestras. Lo que demuestra que el algoritmo es

capaz de generalizar el conjunto de muestras con un nimero de prototipos mucho menor
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a las muestras iniciales.

En la figura 4.7 realizamos la comparacién entre reentrenamientos aumentando el valor
de k después de cada entrenamiento y reentrenamientos manteniendo el valor de k cons-
tante, podemos observar que no hay diferencias significativas para este conjunto de datos.

Excepto con k=1 y k=10.

Circulo
1.00
0.99 -
ke k=2 k=3 k=4 k=5 k=6 k=7 k=8 k=9 k=10
2 k=1
€ 0.98-
a k=1 k=7 k=8 k=9 k=10
kel
2
£ 0.97 -
O
©
X
L
0.96 -
—4— Eliminando prototipos
=—8— Sin eliminar prototipos
0.95 1 1 1 1 1 1 1 1 1 1

1 2 3 4 5 6 7 8 9 10
# Reentrenamiento

Figura 4.6: Comparaciéon de reentrenamientos sin eliminar prototipos y eliminando pro-
totipos.

Circulo
1.00
0.99 -
= k=10 y2 k=3 k=4 k=5 k=6 k=7 k=8 k=9 k=10
o) i At
g k=10 k=10 k=10 k=10 k=10 x=10 k=10 k=10 k=10
2
Q
o
2
5 0.97 -
3]
IS
>
= 0.96
—4— Sin variar valor de k
—@— variando valor de k
0.95 1 1 1 1 1 1 1 1 1 1

1 2 3 4 5 6 7 8 9 10
# Reentrenamiento

Figura 4.7: Comparaciéon de reentrenamientos con k constante y variando el valor de k
después de cada entrenamiento.
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4.2. Conjunto de Datos Radiografias Rayos-X

Las pruebas siguientes se realizaron con el conjunto de datos disponible en Kaggle [36],
que consta de 1341 imagenes de radiografias normales, 1345 con neumonia viral y 1200
con imagenes de COVID-19.

Una vez que se obtienen los conjuntos de entrenamiento y prueba, el siguiente paso es
aplicar el método de eigenfaces sobre el conjunto de entrenamiento y proyectar el conjunto
de prueba. Posteriormente se normaliza el conjunto de entrenamiento de manera que se
tenga una desviacion estandar de 1. La desviacion estandar y los promedios obtenidos en
esta normalizacion se utilizan para normalizar el conjunto de prueba. El siguiente paso
es la seleccion de caracteristicas més discriminantes del conjunto de entrenamiento y se
toman las mismas del conjunto de prueba. Por tltimo, hacemos una poda de las muestras
de entrenamiento que al aplicarles k-NN ponderado tradicional se obtiene una fuerza de
clasificacion menor a 0.7 que son muestras que no pertenecen a la frontera. Estas muestras

se utilizan para entrenar el algoritmo propuesto.

4.2.1. Imagenes sin preprocesar

Para esta prueba, utilizamos las carpetas completas de imégenes de neumonia y nor-
males, la resolucion de todas las imagenes es de 1024x1024, para nuestro algoritmo se
redimensionaron a 256x256, sin aplicar algoritmos de mejora de contraste ni recortes. En
los resultados se muestra el valor de accuracy como promedio de los resultados obtenidos
con validacion cruzada de 5 particiones y 5 iteraciones, en donde en cada iteraciéon se
utiliza una particion diferente como conjunto de prueba y las restantes como conjunto de

entrenamiento.

En la Fig/4.8| 1a linea color arena muestra los resultados obtenidos con k-NN ponderado
tradicional utilizando 100 muestras de cada clase tomadas de forma aleatoria del conjunto
de entrenamiento mientras que la linea guinda indica los resultados obtenidos con k-NN
ponderado tradicional utilizando todo el conjunto de entrenamiento. En el eje y se muestra

el promedio de exactitud para diferentes valores de k (eje y).

En la Fig[4.9 podemos observar los resultados utilizando el algoritmo propuesto. Se
seleccionaron inicialmente 100 muestras por clase de manera aleatoria del conjunto de

entrenamiento podado. Podemos observar la exactitud promedio en cada reentrenamiento,
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[N
o
o

—— todas las muestras
—— 200 muestras

SR

S
©
3]

SN =
© o ©
S o oS

Exactitud promedio
o
|
(&)}

0.70 1234567 8 91011121314151617181920

k

Figura 4.8: Exactitud promedio aplicando k-NN con diferentes valores de k. La linea
arena pertenece a los resultados utilizando 100 muestras de manera aleatoria por clase
del conjunto de entrenamiento podado. La linea guinda muestra los resultados utilizando
todo el conjunto de entrenamiento.

en donde, ademés, se increment6 el valor de k (linea verde) comparado con un valor
constante de k (linea azul). A diferencia del conjunto de datos circulo, se observa que en
este caso si hay una diferencia significativa y se obtienen mejores resultados al variar el
valor de k. Ademaés, comparando la figura[4.§|con la linea azul de la figura [4.9] con un valor

de k=10 se obtienen mejores resultados que utilizando todas las muestras.

Imagenes de rayos-X

1.00
0.95 - k=6 k=7 k=8 k=9 k=10
o k=4 K50 __p——p———+—
S ¢ *r——o—0——0—0
SEJ 0.90 k= 0 k=10 k=10 k=10 k=10 k=10 k=10 k=10 k=10
g_ k=1
5 085~
=
=
9]
£ 0.80-
x
L
0.75r —4— Variando valor de k
—e— Sin variar valor de k
070 1 1 1 1 1 1 1 1 1 1

1 2 3 4 5 6 7 8 9 10
# Reentrenamiento

Figura 4.9: Exactitud promedio utilizando el algoritmo propuesto utilizando reentrena-
mientos y variando el valor de k en cada reentrenamiento.

En la tabla aparecen los resultados méaximos de exactitud utilizando 200 aleato-

rias muestras del conjunto de entrenamiento podado, todo el conjunto de entrenamiento
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podado, estas dos aplicando k-NN ponderado y 200 prototipos del algoritmo propuesto
reentrenado 10 veces e incrementando el valor de k en 1 después de cada entrenamiento.
Podemos observar que, en este caso a diferencia del conjunto de datos del Circulo, la tasa

de reconocimiento supera al k-NN tradicional.

Tabla 4.1: Exactitud promedio maxima utilizando 200 muestras, todo el conjunto de
entrenamiento y 200 prototipos generados por el algoritmo propuesto mediante 10 reen-
trenamientos.

200 muestras aleatorias Todas las muestras 200 prototipos
Exactitud 86.10 91.70 93.63

4.2.2. Imagenes recortadas y con mejora de contraste

Esta prueba se realiz6 con el objetivo de seleccionar una estandarizacién en el contraste
de las imagenes de manera que el sistema sea robusto a la variaciéon de este para obtener
una solucion mas general que no dependa del conjunto de entrenamiento y sea capaz de

identificar neumonia en imagenes de otros conjuntos de datos.

1.00
- Sin mejora de contraste

- CLAHE
——— Ecualizacion de histograma
—

0.95 -

0.90 -

0.85 -

0.80 -

Exactitud promedio

0.75 -

0.70 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15

k

Figura 4.10: Comparacion entre resultados utilizando imagenes recortadas: sin mejora de
contraste, con mejora de contraste utilizando CLAHE, con mejora de contraste utilizando
ecualizacién del histograma.

La imagen muestra los resultados en tasa de reconocimiento, utilizando 1000 imé-

genes seleccionadas de manera aleatoria del conjunto de datos para entrenamiento y el
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resto para prueba. Las iméagenes se recortaron de tal manera que se seccionara el drea co-
rrespondiente a los pulmones, fue un recorte cuadrado sin pérdida de relacién de aspecto.
La linea guinda representa los resultados aplicando el algoritmo propuesto a las image-
nes recortadas y aplicando ecualizacion de histograma adaptativa limitada por contraste
(CLAHE). La linea morada corresponde a los resultados con las iméagenes a las que se les
aplicod ecualizacion del histograma como mejora de contraste. La linea azul corresponde a

las imégenes sin aplicar mejora de contraste.

Aunque en la bibliografia mencionan que este método les produce mejores resultados,
en nuestro caso, se puede apreciar que los peores resultados se obtienen aplicando CLAHE.
La ecualizacion de histograma produce una leve mejora en comparaciéon con las imagenes

originales.

Las imagenes de las figuras [£.11] [4.12] y [£.13] muestran cuatro iméagenes tomadas del

conjunto de entrenamiento de manera aleatoria. Las primeras son las imagenes originales

recortadas, las segundas son las mismas imagenes a las que se les aplico CLAHE y las 1l-
timas son las mismas iméagenes con ecualizacion del histograma. Visualmente las imégenes

con CLAHE aplicado presentan mayor detalle.

Figura 4.12: Imagenes con CLAHE.
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Figura 4.13: Imégenes con ecualizacién del histograma.

La tabla [4.21 muestra los valores maximos de exactitud alcanzados en los reentrena-
mientos, con las imagenes normales se alcanza un méaximo de 91.69 con k=11, con las
imagenes a las que se les aplico CLAHE el mejor resultado se obtiene cuando k=13 y para
las imagenes a las que se les aplico ecualizacion del histograma logran un maximo de 92.27
con k=15. Aunque es notable la reduccion de la exactitud de las imagenes recortadas en
comparacion con las imagenes sin recortar, el seleccionar el area del pulmén permite darle
robustez al sistema, ya que algunas imagenes de otros bancos aparecen recortadas y no
se puede crear informacion que no existe por lo que es mejor hacer el recorte para poder

utilizar la interfaz en imagenes de otros bancos.

Tabla 4.2: Exactitud méxima para las imagenes originales, imagenes con CLAHE e imé&-
genes con histograma ecualizado.

Iméagenes originales CLAHE Ecualizacién del histograma
Exactitud 91.69 89.50 92.27

En la siguiente tabla se muestra la matriz de confusion para las imagenes con ecualiza-
cion del histograma aplicado y con 15 reentrenamientos. Los resultados completos de los

entrenamientos pueden ser consultados en el apéndice A.

Resultado de la predicciéon

Positivo Negativo
Positivo | VP = 319 FN = 26 VP-+FN = 345
Valor Actual -
Negativo | FP = 27 VN = 314 FP+VN = 341

Cabe destacar que tanto los verdaderos positivos como los verdaderos negativos se
detectan en cantidades similares por lo que tanto la sensibilidad como la especificidad
presentan valores cercanos. La métrica de sensibilidad muestra la cantidad de verdaderos

positivos que el modelo ha clasificado en funcién del nimero total de valores positivos.
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Figura 4.14: Desempeno del algoritmo propuesto durante el entrenamiento.

También se conoce como recall. Una sensibilidad alta significa pocos falsos negativos.

VP 319

bilidad = -
Sensibilidad = w555 = 579796

= 0.9246

La especificidad es la fraccién de verdaderos negativos, indica la capacidad de nuestro
estimador para discriminar los casos positivos, de los negativos. Se trata de los casos

negativos que el algoritmo ha clasificado correctamente.

VN 314
FP+VN  314+27

FEspeci ficidad = = 0.9208

La figura muestra la etapa de entrenamiento donde se observa que tanto el nimero
de verdaderos positivos como el nimero de verdaderos negativos aumenta (Fig{d.14a)) y el
namero de falsos positivos y falsos negativos disminuye (Fig/4.14b)).

En busca de hacer mas ligero el entrenamiento, una de las ideas que surgi6 fue la de en
lugar de incrementar el valor de k en 1, que el incremento sea en 2, de esta manera en el
rango de k [1,15] se tienen 8 entrenamiento en lugar de 15. Los resultados de esta prueba
se observan en la figura . Se puede observar que al igual que los incrementos en 1,
el algoritmo mejora con cada reentrenamiento, alcanzando valores de exactitud similares
y esto en menos tiempo. De esta manera el tiempo total del entrenamiento se reduce al
igual que el tiempo maximo de un solo entrenamiento como se observa en la figura [4.15b

En el apéndice A se muestra la tabla de entrenamiento completa.
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Figura 4.15: Resultados de reentrenamientos incrementando el valor de k en 2.

La tabla muestra los valores de exactitud méaximos alcanzados en las imagenes de
entrenamiento recortadas y con ecualizacion del histograma. Aplicando el k-NN tradicional
se obtiene un maximo con k=15 de 91.10, con reentrenamientos e incrementando el valor de
k en 1 después de cada entrenamiento, el méximo es de 92.27 con k=15. Con el algoritmo

propuesto y reentrenamientos incrementando el valor de k en 2 se obtienen méaximos con
k=9 y k=13.

Tabla 4.3: Exactitud promedio méxima utilizando todo el conjunto de entrenamiento con
k-NN tradicional, reentrenamientos incrementando el valor de k en 1 y reentrenamientos
incrementando el valor de k en 2 con algoritmo propuesto.

k-NN tradicional Alg. propuesto k + 1 Alg. propuesto k + 2
Exactitud 91.10 92.27 92.42

4.3. Interfaz Grafica

La interfaz grafica aplica los mismos procesos que la etapa de prueba al procesar una
imagen de entrada que se desea clasificar. Para procesar una imagen primero se debe de
cargar una imagen en la interfaz (Fig[4.16)). Después se realiza un recorte cuadrado que se
hace de manera manual, la seleccion es cuadrada debido a que todas las imagenes se redi-
mensionan a 256*256 y de esta manera no se pierde la relacion de aspecto (Fig.. Antes
de la redimension se aplica mejora de contraste. La imagen redimensionada se proyecta en
el eigenespacio generado durante el entrenamiento tomando en cuenta la imagen promedio

v los eigenfaces. Por tltimo, se aplica la normalizacion y se toman las caracteristicas mas
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relevantes que se seleccionaron durante el entrenamiento.

Una vez seleccionada el drea en la imagen de entrada, se oprime el boton de procesar
y de manera casi instantdnea se obtiene el resultado del procesamiento. Si no se detecto
neumonia, se muestra un mensaje en la pantalla con el fondo verde y el texto: «Normal»
(Fig, por el contrario, si se detecté neumonia en la imagen, el fondo de la pantalla
cambia a rojo y se muestra la probabilidad de neumonia.

1% Pneunonia Detection
Archivo  Ayuda

Seleccione la imagen a procesar
desde Abrir en el menu archivo

despues recorte la imagen con el mouse

Consulte la ayuda en el menu ayuda

Procesar

Probabilidad de neumonia

Seleccione la imagen a procesar
desde Abrir en el menu archivo

despues recorte la imagen con el mouse

Consulte la ayuda en el menu ayuda

Procesar

Probabilidad de neumonia

Figura 4.17: Ejemplo 1 imagen recortada.

En las figuras [4.19] [4.20] y [4.21] se muestra otro ejemplo para una imagen con neumonia.

El resultado de la predicciéon del sistema se muestra de manera correcta en la pantalla de

la interfaz.
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1% Preumonia Detection - e X
Archivo  Ayuda

Seleccione la imagen a procesar

desde Abrir en el menu archivo

despues recorte la imagen con el mouse

Consulte la ayuda en el menu ayuda

Procesar

Probabilidad de neumonia

Figura 4.18: Ejemplo 1 resultado sin neumonia.

1% Preumonia Detection - o X
Archivo  Ayuda

Seleccione la imagen a procesar
desde Abrir en el menu archivo

despues recor nagen con el mouse

Consulte la ayuda en el menu ayuda

Procesar

Probabilidad de neumonia

Figura 4.19: Ejemplo 2 imagen a procesar.

4.4. Discusion de Resultados

Pruebas de versiones anteriores del algoritmo pueden ser consultadas en el apéndice
B. También realizamos una publicacion en el I Congreso Internacional y X Congreso Na-
cional de Ciencias de la Computacion CONACIC2020, la portada del articulo aparece en

el apéndice C.

El comportamiento del algoritmo propuesto entre distintos bancos de datos varia signi-
ficativamente, como ejemplo tenemos los dos bancos analizados: el circulo y las radiografias
de neumonia. En el primero los reentrenamientos variando el valor de k y sin variar el valor
de k no representan una variacién significativa mientras que en el segundo la diferencia
es clara y existe una mejora cuando se incrementa el valor de k en cada reentrenamiento.

Esto se debe a que la distribucion de los datos es muy distinta al igual que el nimero de
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1% Preumonia Detection - e X
Archivo  Ayuda

Seleccione la imagen a procesar

desde Abrir en el menu archivo

despues recorte la imagen con el mouse

Consulte la ayuda en el menu ayuda

Procesar

Probabilidad de neumonia

Consulte la ayuda en el menu ayuda

Procesar

Probabilidad de neumonia

Figura 4.21: Ejemplo 2 resultado con neumonia.

caracteristicas que cada uno contiene.

Esto no es propio inicamente de este algoritmo, sino que la mayoria de ellos presenta
este comportamiento, por ejemplo, para la mejora de contraste, en la literatura el método
mas usado es la ecualizacion del histograma adaptativa limitada por contraste (CLAHE)

y mediante las pruebas presentadas es claro que para este sistema no es benéfico.

Los resultados de la mejora de contraste pueden ser explicados con la imagen [4.22| en
donde se grafica la suma acumulada de la variacion total de las imégenes entrenamiento.
La matriz de covarianza genera varios eigenfaces, en la primera figura se presentan
los eigenfaces necesarios para alcanzar el 98 % de la variacion total en imagenes a las que
se les aplico CLAHE. En la figura se presenta el mismo grafico, pero con imagenes

a las que se les aplico ecualizacion del histograma. Podemos observar que se necesita un
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mayor nimero de eigenfaces para representar la variacion total en el conjunto de imégenes

con CLAHE. Esto quiere decir que hay mas variacion entre ellas.

10 10
0.8 0.8
0.6 0.6
04 04
0.2 0.2
0.0 — 0.0
EII 2_‘%0 560 ?5:0 10*:]0 12I5D 15&][!' 1?I5D 20:’.][) E? 2_‘%0 560 'J‘SICI IU&ID 12I5D 15&][!' 1]"ISD EUICID

(a) Suma acumulada de variacion para imégenes con (b) Suma acumulada de variacién para imagenes con
CLAHE ecualizacion de histograma

Figura 4.22: Variacion de las iméagenes de entrenamiento. En el eje X aparecen el nimero
de eigenvalores ordenados de mayor a menor, en el eje Y se muestra la variacion. El corte
ocurre cuando se alcanza el 98 % de la variacion total.

El método original de eigenfaces sugiere utilizar los eigenfaces con los eigenvalores mas
altos, como este algoritmo no es supervisado y méas bien es un algoritmo de reduccion de
dimensioén, estos eigenfaces no son los mejores para clasificacion, es por esto por lo que se
optd por implementar un método de seleccion de caracteristicas basado en Fisherfaces que

toma en cuenta la distribucién de las clases.

Durante el entrenamiento, con cada reentrenamiento al algoritmo se vuelve mas tardado
va que se van llenando las memorias de los prototipos y la funcién mem_ label_ estimation
aplica k-NN a todas ellas. El tamano maximo de la memoria de muestras de cada prototipo
es de 160, teniendo 200 prototipos, el nimero maximo de muestras almacenadas es de
32,000. En la figura [4.23| se muestra este comportamiento, en el eje X tenemos el niimero

de reentrenamiento y el eje Y el tiempo de ejecucion en minutos.

A modo de comparacion citamos el trabajo realizado en [65] presenta resultados seme-
jantes en términos de exactitud. Utilizan caracteristicas image-based y LBP image-based,
con las primeras obtienen una exactitud de 92.60 %, con las segundas 92.44 % y combi-
nando ambas alcanzan el 94.19 %, utilizando como clasificador support vector machines
(SVM). Utilizan el mismo conjunto de datos y el mismo niumero de imagenes en sus prue-

bas. Los resultados obtenidos en el presente trabajo compiten con este y otras soluciones
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Conclusiones y Trabajo Futuro

5.1. Conclusiones

Durante este trabajo se evaluaron diferentes técnicas de extraccion de caracteristicas.
Las caracteristicas de textura de Haralick de igual manera no presentan buenos resultados,
creemos que para que estas caracteristicas funcionen, se tiene que seccionar la region de
interés y hacer una seleccion de las caracteristicas que mas contribuyen a la clasificacion
para eliminar las que no aportan informacién discriminatoria. Las bolsas de palabra no
produjeron los resultados esperados, al parecer porque, los puntos de interés se crean en
las partes del pulmoén que no se ve afectado por la neumonia, es decir no es sensible al
area de la neumonia sino a la ausencia de esta, aunque se hicieron pruebas con diferentes
valores de sigma para detectar puntos de interés méas grandes, era dificil para el algoritmo

detectar las estructuras de consolidacion.

Los mejores resultados los obtuvimos con el algoritmo propuesto, utilizando como
vector de caracteristicas los pesos generados por el algoritmo de eigenfaces, aplicando nor-
malizacion y seleccion de caracteristicas ademas de realizar reentrenamientos variando el
valor de k en cada entrenamiento y utilizando como prototipos los generados en el entre-

namiento anterior.

En la literatura, la mayoria de los trabajos mejoran el contraste utilizando la ecualiza-
cion de histograma adaptativa limitada por contraste (CLAHE), en nuestra propuesta se

comprob6 que obtuvimos mejores resultados con la ecualizacion del histograma.

Para la seleccion de caracteristicas ademés de método propuesto se considerd aplicar

Fisherfaces, el problema es que, con este método, hay como maximo ¢ — 1 valores propios
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generalizados distintos de cero, donde ¢ es el nimero de clases, para el algoritmo de clasi-
ficacion propuesto basado en k-NN no es benéfico porque al ser solo dos clases tinicamente

queda una caracteristica, esto le quita libertad de movimiento al algoritmo.

El algoritmo inicialmente se habia disenado de tal manera que, si una nueva muestra
no podia ser clasificada correctamente mediante los prototipos existentes, la muestra se
creaba como un nuevo prototipo, ademas, si el promedio de las muestras almacenadas en
el prototipo tenia un promedio mayor a un umbral de .99 estas muestras se eliminaban ya
que con un valor CLS tan alto, estas muestras no pertenecen a la frontera. Sin embargo,
al realizar la comparaciéon entre reentrenamientos eliminando prototipos y no eliminando,

muestra mejores resultados sino se eliminan.

Asimismo, versiones anteriores del algoritmo estudiaron crear nuevos prototipos con
las muestras que no pudieran ser correctamente clasificadas con los prototipos presentes
ni con el acercamiento de ellos. El problema de este comportamiento es que no se tiene
un control sobre los prototipos creados y se puede sobre ajustar el sistema a las muestras
de entrenamiento. La version final mejora este comportamiento al definir el nimero de

prototipos a sintetizar.

La complejidad del algoritmo radica tinicamente en el entrenamiento, ya que para la
clasificacion se aplica k-NN tradicional ponderado tomando como prototipos los prototi-
pos obtenidos durante la etapa de entrenamiento y que estan ubicados de tal manera que

generalizan el conjunto de entrenamiento.

Aunque se aplicaron procesos a las imagenes de tal manera que se estandarizaran lo
mejor posible, tales como el recorte y la ecualizacion del histograma, no fue posible gene-
ralizar el sistema de tal manera que los prototipos generados en un banco funcionaran en
otros bancos. Esto se debe a la variacion de las imagenes y a que se necesita una correcta

alineacion, escalado y centrado del area de los pulmones para tener un sistema mas robusto.

La principal aportacion de este trabajo es la contribucion al campo de aprendizaje
automatico de un algoritmo de generacion/seleccion de instancias, a partir, de muestras
reales de un conjunto de entrenamiento, para aplicaciones de clasificacion. Este algoritmo
estd basado en k-NN (k vecinos més cercanos) y tiene como objetivo obtener un conjunto
reducido de prototipos que represente de mejor manera al conjunto de datos original. Con

dos conjuntos de datos se muestra el comportamiento de este algoritmo, para el conjunto
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de datos de radiografias de rayos-X, los prototipos generados producen un mejor resultado

que utilizando todo el conjunto de entrenamiento.

5.2. Trabajo Futuro

Como PCA es sensible a la escala, alineaciéon y posicion de las imagenes, creemos que
podemos mejorar los resultados presentados, alineando y escalando las imagenes para ob-
tener la menor variacion posible. Para esto es necesario identificar puntos en las imégenes

que sean faciles de identificar en todas las radiografias.

Una vez identificados los puntos de referencia es posible hacer un recorte del area de
los pulmones més exacta y de manera automatica para eliminar las variaciones que se

puedan presentar por un mal recorte realizado de manera manual.

Aunque el algoritmo propuesto es de aprendizaje incremental, esto no es del todo apro-
vechado ya que el algoritmo de PCA no es incremental y las nuevas imigenes se proyectan
sobre el mismo eigenespacio. Una posible mejora puede ser el elegir otro tipo de caracte-

risticas para que todo el sistema sea de aprendizaje incremental.

El algoritmo propuesto es computacionalmente intensivo, como trabajo futuro se plan-
tea realizar el anélisis de complejidad y el andlisis de tiempos de ejecucion, ademas de
hacer adecuaciones para hacer més ligera la etapa de entrenamiento y generar un algorit-

mo optimizado.

Por ultimo, se plantea realizar pruebas con otras bases de datos y realizar comparacio-

nes con otros trabajos.



Apéndice A
Tablas de Reentrenamientos

En este apéndice se encuentran las tablas completas con los resultados de cada entre-
namiento para las imagenes recortadas sin mejora de contraste y con mejora de contraste.
Las tablas muestran los verdaderos positivos (TP), verdaderos negativos (TN), falsos ne-
gativos (FN) y falsos positivos (FP), también se muestran los tiempos de ejecucion, el

nimero de prototipos y la exactitud.
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Tabla A.1: Reentrenamiento con el algoritmo propuesto e imagenes originales recortadas.

k TP TN FP FN Tiempo(min) No.P. Exactitud
1 299 290 ol 46 27.58 200 0.858601
2 311 302 39 34 82.22 200 0.893586
3 321 297 44 24 131.01 200 0.900875
4 316 307 34 29 167.21 200 0.908163
d 311 309 32 34 191.88 200 0.903790
6 309 313 28 36 200.69 200 0.906706
7 313 312 29 32 220.02 200 0.911079
8 314 310 31 31 214.13 200 0.909621
9 313 314 27 32 210.16 200 0.913994
10 313 314 27 32 215.25 200 0.913994
11 313 316 25 32 218.79 200 0.916910
12 313 315 26 32 216.44 200 0.915452
13 314 314 27 31 230.27 200 0.915452
14 314 313 28 31 229.54 200 0.913994
15 314 316 25 31 239.80 200 0.918367

Tabla A.2: Reentrenamiento con el algoritmo propuesto e imagenes recortadas y CLAHE

aplicado.

k TP TN FP FN Tiempo(min) No.P. Exactitud
1 286 221 120 59 36.82 200 0.739067
2 288 260 81 57 119.19 200 0.798834
3 295 267 74 50 189.41 200 0.819242
4 297 289 52 48 232.70 200 0.854227
5 296 289 52 49 260.70 200 0.852770
6 298 295 46 47 292.48 200 0.864431
7 304 293 48 41 288.71 200 0.870262
8 310 286 55 35 299.08 200 0.868805
9 309 290 51 36 307.98 200 0.873178
10 309 293 48 36 302.58 200 0.877551
11 310 299 42 35 321.40 200 0.887755
12 308 298 43 37 310.46 200 0.883382
13 311 303 38 34 342.52 200 0.895044
14 313 298 43 32 363.98 200 0.890671
15 308 301 40 37 370.16 200 0.887755
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Tabla A.3: Reentrenamiento con el algoritmo propuesto e imagenes recortadas con ecua-
lizacién del histograma.

k TP TN FP FN Tiempo(min) No.P. Exactitud
1 297 295 46 48 23.02 200 0.862974
2 304 310 31 41 27.79 200 0.895044
3 306 312 29 39 87.51 200 0.900875
4 306 313 28 39 116.48 200 0.902332
3 308 315 26 37 141.44 200 0.908163
6 313 317 24 32 173.61 200 0.918367
7 314 317 24 31 183.96 200 0.919825
8 313 317 24 32 197.49 200 0.918367
9 314 317 24 31 202.33 200 0.919825
10 315 312 29 30 205.69 200 0.913994
11 316 312 29 29 233.30 200 0.915452
12 318 311 30 27 237.78 200 0.916910
13 318 310 31 27 228.85 200 0.915452
14 317 315 26 28 223.83 200 0.921283
15 319 314 27 26 232.00 200 0.922741

Tabla A.4: Reentrenamientos incrementando el valor de k en 2, con el algoritmo propuesto
e imAagenes recortadas con ecualizaciéon del histograma.

No.Ent k TP TN FP FN Tiempo(min) Exactitud
1 1 297 305 36 48 18.32 0.87755
2 3 304 314 27 41 46.21 0.90087
3 3 307 316 25 38 71.95 0.90816
4 7 310 320 21 35 97.81 0.91837
5 9 315 319 22 30 118.60 0.92420
6 11 313 317 24 32 137.77 0.91837
7 13 316 318 23 29 147.83 0.92420
8 15 310 322 19 35 169.84 0.92128




Apéndice B
Pruebas Previas

En este apéndice se muestras resultados previos a la version final del algoritmo, ademéas
se utiliza un banco de datos diferente y otros métodos de extraccion de caracteristicas. Las
pruebas de esta seccion se realizaron con el conjunto de datos de mendeley [34], tomando
unicamente 1000 imagenes de neumonia y 1000 imagenes normales de manera aleatoria,
a estas se les aplico CLAHE como preprocesamiento, utilizando python como lenguaje de

programacion y spyder como entorno de desarrollo.

Bolsas de palabras

Mediante la utilizacién de bolsas de palabra aplicadas a imégenes, se realizaron prue-

bas para evaluar la viabilidad de utilizar esta técnica. El proceso se describe a continuacion:

Lo primero que hacemos es extraer los descriptores de SIFT para cada imagen toman-
do como pardametros los propuestos por D. Lowe. El nimero de capas por octava es de 3,

umbral de intensidad de 0.04, sigma inicial de 1.6, umbral de borde de 5.

El siguiente paso es encontrar los centroides por clase, es decir obtenemos los descrip-
tores para las imagenes de neumonia y obtenemos con k-means 30 centroides. Realizamos
lo mismo con las imagenes de personas sin neumonia. Al final tendremos 30 centroides por

cada clase, 60 en total.

El siguiente paso es hacer la proyeccion de los puntos para cada centroide y contabi-
lizar el niimero de ocurrencias por centroide. De esta manera formamos una especie de
histograma de 60 bins que utilizamos como vector de caracteristicas. Los resultados se

presentan mas adelante en la seccion de comparacion de resultados.
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Eigenfaces

Se utilizo la técnica de eigenfaces propuesta por M. Turk and A. Pentland, para obtener
los pesos para poder reconstruir o representar las iméagenes por medio de la combinaciéon
lineal resultante de la proyeccion. Estos pesos que describen a cada imagen se utilizaron
como vectores de caracteristicas para entrenar un perceptron de una sola capa intermedia
y una capa de salida, también se hicieron pruebas aplicando el algoritmo propuesto y con

kNN ponderado tradicional.

De manera empirica se not6 que al realizar un entrenamiento aumentando el valor de k y
utilizando las mismas muestras del primer entrenamiento, aumentaba considerablemente la
exactitud del sistema. Es decir, se hace un entrenamiento tomando dos prototipos iniciales
validos con un valor de k=1, como resultado obtenemos cierto niimero de prototipos que se
utilizan como prototipos iniciales para un segundo entrenamiento con las mismas muestras
de entrenamiento, este proceso se repite una vez més y al final se obtienen los prototipos

finales que se utilizan para la validacion.

Fisherfaces

Utilizamos el método de pca seguido por el discriminante de fisher, como solo tenemos
dos clases, al aplicar LDA, se obtuvo que la clasificacion resulta en términos de un umbral

yva que la dimension resultante después de LDA es de 1.

Comparacién de resultados

La tabla muestra la comparacion de resultados entre la clasificacion otorgada por
un perceptréon de una sola capa oculta variando el nimero de neuronas de esta y 20 épocas,
un clasificador kNN con ponderacion gaussiana con k vecinos por clase y el clasificador
propuesto con k vecinos por clase para clasificar pixeles de la imagen y pesos otorgados
aplicando PCA. Como conjunto de entrenamiento se utilizaron 1000 imagenes por clase
y para prueba las carpetas completas de neumonia y normales que constan de 390 y 234

imagenes respectivamente.

Para las pruebas con LDA, obtuvimos 84.46 con fisherfaces y 76.00 con bolsas de pa-

labra.

En la tabla[B.2] podemos observar los resultados obtenidos al realizar reentrenamientos,

en donde después de cada entrenamiento se varia el valor de k y se utilizan los prototipos
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Tabla B.1: Comparacion de la tasa de reconocimiento obtenida con las imagenes originales
y con los pesos PCA
Pixeles Woea
MLP KNN MLP KNN KNN INC
Neuronas ACC. k ACC. Neuronas ACC. k ACC. k ACC.
1 83.65 1 80.28 1 76.92 1 85.09 1 81.41
2 83.81 2 80.92 2 86.53 2 85.09 2 80.76
3 83.65 3 81.41 3 86.53 3 85.41 3 79.64
4 84.29 4 80.92 4 86.05 4 84.13 4 82.05
) 83.81 5 80.76 ) 85.41 5 83.97 o 83.33
6 84.13 6 80.44 6 86.21 6 83.81 6 83.97
7 84.13 7 80.76 7 86.21 7 83.65 7 83.01
8 84.13 8 80.92 8 86.53 8 83.81 8 83.17
9 84.29 9 80.92 9 86.21 9 8397 9 85.09
10 84.13 10 80.92 10 86.21 10 84.13 10 85.09

finales del entrenamiento anterior. Se muestra el nimero de entrenamiento (No. Ent.),

niumero de vecinos por clase (k), ntimero de prototipos resultantes del entrenamiento (Prot.

Fin.), tiempo de entrenamiento (Tiempo) y la exactitud (ACC.), se revisaron 2 valores

de sigma diferente, tomando como sigma la distancia del méas cercano y dividida entre 2

(d[0]/2) y tomando como sigma la distancia del méas lejano (d[2*k]).

Tabla B.2: Resultados de reentrenamiento variando el valor de k

Bt K o d[2*K] o d[0]/2
' Prot. Fin. Tpo.(min.) ACC. Prot. Fin. Tpo.(min.) ACC.
1 1 165 70 81.41 165 70 81.41
2 2 179 99 84.13 179 88 84.45
3 3 186 98 86.69 184 65 86.85
4 4 188 98 86.05 184 47 87.66
5 5 190 107 86.53 184 47 86.21
6 6 195 129 85.57 184 33 87.50
7 7 199 143 86.37 184 35 87.50
8 8 202 142 86.21 186 20 88.30
9 9 203 136 85.05 188 37 87.82
10 10 203 177 85.89 189 30 87.01

La tabla [B.3] muestra los resultados al variar el valor de k después de cada entrena-

miento y mezclar los datos de entrenamiento.
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Tabla B.3: Resultados de reentrenamiento variando el valor de k y mezclando las muestras
después de cada entrenamiento

Ent. k Prot. Fin. Tpo.(min.) ACC.

1 1 165 70 81.41

2 2 181 93 84.13

3 3 183 61 86.37

4 4 184 42 86.53

5) 5) 184 56 86.21

6 6 184 ol 86.21

7 7 184 43 87.01

8 8 184 42 86.37

9 9 184 35 86.85

10 10 184 48 87.01

Tabla B.4: Resultados de reentrenamiento variando el valor de k, con datos sin normalizar
y normalizados con 49 caracterfsticas seleccionadas
Ent. I Datos sin normalizar Datos Normalizados

Tpo.(min.) Prot. Fin. ACC. Tpo.(min.) Prot. Fin. ACC.
1 1 3.69 111 76.60 5.39 173 82.85
2 2 6.37 129 81.57 8.41 202 85.25
3 3 4.89 135 82.53 3.82 202 87.01
4 4 4.40 137 82.69 2.93 203 87.01
5) 5) 3.36 138 82.85 2.63 204 88.30
6 6 3.77 138 84.29 2.36 205 88.14
7 7 2.73 138 85.89 2.28 205 88.30
8 8 2.79 139 85.41 1.78 205 88.78
9 9 1.90 139 86.05 1.48 205 88.78
10 10 1.99 139 84.93 1.64 205 88.94
11 11 2.08 139 84.93 1.74 205 89.10
12 12 1.72 139 85.09 1.11 205 88.94
13 13 1.81 139 85.25 1.50 205 89.26
14 14 1.97 139 84.93 1.57 205 88.94
15 15 1.36 139 85.41 0.60 205 89.26
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Tabla B.5: Comparacion de 49 caracteristicas seleccionadas contra las primeras 49 carac-
teristicas otorgadas por PCA. Ambos conjuntos de datos se normalizaron.

49 caracteristicas seleccionadas primeras 49 caracteristicas

KNN Norm. KNN INC. KNN Norm. KNN INC

k  ACC. Ent. k ACC. k  ACC. Ent. k ACC.
1 88.62 1 1 82.85 1 84.93 1 1 79.64
2 88.30 2 2 85.25 2 84.45 2 2 84.61
3 88.78 3 3 87.01 3 85.89 3 3 85.73
4 88.62 4 4 87.01 4 86.53 4 4 84.93
5 89.10 5t 5 88.30 D 86.69 5 5 8541
6 88.78 6 6 88.14 6 86.53 6 6 86.53
7 89.10 7 7 88.30 7 86.05 7 7 86.21
8 89.26 8 8 88.78 8 86.05 8 8 86.69
9 89.26 9 9 88.78 9 86.53 9 9 87.17
10 89.26 10 10 88.94 10  86.69 10 10 87.66
11 89.26 11 11 89.10 11 86.69 11 11 87.17
12 89.42 12 12 88.94 12 86.69 12 12 87.66
13 89.42 13 13 89.26 13 86.53 13 13 87.17
14  89.58 14 14 88.94 14  86.37 14 14 87.50
15 89.42 15 15 89.26 15  86.53 15 15 87.66




Apéndice C
Publicaciones

Una version anterior del algoritmo se present6 en un articulo titulado: “Tras la sinteti-
zacion de un conjunto reducido de prototipos 6ptimos para un algoritmo de clasificacion:
el k-NN evolutivo” en el II Congreso Internacional y X Congreso Nacional de Ciencias de la
Computacion CONACIC2020, del 9 al 13 de noviembre de 2020. El libro que contiene las
publicaciones lleva el nombre “DESARROLLOS CIENTIFICOS Y TECNOLOGICOS EN
LAS CIENCIAS COMPUTACIONALES”. Primera edicion: 2020. ISBN: 978-607-8728-36-
7
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Abstract. Este articulo presenta un nuevo algoritmo de clasificacion de patrones
basado en kNN con aprendizaje evolutivo. A diferencia de los algoritmos de re-
duccién de prototipos, en donde se suelen eliminar muestras apartadas de las
fronteras de clasificacion, y hacer sobrevivir muestras originales ubicadas en di-
chas fronteras, el algoritmo propuesto aqui, mejora gradualmente las posiciones
de un conjunto creciente de prototipos sintéticos, cuyo tamafio aumenta a una
tasa inferior a la cantidad de muestras de muestras utilizadas. Los resultados ex-
perimentales demuestran que el desempefio en clasificacion, con el nimero de
prototipos sintéticos creados, es mucho mejor que realizar una seleccion aleatoria
de un nimero idéntico de muestras, y utilizarlas como prototipos en un kNN tra-
dicional. Asi mismo, también se demuestra que la exactitud de clasificacion de
nuestro algoritmo es aproximadamente igual, y en algunos casos es mejor, que
los métodos actuales de reduccién de prototipos.

Keywords: KNN, Prototype Reduction, Gaussian Weighted KNN, Incremental
Learning, Evolutive Learning.

1 Introduccion

El algoritmo kNN es uno de los métodos de clasificacion supervisados mas utilizados
gracias a que presenta buenos resultados, es facil de entender e implementar, sin em-
bargo, los requerimientos de almacenaje y el costo computacional aumentan a medida
que el nimero de muestras incrementa, esto se debe a que la muestra a clasificar debe
de ser comparada con cada una de las muestras almacenadas.

Se han presentado diversas soluciones para enfrentar este problema mediante la se-
leccion de prototipos representativos del conjunto de muestras disponibles (seleccion
de prototipos) y mediante la creacion de nuevos prototipos aplicando maltiples opera-
ciones sobre el conjunto de datos original (generacion de prototipos) [1].

Las mejoras que se han planteado se enfocan en aspectos como: la reduccion de
instancias, el mejoramiento de la exactitud en la clasificacion y en la aceleracién del
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