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1. INTRODUCCION

La presente tesis tiene como objetivo implementar un algoritmo genético para la busqueda
de motivos en secuencias de ADN, con la finalidad de mejorar la basqueda, haciéndola
mas eficiente y precisa, asi como facilitar su uso en diferentes investigaciones.

La evolucién genética siempre ha sido un tema de relevancia desde principios del siglo
XX, cuando se comenzdé a hablar de particulas, factores, caracteres y genes, se
comenzaron a esclarecer las bases moleculares, es decir, como estaban compuestos los
lugares que contenian esa informacion y donde estaba localizada.

A pesar que se trata de una disciplina cientifica con sélo unos 150 afios de desarrollo, el
interés en los fendmenos bioldgicos relacionados con la Genética puede remontarse a la
Era Neolitica (alrededor de 10.700 a 9.400 AC) [1].

El proceso de traspaso de informacion o de material genético de una generacién a otra,
depende completamente de cémo la célula crece y se divide [2].

Gregor Johann Mendel establece en 1865 las leyes de la herencia, fundando la disciplina
cientifica de la genética, es por esto que se le conoce como el padre de la genética [1].

Posteriormente vino el descubrimiento de la estructura del Acido Desoxirribonucleico
(ADN), Watson y Crick postularon un modelo preciso para la estructura tridimensional del
ADN, en el que explicaban como la informacion genética podia replicarse con exactitud. El
modelo proponia que dos cadenas o hebras de polinucleétidos se hallaban enrolladas en
forma de hélice alrededor de un mismo eje, constituyendo asi una doble hélice. El
enrollamiento de ambas cadenas es tal que no pueden separarse sin desenrollarse.

Después del establecimiento del modelo de doble hélice (ver figura 1.1), los acidos
nucleicos se consideran los constituyentes quimicos de los genes y los que regulan la
reproduccion celular y la biosintesis de proteinas. Los acidos nucleicos son los portadores
de la informacion genética celular. Hay dos tipos de acidos nucleicos: el acido
desoxirribonucleico (ADN) y el acido ribonucleico (ARN).

Las bases se encuentran en el interior de la doble hélice, con sus planos paralelos entre
si, y perpendiculares al eje de la doble hélice. Las bases de una de las hebras estan
apareadas en los mismos planos con las bases de la otra hebra. El apareamiento de las
bases es de tal forma que sélo encajan en la estructura determinados pares de bases que
pueden ligarse entre si, por enlaces de hidrégeno. Los pares permitidos son: adenina-
timina y guanina-citosina, precisamente los pares de bases que muestran equivalencia en
el ADN.

El ADN es el constituyente de los genes y por ello el portador de la informacién genética.
Con la replicacién del ADN en el proceso celular los caracteres genéticos pasan a las
células descendientes que reproducen cadenas de ADN con una estructura




complementaria de las originales, lo que permite la obtencion de dobles cadenas de ADN
en las células hijas, idénticas a las parentales de la célula original.

Bases nitrogenadas:
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Figura 1.1: Modelo de Doble Hélice del ADN.

El ARN tiene como mision fundamental ser intermediario en la biosintesis de proteinas en
dos procesos consecutivos. El primero es la transcripcion del codigo genético (secuencia
de bases nitrogenadas) del ADN celular a la secuencia de bases complementaria en el
ARN formado a partir de la unién de nucleotidos sobre el molde de ADN. El segundo
proceso, es la traduccién del codigo genético (secuencia de tres bases) del ADN, o su
complementario en el ARN formado, a la secuencia de aminoacidos respectivos, en la
biosintesis de proteinas.

Las bases nitrogenadas se unen al carbono-1 (anomérico) del azlicar en ambos acidos
nucleicos. ElI ADN lleva Adenina (A), Guanina (G), Timina (T) y Citosina (C) (ver figura
1.2) [3].
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Figura 1.2: Bases nitrogenadas que componen el ADN.

El descubrimiento de motivos es uno de los problemas del analisis de secuencias de
ADN, los motivos representan secuencias conservadas que pueden ser biolégicamente
significativas, el descubrimiento de motivos consiste en encontrar sitios de unién en
aminoécidos, encontrando reguladores de informacion dentro de secuencias de ADN o
ARN [5].

Un motivo de ADN se define como un patron de secuencia de acido nucleico que tiene
algun significado biol6égico como lo son sitios de uniébn de ADN para una proteina
reguladora, es decir, un factor de transcripcion. Normalmente dicho patrén es bastante
corto (5 a 20 pares de bases (pb) de largo) y se sabe que es recurrente en diferentes
genes o varias veces dentro de un gen [6].

Los motivos representan zonas conservadas entre las secuencias que suelen asociarse a
caracteristicas funcionales del grupo de secuencias. Una vez se ha construido un motivo
o patron de un grupo de secuencias puede utilizarse, para asociar una nueva secuencia
con la familia de secuencias que lo ha generado (si el motivo que se presenta es de la
familia, puede que comparta sus funciones), para buscar secuencias que pertenezcan a
aguella familia [7].

La secuenciacion del ADN a gran escala de varios organismos ha resultado en la
generaciéon de una gran cantidad de datos biolégicos y por lo tanto, siempre hay una
creciente necesidad de desarrollar técnicas computacionales que pueden ayudar a
encontrar informacion Util entre todos los datos. Descubrir motivos implica determinar
secuencias cortas y significativas que pueden repetirse sobre muchas secuencias en
varias especies.

La identificacibn de motivos se estd volviendo muy importante, porque representan
secuencias conservadas que pueden ser biol6gicamente significativas. Algunas de las
areas donde el descubrimiento de motivos puede ser util incluyen encontrar sitios de
union en aminodacidos, encontrar reguladores de informacion dentro de secuencias de




ADN o ARN, buscar informacion de empalme de proteinas y dominios. Los motivos
pueden representar patrones que activan o inhiben el proceso de transcripcién y son
responsables de regular la expresion génica [5].

Reconocer motivos no es obtenerlos, sino identificarlos en otras secuencias,
generalmente con el objetivo de establecer inferencias en cuanto a estructura y funcion.

Existen ciertos desafios en la identificacién de motivos, de los cuales incluyen [5]:

Los motivos nunca son exactamente iguales a las actuales secuencias
conservadas, siempre hay mucha variabilidad de secuencia presente con respecto
a un solo motivo.

Los motivos son sefiales muy cortas en comparacién con el tamafio de la
secuencia de ADN en consideracion.

Las secuencias reguladoras que contienen los motivos a veces se pueden ubicar
muy lejos de las regiones de codificacion que regulan, esto hace que sea dificil
determinar la porcién de la secuencia de ADN que deberia ser analizada.

Las secuencias reguladoras pueden, a veces, estar presentes en el hilo opuesto
de la secuencia de codificacion que regulan.

El problema del descubrimiento de motivos es un problema NP, esto quiere decir,
gue no hay solucién de tiempo polindmico para el descubrimiento de motivos.

Un factor importante dentro del problema de encontrar motivos es identificar elementos
reguladores, especialmente los sitios de union en el ADN para la transcripcion de factores.

La técnica de descubrimiento de motivos consta de tres etapas principales [8]:

A. Pre-procesamiento

Se preparan las secuencias de ADN para un movimiento preciso, se seleccionan
muchas secuencias posibles como objetivos que contengan motivos, se mantienen
las secuencias lo mas cortas posibles y se eliminan las improbables que
contengan motivos. El paso de ensamblado se realiza agrupando las secuencias
de entrada basado en alguna informacién y se extraen las secuencias apareadas
en una base de datos en secuencia apropiada. Después, limpia las secuencias de
entrada para enmascarar o eliminar secuencias de confusion necesarias.

Descubrimiento

La etapa intermedia es el enfoque de descubrimiento de motivos, eso comienza
representando las secuencias. Existen dos formas de representar los motivos:
cadenas de consenso y matrices de peso especificas de posicion (PWM). Las
cadenas de consenso tienen la misma longitud de un motivo de secuencia de
ADN, eso permite degenerar simbolos en una cadena usando la nomenclatura
IUPAC (Unién Internacional de Quimica Pura y Aplicada); mientras PWM es una
matriz de 4xm donde m es la longitud del motivo, cada posicion de la matriz
representa la probabilidad de cada nucledtido en cada indice de posicion del




motivo. Después de la representacion del motivo, la funcién objetivo adecuada es
determinada y finalmente el algoritmo de busqueda apropiado es aplicado.

C. Post-procesamiento
El post-procesamiento evalla los motivos resultantes. En esta parte se aplican los
diferentes métodos de extraccion de motivos de secuencias.

Esta investigacién consta de seis capitulos, a saber. En el capitulo uno se hace una
introduccion acerca del objetivo de la tesis y se presentan los antecedentes del cédigo
genético asi como el descubrimiento de los motivos en el ADN. En el capitulo dos se
explican los diferentes métodos que existen para la busqueda de motivos en secuencias
de ADN. En el capitulo tres se describe la conformacién de los algoritmos genéticos. En el
capitulo cuatro se desarrolla la explicacion del algoritmo implementado. En el capitulo
cinco se muestran las distintas pruebas realizadas al algoritmo. En el capitulo seis se
plantean las conclusiones del trabajo realizado, y finalmente se listan las referencias.




2. ESTADO DEL ARTE

En este capitulo se mostraran los métodos que existen para la busqueda de motivos en
secuencias de ADN.

Existen diferentes métodos para resolver esta problemética, en general, para resolver
este problema existen dos principales grupos de métodos: los de enfoque de enumeracion
y de optimizacién probabilistica. Los métodos de enfoque de enumeraciéon buscan por
consensos de secuencias, los motivos se predicen en funcion de la enumeracién de
palabras y similitudes de palabras computacionales, también se le conoce como enfoque
de enumeracion de palabras, el segundo grupo son los métodos de optimizacion
probabilistica [4].

2.1 Método por enfoque de enumeraciéon

El método por enfoque de enumeracion busca el consenso de secuencias, l0s motivos se
predicen en funcion de la enumeracion de palabras y calculo de similitud de palabras, este
enfoque a veces se le llama enfoque de enumeracion de palabras para resolver el
problema de motivo (I, d) con longitud (I) y un nimero maximo de desajustes (d).

Los algoritmos basados en enfoque de enumeracién de palabras buscan exhaustivamente
el conjunto del espacio de busqueda para determinar cuales aparecen con sustituciones
posibles y, por lo tanto, normalmente localizan un 6ptimo global. Sin embargo, esto
también significa que son algoritmos de tiempo exponencial que requieren un mayor
tiempo para la deteccion y para el manejo de docenas de secuencias, por lo que solo son
adecuadas para motivos cortos. Ademas, estos algoritmos requieren muchos parametros
determinados por los usuarios, como la longitud del motivo, el nimero de discrepancias
permitidas y un minimo namero de secuencias en las que tiene que aparecer el motivo [8].

2.1.1 Enumeracion simple de palabras

Este método se basa en una simple enumeracién de palabras, como se mencioné
anteriormente, uno de los algoritmos que existe enfocados en este método es DREME
(Discriminative Regular Expression Motif Elicitation).

DREME encuentra rapidamente motivos relativamente cortos (hasta 8 posiciones). La
entrada a DREME es uno o dos conjuntos de secuencias y un umbral de significacion. Las
secuencias de control deben tener aproximadamente la misma longitud que las
secuencias primarias. El algoritmo crea un ciclo externo, realiza una basqueda heuristica
de motivos, determina el motivo significativo, lo informa y borra todas sus ocurrencias en




los conjuntos de datos de entrada. El bucle exterior se repite hasta que ningdn motivo
nuevo tenga un valor menor que el dado en el umbral de significacion.

Alcanza su alta velocidad al restringir su busqueda a expresiones regulares basadas en
los simbolos disponibles en el alfabeto y al usar una estimacion heuristica de la
significancia estadistica de motivos generalizados [9].

2.1.2 Método basado en agrupaciones

Para el método basado en agrupaciones se tiene al algoritmo CisFinder, este genera una
lista completa de motivos enriquecidos en un conjunto de secuencias de ADN vy las
describe con matrices de frecuencia de posicion (PFM). CisFinder es uno de los
algoritmos que mejor ejemplifican este método.

El algoritmo CisFinder se basa en la deteccion de representacion de palabras cortas
(secuencias de nucledtidos) en una secuencia y las agrupa. A diferencia del oligo-analisis
(RSAT) [10], que también esta basado en el mismo concepto pero agrupa exactamente
palabras, CisFinder agrupa las PFM (matrices de frecuencia de posicidn) que representan
motivos de encuadernacion con mas precision exacta de palabras. Analiza palabras con
espacios en blanco y expande PFM sobre los espacios y flanqueando regiones. Utiliza
secuencias de control reales para comparar contra secuencias de prueba, esto ayuda a
procesar regiones repetidas, porque los motivos que son especificos en repetir las
secuencias se esperan que sean igualmente abundantes en los conjuntos de prueba y
control de secuencias.

CisFinder estéa disefiado para llevar a cabo exhaustivas blsquedas de todos los motivos
de ADN sobrerrepresentados en una sola carrera [11].

2.1.3 Método basado en arboles

La tercera clase de los métodos es una busqueda basada en arboles para acelerar la
enumeracién de palabras, un ejemplo es el algoritmo Weeder basado en patrones de
coincidencia de conteo con desajustes especificos y mas extremos.

En este algoritmo, los motivos se representan mediante secuencia de consenso, y basado
en la diferencia entre los k-mers de las secuencias de entrada y el consenso bajo de un
limitado numero de sustituciones k-mers, se ensamblan y cada grupo se evalla con una
medida especifica de significacion. El arbol de sufijjos construido se propuso en el
algoritmo FMotif [12] para encontrar motivos largos (I, d) en grandes secuencias de ADN
bajo ZOMOPS (zero, one or multiple ocurrences of the motifs instances per sequence) por
su significado en ingles cero, uno o multiples ocurrencias de las instancias de un motivo
por secuencia. Este arbol propuesto es mas rapido que el arbol de sufijos estandar, ya




que evita una gran cantidad de escaneos repetidos de secuencias en el arbol de sufijos
[13].

2.1.4 Método basado en teoria de grafos

El método basado en teoria de grafos representa un motivo en instancia, como un clic; el
grafo G se construye representando cada I-mer en las secuencias de entrada por veértice y
el borde entre un par de vértices, que representan un par de |-mer en diferentes
secuencias de entrada, que tienen la distancia de Hamming entre las subcadenas que
sean menor o igual a 2d. Luego, se buscan clics de tamafio N en este grafo [8].

Uno de los métodos mas populares de teoria de grafos es Winnower, este algoritmo
detecta motivos borrosos en secuencias de ADN ricas en sefiales de unién a proteinas. El
algoritmo encuentra tales motivos si varias copias mutadas del motivo (es decir, en
sefales) estan presentes en la secuencia de ADN en suficiente abundancia. Este mejora
sustancialmente la sensibilidad del método winnower de Pevzner y Szeby poniendo una
restriccion de consenso, lo que le permite detectar sefiales mucho més débiles [14].

2.1.5 Método basado en Hash

Karl Buhler desarroll6 algoritmos de proyeccién aleatoria para PMP que proyecta cada I-
mer en la entrada de datos de un espacio mas pequefio mediante hash. Inicialmente, se
tiene una proyeccion del espacio I-dimensional en una sub-dimension k. Se desarrolla el
espacio para todas las subsecuencias en el conjunto de entrada, y la proyeccién aleatoria
se construye eligiendo rangos de dominio k posiciones, desde la posicion |. Usando esta
proyeccion, cada |-mer tiene un hash en su cubo correspondiente. Después de las
proyecciones, cada cubo contiene I-mer en mas de un umbral y esto se llama depdsito
calificado. El hash aleatorio se repite n veces para asegurar que el cubo aparezca al
menos una vez. Finalmente, el perfil para cada uno de ellos debe calcularse para obtener
el I-mer en la secuencia que se representé como consecuencia [15].

2.1.6 Candidatos fijos y métodos basados en candidatos modificados

La sexta clase son candidatos fijos que seleccionan motivos candidatos desde las
secuencias de entrada y los utiliza para la lectura de motivos, mientras se modifica la
séptima clase de motivos que selecciona un candidato de la secuencia de entrada y lo
modifica letra a letra.

Hay un algoritmo propuesto llamado Ref-Seleccione, para seleccionar secuencias de
referencia para PMP. Las secuencias de referencia son las secuencias que no contienen




instancias de motivo, por lo que este método intenta seleccionar las secuencias de
referencia que generan una pequefia cantidad de motivos candidatos como sea posible.

El algoritmo consta de dos pasos; en primer lugar, para cada dos secuencias en los datos
de entrada D, el nUmero de motivos candidatos generados deben calcularse utilizando la
distancia de Hamming entre cada dos I-mers. Luego, el conjunto con los motivos
candidatos, los mas pequefos posible, se seleccionan como referencia de dicho conjunto
[16].

2.2 Enfoque probabilistico

El enfoque probabilistico ocupa un lugar importante en los ultimos desarrollos en
inteligencia artificial, robotica y aprendizaje automatico. Las leyes de la probabilidad
permiten una representacién logica de la racionalidad, que también sigue el
comportamiento humano y que se basa en la probabilidad de aceptar un postulado como
cierto a partir de recompensas futuras [17].

2.2.1 Enfoque determinista

Uno de los mejores ejemplos de aplicacion al enfoque determinista es el algoritmo MEME
(Multiple EM for Motif Elicitation), su objetivo principal es encontrar un motivo inicial y
después aplicar los pasos de expectativa y maximizacion; el primero estima los valores de
algun conjunto de incAgnitas basadas en un conjunto de parametros, el segundo paso
utiliza esos valores estimados para refinar los parametros en varias iteraciones [8].

MEME usa una funcion objetivo en motivos para seleccionar el mejor motivo, la funcién
objetivo se basa en la significacién estadistica de la razén logaritmica de probabilidad de
las apariciones del motivo. El valor E del motivo es una estimacién del nimero de motivos
(con el mismo ancho y nimero de ocurrencias) que tendrian una razén logaritmica de
probabilidad igual o mayor si las secuencias de entrada se hubieran generado
aleatoriamente de acuerdo con la porcién de orden 0 del modelo de fondo [18].

2.2.2 Enfoque estocastico

Dentro del enfoque estocéastico se encuentra el Muestreo de Gibbs, el cual es un
algoritmo para generar una muestra aleatoria a partir de la distribucién de probabilidad
conjunta de dos o mas variables aleatorias. El proceso es una bulsqueda aleatoria a lo
largo del espacio de parametros, la blsqueda inicia en un punto arbitrario y en cada
momento el siguiente paso depende Unicamente de la posicion actual [19].




El algoritmo de muestreo de Gibbs para la deteccién de motivos sigue los siguientes
pasos [8]:

1. Inicializacién aleatoria de posiciones de motivo en las N secuencias de entrada
con la suposicion de la presencia de un motivo por secuencia.

2. Elegir una secuencia al azar.

3. Calcular PWM para las otras N-1 secuencias, usando posiciones iniciales de
motivos y probabilidades de fondo para cada base empleando las posiciones sin
motivo.

4. Calcular la probabilidad de cada posible ubicacion de motivo en la secuencia
eliminada utilizando PWM vy probabilidades de fondo.

5. Para la secuencia eliminada, elija una nueva posicién de inicio segun el paso 4.

6. Los pasos 2-5 deben repetirse hasta que los valores en el PWM no mejoren o se
haya alcanzado el nUmero méaximo de iteraciones.

2.2.3 Enfoque avanzado

Este método se enfoca en algoritmos basados en el enfoque bayesiano con la cadena de
Markov Monte Carlo, uno de los desarrollados es LOGOS (Integrated Local and Global
motif sequence model) que proporciona un marco de principios para desarrollar,
modularizar, extender y computar modelos de motivos expresivos para el analisis de
secuencias de biopolimeros complejos. LOGOS consta de dos submodelos que
interactian: HMDM, un modelo de alineacién local que captura el conocimiento biolégico
previo y la dependencia posicional dentro de la estructura local del motivo; y HMM, un
modelo de distribucibn de motivos global que modela frecuencias y dependencias de
ocurrencias de motivos, los parametros del modelo se pueden ajustar utilizando motivos
de entrenamiento dentro de un marco empirico bayesiano [20].
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3. ALGORITMOS GENETICOS

En este capitulo se abordara el origen y explicacion de los algoritmos genéticos.

Los Algoritmos Genéticos hacen evolucionar una poblacién de individuos, o conjunto de
soluciones posibles del problema, sometiéndola a acciones aleatorias semejantes a las
gue acttan en la evolucion biolégica tales como mutaciones y recombinaciones genéticas;
asi como también a una seleccidn de acuerdo con algun criterio, en funcién del cual se
decide cudles son los individuos méas adaptados, que sobreviven, y cuales los menos
aptos, que son descartados [21].

3.1 Origen y Antecedentes

El desarrollo de los Algoritmos Genéticos se debe a John Holland (ver figura 3.1),
investigador de la Universidad de Michigan. A finales de la década de los 60 desarroll6
una técnica que imitaba en su funcionamiento a la seleccion natural. Aunque
originalmente esta técnica recibié el nombre de “planes reproductivos”, a raiz de la
publicacién en 1975 de su libro “Adaptation in Natural and Artificial Systems” se conoce
principalmente con el nombre de Algoritmos Genéticos.

Figura 3.1: John Henry Holland.

A grandes rasgos, un Algoritmo Genético consiste de una poblacion de soluciones
codificadas de forma similar a cromosomas. Cada uno de estos cromosomas tendra
asociado un ajuste, valor de bondad o fitness, que cuantifica su validez como solucién al
problema. En funcién de este valor se le dardn mas o menos oportunidades de
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reproduccion. Ademas, con cierta probabilidad se realizaran mutaciones de estos
cromosomas, este proceso hard posible que los individuos genéticos tiendan hacia las
soluciones a un problema dado, aunque las condiciones del espacio de busqueda varien
con el transcurso del tiempo.

Las bases de las Estrategias de Evolucion fueron apuntadas en 1973 por Rechenberg en
su obra “Evolutions strategie: Optimierung Technisher Systeme nach Prinzipien der
Biologischen Evolution” (Rechenberg, 1973). Las dos Estrategias de Evolucion mas
empleadas son la (U+A)-ES y la (4, A)-ES. En la primera de ellas un total de p padres
producen A descendientes, reduciéndose nuevamente la poblacion a p individuos (los
padres de la siguiente generacion) por seleccion de los mejores individuos. De esta
manera los padres sobreviven hasta que son reemplazados por hijos mejores que ellos.
En la (Y4, A)-ES la descendencia reemplaza directamente a los padres, sin hacer ningun
tipo de comprobacién.

Cualquier solucién potencial a un problema, puede ser presentada dando valores a una
serie de parametros. El conjunto de todos los parametros (genes en la terminologia de
Algoritmos Genéticos) se codifica en una cadena de valores denominada cromosoma (ver
figura 3.2). El conjunto de los parametros representado por un cromosoma particular
recibe el nombre de genotipo, ese contiene la informacién necesaria para la construccion
del organismo, es decir, la solucién real al problema, denominada fenotipo.

gen
(] 1T )

= Sy

llUlUﬂlllﬂ\ll{]

— .
N

Cromosoma alelo

Figura 3.2: Individuo genético binario.

Desde los primeros trabajos de John Holland, la codificacion suele hacerse mediante
valores binarios. Se asigna un determinado numero de bits a cada parametro y se realiza
una discretizacion de la variable representada por cada gen. El nUmero de bits asignados
dependerd del grado de ajuste que se desee alcanzar. Evidentemente, no todos los
pardmetros tienen por qué estar codificados con el mismo ndmero de bits. Cada uno de
los bits pertenecientes a un gen suele recibir el nombre de alelo.

Sin embargo, también existen representaciones que codifican directamente cada
parametro con un valor entero, real o en punto flotante. A pesar de que se acusa a estas
representaciones de degradar el paralelismo implicito de las representaciones binarias,
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permiten el desarrollo de operadores genéticos mas especificos al campo de aplicacion
del Algoritmo Genético [22].

3.2 Estructura de los algoritmos genéticos

Los Algoritmos Genéticos trabajan sobre una poblacién de individuos, cada uno de ellos
representa una posible solucién al problema que se desea resolver. Todo individuo tiene
asociado un ajuste de acuerdo a la bondad con respecto al problema de la solucién que
representa. Una generacion se obtiene a partir de la anterior por medio de los operadores
de reproduccién, existen 2 tipos:

e Cruce: Se trata de una reproduccion de tipo sexual. Se genera una descendencia
a partir del mismo numero de individuos (generalmente 2) de la generacion
anterior.

e Copia: Se trata de una reproduccién de tipo asexual. Un determinado niamero de
individuos pasa sin sufrir ninguna variacién directamente a la siguiente generacion.

Algoritmo 3.1: Funcionamiento de un Algoritmo Genético.

1 Inicializar poblacién actual

2 MIENTRAS no se cumpla el criterio de evaluacién
3 crear poblacién temporal vacia

4 Sl elitismo: copiar en poblacion temporal mejores individuos
5 MIENTRAS poblacién temporal no llena

6 seleccionar padres

7 cruzar padres con probabilidad Pc

8 S| se ha producido el cruce

9 mutar uno de los descendientes (prob. Pm)

10 evaluar descendientes

11 afadir descendientes a la poblacion temporal

12 SINO

13 afiadir padres a la poblacion

14 FIN SI

15 FIN MIENTRAS

16 aumentar contador generaciones

17 establecer como nueva poblacién actual la poblacién temporal

18 FIN MIENTRAS

El funcionamiento genérico de un Algoritmo Genético se muestra en el pseudocddigo (ver
Algoritmo 3.1), Si desea optarse por una estrategia elitista, los mejores individuos de cada
generacion se copian siempre en la poblacién temporal, para evitar su pérdida. A
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continuacién, comienza a generarse la nueva poblacién en base a la aplicacion de los
operadores genéticos de cruce y/o copia. Una vez generados los nuevos individuos se
realiza la mutacién con una probabilidad Pm. La probabilidad de mutacion suele ser muy
baja, por lo general entre el 0.5% y el 2%. Se sale de este proceso cuando se alcanza
alguno de los criterios de parada fijados, los mas usuales suelen ser:

e Los mejores individuos de la poblacién representan soluciones suficientemente
buenas para el problema que se desea resolver.

e La poblacién ha convergido. Un gen ha convergido cuando el 95% de la poblacion
tiene el mismo valor para él, en el caso de trabajar con codificaciones binarias, o
valores dentro de un rango especificado en el caso de trabajar con otro tipo de
codificaciones. Una vez que todos los genes alcanzan la convergencia se dice que
la poblacion ha convergido. Cuando esto ocurre la media de bondad de la
poblacion se aproxima a la bondad del mejor individuo.

e Se ha alcanzado el numero de generaciones maximo especificado.

3.2.1 Operadores genéticos

Para el paso de una generacion a la siguiente se aplican una serie de operadores
genéticos. Los mas empleados son los operadores de seleccién, cruce, copia y mutacion.
En el caso de no trabajar con una poblacién intermedia temporal también cobran
relevancia los algoritmos de reemplazo. A continuacion, se veran en mayor detalle.

3.2.1.1 Seleccién

Los algoritmos de seleccion seran los encargados de escoger qué individuos van a
disponer de oportunidades de reproducirse y cuales no. Puesto que se trata de imitar lo
gue ocurre en la naturaleza, se ha de otorgar un mayor numero de oportunidades de
reproduccion a los individuos mas aptos. Por lo tanto, la seleccién de un individuo estara
relacionada con su valor de ajuste. Sin embargo, no se deben eliminar por completo las
opciones de reproduccién de los individuos menos aptos, pues en pocas generaciones la
poblacion se volveria homogénea.

3.2.1.1.1 Seleccion por ruleta

A cada uno de los individuos de la poblacién se le asigna una parte proporcional a su
ajuste de una ruleta, de tal forma que la suma de todos los porcentajes sea la unidad. Los
mejores individuos recibirdn una porcion de la ruleta mayor que la recibida por los peores.
Generalmente, la poblacién esta ordenada en base al ajuste, por lo que las porciones mas
grandes se encuentran al inicio de la ruleta. Para seleccionar un individuo basta con
generar un nuamero aleatorio del intervalo [0...1] y devolver el individuo situado en esa
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posicion de la ruleta. Esta posicion se suele obtener recorriendo los individuos de la
poblacion y acumulando sus proporciones de ruleta hasta que la suma exceda el valor
obtenido, presenta el inconveniente de que el peor individuo puede ser seleccionado mas
de una vez.

3.2.1.1.2 Seleccidn por torneo

En este método, la seleccion consiste en escoger a los individuos genéticos en base a
comparaciones directas entre sus genotipos. Existen dos versiones de seleccion mediante
torneo, el torneo deterministico y el torneo probabilistico.

En la version determinista se selecciona al azar un numero p de individuos, de entre los
individuos seleccionados, se selecciona el mas apto para pasarlo a la siguiente
generacion.

La version probabilistica se diferencia en el paso de seleccién del ganador del torneo, en

vez de escoger siempre el mejor se genera un numero aleatorio del intervalo [0...1], si es
mayor que un paradmetro p se escoge el individuo mas alto y en caso contrario el menos
apto. Generalmente p toma los valores enelrango 0.5 <p < 1.

Variando el numero de individuos que participan en cada torneo se puede modificar la
presion de seleccion. Cuando participan muchos individuos en cada torneo, la presion de
seleccion es elevada y los peores individuos apenas tienen oportunidades de
reproduccion.

3.2.1.2 Cruce

Una vez seleccionados los individuos estos son recombinados para producir la
descendencia que se insertard en la siguiente generacion, su importancia para la
transicion entre generaciones es elevada puesto que las tasas de cruce con las que se
suele trabajar rondan el 90%.

La idea principal del cruce se basa en que, si se toman dos individuos correctamente
adaptados al medio y se obtiene una descendencia que comparta genes de ambos, existe
la posibilidad de que los genes heredados sean precisamente los causantes de la bondad
de los padres. Al compartir las caracteristicas buenas de los individuos, la descendencia
o al menos parte de ella, deberia tener una bondad de los padres. Si el cruce no agrupa
las mejores caracteristicas en uno de los hijos y la descendencia tiene un peor ajuste que
los padres, no significa que se esté dando un paso atras, optando por una estrategia de
cruce no destructiva garantizamos que pasen a la siguiente generacion los mejores
individuos. Si aun con un ajuste peor, se opta por insertar a la descendencia, y puesto que
los genes de los padres continuaran en la poblacién, aunque dispersos y posiblemente
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modificados por la mutacién, en posteriores cruces se podran volver a obtener estos
padres, recuperando asi la bondad previamente pérdida.

3.2.1.2.1 Cruce de un punto

Una vez seleccionados dos individuos se cortan sus cromosomas por un punto
seleccionado aleatoriamente para generar dos segmentos diferenciados en cada uno de
ellos: la cabeza y la cola. Se intercambian las colas entre los dos individuos para generar
los nuevos descendientes. De esta manera ambos descendientes heredan informacion
genética de los padres (Ver figura 3.3), a este tipo de cruce suele llamarse SPX (Single
Point Exchange).

Padras alb|lc|(d|e|[f|lg|h
bla|d|[f|le|h|c]|g

\ Punto de cruce
Hijos a|lb|d|f|le|h|c|g
bla|lc|d|e]| f|lg]|h

Figura 3.3: Cruce de un punto

3.2.1.2.2 Cruce de dos puntos

Se trata de una generalizacion del cruce de 1 punto, en vez de cortar por un Unico punto
los cromosomas de los padres, como en el caso anterior, se realizan dos cortes. Debera
tenerse en cuenta que ninguno de estos puntos de corte coincida con el extremo de los
cromosomas para garantizar que se originen tres segmentos. Para generar la
descendencia se escoge el segmento central de uno de los padres y los segmentos
laterales del otro padre (Ver figura 3.4), generalmente se refiere a este tipo de cruce como
DPX (Double Point Crossover).
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Punto de crut:el JFF'untu:u de cruce
Padre 1 [ 4 | 6 | 1 | 5 3 | 2 |
Padre 2 | 2 1 | 4 | 3 6 | 5 |
Punto de EFLIEET TF'LII'ITIII decruce
Hijo 1 [ 4 | 1 | 4 | 3 | 3 | 2 |
Hijo 2 | 2 | 6 | 1 | 5 | 6 | 5 |

Figura 3.4: Cruce de dos puntos

3.2.1.2.3 Cruce uniforme

El cruce uniforme es una técnica completamente diferente de las vistas hasta el momento.
Cada gen de la descendencia tiene las mismas probabilidades de pertenecer a uno u otro
padre (Ver figura 3.5).

mascara 1 0 0 1 0 1 1

Padre 1 A|B|C|D|E|F|G
! |

Hijo 1 A 2 3 D | 5 EF | €

Padre 2 1 jl j: -4 :lf 6 7

Figura 3.5: Cruce uniforme

La técnica implica la generacion de una mascara de cruce con valores binarios, si en una
de las posiciones de la méscara hay un 1, el gen situado en esta posicion en uno de los
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descendientes se copia del primer padre, si por el contrario hay un 0 el gen se copia del
segundo padre. Para producir el segundo descendiente se intercambian los papeles de
los padres, o bien se intercambian la interpretacion de los unos y ceros de la méscara de

cruce.

La mascara de cruce puede no permanecer fija durante todo el proceso evolutivo, se
genera de manera aleatoria para cada cruce, se representa a este tipo de cruce son las
siglas UPX (Uniform Point Crossover).

3.2.1.2.4 Cruce especifico de codificaciones no binarias

Si se emplean genotipos compuestos por valores enteros o reales pueden definirse otro
tipo de operadores de cruce:

Media: el gen de la descendencia toma el valor medio de los genes de los padres,
tiene la desventaja de que Unicamente se genera un descendiente en el cruce de
dos padres.

Media geometria: cada gen de la descendencia toma como valor la raiz cuadrada
del producto de los padres.

Extension: se toma la diferencia existente entre los genes situados en las mismas
posiciones de los padres y se suma al valor mas alto o se resta del valor mas bajo.
Solventa el problema de generar un Unico descendiente.

3.2.1.3 Algoritmos de Reemplazo

Se trabaja con una sola poblacion, sobre la que se realizan las selecciones e inserciones,
debera tenerse en cuenta que para insertar un nuevo individuo debera de eliminarse
previamente otro de la poblacién, existen diferentes métodos de reemplazo:

Aleatorio: el nuevo individuo se inserta en un lugar escogido de manera aleatoria
en la poblacién.

Reemplazo de padres: se obtiene espacio para la nueva descendencia liberando
el espacio ocupado por los padres.

Reemplazo de similares: una vez obtenido el ajuste de la descendia se selecciona
un grupo de individuos de la poblacion con un ajuste similar, se reemplazan
aleatoriamente los que sean necesarios.

Reemplazo de los peores: de entre un porcentaje de los peores individuos de la
poblacién se seleccionan aleatoriamente los necesarios para dejar sitio a la
descendencia.
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3.2.1.4 Copia

Se trata de una estrategia de reproduccion asexual, consiste en la copia de un individuo
en la nueva generaciéon. El porcentaje de copias de una generacién a la siguiente es
relativamente reducido, pues en caso contrario se corre el riesgo de una convergencia
prematura de la poblacion hacia ese individuo.

En un mejor caso se seleccionan dos individuos para el cruce y si este finalmente no tiene
lugar, se insertan en la siguiente generacién los individuos seleccionados.

3.2.1.5 Elitismo

El elitismo es un caso particular del operador de copia, consistente en copiar siempre al
mejor, 0 en otro caso mejores individuos de una generacion, en la generacion siguiente.
De esta manera se garantiza que el proceso de busqueda nunca dara un paso atras en
cuanto a la calidad de la mejor solucién obtenida, sino que un cambio en ésta siempre
implicara una mejora. Una variacion de este proceso consiste en copiar el mejor o
mejores individuos de una generacion en la siguiente, Gnicamente cuando tras el paso de
una generacion no se haya mejorado con los operadores de cruce o mutacién la mejor
solucion de la generacién actual.

3.2.1.6 Mutacion

La mutacion de un individuo provoca que alguno de sus genes, generalmente uno sélo,
varie su valor de forma aleatoria. Aunque se pueden seleccionar los individuos
directamente de la poblacion actual y mutarlos antes de introducirlos en la nueva
poblacion, la mutacion se suele utilizar de manera conjunta con el operador de cruce.
Primeramente, se seleccionan dos individuos de la poblacién para realizar el cruce. Si el
cruce tiene éxito entonces uno de los descendientes, o ambos, se muta con cierta
probabilidad Pm. Se imita de esta manera el comportamiento que se da en la naturaleza,
pues cuando se genera la descendencia siempre se produce algun tipo de error, por lo
general sin mayor trascendencia, en el paso de la carga genética de padres a hijos.

La probabilidad de mutacién es muy baja, generalmente menor al 1%, esto se debe sobre
todo a que los individuos suelen tener un ajuste menor después de ser mutados, sin
embargo, se realizan mutaciones para garantizar que ningln punto del espacio de
busqueda tenga una probabilidad nula de ser examinado.

La mutacién mas usual es el reemplazo aleatorio, este consiste en variar aleatoriamente
un gen de un cromosoma, si se trabaja con codificaciones binarias, consistira
simplemente en negar un bit. También es posible realizar la mutacién intercambiando los
valores de dos alelos del cromosoma. Con otro tipo de codificaciones no binarias existen
otras opciones:
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e Incrementar o decrementar a un gen una pequefia cantidad generada
aleatoriamente.
e Multiplicar un gen por un valor aleatorio proximo a 1.

3.3 Evaluacion

Para que un Algoritmo Genético funcione correctamente, debe poseer un método que
indique si los individuos de la poblacién representan o no buenas soluciones al problema
planteado, por lo tanto, para cada tipo de problema que se desee resolver debera
derivarse un nuevo método. De esto se encarga la funcidn de evaluacién, que establece
una medida numérica de la bondad de una solucion, esta medida recibe el nombre de
ajuste. En la naturaleza, el ajuste (fitness) de un individuo puede considerarse como la
probabilidad de que ese individuo sobreviva hasta la edad de reproduccién y se
reproduzca. Esta probabilidad debera estar ponderada con el niumero de individuos de la
poblacion genética.

En el mundo de los Algoritmos Genéticos se empleard esta medicion para controlar la
aplicacion de los operadores genéticos, es decir, permitira controlar el ndmero de
selecciones, cruces, copias y mutaciones llevadas a cabo.

La principal aproximacion consiste en crear explicitamente una medida de ajuste para
cada individuo de la poblacién. A cada uno de los individuos de la poblacion se le asigna
un valor de ajuste escalar por medio de un procedimiento de evaluacién bien definido.

3.3.1 Fitness Puro

Es la medida de ajuste establecida en la terminologia natural del propio problema,
representado por la ecuacion (3.1).

r(i,t) = L5 1SN — CGQ | 3.)

Donde:

r(i,t): bondad del individuo i en la generacion t
S(i,j): valor deseado para individuo i en el caso j
C(i,j): valor obtenido por el individuo i en el caso j

Nc: Numero de casos
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3.3.2 Fitness Estandarizado

Para solucionar los problemas de minimizacion o maximizacion se modifica el ajuste puro
de acuerdo a la formula (3.2).

r(i,t) minimizacion

. ., (3.2)
rmax — r(i,t) maximizacion

(i 6) = {

En el caso de minimizacion se emplea directamente la medida de fitness puro. Si el
problema es de maximizacion se resta de una cota superior rpa, del error el fithess puro.
Por lo tanto, dentro de la generacion t, un individuo i siempre sera mejor que uno j si se
verifica que s(i,t) < s(j,t).

3.3.3 Fitness Ajustado

Este se obtiene aplicando la siguiente transformacion al fitness estandarizado (3.3).

1

a(i,t) = 1+s(i,t)

(3.3)

De esta manera el fithess ajustado tomara siempre valores del intervalo [0,1], cuando
mas se aproxime al fitness ajustado de un individuo a 1, mayor sera su bondad.

3.3.4 Fitness Normalizado

El fitness normalizado indica la bondad de una soluciéon con respecto al resto de
soluciones representadas en la poblacion, se obtiene mediante la siguiente ecuacion:

(3.4)

a(i’ t) (3.4)
r=qa(k,t)

n(i,t) =
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Al igual que el fitness ajustado, siempre tomara valores del intervalo [0,1], con mejores
individuos cuanto mas préximo esté a la unidad. Pero a diferencia de antes, un valor
cercano a 1 no sélo indica que ese individuo represente una buena solucién al problema,
sino que ademas es una solucién destacadamente mejor que las proporcionadas por el
resto de la poblacion. La suma de los valores de fithess normalizado de una poblacion da
siempre el valor de 1 [22].
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4. IMPLEMENTACION DEL ALGORITMO

El algoritmo implementado se utiliz6 para resolver el problema de busqueda de motivos
en secuencias de ADN, el cual es el algoritmo MDGA (Motif Discovery using Genetic
Algorithm) [24].

4.1 Algoritmo MDGA

En este algoritmo se buscan motivos potenciales de un grupo de secuencias de ADN del
sitio de inicio de la transcripcién (TSS). Las operaciones genéticas como la mutacion, y la
cruza se realizan con la ayuda de la matriz de peso de posicion generada a partir de un
conjunto de secuencias emparejadas.

Se predicen motivos potenciales en secuencias promotoras mediante el uso de una
funcion de puntuacién total de aptitud y frecuencia de aparicion. Ademas del algoritmo
FMGA original, se presenta un nuevo parametro en el célculo de la puntuacion total de
aptitud, sobre la base de dos tipos de pares, purina y piridina. Se incluyen los pares de
bases de ambigliedad IUPAC V, H, D, B para calcular sanciones del cédigo de
ambigliedad para penalizar la puntuacion del motivo candidato y poder predecir mejores
motivos con mas eficiencia.

Se mantiene al hijo en la cruza para ser evaluado en la préxima generacion y disminuir el
riesgo de que un hijo sea eliminado, y este pueda ser un mejor motivo candidato. Para
mantener el creciente nimero de motivos candidatos bajo control, se tiene una funcion de
discursion que elimina comparativamente los motivos débiles de cada generacion.

Los motivos de la primera generacién con la misma longitud del motivo se crean
aleatoriamente. Todos los motivos evolucionaran de la primera generacion, después
evolucionan a la generacién N. El procesamiento previo de la primera generacién es
hacer que los motivos generados aleatoriamente sean mas adecuados para la evolucion.
La mutacién se realiza usando una matriz de peso, que reduce el tiempo de
descubrimiento de posibles motivos candidatos (Ver figura 4.1).
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Entrada: numero_de_secuencas_promotoras
secuencias_promotoras
fongitud_del_patron

)

/ nom_generacon_sctual <1 /

1

| Generar motivos candidatos aleatorio pi, p2, p2,-.-pn |

| Pre-procesar motivos candidatos pi, p2, 93,90

Si

generacon_actual > 50

| Evaiuar TFS para cada motivo candidato

Caicuiar OF

I Generar matriz de pesos I

1

| Almaceaar mejores motivos enla generacion actua’ |

i
N Reorganizar
motvos

cont_misma_generacion ==5

e

cont_max_generacon

€ motivo tiene 3
frecuencia de
aparicién misalta de

'3 generacon actua

I Descartar patrones débies l

|

| Mutacion para crear dos padres |

|

Crossover para crear dos patrones secundarios
(hijos)

[ o2 Je{ 52 Jedi o2 Je{ o¢ o o5 }of o5 |f on ]
&

I Salida de motivos predecidos I

Figura 4.1: Arquitectura MDGA.
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A continuacion, se explicara a detalle el algoritmo implementado.
Donde, S es la secuencia evaluada y P es el motivo a evaluar.
A. Funcién de puntuacién de aptitud fisica

La funcién de aptitud para un motivo candidato en una sola secuencia es definida como:

k
FS(Smj,Pn) = Z match(Smji, Pni)/k
i=0 (4.1)

Donde,

1 ifSmij = Pni

match(Smji, Pni) = {0 if Smij! = Pni

(4.2)

m: indice de secuencias promotoras

i: posicion en la secuencia

j: nUmero de regiones emparejadas en la secuencia
k: longitud del motivo

n: indice de motivos

Ademas de los pares de bases A, T, G, C también se utilizan los pares de bases de
ambigiedad M, R, W, S, Y, K, V, H, B, D, en el célculo de la puntuacién de aptitud fisica,
también son considerados los pares de bases purina y piridina, ya que tienden a
convertirse en una ambigtiedad frecuente y estan representados por R(A, G) e Y(T, C). Y
se define la condicién de emparejamiento (4.3).

(1 if Smij = Pni for Pni € (4,T,G,C)

| 0.5 if Smij = Pni for € (R,Y)
match(Smij, Pni) = f(x) = 40.2 if Smij = Pni for € (M,N,S,K)

|k 0.1 if Smij = Pni for € (B,V,H,D)

0  ifSmi!=Pni (4.3)
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B. Puntuacion fisica total

La puntuacion de aptitud total de un motivo es la suma acumulativa de la puntuacion de
aptitud fisica que tenga la mejor coincidencia en todas las secuencias promotoras.
Representa la seccion del motivo en una generacion en particular (4.4).

L
TFS(S,Pn) = Z FS(Sm, Pn) (4.4)

m=1

A continuacion, se muestra el calculo de la puntuacion fisica total, teniendo como motivo
candidato a P1 en seis secuencias promotoras.

P1l: GATGAA

S1: AGCTCTAGAGACAG —> 3/6 = 0.5
S2: TTAAGGCCAACGTT —> 3/6 = 0.5
S3: GCCTAAGGCACTGG —> 3/6 = 0.5
S4: CATTAGGATGAACA —> 6/6 = 1
S5: TCCCATGGCCATAT —> 3/6 = 0.5
S6: GAAGATAAGACTAC —> 4/6=0.66

TFS (S, P1) = 4.16

C. Frecuencia de ocurrencia

La frecuencia de ocurrencia (OF) de un motivo dado se define como el nimero de
secuencias en un conjunto de datos dado, en el cual, el motivo candidato coincide
completamente con una subsecuencia de la secuencia promotora.

En el siguiente ejemplo se muestra el calculo de la frecuencia de ocurrencia.

26



P1: GATGAA

S1: AGCTCTAGAGACAG —> 3/6 = 0.5
S2: TTAAGGCCAACGTT —> 3/6 = 0.5
S3: GCCTAAGGCACTGG —> 3/6 = 0.5
S4: CATTAGGATGAACA —> 6/6 = 1
S5: TCCCATGGCCATAT —> 3/6 = 0.5
S6: GAAGATAAGACTAC —> 4/6=0.66

OF (P1)=1

D. Operaciones

Las operaciones importantes en MDGA son preprocesamiento, mutacion, cruza,
reordenamiento y discursién que pueden reducir el tiempo computacional del algoritmo y
predecir mejores motivos.

* Preprocesamiento

Después de crear un motivo aleatorio al comienzo del proceso, este pasa por un
mecanismo de preprocesamiento para convertirlo en la secuencia de pares de bases del
cbdigo de ambigiiedad. Después del preprocesamiento, los motivos candidatos estaran
bastante relacionados con el promotor de secuencias y eventualmente se convierten en
mejores motivos candidatos con alto potencial en generaciones posteriores.

Al comienzo del preprocesamiento, se genera el peso de la posicion de la matriz de cada
motivo. La matriz de peso se genera a partir del mejor patron coincidente de cada
secuencia cruzada a un motivo candidato. Considerando los 5 mejores patrones
combinados de un motivo candidato P1, el valor de una sola celda en peso, la matriz se
genera como la proporcion de apariciones de las bases correspondientes y el nimero de
motivos emparejados.

A continuacion, se muestra la creacion de la matriz de pesos en la Tabla 4.1.

GCTCTA
GGCCAA
GCCTAA
GATGAA
GAAGAT
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0 1 2 3 4 5
0 0.33 0.16 0 0.66 0.66
0 0 0.33 0.16 0.16 0.16
0 0.33 0.33 0.33 0 0
1 0.16 0 0.33 0 0

Mutacioén

Tabla 4.1: Matriz de pesos

0 1 2 3 4 5
r———. T —
0 033 @ 0 @ 066
0 0 @ @ 0.16 61 6)
0 0.33 033 @33) 0 0
0 0.33 0 0
G A T C A A
G G A T T il

.Figura 4.2: Creacion de dos padres.

El objetivo de la mutacién es crear dos motivos parentales a partir de un motivo candidato
para acelerar el proceso de busqueda del motivo potencial. Es util en la operacion de
cruza para crear dos hijos motivos para una mayor evolucion. La mutacion se realiza en
funcién de la matriz de peso de un motivo candidato. Primero, se mantiene el par de
bases con valor de 1 en una columna sin cambios y el resto de los pares de bases se
cambian aleatoriamente. Para el primer padre se usa el par de bases con el valor maximo
en una columna. Para el segundo padre, se utiliza el par de bases hasta el segundo valor
mas alto en la columna.

A continuacion, se muestra la forma en que se seleccionan los padres a través de la




Cada columna representa una posicién del motivo candidato, para el primer padre se
toma el valor mas alto de cada columna (encerrados en rojo) y se coloca la letra de la fila
correspondiente. El valor del segundo padre se obtiene tomando el segundo valor méas
alto de cada columna (encerrados en azul) y de igual forma se toma la letra de la fila que
le corresponde (Ver Figura 4.2).

Padrel —> GATCAA

Padre2—> GGATTT

= Cruza

Se crean dos motivos secundarios a partir de dos padres motivos, producidos en la
mutacién. Se implementa la cruza de un solo punto. Primero, se corta a los dos padres en
la posicion media. Entonces se une el lado izquierdo del primer padre con el lado derecho
del segundo padre para crear el primer motivo hijo. Después se une el lado derecho del
primer padre con el lado izquierdo del segundo padre para crear el segundo motivo hijo.

En el siguiente ejemplo se muestra como se obtienen los hijos a partir de los padres
mutados.

Punto de cruza

/

Padrel —> G A TI|IC A A

Padre2—> G G AITTT

Hjol —> GATTTT

Hijo2 —> GGACAA

= Reordenamiento

Los motivos predichos o la frecuencia de ocurrencia maxima de una generacién en
particular pueden permanecer sin cambios para mas de x generaciones. En ese caso se
reorganizan los motivos candidatos al convertir los codigos de ambigliedad en A, T, Cy G
segun la matriz de pesos. Se reemplaza el codigo de ambigliedad con el nucleétido que
tiene la puntuacién mas alta en la columna correspondiente de la matriz de pesos. Si el
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cbdigo de ambigledad no existe en el motivo candidato, entonces se modifica el par de
bases en las posiciones respectivas segun la matriz de pesos.

= Discursion

Mientras se mantiene a los hijos producidos por la cruza, el numero de motivos
candidatos se seguird multiplicando en cada generacion. Entonces, si no se tiene una
medida para reducir el nimero de motivos candidatos de alguna manera, el tiempo de
calculo de cada generacion aumentara exponencialmente.

Para minimizar la complejidad de tiempo, después de mutar tantos motivos como sea
posible, se introducira una funcién asociada por un factor de discursion. Inicialmente, la
funcién descartara una pequefia cantidad de motivos candidatos que tienen un valor TFS
bajo y menos ocurrencia de frecuencia (OF) de cada generacion.

Con el aumento de los motivos candidatos en cada generacion, el factor de discursién se
ajustara para mantener baja la cantidad de motivos, y que aumente mas de cuatro veces
que el namero inicial de motivos candidatos.

Se evitara descartar cualquier motivo candidato que tenga méas posibilidades de evolucion
a través de la mutacién y la cruza.
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5. PRUEBAS Y RESULTADOS

En este capitulo se muestra el procedimiento y los datos utilizados para la busqueda de
motivos en secuencias de ADN.

A continuacién, se presenta un ejemplo de prueba para el algoritmo implementado con la
finalidad de verificar la funcionalidad y efectividad del mismo.

La base de datos utilizada para la ejemplificacion del algoritmo es GenBank [23].
Las especificaciones de la computadora en donde se realizaron las pruebas:

e Procesador AMD A8-4555M
e Memoria RAM 8 GB
e CPUa1l1.60GHz

El software implementado se desarroll6 en lenguaje C y se compilo en GCC.

En esta prueba se toman como ejemplo los siguientes parametros:
Tamafio de secuencias: 40

Numero de secuencias: 30

Tamafio del motivo: 15

Motivo candidato: CCTAGATCTGGTTAC

En donde el tamafio de secuencias es el largo que cada una de las secuencias tiene,
numero de secuencias es la poblacién inicial donde se tendra el espacio de busqueda del
motivo candidato, el tamafio del motivo es el largo del motivo candidato y el tamafio que
tendran los motivos predichos, y el motivo candidato es aquel que se evaluara en las
secuencias para obtener a los mejores motivos, ademas se tiene un numero de
iteraciones de 50.

El programa muestra los mejores motivos, es decir, aquellos motivos que tienen una
mayor coincidencia con el motivo candidato y no se repiten (Ver figura 5.1).
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Figura 5.1: Mejores motivos obtenidos.
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Como se muestra en la imagen anterior, se obtienen los motivos con mayor coincidencia
al motivo candidato, aunque no se encontré completamente, se obtiene una ocurrencia de
10 posiciones, con lo cual se puede notar que busca los mejores resultados.

Se utilizaron tres grupos diferentes para probar el algoritmo, el primer grupo consta de
210 secuencias promotoras y de tres tamafios de motivos candidatos diferentes: 15, 8 y
22, cada tamafio con dos motivos distintos. Este primer grupo fue tomado de GenBank, al
tener tres tamafos diferentes se aprecian las variaciones que se pueden obtener ya sea
solo con cambiar el tamafio del motivo. Como se puede apreciar en la Tabla 5.1 mientras
el tamafio del motivo sea de menor tamafio, el TFS obtiene mejores resultados, al tener
un tamafio de 8 el TFS es superior al 50% del total de las secuencias promotoras totales;
al contrario del tamafio 22 donde el TFS es apenas un 42.33% compatible con el total de
secuencias.

TAMANO DEL
MOTIVO
CANDIDATO MOTIVO CANDIDATO TFS OCURRENCIA
CCTAGATCTGGTTAC 105 10
15

ATCCRGATBATTGAG 107 10

CCATSMGT 113.25 5

8 ATGGCATT 132.25 7
AATCCGGACCAGGMDTACCGAT 93.81 13
22 BCCGRCTAGGCATSDTTAGGAC 88.90 11

Tabla 5.1: Motivos predichos grupo uno.
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TAMANO DEL
MOTIVO
CANDIDATO MOTIVO CANDIDATO TFS OCURRENCIA

CCTAGATCTGGTTAC 26.06 9

15 ATCCRGATBATTGAG 26.66 9
CCATSMGT 29.37 5

8 ATGGCATT 32.50 6
AATCCGGACCAGGMDTACCGAT 23.47 11
22 BCCGRCTAGGCATSDTTAGGAC 22.34 10

Tabla 5.2: Motivos predichos grupo dos.

En el segundo grupo se tiene un total de 55 secuencias promotoras ademas de tres los
tamafios de motivos candidatos diferentes: 15, 8 y 22, este grupo también fue tomado de
GenBank. En este grupo se puede apreciar que el TFS no varia tanto como el ejemplo
anterior, como se muestra en la Tabla 5.2, pero de igual manera al tener un tamafio de
motivo menor se obtienen mejores resultados, en el tamario 8 se tiene un TFS de 59.09%
del total de secuencias promotoras, este resultado es superior a la media, lo que indica
que este grupo obtiene mejores resultados que el anterior.

El grupo tres esta conformado de 18 secuencias promotoras, ademas de tres tamafios de
motivos candidatos diferentes: 15, 8 y 22. En este caso se puede notar una mayor
variacion de resultados como se muestra en la Tabla 5.3, ya que el mejor TFS es de
58.3% del total de las secuencias promotoras y el peor resultado es 31.8% del total con el
tamafio del motivo de 22, siendo el de mejor resultado el tamafio de motivo de 8.
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TAMANO DEL

MOTIVO
CANDIDATO MOTIVO CANDIDATO TFS OCURRENCIA
CCTAGATCTGGTTAC 7.46 8
15 ATCCRGATBATTGAG 7.05 6
CCATSMGT 9.90 5
8 ATGGCATT 10.50 6
AATCCGGACCAGGMDTACCGAT 5.74 10
22 BCCGRCTAGGCATSDTTAGGAC 5.78 8

Tabla 5.3: Motivos predichos grupo tres.

Como se puede notar en las tablas anteriores los datos siempre son muy cambiantes, y
mientras el motivo candidato sea menor se obtendra una mayor ocurrencia, asi como el
tener una mayor cantidad de secuencias promotoras, ya que esto le permite al algoritmo
una mayor cantidad de busquedas, esto también es debido a que el motivo candidato se
reorganiza determinado ndimero de iteraciones, evitando que los mismos resultados se
repitan en generaciones posteriores.
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6. CONCLUSIONES

En este capitulo se presentan las conclusiones de la investigacion realizada.

Las pruebas se realizaron con diferentes tamafios de bases de datos, por lo cual se pudo
percibir que entre menor sea el tamafio del motivo candidato se obtienen mejores
resultados, ya que se tiene una mayor compatibilidad entre el motivo a evaluar y las
secuencias promotoras.

Tomando en cuenta los resultados descritos en el capitulo anterior, los resultados son
positivos, ya que al tener una poca cantidad de secuencias se logra obtener los mejores
motivos, y notando que ninguno de estos se repite. Ya que en esto influye el nUmero de
generaciones utilizadas, ya que esa cantidad es la que es con la que el algoritmo puede
obtener las siguientes poblaciones y que estas no sean repetitivas.

Con esto se puede determinar que el algoritmo MDGA da buenos resultados en la
busqueda de motivos en secuencias de ADN.
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GLOSARIO

k-mers. Son subsecuencias de longitud k contenida dentro de una secuencia bioldgica.
Motivos borrosos. Son aquellos motivos que son extensos y poco precisos.

pwm.  (Position-specific Weight Matrices) por sus siglas en inglés Matrices de peso
especificas de la posicion.

Genotipo. Conjunto de la informacion genética almacenada en el ADN de un organismo
particular, cuya totalidad en términos de especie compone el genoma.

Fenotipo. Se refiere a las caracteristicas fisicas observables de un organismo, producto
de la expresion o manifestacion de la informacion genética contenida en el genotipo, en
concordancia con las condiciones del ambiente determinado en el que hace vida el
organismo.

Alelo. Un alelo es cada una de las dos o0 mas versiones de un gen. Un individuo hereda
dos alelos para cada gen, uno del padre y el otro de la madre. Los alelos se encuentran
en la misma posicion dentro de los cromosomas homologos.

Secuencias promotoras. Son secuencias de ADN necesarias para convertir un gen en
activado o desactivado.

Pivp. Problemas de busqueda de motivos.
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