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Introducción

En el mundo financiero a menudo se quisiera resumir toda la información
acerca de un activo a un sólo número, sin embargo esto podŕıa llegar a ser
muy dif́ıcil por no decir imposible. Ahora bien, hay ciertos aspectos o carac-
teŕısticas particulares de interés acerca de ese activo que śı podŕıa resumirse
a un número. Para este trabajo nos gustaŕıa conocer un número que nos
indique cuales podŕıan ser los peores rendimientos al invertir en un activo, y
otro que nos indique un valor de lo que se podŕıa esperar como rendimiento,
suponiendo que los rendimientos ahora serán mayores al número antes men-
cionado. Candidatos a este par de números podŕıan ser el Valor en Riesgo
(VaR) [14] y la Esperanza de Cola Condicional (TCE) [13].

Además de estos números nos gustaŕıa tener otro que nos indicara que
tan dispersos podŕıan estar los rendimientos o en que intervalo podŕıan en-
contrarse. Esta idea es la que motiva el estudio del concepto de volatilidad.
La forma más simple de medir la volatilidad se basa en el cálculo de la des-
viación t́ıpica asociada a un conjunto de rendimientos observados. Aśı, se
obtiene un sólo valor que representa la dispersión global de los datos, pero
con este número no podŕıamos saber como es que esta dispersión se compórta
a lo largo del tiempo. Algo que se ha llegado a observar en las series de ren-
dimientos es que esta variabilidad o dispersión de los datos parece no ser
constante [21], sino que existen intervalos de tiempo en los que los datos se
dispersan en un intervalo grande y otros periodos en lo que los datos parecen
variar muy poco, es por eso que algunos autores han sugerido que la volatili-
dad debeŕıa pensarse como un proceso estocástico y se han propuesto algunos
modelos como el Modelo Generalizado de Heterocedasticidad Condi-
cional Autoregresiva (GARCH) [2] propuesto por Bollerslev en 1988 o el
Modelo de Volatilidad Relizada Autorregresivo Heterogéneo (HAR-
RV) [6] propuesto por Corsi en 2004.

Esta tesis está conformada por tres caṕıtulos, en el Caṕıtulo 1, se estudia
de manera teórica las medidas de riesgo, en él se definen las medidas de ries-
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go con las que se trabajará y se demuestran algunos resultados importantes
sobre sus propiedades. En el Caṕıtulo 2, estudiaremos los modelos de volati-
lidad, en este se presentarán los modelos a estudiar y veremos como estimar
los parámetros para ajustar estos modelos a alguna serie de rendimientos.
Finalmente en el Caṕıtulo 3 a modo de ejemplo aplicamos las medidas de
riesgo y los modelos de volatilidad a las series de rendimientos de los ı́ndi-
ces Standard & Poor’s 500 Index (S&P500) e Índice de Precios y
Cotizaciones (IPC) con el objetivo de ejemplificar el uso y aplicación de
estas herramientas y hacer una comparación entre los mercados financieros
americano y mexicano. Además, mencionamos que la razón del porque tra-
bajar con los rendimientos en lugar de trabajar directamente con los precios
del activo es que nos permite hacer comparaciones entre varios activos sin
importar su moneda o si estos están en números muy grandes o demasiado
pequeños.

Por último en esta parte introductoria cabe mencionar que para este
trabajo se usó el lenguaje de programación R, y en el Anexo A, se pueden
encontrar todos los códigos usados para obtener los diferentes resultados que
iremos viendo, estos códigos se incluyen para una posible consulta o de existir
algún interés en particular.



Caṕıtulo 1

Medidas de Riesgo

Como mencionamos en la introducción, estamos interesados en resumir
ciertos aspectos acerca de un activo a un número y para ello haremos uso de
la teoŕıa de medidas de riesgo que desarrollaremos a lo largo de este caṕıtulo.
En adelante, vamos a considerar fijo un espacio de probabilidad (Ω,F , P ). A
partir de este, sea L0(Ω,F , P ) el conjunto de todas las variables aleatorias
X : Ω → R. Para definir los riesgos financieros, sobre este último conjunto,
consideramos el subconjunto M ⊆ L0(Ω,F , P ) de variables aleatorias que
representan las pérdidas de un portafolio de inversión en un horizonte de
tiempo finito ∆ fijo, a estas variables les llamaremos riesgos [10]. Además
vamos a suponer que M es cerrado bajo sumas y productos por escalares no
negativos. Esto es, X1 +X2 ∈ M y λX1 ∈ M para todo X1, X2 ∈ M y para
todo λ ∈ R con λ ≥ 0.

Definición 1.0.1. Una medida de riesgo, es una función ρ : M → R.

Observación 1.0.1. Hay que notar en la definición anterior que en realidad
el dominio M de una medida de riesgo ρ se restringe a donde tenga sentido
evaluar a la función.

Ejemplo 1.0.1. Dado X ∈ M, algunas medidas de riesgo pueden ser:

a) ρ1(X) = E[X],

b) ρ2(X) = V ar[X],

c) ρ3(X) = k, con k una constante.

Todas las funciones anterios pueden ser consideradas como medidas de
riesgo, sin embargo dependiendo del fenómeno que estemos interesados en
estudiar existen una serie de propiedades deseables que se espera cumpla
una medida de riesgo para que nos ayude a cuantificar el riesgo.

11



12 CAPÍTULO 1. MEDIDAS DE RIESGO

Definición 1.0.2. Dada una medida de riesgo ρ : M → R se definen las
siguientes propiedades que puede cumplir

a) Constancia: ρ(c) = c, para toda c ∈ R.

b) Sin estafa: para todo X ∈ M , se satisface que ρ(X) ≤ sup[X], donde
sup[X] = sup{X(w)|w ∈ Ω} si existe.

c) No negatividad: para todo X ∈ M , se satisface que ρ(X) ≥ E[X].

d) Monotonicidad: Sean X, Y ∈ M, si X ≤ Y P -casi seguramente (denotado
P − c.s.), entonces ρ(X) ≤ ρ(Y ).

e) Homogeneidad Positiva: para todo X ∈ M y para todo λ ≥ 0 se satisface
ρ(λX) = λρ(X).

f) Invariante ante traslaciones: para todo X ∈ M y para todo α ∈ R se
satisface ρ(X + α) = ρ(X) + α.

g) Subaditividad: para todo X, Y ∈ M se satisface ρ(X+Y ) ≤ ρ(X)+ρ(Y ).

h) Invarianza en ley: Si X = Y en distribución, entonces ρ(X) = ρ(Y ).

i) Convexidad: para todo X, Y ∈ M y 0 ≤ k ≤ 1 se satisface ρ(kX + (1 −
k)Y ) ≤ kρ(X) + (1− k)ρ(Y ).

Observación 1.0.2. Cada una de estas propiedades tiene una interpretación
que justifica el porque es deseable que se cumplan:

a) Constancia: Si la variable de pérdida en cualquier caso es constante, en-
tonces el riesgo al que uno se expone, debeŕıa ser esa constante.

b) Sin estafa: El riesgo al que uno se expone, no debeŕıa ser mayor a la peor
pérdida posible.

c) No negatividad: El riesgo al que uno se expone debeŕıa ser mayor al espe-
rado.

d) Monotonicidad: Este propiedad intuitiva y lo que nos dice es que si la va-
riable de pérdida Y es mayor que X, entonces los riesgos correspondientes
deben satisfacer la misma desigualdad.

e) Homogeneidad Positiva: Este axioma significa que medir una proporción
λ de un una variable de pérdida equivale a considerar la medida de esa
variable por la misma proporción.
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f) Invariante ante traslaciones: Esta propiedad significa que agregar una can-
tidad fija al riesgo cambiará el valor de medida del riesgo en la misma
cantidad.

g) Subaditividad: El razonamiento detrás de este axioma es integrar la idea
de diversificación, es decir, el riesgo global de un portafolio formado por
dos o más activos es menor o igual que la suma de los riesgos individuales.

h) Invarianza en ley: Si dos variables pierden lo mismo con la misma proba-
bilidad, entonces serán igual de riesgosas.

i) Convexidad: La convexidad se asegura de que al diversificar el riesgo no
sea mayor. El riesgo de una posición diversificada kX+(1−k)Y es menor
o igual que la media ponderada de los riesgos individuales.

Cabe notar que todas estas propiedades pueden no tener relacion entre
śı, y que es posible que una medida de riesgo cumpla todas, algunas o ningu-
na. Es por esto, que combinar algunas de estas propiedades pueden darnos
medidas de riesgo que resulten más eficientes según el fenómeno a estudiar,
algunas de estas posibles combinaciones tienen nombres especiales como aho-
ra definiremos.

Definición 1.0.3. Una medida de riesgo ρ : M → R se dice que es una
medida de riesgo monetaria si cumple con ser monótona e invariante ante
translaciones.

Un ejemplo para este tipo de medidas de riesgo es el V aR como veremos
más adelante.

Definición 1.0.4. Una medida de riesgo ρ : M → R se dice que es una
medida de riesgo convexa si satisface las propiedades de monotonicidad, in-
varianza ante translaciones y convexidad.

Las medidas de riesgo convexas se presentaron y estudiaron por primera
vez en 2002 y podemos encontrar más al respecto en [7].

Definición 1.0.5. Una medida de riesgo ρ : M → R se dice que es una
medida de riesgo coherente si satisface las siguientes propiedades: monotoni-
cidad, homogeneidad positiva, invarianza ante translaciones y subaditividad.

Este tipo de medidas de riesgo son las más relevantes, pues sus propieda-
des las hacen aptas para lo que queremos estudiar [3].

Para verificar algunas propiedades de las medidas de riesgo no resultará
útil el siguiente lema.
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Lema 1.0.1. Sean X, Y ∈ M, si X ≤ Y (P−c.s.), entonces FY (x) ≤ FX(x)
para todo x ∈ R.

Demostración. Como X ≤ Y P − c.s., esto significa que P (X ≤ Y ) = 1 y
P (X > Y ) = 0. Sea x ∈ R

FY (x) = P (Y ≤ x)

= P (Y ≤ x,X ≤ Y ) + P (Y ≤ x,X > Y )

= P (Y ≤ x,X ≤ Y )

y

P (X ≤ x,X ≤ Y ) = P (X ≤ x,X ≤ Y ) + P (X ≤ x,X > Y )

= P (X ≤ x)

= FX(x).

Pero, observe que {Y ≤ x,X ≤ Y } ⊆ {X ≤ x,X ≤ Y }, por lo que
P (Y ≤ x,X ≤ Y ) ≤ P (X ≤ x,X ≤ Y ) y con esto finalmente se tiene que
FY (x) ≤ FX(x).

1.1. Valor en Riesgo

Vamos a trabajar con dos medidas de riesgo, una de ellas cumple con ser
monetaria y la otra cumple con ser coherente, estas medidas las definiremos a
continuación y verficaremos que efectivamente cumplen con las propiedades
que señalaremos en cada una. Veamos una de las medidas de riesgo más
conocida y ampliamente usado en diferentes contextos.

Definición 1.1.1. El valor en riesgo (VaR por sus siglas en inglés) a un
nivel de confianza α ∈ (0, 1) es una función V aRα : M → R tal que para
cada X ∈ M:

V aRα(X) = ı́nf{l ∈ R|P (X > l) < 1− α} (1.1)

= ı́nf{l ∈ R|P (X ≤ l) ≥ α} (1.2)

= sup{l ∈ R|FX(l) < α}. (1.3)

Lo que nos indica el VaR es por debajo de que valor podemos encontrar
los rendimientos más pequeños con probabilidad α.

Proposición 1.1.1. El V aRα para cualquier nivel de confianza α ∈ (0, 1)
satisface las siguientes propiedades:
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a) Constancia

b) Sin estafa

c) Monotonicidad

d) Invariante ante translaciones

e) Homogeneidad positiva

f) Invarianza en ley

Demostración. Sea α ∈ (0, 1)

a) Sea c ∈ R,

V aRα(c) = sup{l ∈ R|Fc(l) < α}
= c.

b) Sea sup[X] := sup{X(w)|w ∈ Ω}, entonces P (X ≤ sup[X]) = 1, entonces
sup[X] es cota superior de {l ∈ R|P (X ≤ l) ≥ α}, y aśı

V aRα(X) = ı́nf{l ∈ R|P (X ≤ l) ≥ α} ≤ sup[X].

c) Sean X, Y ∈ M tales que X ≤ Y P − c.s., por el Lema 1.0.1 se tiene que
FY (l) ≤ FX(l), es decir

P (Y ≤ l) ≤ P (X ≤ l).

Aśı, para cada l ∈ R si P (Y ≤ l) ≥ α, entonces P (X ≤ l) ≥ α, es decir

{l ∈ R|P (Y ≤ l) ≥ α} ⊆ {l ∈ R|P (X ≤ l) ≥ α}

y por lo tanto

ı́nf{l ∈ R|P (X ≤ l) ≥ α} ≤ ı́nf{l ∈ R|P (Y ≤ l) ≥ α}

es decir V aRα(X) ≤ V aRα(Y ).

d) Ahora, sea c ∈ R,

V aRα(X + c) = ı́nf{l ∈ R|P (X + c ≤ l) ≥ α}
= ı́nf{l ∈ R|P (X ≤ l − c) ≥ α}
= ı́nf{r + c ∈ R|P (X ≤ (r + c)− c) ≥ α}
= ı́nf{r + c ∈ R|P (X ≤ r) ≥ α}
= ı́nf{r ∈ R|P (X ≤ r) ≥ α}+ c

= V aRα(X) + c.
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e) Ahora, sea λ > 0, tenemos:

V aRα(λX) = ı́nf{l ∈ R|P (λX ≤ l) ≥ α}
= ı́nf{l ∈ R|P (X ≤ l/λ) ≥ α}
= ı́nf{rλ ∈ R|P (X ≤ (rλ)/λ) ≥ α}
= ı́nf{rλ ∈ R|P (X ≤ r) ≥ α}
= ı́nf{r ∈ R|P (X ≤ r) ≥ α}λ
= λV aRα(X).

Si λ = 0 entonces V aRα(λX) = V aRα(0) = 0 = λV aRα(X).

f) Sean X, Y ∈ M tales que FX = FY , entonces:

V aRα[X] = sup{l ∈ R|FX(l) < α} = sup{l ∈ R|FY (l) < α} = V aRα[Y ].

A pesar de cumplir todas estas propiedades antes demostradas tenemos
que el V aRα no es una medida de riesgo coherente, pues no cumple con ser
subaditiva como veremos a continuación:

Ejemplo 1.1.1. Consideremos dos variables aleatorias X1, X2 independien-
tes e identicamente distribuidas Bernoulli, B(0.03), en este caso su función
de masa es:

fX1(x) = fX2(x) =


0.97 si x = 0
0.03 si x = 1
0 en otro caso.

Se puede observar que X1 + X2 ∼ Bin(2, 0.03) ([16]) y su función de
masa está dada por:

f(x) =


0.9409 si x = 0
0.0582 si x = 1
0.0009 si x = 2
0 si en otro caso.

De aqúı se tiene que V aR0.95(X1) = 0 = V aR0.95(X2) y por lo tanto
V aR0.95(X1) + V aR0.95(X2) = 0, mientras que V aR0.95(X1 + X2) = 1, es
decir que V aR0.95(X1+X2) > V aR0.95(X1)+V aR0.95(X2) lo cual demuestra
que el V aRα en general no cumple con ser subaditiva y por lo tanto no es
una medida de riesgo coherente.
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Observación 1.1.1. A pesar de no ser una medida de riesgo coherente,
tiene ciertas ventajas por las cuales es frecuentemente usado, a continuación
se mencionan algunas

a) Es aplicable a portafolios con instrumentos no lineales, tales como op-
ciones, con distribuciones de pérdidas no necesariamente simétricas, ni
normales.

b) El VaR es probabiĺıstico y le proporciona al gestor del riesgo informa-
ción útil sobre las probabilidades asociadas con un monto espećıfico de
pérdidas.

c) El VaR se expresa en la unidad de medida más simple y fácil de enten-
der en el contexto del riesgo financiero, esto es, pérdida en dinero.

Existen diferentes métodos para calcular el V aRα y en particular para
este trabajo se usó el método histórico. Este método consiste en que si que-
remos calcular el VaR diario a un nivel de confianza α ∈ (0, 1) tenemos que
calcular el α-cuantil de los rendimientos diarios observados de la cartera.
Una de las ventajas de este método es que no impone supuestos distributi-
vos; la distribución de los rendimientos de la cartera se construye a partir
de información histórica. Por lo tanto, a veces este método se llama método
no paramétrico. Las observaciones se recopilan a partir de una ventana de
tiempo predeterminada, que podŕıa ser un periodo en el que de manera parti-
cular nos interesa conocer el comportamiento de los rendimientos o algo más
sencillo como tomar la serie de rendimientos en el año más reciente. Además
de este método existen otros como el método h́ıbrido o Monte Carlo, para
más detalles puede consultarse [14] p. 165.

1.2. Esperanza de Cola Condicional

Debido al incoveniente que presenta el V aR al no ser una medida de
riesgo coherente, además de no dar información acerca de lo que pasa en la
cola derecha de la distribución, se propone una medida alternativa que es la
siguiente.

Definición 1.2.1. La esperanza de cola condicional (TCE por sus siglas en
inglés) a un nivel de confianza α ∈ (0, 1) es una función TCEα : M → R tal
que para cada X ∈ M:

TCEα(X) = E[X|X > V aRα(X)]. (1.4)
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Observación 1.2.1. Por definición de esperanza condicional [18] sabemos
lo siguiente

TCEα(X) = E[X|X > V aRα(X)]

=

∫ ∞

−∞
xdFX|X>V aRα(X)(x).

Pero notemos que

FX|X>V aRα(X)(x) =
P (X ≤ x,X > V aRα(X))

P (X > V aRα(X))

=
P (V aRα(X) < X ≤ x)

P (X > V aRα(X))

luego

FX|X>V aRα(X)(x) =


FX(x)−FX(V aRα(X))

1−FX(V aRα(X))
= FX(x)−α

1−α
si x ≥ V aRα(X)

0 si x < V aRα(X).

Por lo que ∫ ∞

−∞
xdFX|X>V aRα(X)(x) =

1

1− α

∫ ∞

V aRα(X)

xdFX

=
E[X · 1{X≥V aRα(X)}]

1− α
.

Entonces,

TCEα(X) =
E[X · 1{X≥V aRα(X)}]

1− α
.

Antes de derivar las propiedades del TCEα, demostraremos el siguiente
lema que nos será de utilidad más adelante.

Lema 1.2.1. Sean X, Y ∈ M con esperanza finita y tales que X ≤ Y P−c.s.,
entonces E[X] ≤ E[Y ].

Demostración. Primero, recordemos que para una variable aleatoria X con
esperanza finita, se tiene que

E[X] =

∫ ∞

0

[1− FX(x)]dx−
∫ 0

−∞
FX(x)dx,
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la identidad anterior puede ser consultada en [15] página 120. Ahora, como
X ≤ Y P − c.s., por el Lema 1.0.1 tenemos que FY (x) ≤ FX(x) para todo
x ∈ R, pero esto también significa que 1 − FX(x) ≤ 1 − FY (x) para todo
x ∈ R.
Esto implica que ∫ 0

−∞
FY (x)dx ≤

∫ 0

−∞
FX(x)dx

y ∫ ∞

0

[1− FX(x)]dx ≤
∫ ∞

0

[1− FY (x)]dx.

De estas dos desigualdades se sigue que∫ ∞

0

[1− FX(x)]dx−
∫ 0

−∞
FX(x)dx ≤

∫ ∞

0

[1− FY (x)]dx−
∫ 0

−∞
FY (x)dx.

Esto es

E[X] ≤ E[Y ].

Proposición 1.2.1. El TCEα para cualquier nivel de confianza α ∈ (0, 1)
satisface las siguientes propiedades [1]:

a) Monotonicidad

b) Invariante ante traslaciones

c) Homogeneidad positiva

d) Subaditividad

e) Invarianza en ley

Demostración. Sea α ∈ (0, 1)

a) Si X ≤ Y P − c.s., entonces X · 1{X≥V aRα(X)} ≤ Y · 1{Y≥V aRα(Y )} P − c.s.
y luego E[X · 1{X≥V aRα(X)}] ≤ E[Y · 1{Y≥V aRα(Y )}].
Por lo tanto

E[X · 1{X≥V aRα(X)}]

1− α
≤

E[Y · 1{Y≥V aRα(Y )}]

1− α

TCE(X) ≤ TCE(Y ).
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b) Sea Y = X +m con m ∈ R, entonces:

FY (x) = P (Y ≤ x)

= P (X +m ≤ x)

= P (X ≤ x−m)

= FX(x−m).

Por lo que

FY |Y >V aRα(Y )(x) =


FX(x−m)−α

1−α
si x−m ≥ V aRα(X)

0 si x−m < V aRα(X).

Aśı

TCE(X +m) = TCE(Y )

=

∫ ∞

−∞
xdFY |Y >V aRα(Y )(x)

=

∫ ∞

−∞
xdFX|X>V aRα(X)(x−m)

=

∫ ∞

−∞
(z +m)dFX|X>V aRα(X)(z)

=

∫ ∞

−∞
zdFX|X>V aRα(X)(z) +

∫ ∞

−∞
mdFX|X>V aRα(X)(z)

=

∫ ∞

−∞
zdFX|X>V aRα(X)(z) +m

∫ ∞

−∞
dFX|X>V aRα(X)(z)

= TCE(X) +m.

c) Sea Y = λX con λ > 0, entonces:

FY (x) = P (Y ≤ x)

= P (λX ≤ x)

= P (X ≤ x/λ)

= FX(x/λ).

Por lo que

FY |Y >V aRα(Y )(x) =


FX(x/λ)−α

1−α
si x/λ ≥ V aRα(X)

0 si x/λ < V aRα(X).
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Aśı

TCE(λX) = TCE(Y )

=

∫ ∞

−∞
xdFY |Y >V aRα(Y )(x)

=

∫ ∞

−∞
xdFX|X>V aRα(X)(x/λ)

=

∫ ∞

−∞
(z · λ)dFX|X>V aRα(X)(z)

= λ

∫ ∞

−∞
zdFX|X>V aRα(X)(z)

= λTCE(X).

d) Sean X1, X2 ∈ M y sea X3 = X1 +X2, notemos que

X1(1{X1>V aRα(X)}−1{X3>V aRα(X3)}) ≥ V aRα(X1)(1{X1>V aRα(X)}−1{X3>V aRα(X3)}),

pues dado w ∈ Ω:
Si X1(w) > V aRα(X1), entonces 1{X1>V aRα(X)}(w) = 1 por lo que

(1{X1>V aRα(X)} − 1{X3>V aRα(X3)})(w) ≥ 0

y luego

X1(w)·(1{X1>V aRα(X)}−1{X3>V aRα(X3)})(w) ≥ V aRα(X1)·(1{X1>V aRα(X)}−1{X3>V aRα(X3)})(w).

Por otro lado si X1(w) ≤ V aRα(X1), entonces 1{X1>V aRα(X)}(w) = 0 por
lo que

(1{X1>V aRα(X)} − 1{X3>V aRα(X3)})(w) ≤ 0

y luego

X1(w)·(1{X1>V aRα(X)}−1{X3>V aRα(X3)})(w) ≥ V aRα(X1)·(1{X1>V aRα(X)}−1{X3>V aRα(X3)})(w).

Por lo tanto efectivamente

X1(1{X1>V aRα(X)}−1{X3>V aRα(X3)}) ≥ V aRα(X1)(1{X1>V aRα(X)}−1{X3>V aRα(X3)}).

Y análogamente

X2(1{X2>V aRα(X)}−1{X3>V aRα(X3)}) ≥ V aRα(X2)(1{X2>V aRα(X)}−1{X3>V aRα(X3)}).

Aśı,
(1− α)(TCE(X1) + TCE(X2)− TCE(X3) =
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= E[X1 · 1{X1≥V aRα(X1)}] + E[X2 · 1{X2≥V aRα(X2)}]− E[X3 · 1{X3≥V aRα(X3)}]

= E[X1 · 1{X1≥V aRα(X1)} +X2 · 1{X2≥V aRα(X2)} −X3 · 1{X3≥V aRα(X3)}]

= E[X1 · 1{X1≥V aRα(X1)} +X2 · 1{X2≥V aRα(X2)} − (X1 +X2) · 1{X3≥V aRα(X3)}]

= E[X1 · (1{X1≥V aRα(X1)} − 1{X3≥V aRα(X3)}) +

X2(·1{X2≥V aRα(X2)} − 1{X3≥V aRα(X3)})]

= E[X1 · (1{X1≥V aRα(X1)} − 1{X3≥V aRα(X3)})] +

E[X2(·1{X2≥V aRα(X2)} − 1{X3≥V aRα(X3)})]

≥ E[V aRα(X1) · (1{X1≥V aRα(X1)} − 1{X3≥V aRα(X3)})] +

E[V aRα(X2)(·1{X2≥V aRα(X2)} − 1{X3≥V aRα(X3)})]

= V aRα(X1)E[1{X1≥V aRα(X1)} − 1{X3≥V aRα(X3)}] +

V aRα(X2)E[1{X2≥V aRα(X2)} − 1{X3≥V aRα(X3)}]

= V aRα(X1)(E[1{X1≥V aRα(X1)}]− E[1{X3≥V aRα(X3)}]) +

V aRα(X2)(E[1{X2≥V aRα(X2)}]− E[1{X3≥V aRα(X3)}])

= V aRα(X1)(P (X1 ≥ V aRα(X1))− P (X3 ≥ V aRα(X3))) +

V aRα(X2)(P (X2 ≥ V aRα(X2))− P (X3 ≥ V aRα(X3)))

= V aRα(X1)((1− α)− (1− α)) + V aRα(X2)((1− α)− (1− α))

= V aRα(X1) · 0 + V aRα(X2) · 0 = 0.

Por lo tanto (1− α)(TCE(X1) + TCE(X2)− TCE(X1 +X2)) ≥ 0 y aśı
TCE(X1 +X2) ≤ TCE(X1) + TCE(X2).

Del mismo modo que para el V aR, también tenemos un método histórico
para calcuar el TCEα, para calcularlo, tomamos los rendimientos diarios y
se ordenan los rendimientos de manera creciente X(1) ≤ X(2) ≤ · · · ≤ X(n) y
tomar la observación (k) tal que X(k) = V aRα. Entonces, el TCEα se calcula
haciendo una media muestral de los valores que exceden el V aR. Este método
tiene la ventaja de que no hay que asumir nada acerca de la distribución de
la variable X, aún aśı, existen otros métodos que pueden verse en [17].



Caṕıtulo 2

Series de Tiempo

En este caṕıtulo se hará el desarrollo de series de tiempo y se presentarán
los modelos de series de tiempo con los que se trabajará.

Definición 2.0.1. Una serie de tiempo es un proceso estocástico (Xt)t∈Z+,
es decir, una familia de variables aleatorias indexadas por Z+ y definidas
sobre un espacio de probabilidad (Ω,F , P ).

Se sabe que las series de tiempo financieras cumplen una serie de pro-
piedades que facilita su manejo y son conocidas como hechos estilizados, las
cuales son una colección de observaciones emṕıricas e inferencias extráıdas
de estas observaciones, que parecen aplicarse a la mayoŕıa de series diarias
de cambios en los factores de riesgo, como rendimientos logaŕıtmicos de ac-
ciones, ı́ndices o tasas de cambio. Una versión para los hechos estilizados es
la siguiente [8]:

Definición 2.0.2. Los hechos estilizados se definen como las siguientes con-
diciones:

a) La volatilidad parece variar con el tiempo.

b) Los rendimientos extremos aparecen en grupos.

c) Las series de rendimientos muestran poca correlación serial sin embargo
no son independientes.

d) Las series de rendimientos son leptocúrticas o de cola pesada.

Esta lista de enunciados se toman como hipótesis que se deben satisfacer
para aplicar los modelos de series de tiempo que más adelante mencionare-
mos. Más adelante en el Caṕıtulo 3 evidenciaremos que los datos con los que
se trabajará cumplen esta serie de enunciados.
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2.1. Modelo GARCH

Definición 2.1.1. La serie de tiempo (Xt)t∈Z+ es estrictamente estacionaria
si (Xt1 , . . . , Xtn) tiene la misma distribución que (Xt1+k, . . . , Xtn+k) para todo
t1, . . . , tn, k ∈ Z+ y para todo n ∈ N.

Estamos interesados en crear un modelo para calcular la volatilidad de
un activo. Para ello primero definamos el rendimiento: Si pt es el precio de
un activo en el d́ıa t, definimos el log-rendimiento al d́ıa t como Xt = ln( pt

pt−1
).

Usualmente la volatilidad se define como la desviación estándar de los ren-
dimientos sin embargo, en este modelo se piensa como un proceso estocástico
(σt)t∈Z+ que se ajusta a través del tiempo como veremos adelante.

Definición 2.1.2. La serie de tiempo (Xt)t∈Z+ es un proceso IID(0, σ2)
si está conformada por variables aleatorias independientes e identicamente
distribuidas con media cero y varianza σ2.

Definición 2.1.3. Sea (Xt)t∈Z+ un proceso IID(0, σ2). El proceso (Xt)t∈Z+

es un proceso GARCH(p, q) si es estrictamente estacionario y si satisface
que, para todo t ∈ Z+ y para algún proceso de valores postivos (σt)t∈Z+, se
cumplen las siguientes propiedades:

Xt = σtZt

σ2
t = α0 +

p∑
i=1

αiX
2
t−i +

q∑
j=1

βjσ
2
t−j, (2.1)

donde α0 > 0, αi ≥ 0 para i = 1, . . . , p y βj ≥ 0 para j = 1, . . . , q [19].

En particular, en este trabajo se usará el modelo GARCH(1, 1) pues en
la práctica este tiende a ser el más usado y es suficiente paara obtener buenos
resultados [8]. Este modelo tiene la siguiente forma:

Xt = σtZt

σ2
t = α0 + α1X

2
t−1 + β1σ

2
t−1,

donde α0 > 0, α1 ≥ 0 y β1 ≥ 0.
Lo que nos dice este modelo es que el rendimiento de un activo puede

verse como el producto de la volatilidad en ese d́ıa por un factor de aleato-
riedad en ese mismo d́ıa, mientras que, la volatilidad en ese d́ıa se describe a
través del rendimento de un d́ıa anterior y la volatilidad del d́ıa anterior.
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Dada una serie de observaciones x0, x1, . . . , xn nos interesa estimar los
parámetros desconocidos en (2.1) que son α0, α1, β1, para ello, lo haremos
a través del método de máxima verosimilitud, pero antes enunciaremos el
siguiente lema que nos será de utilidad.

Lema 2.1.1. Sean X0, . . . , Xn variables aleatorias, cada una con función de
densidad positiva en los reales, entonces la función de densidad conjunta se
puede expresar de la siguiente forma:

fX0,...,Xn(x0, . . . , xn) = fX0(x0)
n∏

t=1

fXt|X0,...,Xt−1(xt|x0, . . . , xt−1).

Demostración. Para demostrar esto procederemos por inducción:
Para n = 1, tenemos que

fX1|X0(x1|x0) =
fX0,X1(x0, x1)

fX0(x0)

y luego

fX0,X1(x0, x1) = fX0(x0)fX1|X0(x1|x0).

Ahora, supongamos que para k ∈ N es cierto que

fX0,...,Xk
(x0, . . . , xk) = fX0(x0)

k∏
t=1

fXt|X0,...,Xt−1(xt|x0, . . . , xt−1).

Observemos que:

fXk+1|X0,...,Xk
(xk+1|x0, . . . , xk) =

fX0,...,Xk+1
(x0, . . . , xk+1)

fX0,...,Xk
(x0, . . . , xk)

.

Usando nuestra hipótesis de inducción llegamos a que:

fXk+1|X0,...,Xk
(xk+1|x0, . . . , xk) =

fX0,...,Xk+1
(x0, . . . , xk+1)

fX0(x0)
∏k

t=1 fXt|X0,...,Xt−1(xt|x0, . . . , xt−1)
.

Finalmente, despejando fX0,...,Xk+1
llegamos a que

fX0,...,Xk+1
(x0, . . . , xk+1) = fX0(x0)

k+1∏
t=1

fXt|X0,...,Xt−1(xt|x0, . . . , xt−1).
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La aplicación del método de máxima verosimilitud exacta [4] requiere el
conocimiento de la distribución de la variable X0, que en general descono-
cemos. Por este motivo, los estimadores se suelen obtener maximizando la
función de verosimilitud condicionada a X0. Para ello, se seleccionan los valo-
res de α0, α1 y β1 que maximizan a la función de verosimilitud condicionada
a X0, la cual es fX1,...,Xn|X0(x1, . . . , xn|x0) pero observe que por el Lema 2.1.1

fX1,...,Xn|X0(x1, . . . , xn|x0) =
fX0,...,Xn(x0, . . . , xn)

fX0(x0)

=
fX0(x0)

∏n
t=1 fXt|X0,...,Xt−1(xt|x0, . . . , xt−1)

fX0(x0)

=
n∏

t=1

fXt|X0,...,Xt−1(xt|x0, . . . , xt−1).

Ahora, tomando 1 ≤ t ≤ n tenemos que calcular la función de densi-
dad condicional fXt|X0...,Xt−1(xt|x0, . . . , xt−1), pero nótese que Xt, depende de
X0, . . . , Xt−1 sólo a través de Xt−1, o de forma equivalente de σt, esto significa
que dada la muestra x0, . . . , xt−1 se tiene que σt pasa a ser un valor observado
y aśı, la función de densidad a calcular, es la densidad de la variable σtZt con
σt ahora una constante. Aśı, usando el Teorema de cambio de variable ([12]
página 200) con g(zt) = σtzt y sabiendo que Xt = σtZt = g(Zt), tenemos:

fXt|X0...,Xt−1(xt|x0, . . . , xt−1) = fXt|Xt−1(xt|xt−1)

= fZ(g
−1(xt)) ·

∣∣∣∣dg−1(xt)

dxt

∣∣∣∣
= fZ

(
xt

σt

)
·
∣∣∣∣dxt

σt

dxt

∣∣∣∣
= fZ

(
xt

σt

)
· 1

σt

.

En donde fZ es la densidad del ruido blanco (Zt)t∈Z+ , que se considera
que sigue una distribución normal estándar. De este modo, tenemos que la
función de verosimilitud condicional se transforma en:
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L(α0, α1, β1|X0) = fX1,...,Xn|X0(x1, . . . , xn|x0)

=
n∏

t=1

fXt|X0,...,Xt−1(xt|x0, . . . , xt−1)

=
n∏

t=1

1

2π
e
− 1

2
·
(

xt
σt

)2

· 1

σt

=
1√∏n

t=1(2πσ
2
t )

· exp

(
−

n∑
t=1

x2
t

2σ2
t

)
.

Aśı, luego podemos obtener la log función de verosimilitud condicional

lnL(α0, α1, β1|X0) =
1√∏n

t=1(2πσ
2
t )

· exp

(
−

n∑
t=1

x2
t

2σ2
t

)

= −

(
1

2

n∑
t=1

ln(2πσ2
t )

)
−

n∑
t=1

x2
t

2σ2
t

=
1

2

n∑
t=1

[− ln(2π)− lnσ2
t −

x2
t

σ2
t

].

Ahora, recordemos que σ2
t = α0 + α1X

2
t−1 + β1σ

2
t−1, por lo que el estimador

de máxima verosimilitud θ̂ = (α̂0, α̂1, β̂1) será:

θ̂ = argmax
α0,α1,β1

1

2

n∑
t=1

[− ln(2π)−ln(α0+α1x
2
t−1+β1σ

2
t−1)−

x2
t

α0 + α1x2
t−1 + β1σ2

t−1

].

Observación 2.1.1. Ahora tenemos un inconveniente, pues el valor de σ2
0

en realidad no se observa, esto puede ser resuelto eligiendo un valor inicial,
como la varianza muestral de x1, . . . , xn, o incluso simplemente cero [8].

2.2. Modelo HAR-RV

A continuación, se presenta el modelo HAR-RV. Los datos de alta fre-
cuencia contienen información de transacciones que pasan en el d́ıa, por lo
que se puede utilizar para medir la volatilidad. Es importante notar que entre
más datos conozcamos por d́ıa, nuestras aproximaciones sobre la volatilidad
serán más exactas.
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Definición 2.2.1. La volatilidad realizada (RV ) es la suma de los cuadrados
de la rendimiento intrad́ıa de los activos financieros, que se puede expresar
como:

RVt = r2t2 + r2t3 + · · ·+ r2tm =
m∑
i=2

r2ti,

en donde m es el tamaño de observaciones al d́ıa.

Notemos, de la definición anterior que el tamaño de muestra m dependerá
de las actualizaciones de los precios que tengamos al d́ıa, por ejemplo, si
tenemos actualizaciones cada 5 minutos, entonces nuestra muestra diaria de
datos será de 78 observaciones, este criterio se utilizará en lo subsecuente.

Vamos a trabajar con el modeloHAR-RV (Heterogeneous Autoregressive-
Realized Volatility) que propone escribir a la volatilidad realizada del d́ıa
t + 1, RV d

t+1 como una función lineal de las volatilidades realizadas diaria
RV d

t , semanal RV w
t y mensual RV m

t del d́ıa t y se puede expresar como

RV d
t+1 = b0 + b1RV d

t + b2RV w
t + b3RV m

t . (2.2)

Las constantes b0, b1, b2, b3 son valores reales que representan la importan-
cia de las volatilidades realizadas en los distintos periodos y RV d

t , RV w
t , RV m

t

son valores que calcularemos a partir de la muestra de datos y se calculan
como:

RV d
t =

78∑
i=1

rti

RV w
t =

1

5

4∑
k=0

RV d
t−k

RV m
t =

1

20

19∑
k=0

RV d
t−k.

Recordemos que cada rti corresponde al rendimiento de la i-ésima ac-
tualización del d́ıa t y que se calcula como rti = ln(Pti) − ln(Pt(i−1)) con
i = 2, . . . , 78 (para i = 1 es habitual tomar el rendimiento rt1 = 0), donde
Pti es el precio del activo en el periodo i del d́ıa t.

Notemos que de las variables en (2.2), nos hace falta conocer los coefi-
cientes b0, b1, b2 y b3. Para calcular tales valores tenemos que aplicar algún
método, el más habitual es del mı́nimas deviaciones absolutas (LAD, por sus
siglas en inglés), que consiste en encontrar los valores óptimos de b0, b1, b2, b3
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tales que, para dada una muestra de n ≥ 21 observaciones de RV d, esto es,
RV d

1 , RV d
2 , . . . , RV d

n podamos minimizar la expresión:

n∑
t=21

∣∣RV d
t+1 − b0 − b1RV d

t − b2RV w
t − b3RV m

t

∣∣ .
Además de este método, podemos usar algunos otro como el de mı́nimos

cuadrados ponderados (WLS) o mı́nimos cuadrados ordinarios (OLS), que
pueden verse en [5].
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Caṕıtulo 3

Aplicación al IPC y S&P500

En esta sección veremos el cálculo de las medidas de riesgo y la aplicación
de los modelos de volatilidad a datos de los ı́ndices S&P500 y del IPC.

Se tomaron los precios de cierre del S&P500 con una muestra de 128 ob-
servaciones que comprenden el periodo del 08 de Mayo de 2020 y el 06 de
Noviembre de 2020 y lo mismo para el IPC. Para este parte del trabajo los
datos fueron extraidos del sitio Yahoo Finance [22].

Únicamente para la parte del modelo HAR-RV tomamos una muestra
con 9984 observaciones que comprenden el periodo del 08 de Mayo de 2020
al 06 de Noviembre de 2020, con actulizaciones de 5 minutos, y aśı tener 78
observaciones por d́ıa (esto por la necesidad del tipo de datos para el modelo
HAR-RV). Los datos fueron extráıdos del sitio Stooq [20].

La razón del porque elegir este periodo de tiempo están en que nos interesa
conocer el comportamiento de los mercados americano y mexicano durante
los primeros meses de desarrollo de la pandemia ocasionada por el SARS-
CoV-2 [11].

3.1. Hechos Estilizados

A continuación veremos algunos resultados para evidenciar el cumplimien-
to de los hechos estilizados mencionados en la definición 2.0.2 del Caṕıtulo 2.
Primero, observamos las gráficas de precios en la Figura 3.1 entre S&P500 e
IPC y se puede notar que S&P500 sigue una tendencia alcista en este periodo
de tiempo, mientras el IPC vaŕıa en su tendencia.

Ahora bien, en las gráficas de rendimientos de la Figura 3.2 podemos ver
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Figura 3.1: Evolución de los precios.
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que ambos tienen datos poco frecuentes.

En las gráficas anteriores de los rendimientos podemos observar que la
volatilidad parace variar en el tiempo, pues durante los meses de mayo y
junio podemos observar más valores extremos, mientras que en julio y agosto
los valores no varian en un rango demasiado grande, esto aplica para ambas
series y esto evidencia el primer hecho estilizado acerca de que la volatilidad
parece variar en el tiempo.
Además, en la misma Figura 3.2 se puede observar la existencia de clusters
de volatilidad, pues como se nota, rendimientos extremos vienen seguidos de
rendimientos extremos de igual o contrario signo y lo mismo pasa para ren-
dimientos pequeños pues vienen seguidos de rendimientos pequeños de igual
o contrario signo, esto respalda que se cumpla el segundo hecho estilizado so-
bre que los rendimientos extremos aparecen en grupos. Además esto también
indica que las variables no son independientes, pues el valor de una afecta a
la siguiente.

A continuación observemos las siguientes gráficas de la Figura 3.3 de las
funciones de autocorrelación de la series de rendimientos. Esto respalda el
tercer hecho estilizado acerca de la poca correlación serial de las series de
rendimientos.

Además, al hacer los cálculos tenemos que la serie de rendimientos del
IPC tiene curtosis igual a 0.6311219 mientras que para el S&P500 es de
3.15239, en ambos casos se tiene curtosis mayor a cero lo cual indica que la
distribución de rendimientos es leptocúrtica o de cola pesada, esto verifica
el cumplimiento último hecho estilizado y lo que esto nos indica es que la
probabilidad de obtener un resultado o valor extremo es mayor que la que se
encontraŕıa en una distribución normal de resultados.

Con esto hemos verificado que efectivamente las series con las que estamos
trabajando cumplen los hechos estilizados y podemos aplicar los modelos de
volatilidad que desarrollamos en el Caṕıtulo 2.
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Figura 3.2: Evolución de los rendimientos.
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Figura 3.3: Autocorrelación de rendimientos.
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3.2. Resultados

Caculamos el VaR sobre el IPC y S&P500 usando el método histórico
que describimos en el Caṕıtulo 1, tomando como variable de perdidas a los
log-rendimientos diarios y α = 0.01, obtuvimos lo siguiente.

Tras obtener los valores del VaR en ambos casos, en la Figura 3.4 podemos
compararlos en los histogramas de rendimientos. Observando los resultados y
comparando los histogramas de los rendimientos de S&P500 e IPC, podemos
notar que el VaR de IPC (-0.02928265) es menor que en S&P500 (-0.0287529),
esto significa que de cada 100 d́ıas, sólo en uno podŕıamos esperar una pérdida
mayor a 0.029 en el caso del IPC, y 0.028 en el caso de S&P500. Con esto
podemos ver que invertir en el mercado americano es ligeramente un poco más
seguro que invertir en el mercado mexicano si queremos evitar cierto riesgo
o al menos eso nos indica el periodo de tiempo que estamos considerando.

A continuación vamos a calcuar el TCE con el mismo valor α = 0.01
para saber que pasa una vez que hemos pasado el V aR. En las Figuras 3.5 y
3.6 presentamos los histogramas de rendimientos junto con los valores VaR,
TCE (con α = 0.01) y la esperanza en cada caso. Observando los resultados,
podemos notar que el VaR de IPC es ligeramente mayor que S&P500 y que
en ambos casos los valores del TCE son muy cercanos a las medias.

Ahora, podŕıamos preguntarnos ¿De qué nos sirve conocer al TCE al
mismo nivel de confianza que el VaR?, la respuesta está en que, conocer
únicamente el VaR puede darnos una falsa sensación de seguridad si no es
muy bajo, pues podŕıamos pensar que eso significa que podŕıamos esperar
rendimientos muy altos, y esto no tiene porque ser aśı, pues incluso con un
VaR muy cercano a cero (pero no mayor), puede que todos lo rendimientos
sean negativos, es decir, pérdidas. Saber el TCE nos ayudará a saber si aún
teniendo las peores pérdidas podemos esperar un rendimiento que nos ayude
a compensar esa pérdida.
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Figura 3.4: Histograma de rendimientos y VaR.
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V aR0.01 = −0.02928265, TCE0.01 = 0.002271311, µ = 0.001490711.

Figura 3.5: TCE, VaR y esperanza del IPC.

V aR0.01 = −0.02875287, TCE0.01 = 0.002572188, µ = 0.0001860664.

Figura 3.6: TCE, VaR y esperanza del S&P500.
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Ahora, recordamos que contamos con 9984 observaciones de los precios
del activo S&P500 con actualizaciones de 5 minutos, y aśı tener 78 observa-
ciones por d́ıa, lo cual nos permite tener una muestra de 128 observaciones
de RV d. Para calcular los coeficientes de b0, b1, b2, b3 haremos uso de la fun-
ción HAREstimate de la paqueteŕıa HARModel de R (véase Anexo A),
de donde obtuvimos como resultado que los valores para los coeficiente de-
ben ser lo que pueden verse en la Figura 3.7. Aśı, nuestro modelo para la

Figura 3.7: Valores de los coeficientes.

volatilidad se convierte en:

RV d
t+1 = 0.00004836 + 0.5768RV d

t + 0.003178RV w
t + 0.1174RV m

t . (3.1)

Tomando las 128 observaciones de RV d, para cada d́ıa t + 1 con t ≥ 20
calculamos RVt+1 con los datos reales de la muestra, es decir con los datos
de los 20 d́ıas anteriores. Dicha información es ilustrada en la Figura 3.8 en
la cual podemos comparar los valores estimados contra los datos reales.
En la anterior, los puntos rojos representan la volatilidad real, mientras que
los puntos azules representan la volatilidad calculada con el modelo a partir
de los datos reales de los d́ıas anteriores. Como puede observarse, los valores
estimados no están muy alejados de los reales, lo cual es un buen indicador
de que el modelo funciona para predecir la volatilidad del d́ıa siguiente.
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Figura 3.8: Volatilidad real y estimada con HAR.

Ahora, para el modelo GARCH y del mismo modo poder crear un modelo
para predecir la volatilidad, tenemos que encontrar los valores de los coefi-
cientes α0, α1 y β1, para ello, usaremos la función garchFit de la paqueteŕıa
fGarch de R (véase Anexo A).

Nótese que como mencionamos en el Caṕıtulo 2 hemos hecho el supuesto
de que X0 = 0 = σ0.

Para el caso del S&P500 los valores para los coeficientes son α0 = 1.956706∗
10−05, α1 = 1.383778 ∗ 10−01 y β1 = 7.409681 ∗ 10−01. Aśı, la ecuación para
predecir la volatilidad queda expresada como:

σ2
t = 1.956706 ∗ 10−05 + 1.383778 ∗ 10−01X2

t−1 + 7.409681 ∗ 10−01σ2
t−1.

Tomando las 128 observaciones de los rendimientos, para cada d́ıa t con
t ≥ 1 calculamos σt con los datos reales de la muestra. Dicha información
se representa en la gráfica de la Figura 3.9. En la anterior, los puntos rojos
representan la volatilidad real, mientras que los puntos verdes representan la
volatilidad calculada con el modelo a partir de los datos reales de los d́ıas
anteriores. Como puede observarse, los valores estimados no difieren en gran
medidas de los valores reales, y esto nos indica que el modelo funciona en
buena parte para predecir la volatilidad del d́ıa siguiente.
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Figura 3.9: Volatilidad real y estimada con GARCH.

Ahora, podemos ver la comparación de los resultados del modelo HAR-RV
y del modelo GARCH en la Figura 3.10.

Para comparar que modelo es mejor haremos uso del error cuadrático
medio(MSE) que mide el promedio de los errores al cuadrado, la manera de
calcularlo es la siguiente:

MSE =

√√√√ 1

n

n∑
i=1

(σ̂i − σi)2.

En donde n es el tamaño de la muestra de datos a comparar, σ̂i es la volati-
lidad predecida y σi corresponde a la volatilidad real.

Con esto tenemos que el MSE para el modelo HAR-RV es 0.005044121,
mientras que para el modelo GARCH es 0.004487477, por lo que el modelo
GARCH hace mejores estimaciones para la volatilidad.

Ahora, veamos como el predecir la volatilidad nos puede ayudar a com-
plementar nuestra parte de las medidas de riesgo, Para ello, recordemos que
lo que nos dice la volatilidad es, que tan dispersos podriamos obtener nues-
tros rendimientos, Sabemos que el VaR nos da un valor en el que dada una
frecuencia podemos encontrar los rendimientos inferiores a este, sin embargo,
no nos dice que tan pequeños podŕıan llegar a ser esos rendimientos, para
esto nos sirve conocer la volatilidad, pues podŕıamos establecer una cota in-
ferior para los peores rendimientos que podriamos obtener y aśı establecer si
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Figura 3.10: Volatilidad real y estimada con GARCH y HAR.

estamos en una posición segura conservando un activo, o si por el contrario
la posición es muy riesgosa y sea mejor retirarse.



Conclusiones

Como conclusión acerca de nuestro ejemplo de aplicación pudimos ver
que de los cálculos tanto del VaR como el TCE, pudimos obervar que en el
mercado americano se corren menos riesgos a la hora de invertir, sin embargo,
esto también significa que se podŕıan esperar una menor ganancia, por lo que
si se quiere maximizar la posibilidad de obtener ganancia, se debeŕıa invertir
en el mercado mexicano. Por tanto, lo ideal seŕıa tener una cartera equilibrada
con inversión en el mercado americano para no exponer esa cantidad a pérdida
grande, y también tener inversión en el mercado mexicano si se quiere tener
una mayor posibilidad de obtener ganancias asumiendo un mayor riesgo.
Cabe mencionar que esto concluimos de los resultados obtenidos a partir de
la base de datos considerada, pues si tomáramos otro intervalo de tiempo
esto podŕıa cambiar.

Ahora, a manera de conclusión general tenemos que a lo largo de estas
páginas hemos observado como las medidas de riesgo pueden cuantificar de
una buena manera cierta caracteŕıstica de interés acerca del riesgo, aunque,
nos hemos limitado a la aplicación de la teoŕıa de medidas de riesgo a activos
financieros, en realidad esta es una teoŕıa muy amplia que se puede aplicar
a otros contextos como seguros, pero esto queda fuera del alcance de este
trabajo. Del mismo modo, para los modelos de volatilidad los hemos aplica-
do al contexto de finanzas, sin embargo no negamos la posibilidad de poder
ajustar estos modelos a cualquier fenómeno que involucre una varianza no
constante a través del tiempo.

Como hemos visto, usar los modelos de volatilidad estocástica puede com-
plementar de buena manera la parte de teoŕıa de riesgo, pues podemos cuanti-
ficar de mejor manera las peores pérdidas al poder acotarlas en un intervalo y
tener un punto de equilibrio que nos permite saber si aún teniendo las peores
pérdidas aún podamos tener rendimientos que compensen estas.

A partir de lo anterior, se espera como trabajo futuro estudiar algunas
otras medidas de riesgo o algún otro modelo de volatilidad que nos permita
extraer más información de un activo o no sólo enforcarnos en los peores
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escenarios como lo hemos hecho en este trabajo sino ahora pensar en las
posibilidades para los mejores escenarios.
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the conditional tail expectation in the case of heavy-tailed losses”. En:
Journal of Probability and Statistics (2010).

[14] Svetlozar T Rachev, Stoyan V Stoyanov y Frank J Fabozzi. A proba-
bility metrics approach to financial risk measures. John Wiley & Sons,
2011.
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Anexo A. Códigos en R

Código usado para el cálculo del VaR

library(quantmod)

library(PerformanceAnalytics)

#Obtenemos los datos con los que vamos a trabajar

getSymbols("^MXX", from="2020-05-08", to="2020-11-07")

getSymbols("VOO", from="2020-05-08", to="2020-11-07")

# Extraemos los precios de cierre

VOO <- VOO[,"VOO.Adjusted"]

IPC <- MXX[,"MXX.Adjusted"]

#Graficas de evolucion de los precios

chart.TimeSeries(VOO, element.color = "blue",

main="Evolucion del etf VOO")

chart.TimeSeries(IPC, element.color = "blue",

main="Evolucion del IPC")

#Obtenemos los lo-rendimientos

VOO.r <- diff(log(VOO))

VOO.r<- VOO.r[-1] #Se quita el dato inicial porque es vacı́o

IPC.r <- diff(log(IPC))

IPC.r<- IPC.r[-1] #Se quita el dato inicial porque es vacı́o
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#Graficas de la evolucion de los rendimientos

chart.TimeSeries(VOO.r,

main="Evolucion de los rendimientos de VOO")

chart.TimeSeries(IPC.r,

main="Evolucion de los rendimientos de IPC")

#Calculamos el VaR con el metodo histórico y un nivel de confianza 99

VOO.Var <- VaR(VOO.r, p=.99, method="historical")

IPC.Var <- VaR(IPC.r, p=.99, method="historical")

#Histogramas de los rendimientos la linea roja nos indica en VAR

hist(VOO.r, main="Histograma de los rendimientos de S&P500",

xlim=c(-0.06,0.06),

col="grey",

xlab="Rendimientos",

ylab="Frecuencia relativa")

abline(v=VOO.Var, col="red", lwd=3, lty=2)

hist(IPC.r, main="Histograma de los rendimientos de IPC",

xlim=c(-0.06,0.06),

col="grey",

xlab="Rendimientos",

ylab="Frecuencia relativa")

abline(v=IPC.Var, col="red", lwd=3, lty=2)
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Código usado para el cálculo del TCE

#Librerias a usar

library(quantmod)

library(PerformanceAnalytics)

#Obtenemos los datos con los que vamos a trabajar

getSymbols("^MXX",src = "yahoo", from="2020-05-08", to="2020-11-07")

getSymbols("VOO", from="2020-05-08", to="2020-11-07")

# Extraemos los precios de cierre

VOO <- VOO[,"VOO.Adjusted"]

IPC <- MXX[,"MXX.Adjusted"]

#Graficas de evolucion de los precios

chart.TimeSeries(VOO, element.color = "blue", main="Evolucion del etf VOO")

chart.TimeSeries(IPC, element.color = "blue", main="Evolucion del IPC")

#Obtenemos los log-rendimientos

VOO.r <- diff(log(VOO))

VOO.r<- VOO.r[-1] #Se quita el dato inicial porque es vacı́o

IPC.r <- diff(log(IPC))

IPC.r<- IPC.r[-1] #Se quita el dato inicial porque es vacı́o

#Graficas de la evolucion de los rendimientos

chart.TimeSeries(VOO.r, main="Evolucion de los rendimientos de VOO")

chart.TimeSeries(IPC.r, main="Evolucion de los rendimientos de IPC")

#Calculamos el VaR con \alpha=0.01

VOO.var<-VaR(VOO.r, p=.99, method="historical")

IPC.var<-VaR(IPC.r, p=.99, method="historical")

#Calculamos el TCE con \alpha=0.01

VOO.tce=mean(VOO.r[VOO.r>VOO.var[1,1]])

IPC.tce=mean(VOO.r[VOO.r>IPC.var[1,1]])

#Histogramas de los rendimientos la linea roja nos indica en VAR

hist(VOO.r, main="Histograma de los rendimientos de S&P500",

xlim=c(-0.06,0.06),
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col="grey",

xlab="Rendimientos",

ylab="Frecuencia relativa")

abline(v=VOO.var, col="red", lwd=3, lty=2)

text(VOO.var,10, "VaR observado", col="red")

abline(v=VOO.tce, col="blue", lwd=3, lty=2)

text(VOO.tce,12, " TCE observado", col="blue")

abline(v=mean(VOO.r), col="black", lwd=3, lty=2)

text(mean(VOO.r), 0, "Esperanza", col="black")

hist(IPC.r, main="Histograma de los rendimientos de IPC",

xlim=c(-0.06,0.06),

col="grey",

xlab="Rendimientos",

ylab="Frecuencia relativa")

abline(v=IPC.var, col="red", lwd=3, lty=2)

text(IPC.var,10, "VaR observado", col="red")

abline(v=IPC.tce, col="blue", lwd=3, lty=2)

text(IPC.tce,12, " TCE observado", col="blue")

abline(v=mean(IPC.r), col="black", lwd=3, lty=2)

text(mean(IPC.r), 0, "Esperanza", col="black")
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Código usado para el modelo GARCH

#librerias a usar

library(quantmod)

library(PerformanceAnalytics)

library(fGarch)

#Obtenemos los datos con los que vamos a trabajar

getSymbols("^MXX", from="2020-05-08", to="2020-11-07")

getSymbols("VOO", from="2020-05-08", to="2020-11-07")

# Extraemos los precios de cierre

VOO <- VOO[,"VOO.Adjusted"]

IPC <- MXX[,"MXX.Adjusted"]

datos=as.ts(VOO) #Acá definimos con que datos vamos a trabajar

nombre="S&P500"

#función que genera gráficas para describir la serie

niveles<- datos

#par(mfrow=c(2,3))

plot.ts(niveles, main=c("Niveles", nombre), col="blue")

rendimientos<- diff(log(niveles))

plot.ts(rendimientos, main=c("Rendimientos", nombre), col="blue")

plot.ts((rendimientos)^2, main=c("Rendimientos cuadrados", nombre), col="blue")

acf(rendimientos, main=c("ACF Rendimientos", nombre))

acf((rendimientos)^2, main=c("ACF Rendimientos cuadrados", nombre))

acf(abs(rendimientos), main=c("ACF Rendimientos absolutos", nombre))

dist=’std’

modelo<- garchFit(formula=~garch(1,1), data=rendimientos,

cond.dist=dist, include.mean=FALSE)

#cond.dist puede ser std o norm

estimados<- modelo@fit$par[1:3] #Coeficientes para la ecuacion

vr=rep(1:length(rendimientos)+1)

vr[1]<- estimados[1]

for(i in 2:128 ) {

sc<- estimados[1]+estimados[2]*((rendimientos[i-1])^2)+
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estimados[3]*(vr[i-1])^2

vr[i]<- sc

}

pred<- estimados[1]+estimados[2]*

((rendimientos[length(rendimientos)])^2)+estimados[3]*vr

sqrt(pred)
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Código usado para el modelo HAR

library(readr) #Nos permite leer la base de datos (Archico CSV)

library(HARModel) #Para obtener el Modelo HAR-RV

Libro1 <- read_csv("RUTA") #Ruta de los datos descargados de Stooq

OC=as.vector(Libro1[,c(5)]) #Extraemos la parte que nos interesa

OC2=rbind(OC,0)

OC1=rbind(0,OC)

LogRet=log(OC2[1])-log(OC1[1]) #Obtener los rendimientos intradı́a

LogRet[1,]=0

RVd=rep(0,128)

RVd=cbind(RVd)

for (i in 1:128) {

a=i*78-77

b=i*78

RVd[i,1]=sum((LogRet[c(a:b),1])**2)

}#Este ciclo nos permite calcular la RV de cada dı́a

VOOHAR = HAREstimate(RM = RVd[1:100], periods = c(1,5,20)) #Modelo HAR-RV

RVw=rep(0,128)

RVw=cbind(RVw)

for (i in 5:128) {

a=i-4

b=i

RVw[i,1]=(sum(RVd[c(a:b),1]))/5

}

RVm=rep(0,128)

RVm=cbind(RVm)

for (i in 20:128) {

a=i-19

b=i

RVm[i,1]=(sum(RVd[c(a:b),1]))/20
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}

MRVd =function(t){

0.00004836+0.5768*RVd[t]+0.003178*RVw[t] + 0.1174*RVm[t]

}

N=rep(1:128)

Res=RVd[1:100]

for (i in 101:128) {

ad=i-1

aw=i-5

bw=i-1

am=i-20

bm=i-1

Res[i]=0.00004836+0.5768*Res[ad]+0.003178*(sum(Res[aw:bw])/5) +

0.1174*(sum(Res[am:bm])/20)

}

NN=rep(2:128)

plot(N,sqrt(RVd),xlim=c(0,130),ylim=c(.0,.05),col=’red’,pch=16,

xlab=’Dı́a’, ylab=’RV’)

par(new=T)

plot(N,sqrt(vr) ,xlim=c(0,130),ylim=c(.0,.05),col=’green’,pch=18,

xlab=’ ’, ylab=’ ’)
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