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Resumen

La presente investigacién explora la posibilidad de emplear inteligencia artificial para
rellenar datos nulos en conjuntos climatolégicos. El propdsito es mejorar la
correlacion entre precision y necesidades de codmputo con respecto a los métodos
convencionales. Algunos analisis, como modelado de acuiferos, prediccion del
clima, caracterizacién de cuerpos de agua, entre otros, requieren bases de datos de
datos climatico, y aunque estas son de acceso libre en México, cuentan con
espacios vacios que necesitan ser rellenados. Aunque existen algunos métodos de
imputacion, estas soluciones tradicionales suelen comprometer la precision o el
tiempo del estudio. Por lo tanto, se propone como alternativa al algoritmo k-NN, que
consulta puntos cercanos al de interés para definir un valor, y que destaca por su
adaptabilidad y rapidez de procesamiento.

Se comparo el error obtenido mediante k-NN con los errores que resultan al
utilizar uno de los métodos de tratado de nulos mas comunes (imputacién por
medidas de tendencia central). EI método k-NN demostr6 ser una mejor

aproximacion.



Introduccion

Los datos climatolégicos son de gran importancia para multiples analisis, que van
desde planeacion urbana, hasta analisis de cambio climatico. Esta informacion se
obtiene mediante mediciones que se almacenan en bases de datos. No obstante,
debido a fallas en los aparatos de medicion, o del propio almacenamiento, es poco
comun encontrar conjuntos integros; en practicamente todos los casos, suelen
encontrarse datos nulos o con valores invalidos.

Multiples estudios requieren de conjuntos completos, por lo que el tratamiento
de nulos es un paso fundamental en el preprocesamiento. Por lo tanto, es comun
que multiples analistas busquen la manera 6ptima de rellenar estos espacios vacios.
Algunos optan por métodos convencionales, como rellenar con medidas de
tendencia central. Otros, como Duarte et.al. (2022), han explorado la posibilidad de
rellenar utilizando informacion calculada a través de microondas y observaciones
infrarrojas satelitales, comparando este método con modelos de regresion que, los
autores indican, son ampliamente utilizadas en la resolucién de este problema.
Otros autores proponen el uso de algoritmos de Inteligencia Artificial, como Park
et.al. (2023), que utilizaron un perceptron (un modelo neuronal simple) para brindar
una solucion alternativa. Distintos métodos conllevan ventajas y desventajas,
comprometiendo en ocasiones el tiempo o los recursos de cémputo por mayor
precision y viceversa.

La Inteligencia Artificial (IA) comienza a perfilarse como una alternativa cada
vez mas explorada para resolver este tipo de conflictos. No solo por la gran cantidad
de algoritmos que engloba, permitiendo analizar el problema desde distintos
enfoques, sino porque ofrece la posibilidad de automatizar los procesos, permitiendo

generar un sistema facilmente adaptable a estos conjuntos. Uno de los primeros



algoritmos que se han utilizado para predecir valores mediante IA es k-NN, que no
por eso ha dejado de ser vigente. Este algoritmo consiste en predecir valores
utiizando k puntos mas cercanos al faltante. Su gran flexibilidad, precision,
simplicidad y capacidad de analisis, lo convierten en una herramienta con un
enorme potencial para el rellenado de datos nulos, especialmente para aquellos
conjuntos donde los datos siguen alguna tendencia.

Entonces, esta investigacion explora la posibilidad de emplear el algoritmo
k-NN para rellenar datos nulos de las bases de datos de normales climatoldgicas de
la Comisién Nacional del Agua para la Ciudad de Puebla, buscando un método que
equilibre precisiéon con simplicidad, con un uso bajo de recursos y tiempo de
coOmputo. ElI andlisis toma en cuenta cuatro atributos: precipitacion (mm),
temperatura maxima (C), temperatura minima (C) y evaporaciéon (mm). Cada una
fue analizada individualmente, ya que el estudio también busca proveer un método
capaz de funcionar para cada atributo sin informacién adicional.

El primer capitulo presenta el planteamiento del problema, la justificacion, los
objetivos, la hipotesis y los alcances del proyecto. El segundo capitulo, explora
conceptos tedricos valiosos para este trabajo, principalmente relacionados a la
Inteligencia Artificial y al algoritmo k-NN. En el tercer capitulo se describe la
metodologia seguida para realizar la investigacion. Y, por ultimo, los resultados y
conclusiones presentan los hallazgos, junto a una breve comparacion con un

método comun de rellenado de nulos: imputacion por medidas de tendencia central.



Capitulo 1

1.1 Planteamiento del problema

La mayoria de los métodos y algoritmos para analizar fendmenos (incluyendo el
modelado de acuiferos o implementacion de algoritmos de Inteligencia Artificial),
requieren conjuntos de datos completos, pero en la practica es comun encontrar
valores nulos. Se han propuesto un gran numero de soluciones a este problema,
entre las que destacan el rellenado con medidas de tendencia central (debido a su
bajo coste computacional), Radio Normal (que utiliza la informacion de otras
estaciones, e interpolaciones. No obstante, estos métodos, o ignoran patrones
sutiles e involucran pérdida de informacién, comprometiendo la integridad de ciertos
estudios, o requieren de informacion adicional y altos costos computacionales,
convirtiétndose en soluciones ineficientes que requieren de una significativa
intervencidn y adaptacion al aplicarse a nuevos conjuntos. Es entonces que proveer
un método que tome en cuenta las tendencias de los datos, que pueda adaptarse
facilmente a nuevos conjuntos y cuyo costo computacional sea razonable es
fundamental para realizar analisis de manera eficiente, simple y precisa.

1.2 Justificacion

Poseer un conjunto de datos de calidad es una parte fundamental para cualquier
analisis y los estudios climatologicos no son una excepcion. No obstante, lo mas
comun es encontrar datos imperfectos que requieren tratamiento. Como una
solucion, este estudio busca presentar a la Inteligencia Artificial como una
herramienta auxiliar que, sin requerir de grandes inversiones de tiempo y recursos,
es capaz de proporcionar un rellenado de datos nulos que detecta tendencias
locales, incrementando la precision de los datos de entrada y, como consecuencia,

de los analisis realizados a partir de ellos. El trabajo se enfoca en el tratamiento



aplicado a conjuntos obtenidos de la base de datos de la CONAGUA vy, aunque
presenta un enfoque hacia la Ciudad de Puebla, busca ser de utilidad para métodos
realizados a partir de conjuntos similares, convirtiéndose en una referencia en la
utilizacién de estos métodos en territorio Mexicano.

Con este propodsito, se propone k-NN como un método de imputacién para
conjuntos de datos climatologicos, el algoritmo presenta ventajas como su
capacidad de adaptarse a distintos tipos de conjuntos y su rapidez de calculo. De
esta manera, el producto sera un cdédigo que requiera poca participacion de un
usuario humano para aplicarlo a conjuntos nuevos y sea adaptable a otros tipos de
conjuntos similares, mejorando la precision con respecto a otros meétodos sin

sacrificar las necesidades de computo.
1.3 Objetivos

1.3.1 Objetivo general
Generar un codigo computacional que impute datos climatologicos empleando el
algoritmo de inteligencia artificial k-NN incluido en la libreria Scikit-Learning de
Python, para que este pueda convertirse en una alternativa a métodos de
imputacion tradicionales que sea precisa sin aumentar considerablemente el tiempo

de coémputo.

1.3.2 Objetivos especificos

1. Investigar las caracteristicas de un sistema de inteligencia artificial con el
algoritmo k-NN, prestando atencion a sus necesidades de formato para
implementarlo en Python de forma eficiente.

2. Generar un codigo computacional capaz de preprocesar los datos

climatoldgicos, transformandolos a un formato legible por los médulos de



inteligencia artificial y buscando la optimizacién para que sea facilmente
aplicable a otros conjuntos.

3. Realizar calculos de error, comparando los valores generados por k-NN con
los obtenidos por imputacion con medidas de tendencia central, con la
finalidad de asegurar que sea una mejor aproximacion que los métodos

tradicionales.

1.4 Hipotesis

El algoritmo k-NN representara una alternativa viable a los métodos de rellenado de
datos convencionales para conjuntos climatoldgicos, convirtiéndolo en una mejor
aproximacion sin aumentar considerablemente el tiempo de cémputo.

1.4.1 Alcance y limitaciones

1.4.1.1 Alcance

e EIl codigo es capaz de comparar de forma cuantitativa la precision y requisitos
computacionales de la imputacion mediante k-NN con los métodos
tradicionales para conjuntos de datos climatologicos.

e Debido al diseio del cdédigo, es posible sustituir los conjuntos de datos
seleccionados por cualquier otro conjunto del mismo tipo.

e El codigo puede implementarse a conjuntos de datos de otro tipo modificando

pocas lineas de cddigo.
1.4.1.2 Limitaciones

e Se requieren datos histéricos para poder imputar un dato.



e El algoritmo es ineficiente con conjuntos de datos demasiado grandes debido
a necesidades de memoria del algoritmo (con menos de diez mil datos no

ocurre).
e No obstante que se trata de un cédigo de aplicacion universal el modelo debe

ser entrenado para cada nuevo conjunto de datos cada vez.
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Capitulo 2. Marco Teoérico

2. 1 Datos faltantes

Los datos faltantes o nulos son espacios vacios o con valores no validos dentro de
un conjunto. No es extrafio encontrar conjuntos con datos nulos, esto puede
ocasionarse por multiples factores: medidas no registradas, errores en la medicion,
valores imposibles, entre otros. Muchos algoritmos y operaciones computacionales
requieren un conjunto con valores numéricos bien definidos en cada instancia para
poder llevar a cabo el procesamiento. Asi, el tratamiento de valores faltantes no solo
es una de las primeras etapas en analisis de conjuntos, sino un procedimiento
fundamental para garantizar la calidad de los resultados. Existen distintos métodos
para llevar a cabo este proceso, y su seleccién debe ser cuidadosa, considerando
las caracteristicas particulares del conjunto y de cada valor ausente, asi como el tipo

de analisis.

2.1.1 Tratamiento de datos faltantes

Uno de los métodos de tratamiento de nulos mas sencillos es litwise, o analisis con
datos completos, que consiste en eliminar las observaciones con valores faltantes y
trabajar solo con las que estan completas. Si la ausencia esta asociada a datos que
poseen alguna caracteristica en comun se puede generar un sesgo. Adicionalmente,
al eliminar demasiadas observaciones ocurren grandes pérdidas de informacion.
(Zas, 2023)

Zas (2023), también describe al analisis con datos disponibles, que consiste en
dividir los datos en subconjuntos. Por ejemplo, si se tienen algunas observaciones
con seis variables y otras con cinco, se realiza un analisis para las de seis y otro

para las de cinco. Una desventaja es que no se trabaja con los mismos datos para
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generar modelos, y los costos (computacionales, de capital humano y financiero, o
tiempo) se elevan al trabajar con mas de un conjunto.

Por otro lado, estan los métodos de imputacion, en los que se rellena el faltante con
algun valor. Cada método para generar valores sintéticos posee sus propias

ventajas y desventajas.

2.1.1.1 Métodos de imputaciéon
Imputacion por mediana: Si los valores no son completamente aleatorios puede
causar sesgo ante la ausencia predominante de datos de cierto tipo (como litwise).
Ademas, solo es funcional con variables cuantitativas.
Imputacidn por media: Tiene las mismas desventajas que la mediana. Ademas, es
sensible a valores extremos.
Imputacién por moda: funciona como los dos otros métodos (y posee tendencia al
sesgo), sustituyendo faltantes con la moda, la ventaja es que es funcional con
variables cualitativas y cuantitativas.
Imputacion mediante modelos de regresion: se genera un modelo de regresion para
rellenar faltantes con los valores predichos por este. Este modelo puede ser
problematico ya que genera sesgos al afectar las correlaciones entre variables o
atributos, esto puede solucionarse agregando una medida de ruido aleatoria a cada
valor rellenado.
Imputacion cold deck: Se rellenan con valores externos, de conjuntos similares, o
incluso mediciones previas del mismo objeto de estudio.
Imputacion hot deck: Utiliza el valor de observaciones similares para rellenar los
datos faltantes, las observaciones pueden elegirse de forma aleatoria, pueden

agruparse observaciones segun sus caracteristicas y seleccionar observaciones de
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ese grupo, escoger las observaciones mas cercanas mediante una medida de
distancia, e incluso en variables temporales se puede imputar el valor anterior o
posterior.

Imputacion multiple: Se obtienen multiples valores para un solo faltante, se
consiguen n conjuntos con los valores completos, y luego se combinan esos

conjuntos. (Zas, 2023)

2.2 Inteligencia Artificial y Machine Learning

Tradicionalmente se considera que la inteligencia artificial se refiere a todas las
técnicas que buscan que las maquinas piensen y aprendan como seres humanos,
pero se ha buscado redefinirla de forma objetiva, por lo que se puede decir que la
inteligencia artificial engloba al conjunto de técnicas que buscan que las maquinas
se comporten o piensen de forma “racional”. (AWS, 2017)

Sus aplicaciones son tan amplias que van desde propésitos de
entretenimiento hasta apoyo en areas como la medicina (con imagenes médicas),
pasando por las finanzas (con prediccion de valores), modelos de lenguaje,
generacion y clasificacion de imagenes, entre otros, y constantemente surgen
nuevos usos para estas herramientas, aplicables en practicamente cualquier area
del conocimiento.

Ya que la Inteligencia Artificial engloba a tantas técnicas y utilidades, se
pueden distinguir subconjuntos dentro de esta area, y uno de los mas importantes
es el Machine Learning, que engloba al conjunto de algoritmos y modelos que los
sistemas utilizan para realizar tareas complejas para las que no han sido

programados explicitamente. (AWS, 2017)
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2.2.3 Conjuntos de entrenamiento y prueba
Existen muchos algoritmos de Machine Learning y cada uno aprende de forma
diferente, algunos se inspiran en los seres vivos, como random trees, que se inspira
en los arboles, generando soluciones aleatorias representadas por “hojas”, que
“votan” por el valor mas probable, o las redes neuronales, que se inspiran en las
neuronas de los seres humanos. A pesar de esta diversidad, los algoritmos de
Machine Learning tienen algo en comun: aprenden de un conjunto de datos y
generan un modelo para predecir valores para conjuntos distintos.

Para entrenar un modelo de Machine Learning, los datos se dividen en dos:
conjunto de entrenamiento y conjunto de prueba. Se aprende de datos que
funcionan como “ejemplo”, que es el conjunto de entrenamiento, y una vez que se
entrena al sistema y se genera un modelo, se evalua su desempefio en el conjunto
de prueba, que simula como se comportaria dicho modelo en nuevas instancias.

Los datos suelen dividirse en 80% para el conjunto de entrenamiento y 20%
para el conjunto de prueba, aunque la proporcion depende del numero vy tipo de
datos y el problema que se quiera resolver. Es posible seleccionar los datos para
cada conjunto de forma arbitraria, pero este procesamiento es tedioso y poco
recomendable, ya que esta seleccion puede generar sesgo. La mayoria de las
paqueterias para trabajar con Machine Learning incluyen mddulos que dividen
aleatoria y automaticamente el conjunto. Ademas, existen métodos que permiten
seleccionar instancias representativas de ciertos atributos, en caso de ser

necesario.
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2.2.4 Principales problemas en Machine Learning
Aun cuando los sistemas de Machine Learning son capaces de realizar tareas de
forma practicamente auténoma, el preprocesamiento es responsabilidad de quien
realiza el analisis, y es en este momento donde suelen surgir los primeros errores.
Géron (2019), destaca la importancia de tener un buen conocimiento del conjunto de
datos y del tipo de modelo a generar, ya que una incorrecta seleccion de algoritmo,
o0 malas elecciones en el numero y tipo de datos, pueden conducir a alguno de los
problemas mas comunes en los modelos generados con estas herramientas:

sobreajuste y subajuste.

e El sobreajuste significa que el modelo funciona muy bien para los datos con
los que se entrend, pero no con datos nuevos, ya que se realizan falsas
generalizaciones o patrones que se presentan de forma particular para este
conjunto, esto generalmente se relaciona con un numero insuficiente de
datos.

e El subajuste, por otro lado, implica que el modelo no es una buena solucion
para el problema, y ni siquiera en los datos de entrenamiento presenta un
buen ajuste, esto puede ser ocasionado por una mala eleccion del modelo,
porque los atributos no son suficientes, o los que hay no son significativos,

entre otras causas.

Estos problemas pueden prevenirse, pero suelen identificarse hasta las fases finales
del modelado, ya que se vuelven evidentes al evaluar con el conjunto de prueba, y
corregir sobre esta evaluacion conduce a sobreajuste. Una solucién propuesta en el
libro de Géron (2019), es la validacidn cruzada, que permite elaborar y evaluar

distintos modelos sin recurrir al conjunto de prueba.
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2.2.5 Preprocesamiento de datos
Los conjuntos deben tener una estructura especifica para ser analizados: cada dato
(al que también se llama instancia) esta asociado a una lista de caracteristicas
llamadas atributos. Un ejemplo de esto es la relacion entre el precio de un inmueble
y su ubicacion, el numero de pisos, el numero de habitaciones, los metros
cuadrados que ocupa, etc. El precio es la instancia y el resto de las caracteristicas
son sus atributos; el numero de atributos es arbitrario, yendo desde el uno hasta un
numero ilimitado, aunque es importante considerar el costo computacional y los
errores a los que puede conducir un numero demasiado grande o una incorrecta
seleccion de atributos.

Entonces, el conjunto de datos engloba a un determinado numero de
instancias con sus caracteristicas, tomando en cuenta que los atributos
seleccionados deben estar presentes en todos los casos (Retomando el ejemplo
anterior, es imposible asociar la influencia de la ubicacién en el precio si solo un
dato la tiene como atributo y los demas no la indican). (Géron, 2019)

La manera mas simple de comprender el arreglo de los datos es imaginando
una tabla, con los atributos como columnas y las instancias como filas (aunque hay
algoritmos con estructuras de entrada distintas, este es el caso mas simple y, por lo
tanto, mas facil de comprender). Cuando se acomodan los datos de esta manera es
mas sencillo llevar a cabo el preprocesamiento.

En resumen, el preprocesamiento consiste en acomodar los datos al formato
de entrada requerido por cada algoritmo, ajustando el numero de instancias y de
atributos para optimizar el sistema, asegurandose de que cada dato sea legible y
valido, incluyendo un tratamiento de datos nulos, que dependera de las

caracteristicas de cada problema.
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2.2.6 Tipos de aprendizaje

Cuando los datos se encuentran correctamente ordenados es mas sencillo

analizarlos, y entonces seleccionar qué tipo de algoritmo es conveniente aplicar.

Dependiendo del problema, el sistema puede aprender de distintas maneras. Segun

la participacién de un analista externo, Gerén (2019) describe cuatro clases:

Aprendizaje supervisado: Se tienen “etiquetas” que son, basicamente, la
respuesta esperada al problema. Por ejemplo, si se tiene una serie de
imagenes de perros, gatos y conejos, las etiquetas serian, para cada imagen
“‘perro”, “gato” y “conejo”, cada etiqueta esta asociada a atributos, que en este
caso son la imagen.

Aprendizaje no supervisado: No se agregan etiquetas, solo los atributos y se
espera que el sistema aprenda de ellos, por ejemplo, si se tiene una serie de
imagenes de perros, gatos y conejos, la IA busca similitudes y diferencias
entre las imagenes para asignarles una clase, distinguir por si misma cuantas
se parecen lo suficiente para pertenecer a una misma especie.

Aprendizaje semi-supervisado: Algunos datos poseen etiquetas y otros no.
Por ejemplo, de las fotos de perros, gatos y conejos, algunos estan
etiquetados, lo que puede ser un punto de partida para que aprenda el
sistema, pero posteriormente comienza a aprender a realizar una
clasificacion sin que los datos de entrenamiento tengan etiquetas.
Aprendizaje por refuerzo: Se premia o castiga al sistema cuando acierta o se
equivoca al resolver un problema. Por ejemplo, si clasifica a la imagen de un
perro como “gato”, se castiga; si clasifica a un conejo como conejo, se

premia.
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También se pueden clasificar los algoritmos segun las caracteristicas de los datos

de entrada, en Imam et. al. (2024) se describen dos tipos:

e Aprendizaje paramétrico: Los datos de entrada tienen una funcion de
distribucion de probabilidad especifica, realizan inferencias sobre la forma del
modelo de ajuste. Asi, el numero de parametros esta definido desde el inicio
y el numero de datos no influye en este. Estos algoritmos suelen ser mas
rapidos. Un ejemplo de este tipo de algoritmos es regresion lineal.

e Aprendizaje no paramétrico: Los datos no cumplen con una funcién de
distribucion de probabilidad especifica. Al contrario que el aprendizaje
paramétrico, no hace inferencias sobre la forma del modelo, lo que
proporciona flexibilidad. El costo y tiempo computacionales suelen ser
proporcionales al numero de datos. Un ejemplo de este tipo de algoritmos es

k-NN.

2.3 k-NN

Son las siglas de k-Nearest Neighbors, es decir, k-vecinos mas cercanos. Como su
nombre lo indica, es un algoritmo de inteligencia artificial que consulta a
determinado numero (k) de instancias cercanas al punto que se investiga para
asignarle una clase o valor.

Es un algoritmo de aprendizaje supervisado no paramétrico y también se
considera un algoritmo “perezoso”, esto ultimo significa que se realiza todo el
calculo al hacer una prediccion, es decir, no genera un modelo interno, sino que

lleva a cabo la consulta cada vez que se investiga un nuevo dato. (Aleman-Rivas
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et.al., 2015) Debido a lo anterior, el algoritmo requiere una cantidad importante de
memoria para funcionar. (IBM, 2022)

Segun Du et.al. (2022), el algoritmo se puede resumir en tres pasos primordiales:

1. Definir las distancias entre el punto de investigacion y los de consulta.
2. Encontrar los k vecinos cercanos.

3. Realizar la clasificacion o prediccion.

2.3.1 Hiperparametros de k-NN
En Machine Learning, se denomina hiperparametro a las posibles modificaciones en
un algoritmo para que genere un modelo. Es importante distinguirlos de los
parametros porque algunos algoritmos (como regresién lineal) generan funciones
matematicas con sus propios parametros; estos son propios del modelo (no todos
los algoritmos generan modelos con parametros). Por el contrario, los
hiperparametros son propios de cada algoritmo y es a partir de ellos que se
generara el modelo. Por ejemplo, en los sistemas con redes neuronales, se ajusta el
numero de neuronas.
Para k-NN es necesario definir tres hiperparametros: k, el tipo de distancia y el peso.
Como el algoritmo requiere calcular distancias para identificar los vecinos cercanos,
este es un factor importante para definir. El tipo de distancia mas comun es la
euclidiana (la linea recta entre dos puntos), pero es posible utilizar otros tipos, como
la Manhattan (que se mueve a través de un grillado). (Davi, 2023)

El peso se refiere a qué tanta influencia tiene cada vecino sobre el punto de
consulta. Hay dos tipos de peso: el uniforme, en el que todos los vecinos tienen la
misma influencia, y el ponderado, en el que la influencia depende de la distancia

qgue cada punto tiene con el de consulta.
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K es el numero de vecinos, y no existen reglas bien definidas para
establecerlo, aunque si hay algunas recomendaciones: k debe ser impar para evitar
empates entre clases; en relaciéon con el numero de datos, si es muy grande genera
un efecto de atenuacion de ruido, pero puede resultar en clases entrecortadas; si es
muy pequeno puede generar subajuste. (Elder et.al., 2009)

Es importante mencionar que k-NN es uno de los algoritmos de Machine
Learning mas utilizados por su simplicidad y precisién, ademas, es sumamente facil
adaptarlo a nuevas instancias. Por otro lado, es importante tener en cuenta la
cantidad y el tipo de datos que se quieren analizar, ya que es sensible al ruido, y al
trabajar con demasiados datos puede tener un alto costo computacional, requiriendo

de bastante memoria. (USAII, 2023)

2.4 Evaluacion del modelo

Al generar un modelo de regresion es necesario medir la precision de los valores
que predice, y esto se lleva a cabo mediante las métricas de evaluacion, que estan
relacionadas con el error. El error se define como la diferencia entre los valores
reales y los valores obtenidos mediante el modelo, puede calcularse de distintas

maneras, pero las mas comunes son MSE, RMSE, MAE y R

2.4.1 Error cuadratico medio
MSE es el tipo de error mas simple, aunque los resultados no siempre son
informativos o faciles de interpretar, aun asi, es utilizado con frecuencia. Esta

definido por:
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donde y, Es el resultado real esperado de la i-ésima muestra, y Es el resultado

obtenido de la i-ésima muestra N Es el numero de datos. (Manrique, 2022)

2.4.2 Raiz cuadrada del error cuadratico medio
Un tipo de error similar es RMSE que es, como su nombre lo indica, la raiz cuadrada
del MSE.

La ventaja de este tipo de error es que brinda una idea mas intuitiva del error
obtenido, ya que su magnitud puede ser comparable a las magnitudes que se
manejan en el conjunto de datos. Por ejemplo, si los datos estan en centimetros y el
RMSE es de 0.5, se puede intuir que el error promedio es de 0.5 centimetros.

MSE y RMSE tienen férmulas similares, y en ambos casos un mejor modelo es el
que tiene valores menores. Debido a las similitudes entre ambos, reducir uno de los

dos generalmente implica reducir también el otro. (Manrique, 2022)

2.4.4 Normalizacién
De acuerdo con Google (2025), un tratamiento comun a los datos es la
normalizacion, un proceso matematico que consiste en transformar datos numéricos
para que se encuentren en una escala definida. Uno de los tipos de normalizacion
mas comunes es ajustar los datos a un rango entre 0 y 1. Esto puede lograrse de
distintas maneras, entre las que destacan dividir entre el rango y dividir entre el valor

maximo. Un ejemplo es NRMSE, que se obtiene dividiendo RMSE entre el rango:

NRMSE = — RMSE
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2.5 Inteligencia artificial en Python

Python es un lenguaje de programacion orientado a objetos, que presenta las
ventajas de ser libre y de estar ampliamente difundido, por lo que existen una amplia
variedad de librerias y documentacion que permiten realizar una gran cantidad de
tareas, incluyendo aquellas que involucran inteligencia artificial. Las dos librerias
mas utilizadas en este ambito son TensorFlow (que utiliza la API Keras para llevar a
cabo modelos complejos, como aprendizaje profundo) y ScikitLearn (con mddulos
que permiten utilizar herramientas simples para el Machine Learning).

ScikitLearn es sumamente util para trabajar con problemas de regresion y
algoritmos, incluyendo k-NN, ademas de incluir médulos capaces de asistir en el
preprocesamiento de los datos, incluyendo conjuntos de prueba, entrenamiento y
validacion cruzada. Con SciKitLearn es posible generar, ajustar, evaluar, visualizar y
predecir instancias a partir de un modelo, por lo que se ha convertido en una

herramienta clave en el analisis de datos.
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Capitulo 3. Metodologia

El estudio se enfocé en analizar datos climatolégicos de la Ciudad de Puebla,
considerando datos diarios de precipitacion, evaporacion y temperatura. La
evaporacion y precipitacion se encuentran en milimetros y la temperatura en
Celsius. Se buscd generar un conjunto de datos con la mayor cantidad de datos
completos posibles para obtener nulos sintéticos. De esta manera, se obtienen dos
hiperparametros para el modelo: k y el peso. A partir de esta informacion, es posible
entrenar el modelo para rellenar nulos reales con el modelo generado.

El proceso se dividié en tres pasos primordiales: adquisicion y procesamiento
de datos, preprocesamiento y seleccion del modelo en Python (busqueda de nulos,
aplicacion del modelo y calculos de error en conjunto de prueba para seleccionar
valores 6ptimos), y aplicacion del modelo.

3.1 Adquisicion y preprocesamiento de datos.

1. Los datos se descargaron de la base de normales climatolégicas de la
Comisién Nacional del Agua, a través de su pagina web, se encuentran en
formato .txt.

2. Se prepararon los datos en Excel para ingresarlos a Python, eliminando los

encabezados y colocando un formato de tabla.

3.2 Procesamiento y seleccion del modelo

3. El modelo se disefié en Python utilizando la libreria ScikitLearn, siguiendo el
flujo a continuacion:
3.1. Transformar las fechas a Julianas, que son numeros enteros

facilmente manipulables por cualquier algoritmo. Al ser numeros
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3.2.

3.3.

3.4.

3.5.

consecutivos, se pueden utilizar para obtener un arreglo de fechas
completas y consecutivas.

Ubicando los datos nulos, generar dos conjuntos: uno sin datos nulos y
otro donde se incluyan todas las fechas con faltantes.

Separar un conjunto sin nulos lo mas grande posible, para poder
extraer “nulos sintéticos”, usando 80% de datos completos y 20% de
nulos sintéticos.

Aplicar el algoritmo k-NN para rellenar los nulos generados de forma
sintética.

Utilizar los valores reales para compararlos con los valores obtenidos
utilizando la métrica NRMSE. Buscar el valor de k que minimice el

error. Y Calcular métricas de error (RMSE, NRMSE)

3.3 Aplicacién del modelo

4. Aplicar el modelo elegido a los nulos reales y calcular los valores faltantes.

5. Ajustar el modelo para las fechas en las que no hay datos.

6. Generar un conjunto con los datos completos.

Resultados

Para llevar a cabo el procesamiento, se utilizd principalmente una computadora

personal con 16 GB de memoria RAM y procesador Intel(R) Core(TM) i5-9300HF

CPU @ 2.40GHz. Se probaron modelos para distintos valores de k, buscando un

valor 6ptimo para cada atributo; los valores fueron distintos en casi todos los casos.

A continuacién se presentan dos tipos de graficos: En primer lugar, curvas de

error. Estas tienen el propédsito de buscar el valor 6ptimo para los hiperparametros

en un algoritmo de Inteligencia Artificial (en este caso k). El cédigo esta optimizado
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para buscar automaticamente el valor de k con menor error, marcarlo en el grafico y
continuar el procesamiento con dicho hiperparametro. No obstante (y como ocurrio
con la precipitacion), es posible modificar el vector con los valores de k en caso de
ser necesario. En segundo lugar se muestran los modelos de ajuste, comparando
los datos generados por el modelo con los reales.

Se obtuvieron graficos de curva de error (para buscar el valor que optimice al
modelo) y de modelo de ajuste para cada atributo, ya que todos poseen un

comportamiento particular.
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Figura 1: Calculo de error para distintos valores de k (precipitacion).
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Figura 2: Calculo de error para distintos valores de k (precipitacion), acercamiento

Tal como se observa en la Figura 1, el valor éptimo de k para la precipitacién es 99.
Esto significa que considerar un numero alto de vecinos reduce el error en las
predicciones. Esto puede deberse al comportamiento estacional de las lluvias, pero

es necesario obtener informacion adicional para elaborar conclusiones.
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Figura 3: Calculo de error para distintos valores de k (evaporacion).
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Segun la figura 3, el valor Optimo de vecinos para la evaporacion es 21. La
evaporacion depende, en gran medida, de la temperatura y humedad, por lo que el

valor correspondiente a cada dia es similar al de los dias mas proximos.
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Figura 4: Calculo de error para distintos valores de k (temperatura maxima).
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Figura 5: Célculo de error para distintos valores de k (temperatura maxima).

Como se observa en las figuras 4 y 5, el numero ideal de vecinos para la
temperatura (maxima y minima, correspondientemente) es de 11 y 5. Esto tiene
sentido considerando que la temperatura no tiende a modificarse drasticamente, y
suele ser similar entre dias proximos. Es destacable que, al ser atributos de la

misma naturaleza (ambos miden la temperatura), el valor 6ptimo de k es similar.
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Figura 6: Modelo de ajuste para precipitacion
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Modelo de Ajuste Precip(mm)(Acercamiento)
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Figura 7: Modelo de ajuste para precipitacion (acercamiento)

La figura 6 muestra el modelo de ajuste con k-NN para la precipitacion. Es
importante destacar que, a pesar de que algunos valores predichos son distintos a
los valores reales (especialmente a los que tienden a ser atipicamente altos), el
modelo sigue la tendencia de comportamiento de las lluvias a lo largo del periodo
analizado. Que el modelo parezca tener un efecto de suavizado y no prediga
eficientemente valores altos, puede deberse a que k es un numero
considerablemente grande. La figura 7 corresponde a un zoom de dos afos, entre
los que se distingue que, efectivamente, los errores mas grandes se encuentran

entre los valores excepcionalmente altos.
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Figura 8: Modelo de ajuste para evaporacion.
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Figura 9: Modelo de ajuste para evaporacion (acercamiento a 2 afios)

En la figura 8, para el modelo de ajuste para evaporacion, podemos observar un
comportamiento similar a la precipitacion, el modelo de no tiene un desempefio
excepcional cuando el faltante es un valor atipico, pero es excelente ajustandose a

la tendencia.
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Figura 10: Modelo de ajuste para temperatura maxima
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Figura 11: Modelo de ajuste para temperatura maxima (acercamiento a 2 afios)
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Modelo de Ajuste Tmin(c)
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Figura 12: Modelo de ajuste para temperatura minima
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Figura 13: Modelo de ajuste para temperatura minima

Las figuras 10 y 12 corresponden a los modelos de ajuste para las temperaturas
maxima y minima. El ajuste es bastante bueno, y se observan tendencias similares
para ambos casos. Al igual que se observo con las curvas de error, esto es l6gico

considerando que los atributos corresponden al mismo tipo de medicion. En las
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figuras 11 y 13 (los acercamientos), se observa que los datos mejor ajustados son

aquellos que no se alejan demasiado de la tendencia.

Mejor | KNN KNN Media | Media Median | Mediana | Moda | Moda
Variable K RMSE NRMSE | RMSE | NRMSE | a RMSE | NRMSE RMSE | NRMSE
precip(mm) 99 7.877 0.115 8.448 ]0.123 8.998 0.131 8.998 |0.131

1.756
evap(mm) 21 1.503 0.167 5 0.195 1.759 0.195 1.782 |0.198
tmax(C) 11 2.427 0.115 3.276 |0.156 3.292 0.156 3.336 |0.158
tmin(C) 5 1.504 0.1003 | 2.443 | 0.162 2.485 0.165 2.850 |0.190
Tabla 1: Calculos de error con distintas métricas (k-NN vs medidas de tendencia central)
B KNN_RMSE [l Media RMSE Mediana RMSE [} Moda RMSE
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Figura 14: Comparativa de error RMSE para imputacion con k-NN y medidas de tendencia central.

33




B KNN_NRMSE [ Media NRMSE Mediana_ NRMSE [l Moda_NRMSE
0,200

(FTR0.166
0,150

0,100
0,100

0,050

0,000
precip(mm) evap(mm) tmax(C) tmin(C)

Figura 15: Comparativa de error NRMSE para imputacion con k-NN y medidas de tendencia central.

La tabla 1 contiene los calculos para cada medida empleando RMSE y NRMSE. En
cuanto a las figuras 14 y 15, funcionan como comparativa visual de ambos errores
para cada medida y método de imputacion. Tanto en la tabla como en los graficos
de barras, es notable que los errores obtenidos con k-NN son menores que los
correspondientes a las medidas de tendencia central. El mejor ajuste para el modelo
corresponde a ambas temperaturas. Por el contrario, la precipitacion tuvo los errores
mas grandes.

Es importante destacar que el algoritmo posee una gran capacidad para
identificar una tendencia en un conjunto. Ademas, en multiples pruebas realizadas,
el tiempo de ejecucion jamas superd los 20 segundos; de manera que no se
requiere una gran inversién de tiempo maquina.

Asimismo, y segun afirman Valencia et.al. (2022), para estaciones con menos

de 50 km de distancia horizontal y 750 m de altura, el comportamiento climatico es
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similar, por lo que es de esperarse que este modelo sea facilmente aplicable y

proporcione resultados similares para otras estaciones del area urbana.

Conclusiones

El algoritmo k-NN demostré ser una herramienta valiosa en el rellenado de datos
peridédicos, con una tendencia marcada, o donde los datos se encuentren
influenciados por sus vecinos. ElI cddigo generado puede utilizarse
satisfactoriamente para rellenar datos nulos, con poca intervencion del usuario, y
una gran facilidad para reemplazar por otros conjuntos de datos. Ademas, se
consiguid mejorar el error sin aumentar demasiado el tiempo y los recursos de
computo, alcanzando equilibrio rapidez, practicidad y precision.

Los valores optimos de k no son iguales para todas las métricas, esto tiene
sentido considerando que no todas las métricas climaticas se comportan de la
misma manera. Se pueden observar tendencias marcadas en la temperatura, pero
la precipitacion y evaporaciéon son mucho mas variables. Esto puede deberse a que
la temperatura tiene una mayor correlacion con la época del afio, mientras que las
otras dos dependen de otros factores, y se comportan de manera variable de un afo
a otro.

Este proyecto demuestra que la aplicacion de algoritmos de Inteligencia
Artificial a las Ciencias de la Tierra es, no so6lo posible, sino esencial para optimizar
procesos y obtener resultados mas precisos. En el caso particular de k-NN, se
perfila como una herramienta con enorme potencial para distintos tipos de variables
y métricas. Por ejemplo, los registros de pozo, o de SEV (Sondeos Eléctricos
Verticales) con frecuencia presentan valores nulos, y sus sefales llegan a

comportarse de forma periddica o con tendencias dependientes de sus vecinos. El
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tratamiento de nulos para estos casos usualmente elimina los faltantes o reemplaza
con numeros sin significado fisico. k-NN, presenta una alternativa eficaz para este
tipo de tratamientos, por lo que es importante explorar sus aplicaciones en estos
casos.

Sondear este tipo de analisis es imprescindible para la Ingenieria Gedfisica,
siendo prometedores para mejorar la calidad y rapidez con que se realizan los
analisis en esta area. Ademas, las Ciencias de la Tierra se benefician enormemente
del software especializado, pero los académicos en el campo pocas veces estudian
la implementacion de nuevas herramientas tecnoldgicas en este ambito. Asi, la
bibliografia al respecto es reducida, especialmente en espanol, desaprovechando
herramientas valiosas, no solo en el ambito técnico y productivo, sino también en la
investigacion.

Por lo tanto, explorar nuevas aplicaciones de tecnologias emergentes es
fundamental para obtener avances y soluciones a problemas, tanto existentes como
emergentes, a los que constantemente se enfrentan estas ciencias (cambio
climatico, analisis de riesgos, sondeos geofisicos, etc.); ademas de proporcionar
oportunidades para comprender, desde distintos puntos de vista, los fendmenos que

se estudian en esta area.
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