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Resumen

Existe una gran cantidad de algoritmos propuestos en la literatura y que gene-
ran grupos sin traslape, a pesar de que dichos algoritmos resuelven muchos proble-
mas que han sido planteados durante su desarrollo, en la actualidad existen algunos
problemas que requieren una solucién donde el agrupamiento no sea disjunto, es
decir, obteniendo grupos que consideren un traslape.

En la presente investigacion se desarrolla un método de agrupamiento con
traslape para documentos basado en el algoritmo k-means traslapado con peso
(WOKM). Ademas, se propone un nuevo método de inicializacién de los centroi-
des basado en el Punto de Transicién (PT); se analiza el comportamiento de esta
nueva propuesta tomando una ventana alrededor del PT y se propone ademés una
nueva forma de calcular el PT, considerando no cada documento por separado, sino
a partir de un corpus conformado por todos los documentos.

Los experimentos realizados con diferentes corpus muestran que método pro-
puesto k-means traslapado con peso, usando el punto de transicion (WOKMTP)
obtiene mejores resultados en términos de la métrica FBCubed que los algoritmos

de agrupamiento con traslape del estado del arte.
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Capitulo 1. Introduccién

Las formas de comunicacién han sido elementos indispensables a lo largo de la
historia de los seres humanos, las cuales han ido evolucionando; asi se tiene desde
idiomas primitivos hasta el habla. Ademaés, se puede considerar otros medios de
comunicacion, tales como pinturas, graficas, escritura, entre otras y de forma no
verbal (expresiones y lenguaje corporal). En particular la paralingiiistica sirve para
enfatizar la comunicacion verbal (Cangelosi (2001)).

En el caso particular del desarrollo de la comunicacion escrita y considerando
el avance del Internet, se dio inicio a la conexién de varias computadoras y al envio de
mensajes entre ellas. En la actualidad, se manejan grandes voliimenes de informacion
lo que es conocido como big data; ademas, se han desarrollado servicios que permiten
manipular estos grandes volimenes de informacién en la nube. Los servicios que se
ofrecen estan clasificados en tres capas (software como servicio (SaaS), plataforma
como servicio (Paas) e infraestructura como servicio (Iaas)), que son necesarias
para el manejo de la informacién en la nube. Como se plante6 con anterioridad
el agrupamiento de la informacién ayuda a la manipulacién de los datos y a la

disminucién de la cantidad de informacién a procesar.



El agrupamiento construye grupos que estan compuestos por elementos u ob-
jetos que son similares (Jain y Dubes (1988)). Por otra parte, el agrupamiento con
traslape hace referencia a la construccién de grupos, donde los elementos u objetos
pueden ser asignados a mas de uno de ellos. Por ejemplo, en los sistemas de reco-
mendacién se pueden observar personas que tienen gustos culinarios en comun, pero
pueden también tener diferentes niveles académicos, por lo cual estarian en los dos
grupos simultaneamente.

En la presente investigacion los elementos u objetos se consideran documentos
escritos en texto plano; a pesar de que en la actualidad no existen grandes problemas
de almacenamiento, continua presentandose el problema del manejo de la memoria.

La mayoria de los algoritmos de agrupamiento desarrollados, construyen gru-
pos sin traslape, esto es debido a que muchos problemas requieren de grupos dis-
juntos; aunque también existen algoritmos de agrupamiento que construyen grupos
con traslape.

Existen diferentes formas de clasificar a los algoritmos de agrupamiento, en
particular, por el tipo de agrupamiento obtenido. Jain y Dubes (1988) proponen,

que se puede tener la clasificacion de los algoritmos de agrupamiento como:

= Disjuntos, esto es, que en los grupos construidos un objeto pertenece a un

grupo y no al resto.

= Difusos, cuando en los agrupamientos construidos un objeto pertenece a todos

los grupos, pero con un cierto grado de pertenencia.

= Traslapados, es donde un objeto puede pertenecer a mas de uno de los grupos



construidos.

A continuacién se define el problema que se aborda en la presente investigacion.

1.1.  Definicién del problema

Este trabajo de investigacion, tiene como objetivo el desarrollo de un método
de agrupamiento con traslape para documentos basado en el algoritmo k-means
traslapado con peso.

El método permite que se pueda especificar el nimero de grupos a formar
y se hace mencién de que el nimero de atributos a considerar no es fijo, para
los elementos a agrupar, esto conduce al planteamiento del objetivo general y los

objetivos particulares.

1.2.  Objetivo general y objetivos especificos de la investigacion

A continuacién, se presentan los objetivos, primero se enuncia el objetivo ge-
neral y posteriormente los objetivos particulares que se han planteado:
Objetivo general: Desarrollar un método de agrupamiento con traslape para do-
cumentos basado en el algoritmo k-means traslapado con peso, cuyos resultados
superen significativamente a los algoritmos de agrupamiento con traslape reporta-
dos en la literatura.

Objetivos particulares:

1. Evaluar las técnicas y algoritmos de agrupamiento desarrollados para deter-

minar su rendimiento en términos de precision de los resultados y complejidad



de los algoritmos.
2. Evaluar diferentes métodos de inicializacién de centros.

3. Desarrollar un método para inicializar los centros para el algoritmo k-means

traslapado con peso.

4. Disenar e implementar el método de agrupamiento con traslape basado en el

algoritmo k-means traslapado con peso.

1.3. Preguntas de investigacion

Una vez identificadas las limitantes de los algoritmos de agrupamiento actual,

se establecen las siguientes preguntas de investigacion:

1. ;Serd posible desarrollar un método de agrupamiento con traslape basado en
el algoritmo k-means traslapado con peso, que obtenga resultados estadistica-

mente superiores a los presentados en el estado del arte?

2. (Existira una relacion entre las medidas de similitud y el tipo de algoritmo de

agrupamiento con traslape, desarrollado para medir la calidad del método?

3. (Existe relacion entre la calidad de los resultados obtenidos por el método

desarrollado y la cantidad de datos de entrada?

1.4. Hipotesis

Con base en las preguntas que se proponen, se establecen las siguientes hipdte-

sis:



Hipétesis 1: El rendimiento del método con traslape propuesto es estadisti-
camente superior a los presentados por otros modelos de agrupamiento con traslape
existentes en la literatura, mediante una representacion adecuada.

Hipoétesis 2: El método de agrupamiento con traslape presenta un rendimien-
to por encima de los algoritmos clasicos, cuando el conjunto de datos es mayor a los

reportados por la literatura.

1.5. Justificaciéon

En la actualidad, el desarrollo de métodos de agrupamiento de documentos
que permitan traslape entre los grupos creados, proporciona una herramienta util
en problemas que actualmente son de interés en diferentes ambitos, por ejemplo, los
sistemas de recomendacion.

En los sistemas de recomendacion una persona tiene diferentes preferencias y
éstas pueden ser utilizadas en las areas comerciales, telecomunicaciones, comercio
electronico, etc. Por otra parte, el perfilado de usuarios, podria servir para identificar
a una persona y personalizar por ejemplo sus compras, o su posible identificacion
ante un delito. Los ejemplos anteriormente mencionados dejan claro que en general
los seres humanos pueden pertenecer a méas de un grupo segin su preferencia, lo que
establece la necesidad de desarrollar métodos eficientes para manejar informacion

traslapada.



1.6. Limites de la tesis

No se desarrollaran nuevas métricas para determinar la calidad de los grupos
obtenidos. En los casos en los que la cantidad de datos sobrepase la capacidad de
los algoritmos reportados en la literatura, no se podra comparar su rendimiento con

respecto a la aproximacion propuesta en esta tesis.

1.7. Estructura de la tesis

La estructura de este trabajo de investigacion esta dada de la siguiente manera:
En el capitulo I (Introduccién) se discute el problema a resolver, el objetivo general
y los particulares, asi como las preguntas de investigacion y las hipdtesis planteadas.

En el capitulo II, se ofrece el marco tedrico necesario para comprender el tra-
bajo desarrollado en esta tesis. El capitulo III hace un recorrido entre las diferentes
publicaciones que representan el estado del arte de los algoritmos de agrupamiento
con traslape para documentos.

El capitulo IV presenta el método propuesto basado en el algoritmo de k-means
traslapado con peso.

En el capitulo VI se evalta el método propuesto en corpora estandar y publicos
y se compara con los algoritmos del estado del arte. Finalmente, se ofrecen las

conclusiones, aportaciones y el trabajo a futuro.



Capitulo 2. Marco Teérico

En esta seccién se presentan los conceptos tedricos necesarios para la com-
prension del problema que se aborda en esta tesis. Iniciamos con el concepto de

agrupamiento que es la base de esta investigacion.

2.1.  Agrupamiento

La clasificacion de objetos es realizada por el ser humano desde que es pequeno,
colocar objetos por colores o formas, son actividades que se desarrollan desde los
primeros afios de vida. Por lo anteriormente planteado la formalizacion, el desarrollo
de algoritmos y de métodos para agrupar o clasificar es de suma importancia; por
lo que el problema de agrupar objetos estd siendo ampliamente estudiado en la
literatura.

La importancia del agrupamiento es tal que el agrupamiento puede ser aplicado
al desarrollo de restiimenes automaticos y en la mercadotecnia.

Segtin Aggarwal y Reddy (Aggarwal y Reddy (2013)) el agrupamiento es de-
finido, como un conjunto de objetos particionados en diferentes conjuntos, tal que

los objetos sean tan similares como sea posible.



Por otra parte, Jain y Dubes (Jain y Dubes (1988)), consideran que en un
agrupamiento los objetos semejantes pertenecen al mismo grupo, mientras que los
objetos que no son semejantes pertenecen a diferentes grupos.

Finalmente, para Gan (Gan et al. (2007)) en el agrupamiento de objetos los
grupos son creados con aquellos objetos que son muy similares, utilizando para ello
una medida de semejanza.

Como nuestra investigacion se basa en el desarrollo de un método de agru-
pamiento basado en el algoritmo k-means traslapado con peso, se hace necesario

explicar este algoritmo de agrupamiento.

2.2.  Algoritmo k-means traslapado con peso

En la actualidad, existen problemas que pueden ser tratados utilizando algorit-
mos de agrupamiento, en los cuales se consideren objetos que se encuentren en mas
de un grupo; lo que ha originado la necesidad de disenar algoritmos de agrupamiento
con traslape.

A continuacién se presenta el algoritmo k-means traslapado con peso (WOKM
por sus siglas en inglés), en el cual se apoya el método propuesto en esta tesis.

El algoritmo k-means traslapado con peso fue propuesto por Cleuziou (2010),
y se basa en el algoritmo k-means, pero a diferencia de éste, construye grupos que
tienen traslape, utilizando un peso en cada uno de ellos.

Sea x = {x1, 9, ...,z } un conjunto de objetos, donde cada objeto es descrito

por p caracteristicas. Ademads, sea € = {C4,Cy, ..., Cyx} el conjunto de grupos tras-



lapados que se construirdn y 9t = {my, ma, ..., my} los centros de cada uno de los
grupos, respectivamente.
El algoritmo WOKM desarrolla la misma idea del algoritmo k-means, pero

buscando el minimo de la siguiente funcién objetivo:

p({Citizy) = X Z’valxw du()|” (2.1)

ziEx v=1
donde € es un cubrimiento de y, considerando que cada objeto x; debe pertenecer al
menos a un grupo. La ecuacién 2.1, ¢,(z;) denota la “imagen” de z;, en términos de
la caracteristica v que estd definida por la combinacion de los prototipos (m,. € 9)

al que x; pertenece, y es obtenida como:

1)
ijEAi /\j,vm]ﬂ)
5 ’
ij €A; )‘j,v

¢v(m2> =

donde A; = {m;|z; € C;} lo que significa que A; es el conjunto de centros, a los
que el objeto x; pertenece. En otras palabras, ¢,(x;) es un promedio con peso de los
centros de los grupos a los que z; pertenece.

En 2.1 ~;, es calculada como sigue:

’7' _ ijeAz )\j,’l)
7,V |A,L|
donde A;, es el peso asociado a la caracteristica v en el grupo j, tal que Vj,
P _1Ajw = 1. Ademas, el pardmetro § > 1 que se encuentra en 2.1 sirve para regular

la influencia del peso A;,.



Dado k centros tomados de x o generados aleatoriamente, y dado el peso inicial
asociado a la caracteristica v se toma como \;, = 1/pparav=1,...pyj=1,.., k.
La optimizacién de la funcién objetivo 2.1 es alcanzada por una ejecucion iterativa

de los siguientes 3 pasos:

1. Multi-asignamiento: En este paso cada objeto z; es asignado a uno o mas
grupos, tal que la funcién objetivo es minimizada; y como resultado se obtiene

el conjunto A; mediante la siguiente heuristica:

Dado € = {C4,C5,...,C} que es un conjunto de grupos traslapados, con
centros M = {my, my,...,my}, y donde el objeto z; es asignado a uno o mas
grupos de €; para lograr esto inicialmente A; = (), por lo tanto los centros de
cada grupo se evalian de manera iterativa, desde el centro mas cercano al mas

lejano de x;.

Para construir el multiasignamiento se asigna x; al grupo del centro mas cer-
cano m, y se evalia la ecuacién 2.1, posteriormente se asigna x; al centro m,.
y a my (siendo my el segundo centro més cercano), si esta asignacién produce
un valor mas pequeno de la ecuacion 2.1 que la primera asignacién (es decir, se
mejora), entonces ahora se prueba la asignacion de x; a m,., mg y my (siendo my
el tercer centro mas cercano), si esta asignacién produce un valor mas pequeno
en 2.1 que la asignacién anterior entonces se continua con este procedimiento
probando la asignaciéon de z;, cuando una asignacién no produzca un mejor
resultado en 2.1 que la asignaciéon anterior se detiene el proceso y en A; estaran

los centros a los que z; fue asignado, es decir A; tendra el multiasignamiento

10



de z;.

2. Actualizacion de los centros de cada grupo: Para el calculo del nuevo

*

centro m i

se toma en cuenta, si x; pertenece a varios agrupamientos, si es
asi, éste aporta menos para el cdlculo del nuevo centroide (el promedio o la

media), y se expresa como se muestra en la siguiente ecuacion:

1
mj = Soa(|Ailzi— > me)
ZriGC]'

Ui zie0; mc€A;\{m;}
donde o; = 1/]A;|*.

3. Actualizacion de los pesos: Una vez que los grupos y centros han sido

calculados, los pesos locales se actualizan por medio de la siguiente ecuacion:

(inecﬂ |ci\:1(xi,v i mjvv)Z)l/(lfé)

Ao =

Los pasos anteriormente descritos se repiten hasta que los grupos no tienen
cambios, o bien debido a que se alcanza un nimero maximo de iteraciones. Final-
mente, el algoritmo WOKM obtiene k grupos traslapados.

2.3. Medidas de semejanza entre documentos

Las medidas de semejanza permiten cuantificar el grado de asociacién entre

los objetos de un grupo (Tan et al. (2005)).
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Para comparar documentos, en la literatura se han propuesto varias medidas de
semejanza o distancia, las medidas presentadas en la tabla 2.1 son las mas utilizadas

para determinar la similitud entre documentos.

Tabla 2.1: Medidas de semejanza entre documentos.

Medida de seme-

. Ano Férmulas
janza
D(x;,x;) = T, — X = (g —x)?
Euclidiana 300 AC D) l il V Z;l( L= %)
D (i, 2) = || — 25llw = /(25 — 23)TW (w; — ;)
Jaccard 1901 T (zi,z5) = IZBZ}
Dice 1945 S = @mg\‘
Jaccard extendi- o T
do (Tanimoto) 1960 ET (@i, ;) = il [2+|lz; 1> —2i-z;
T, .
Deos(iyx;) = 1 — cos(x;,x;) = 1 — % =1 -
Coseno 1979 s ( | ,]) (i, ;) il 1T T

La distancia Euclidiana se usa si las caracteristicas que se toman en cuenta
permiten describir a los objetos de 2~ cuantitativamente, donde cada objeto z; € 2~
es un vector n-dimensional z; = (2;1, Zs2, ..., Tin) T (Wierzchon y Klopotek (2018)).

La distancia coseno es utilizada cuando el problema a resolver es de alta di-
mensionalidad, la cual estd definida como 1 menos el coseno del angulo creado entre
los vectores z; y ;.

El coeficiente de Jaccard por su parte mide el grado de similitud entre con-
juntos que son representados mediante una matriz de semejanza. Sea z; la i—ésima
fila y z; la j—ésima columna dentro de dicha matriz, entonces el grado de similitud
entre z; y x; queda en la interseccion de la fila y la columna, no importando el tipo
de dato que se trabaja (Tan et al. (2005)).

El Coeficiente de Jaccard extendido también conocido como coeficiente de

12



Tanimoto, se ha utilizado para encontrar la similitud entre documentos, su compor-

tamiento es muy similar a la medida de similitud de Jaccard (Tanimoto (1958)).
El coeficiente de Dice, es un estadistico que se utiliza para comparar pares de

documentos (Dice (1945)). El resultado de esta medida no varfa mucho al valor que

se obtiene utilizando el coeficiente de Jaccard (Jackson et al. (1989)).

2.4. Inicializacion de los centros en el algoritmo k-means

En esta seccién se discuten los métodos k-means armoénico y canopy (Zhang
et al. (1999); McCallum et al. (2000)), al utilizar el algoritmo k-means arménico, se
toman los centroides de la ultima iteracion, para usarlos como semillas iniciales para
el algoritmo k-means, esto define un método de biisqueda o de seleccion de centros
iniciales. De manera semejante se realiza en el algoritmo canopy. Se eligen éstos
dos métodos porque han sido reportados en la literatura, como los que obtienen los
mejores resultados.

En la presente investigacion se propone un método para buscar centros iniciales
para el algoritmo de agrupamiento WOKM, que sera comparado contra los métodos

que se explican a continuacién.

2.4.1. Inicializacion de centros usando el algoritmo k-media armoénica

El algoritmo de k-media arménica (KHM, por sus siglas en inglés) (Zhang et al.
(1999, 2000)), esté basado en el algoritmo k-means, el cual utiliza la media armonica

en lugar del promedio como centroide de los grupos, ya que la media armoénica de un

13



conjunto de valores se define como el inverso de la media aritmética de los reciprocos;
y se considera que el resultado no esta influido por valores extremos (Zhang et al.
(2000)).

Sea X = {x1,23...,x,} un conjunto de n nimeros, la media arménica H se

define:

n
n L
i=1 7,

H =

Sean MM = {my, ma,...,my} los centros de cada uno de los grupos; la funcién

objetivo a optimizar se presenta en la siguiente ecuacion:

o(fmh) =3

k 1 ’
=121 T

donde ¢ es un parametro (¢ > 2), la expresion ¥ [ es la media armoénica.

P S
I=1 lzi—my]

Cada centro se actualiza utilizando la ecuacion:

1 Z(my|$z>w(ﬂ%)l‘z

1= () (22)

donde z(mj|x;) es la funcién miembro de z; al grupo m;, el cual es calculado como:

|2s — my|| P2

z(mjlz;) =
TR s — my |2

y w(x;) es el peso asociado a cada x;, que se determina como:
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Sy [l —my |

w(x;) =
U (S e = my) )2

El algoritmo KHM inicia con k centros elegidos aleatoriamente, cada instancia
se asocia al grupo con centro mas cercano, posteriormente el algoritmo actualiza
los centros usando la ecuacién 2.2, y el proceso se repite hasta que los grupos no
cambian o bien cuando el niimero de iteraciones es alcanzado.

En Khanmohammadi et al. (2017) se mostré que utilizar los centros de la
ultima iteracion de k-means armoénico como los centros iniciales para el algoritmo k-
means traslapado, produce mejores resultados que seleccionar los centros iniciales de
manera aleatoria. Por lo tanto, utilizaremos este método en nuestros experimentos,

para ser comparado contra nuestra propuesta.

2.4.2. Inicializacion de centros usando el algoritmo canopy

Uno de los problemas que se presentan en los algoritmos de agrupamiento
es la alta dimensionalidad y el manejo de grandes conjuntos de datos, por lo cual
en McCallum et al. (2000) se presenta una técnica de agrupamiento que pretende
abordar el problema antes mencionado.

La idea principal consiste en utilizar una medida de distancia no costosa para
dividir los datos en subconjuntos traslapados, a los que se les llama canopies. Pos-
teriormente, se ejecuta un algoritmo de agrupamiento, pero sin calcular la distancia

entre puntos que no pertenecen al mismo canopy. Bajo esta idea, se considera que
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se reduce el costo computacional.

Los canopies tienen la ventaja de aceptar una gran variedad de dominios pa-
ra ser utilizados en diferentes algoritmos de agrupamiento, por ejemplo: k-means,
méaxima verosimilitud (EM), y el algoritmo aglomerativo &dvido. Los canopies son
creados considerando que aquellos puntos que no estan en el mismo grupo, son tan
lejanos como sea posible.

Para generar los canopies el proceso se divide en dos etapas:

1. En la primera etapa se tiene una métrica sencilla cuyo objetivo es la obtencion
de los grupos canopies traslapados; a partir de un conjunto de puntos. Se debe

considerar que todos los elementos pertenecen al menos a un grupo.

2. La segunda etapa utiliza alguno de los algoritmos de agrupamiento, conside-
rando no calcular la distancia entre elementos, que no se encuentran en el

mismo canopy.

En McCallum et al. (2000) se mostr6 que utilizar los centros obtenidos por ca-
nopy, como los centros iniciales para el algoritmo k-means, reduce el tiempo compu-
tacional y produce mejores resultados, que seleccionar los centros iniciales de manera
aleatoria. Por lo tanto, utilizaremos este método en nuestros experimentos, para ser

comparados con nuestra propuesta desarrollada.

2.5. Punto de transicion

El punto de transicién (PT) (Urbizagdstegui (1999)) hace referencia a palabras
en el vocabulario de un texto, el cual divide al vocabulario V' en palabras de alta
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y baja frecuencia. Urbizagastegui se refiere a este concepto utilizando la ley de Zipf
(Zipf (1949)), lo que permite representar a un documento mediante la vecindad de
las palabras que se describen alrededor del punto de transiciéon. En el trabajo de
Urbizagastegui se demuestra que estas palabras son las que deben indexar a cada
documento.

En Manning et al. (2008) se utiliza la ley de Zipf como la distribucién de las
palabras en una colecciéon. Se basa en contar las palabras de las méas frecuentes a las
menos frecuentes, teniendo de esta forma a t; como la palabra mas frecuente en la
coleccion, to es la siguiente palabra mas frecuente y asi sucesivamente.

Zipt considera que es mas facil representar un texto considerando solamente
utilizar aquellas palabras mas conocidas, sin preocuparse por aquellas que no se
conocen. La Ley de Zipf demuestra que la representacién de un documento se puede
calcular como la frecuencia cf; de la i—ésima palabra, y esto es proporcional a 1/t,
donde t es el nimero total de palabras a considerar, para la representacion del

documento completo:

CinCT
7

Como cf; se calcula para la i—ésima palabra, el nimero de palabras a consi-
derar se va decrementando; de manera equivalente se puede reescribir la ley de Zipf
como:

cfi =c
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O Ccomao:

logcf; =logc+ klogi

considerando a k = -1y c = % como una constante.
El proceso para la identificacién de palabras alrededor del punto de transicién

es bastante simple y eficiente. Dado un vocabulario V:

V = {(tr, f(t1)), ..., (tn, f(t))}

donde t; es una palabra en el vocabulario y f(t;) es su correspondiente frecuencia,

se calcula [; como el nimero de palabras que tienen frecuencia 1.

b= #H{tl(ti, () € V. f(t) = 1}

tpT es aquella palabra del vocabulario que tiene la frecuencia mas cercana al
PT, y permite detectar al conjunto de palabras de alta frecuencia dentro documento

y al conjunto de palabras de baja frecuencia. Por lo tanto el PT se define como:

V148l —1
2

PT =

La representacion de un documento con las palabras cercanas al PT permite
manejar al documento completo, con un niimero menor de palabras; es decir, aquellas

palabras més representativas de dicho documento. Cuando se habla de las palabras
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alrededor del punto de transiciéon se busca que el documento sea representado por

aquellas palabras mas importantes.
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Capitulo 3. Estado del arte

En este capitulo se describen los algoritmos de agrupamiento con traslape para
documentos reportados en la literatura.

Uno de los primeros trabajos en el ambito de los algoritmos de agrupamiento
con traslape es presentado en Arabie et al. (1981), el cual relaja la restriccién de que
los objetos estén agrupados en una categoria exhaustiva y mutuamente exclusiva,
permitiendo el establecimiento de agrupamientos traslapados. Es notorio que muchos
conjuntos de datos al ser agrupados, no tienen porqué estar en grupos exclusivos,
es de ahi que se tiene la necesidad de una solucién con traslape, pero crear todos
los posibles conjuntos traslapados es muy costoso computacionalmente, por lo que
se deben desarrollar heuristicas para seleccionar los grupos potenciales. ADCLUS
asume que se tienen n objetos para agrupar y una matriz de proximidad, la cual
previamente se ha normalizado en el intervalo [0, 1], ademés se asigna un peso no ne-
gativo que representa la propiedad del rasgo més sobresaliente; el modelo ADCLUS

resuelve el problema evaluando la expresion que se muestra a continuacion:

Si,j = Z kaikij (3-1)
k=1
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donde 5'” es la semejanza entre los objetos ¢ y 7, m es el nimero de grupos trasla-

pados, cada uno con un peso numérico no negativo asociado, wy (donde k = 1...m)

y

1 si el objeto 7 tiene la propiedad k

0 en otro caso

ADCLUS calcula la semejanza ﬁw de cualquier par de objetos como la suma
de los pesos de los grupos donde i y j pertenecen.

Por otro lado, el algoritmo MAPCLUS construye una representacién matricial
del modelo ADCLUS, con la diferencia de que en este algoritmo el usuario puede
definir un pequefio nimero de grupos. El algoritmo MAPCLUS fue probado con un
corpus creado con comentarios hechos en desayunos. Los autores proponen aplicar
dicho algoritmo con un corpus general que sea independiente del dominio.

En el algoritmo Star (Aslam et al. (1998)) se presenta un algoritmo de agru-
pamiento con traslape incremental. El algoritmo Star parte de un grafo no dirigido,
donde cada vértice del grafo representa a un documento y las aristas entre vértices
representan la semejanza entre documentos (usando la funcién de similitud coseno).
Si se consideran solamente aristas entre vértices del grafo con una semejanza mayor
a un cierto umbral 3, entonces a este grafo se le denomina grafo de [3-semejanza.
El algoritmo Star construye un cubrimiento del grafo antes mencionado median-
te subgrafos tipo estrella, donde, un subgrafo tipo estrella es un grafo en el que

existe un vértice llamado centro y hay una arista entre este vértice y el resto de
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los vértices, llamados satélites. Cada grafo tipo estrella seleccionado conformara el
agrupamiento y en la lista de grupos X se guardaran los vértices centro, al final,
esta lista incluird también los vértices aislados, a los que se les conoce como grafos
tipo estrella degenerados. Star trabaja en dos pasos para construir un cubrimiento
del grafo de f-semejanza. En el primer paso se calcula el grado de los vértices del
grafo f-semejanza y los ordena en una lista L de posibles vértices centro en forma
descendente, en el segundo paso y de manera iterativa, se toma el vértice de mayor
grado en L como el centro de un grafo tipo estrella, con sus vértices adyacentes como
satélites, el cual forma un grupo. Todos los vértices del nuevo grafo tipo estrella se
eliminan de la lista L y se agrega el centro del grafo tipo estrella a la lista X. Este
proceso se repite hasta obtener un conjunto de subgrafos tipo estrella que cubren
totalmente al grafo original. De esta forma los grupos obtenidos en la lista X tienen
traslape, debido a que los vértices pueden ser adyacentes a mas de un vértice centro.
Para las pruebas realizadas los autores utilizaron el corpus TREC-6".

Zamir y Etzioni (1998), encontraron que los grupos creados a partir de frag-
mentos cortos devueltos por los motores de bisqueda Web (restiimenes), son tan
buenos como los grupos creados usando el texto completo de los documentos Web.
Para crear los grupos, los autores utilizaron el algoritmo de agrupamiento de arboles
de sufijos (STC), el cual es incremental y obtiene los grupos mediante la identifica-
cion de las frases comunes entre los documentos, se entiende por frase una o mas
palabras consecutivas dentro de un documento. Se define un grupo base como el

conjunto de aquellos documentos que comparten una frase; el algoritmo considera

thttps:/ /trec.nist.gov/

22



tres pasos: en el primero se realiza una limpieza de los documentos (eliminacién de
sufijos, prefijos, reduccion de plural a singular, eliminacién de la mayoria de los sig-
nos de puntuacién, nimeros y etiquetas HTML); en el segundo paso, se identifican
los grupos base utilizando un indice invertido de frases y usando la estructura de
arbol de sufijos; en el tercer paso se realiza la combinacién de los grupos base con un
alto traslape, considerando una medida de similaridad binaria; los autores demues-
tran que su algoritmo es mas rapido que los métodos estandar de agrupamiento. Las
pruebas se realizaron con un conjunto de documentos construidos con los resultados
de realizar consultas en un buscador de MetaCrawler.

En Gil-Garcia et al. (2003), se propone una extension al algoritmo de agru-
pamiento Star. Se introduce un nuevo concepto de grafo tipo estrella y también
proponen dos cambios al algoritmo Star, el primero es la definicién del grado de
complemento, el cual considera los nodos adyacentes con una [f—similaridad, que
no han sido considerados en otros grupos; definiendo una manera diferente de cons-
truir el grafo tipo estrella, y el segundo cambio, es que este algoritmo resuelve el
problema de la dependencia del orden de los datos y los grupos ilégicos del algo-
ritmo Star. El procedimiento realizado dentro de esta extensién, sigue los mismos
pasos que el algoritmo Star, utilizando la nueva forma de construir el grafo tipo
estrella, y considerando el grado de complemento, que consiste en obtener el grado
de un objeto tomando los vecinos adyacentes no incluidos en ningiin agrupamiento;
de esta forma se generan grupos traslapados. Este algoritmo obtiene un niimero pe-
queno de grupos, las pruebas son realizadas con diferentes colecciones de datos del

TREC. El algoritmo fue comparado con el algoritmo Star obteniendo mejor tiempo
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de ejecucion, ademéas de obtener menos grupos.

En Aslam et al. (2004) se desarrollan dos nuevas propuestas del algoritmo
expuesto en Aslam et al. (1998), el cual considera el algoritmo de agrupamiento Star
para sistemas de informacién estéticos (off-line) y dindmicos (on-line). Para ambas
versiones, tanto estatica como dindamica, los documentos se representan siguiendo
el modelo de espacio vectorial, que considera la ocurrencia de las palabras en el
documento, y para comparar documentos utilizan la similitud coseno. El algoritmo
estatico (off-line) se puede utilizar como un paso de procesamiento previo en un
sistema de informacion estatico, o como un paso de procesamiento posterior en los
documentos especificos recuperados por una consulta. Como preprocesado, ayuda a
los usuarios a decidir como explorar una base de datos de documentos de texto. Estos
datos al estar agrupados son ttiles para delimitar la base de datos sobre la que se
pueden formular consultas. Como posprocesado, se clasifican los datos recuperados
en grupos que capturan categorias de temas; los autores demuestran que el algoritmo
dindmico es mas complejo que el algoritmo estatico, y prueban ademas que éste
no produce una cobertura tnica. Por otra parte, el algoritmo dinamico soporta la
insercion y eliminaciéon de documentos. Se demuestra la eficiencia del algoritmo
dindmico, utilizando 2,000 documentos de la coleccién de TREC-FBIS.

En Hammouda y Kamel (2004) los autores proponen dos elementos clave para
el agrupamiento de documentos. El primer elemento clave es un modelo de indice
de documentos, se genera un grafo de indice de documentos (DIG por sus siglas
en inglés), el cual permite la construccion incremental eficiente de un indice de los
documentos basandose en frases. La representacion de los documentos se realiza de
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la siguiente manera: se toma cada frase en el documento considerando la cantidad
de términos y se le otorga un peso a cada una, en lugar de basarse solo en indices de
un solo término. El DIG captura diferentes niveles de significancia de las oraciones
originales, y entonces se utiliza un grafo de sufijos. El segundo elemento clave, es
un algoritmo de agrupamiento de documentos incremental, basado en maximizar
la rigidez de los grupos, observando cuidadosamente la distribuciéon de similitud
de documentos por pares dentro de los grupos. Para el andalisis de la estructura se
proponen 3 niveles de significancia dentro del documento (alta - encabezado, titulo,
etc., media - palabra en cursiva o negrita, hipervinculos, iméagenes y tablas, baja -
el cuerpo del documento). Las pruebas se realizaron con tres conjuntos de datos,
dos de documentos web y el tercero de noticias de USENET (acrénimo de Users
Network) que es un sistema global de discusién en Internet.

Gil-Garcia et al. (2005) introducen un algoritmo de agrupamiento jerarquico
llamado algoritmo compacto jerarquico, que trata tanto datos estaticos como dindmi-
cos. El algoritmo trabaja de manera iterativa; para determinar los nuevos grupos se
utiliza una medida de similitud entre grupos. Se considera el grafo de S-similaridad
sin tener en cuenta la orientacién de las aristas; obteniendo un grafo no dirigido
(llamado grafo no dirigido mazr—S) y una rutina de cobertura, que encuentra las
componentes conectadas a dicho grafo, se forman conjuntos compactos. Este algo-
ritmo puede generar grupos de diferentes formas y los grupos creados en cada nivel
de la jerarquia son tnicos. La diferencia entre la version estatica y la dindamica re-
side en que la rutina de cobertura se lleva a cabo de manera dindmica para dicha

version, esto es que en cada nivel de la jerarquia se pueden actualizar los grafos de
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cobertura. Diferentes algoritmos jerarquicos aglomerativos pueden ser obtenidos me-
diante el algoritmo descrito, especificando una medida de semejanza diferente. Los
experimentos demuestran que el algoritmo requiere menos tiempo computacional
en comparacién con los métodos UPGMA (Jain y Dubes (1988)) y BKM (Stein-
bach et al. (2000)). Para analizar su comportamiento se utilizé la coleccion TREC-5
con articulos publicados por la Agence France-Presse (AFP), que es la agencia de
noticias mas antigua en el mundo y una de las mas grandes, junto con Reuters,
Associated Press y EFE (que es una agencia de noticias internacional fundada en
Burgos, Espana).

Jing et al. (2007) presentan una extension del algoritmo k-means, para obje-
tos de alta dimensionalidad, por ejemplo, para agrupamiento de textos. El algoritmo
se llama entropia pesada de k-means (EWKM, por sus siglas en inglés) en donde
se considera que el peso de una dimensiéon en un grupo se representa por la pro-
babilidad de contribucién de esa dimensién en la formacion del agrupamiento. La
entropia de las dimensiones pesadas representa la certeza de las dimensiones en la
identificacién de un agrupamiento. Por lo tanto, se modifica la funciéon objetivo en
el algoritmo k-means, para agregar la entropia pesada; de tal forma que permita
minimizar la dispersion del agrupamiento y al mismo tiempo maximizar el peso de
la entropia negativa, para estimular mas dimensiones y contribuir a la identificacién
de los grupos. Para esto se agrega un paso adicional en el algoritmo k-means, el
cual, calcula el peso de todas las dimensiones en cada agrupamiento. Los experi-
mentos tanto en datos sintéticos como en datos reales muestran que este algoritmo

genera mejores grupos que otros algoritmos de agrupamiento. Para las pruebas rea-
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lizadas inicialmente se consideraron grupos de datos sintéticos, y posteriormente se
utilizaron datos tomados de la universidad de California, (UCI) Machine Learning
Repository.?; sin embargo los corpus utilizados no son traslapados.

El algoritmo Generalizado Star (GStar), propuesto por Pérez-Suarez y Medina-
Pagola (2007), es una generalizacién del algoritmo Star. Se introduce una manera
diferente de construir el grafo tipo estrella. El algoritmo GStar trabaja de manera
semejante al algoritmo Star, en donde en el primer paso se calcula el grado de cada
vértice, pero considerando para cada vértice v inicamente a los vértices adyacentes
que tienen un grado menor que el grado de v, y se ordenan descendentemente en
la lista L, posteriormente en el segundo paso se procede como en el algoritmo Star,
obteniendo en la lista X los agrupamientos con traslape. Se realizan evaluaciones
en colecciones de documentos estandar, tales como TREC-5 y Reuters-21578, ob-
teniendo pequenos grupos. GStar es simple y eficiente. Se resuelve la dependencia
que tiene el algoritmo Star con respecto al orden de entrada de los datos,y con la
generacion de grupos ilogicos y redundantes. Para los experimentos los documentos
se representaron con el modelo de espacio vectorial, y los términos indice, como los
lemas de las palabras; y se realiz6 la eliminacion de palabras cerradas y los términos
son pesados usando la frecuencia de los mismos.

Basandose en el algoritmo GStar se propuso el algoritmo ACONS (Alonso et al.
(2007); Pérez-Suarez et al. (2008)), este es un nuevo algoritmo de agrupamiento
llamado estrella condensado; ACONS es la evolucién del algoritmo Star y resuelve

el inconveniente observado en los algoritmos Star y Star extendido; es decir, la

Zhttps://archive.ics.uci.edu/ml/datasets.php
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dependencia del orden de los datos, la producciéon de vértices no cubiertos y la
generacion de grupos ilégicos y redundantes; en este algoritmo a diferencia de GStar
se reduce la cantidad de grupos generados. Para lograr esto, se ejecutan los pasos que
sigue el algoritmo GStar, pero construyendo el grafo tipo estrella como en ACONS; vy,
posteriormente se eliminan aquellos subgrafos (grupos), tales que todos sus vértices
se encuentren contenidos en otros subgrafos; estos grupos son considerados grupos
redundantes. La evaluacion en colecciones estandares de documentos muestran que
el algoritmo obtiene pequenos grupos, siendo un algoritmo simple de implementar y
eficiente. Se realizan evaluaciones en colecciones de documentos estandar, tales como
TREC-5 y Reuters-21578, los resultados demuestran que supera a los algoritmos Star
y GStar.

Un algoritmo con una idea semejante a los anteriores, fue propuesto en Pérez-
Suarez et al. (2009) llamado algoritmo de agrupamiento incremental por decisién
fuerte (ICSD, por sus siglas en inglés), el cual obtiene grupos traslapados y densos,
usando un grafo heuristico de cobertura, reduciendo el costo computacional al man-
tener de forma incremental la estructura del agrupamiento. Este algoritmo obtiene
grupos traslapados mediante la cobertura del grafo de f—semejanza con grafos tipo
estrella, con la diferencia de que para la obtencion de los mismos solo se incluyen
como satélites los vértices adyacentes al nodo centro, que tengan menor grado que el
centro; con esto, el nimero de nodos satélites asociados a un nodo centro es menor
y de este modo se reduce el traslape entre grupos. Los experimentos muestran que el

algoritmo ICSD supera a otros algoritmos basados en grafos, con un mejor tiempo.
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Se usaron colecciones de datos TREC-5, Reuters-21578 y TDT23.

En Abella-Pérez y Pagola (2010) se presenta el método IClustSeg, para la
segmentacion de textos por tépico y utilizando un algoritmo de agrupamiento in-
cremental con traslape. Al ser un algoritmo incremental, permite que se vayan agre-
gando nuevos documentos y de acuerdo a los cambios se actualizan los resultados
usando la informacién previa. Esta aproximacién propone un método de segmen-
tacion lineal por tépicos, se utiliza el modelo de espacio vectorial, y se considera
cada parrafo como la unidad minima. En primer lugar se preprocesa cada parrafo
eliminando las palabras cerradas. El algoritmo tiene tres niveles: la busqueda de
cohesion por topico, la deteccion de limites de segmentos de tépicos y deteccion
de limites de segmentos de documentos. En el primer nivel, se aplica el algoritmo
ICSD y los grupos traslapados obtenidos sirven de entrada al siguiente nivel. En el
segundo nivel, con los grupos obtenidos se procesa cada uno de ellos utilizando una
ventana, para verificar si dos parrafos adyacentes en un grupo estan cerca. En el
ultimo nivel, se concatenan segmentos que al menos tengan un parrafo en comun,
para obtener la segmentacion lineal. Para este algoritmo se hace uso de la similitud
coseno para los valores de similitud. Las pruebas se realizaron con articulos toma-
dos de las memorias del ICPR’2006 (International Conference Pattern Recognition
2006).

Otra extension del algoritmo GStar fue reportada en Pérez-Sudrez et al. (2013a),
al cual denominaron OCDC (Agrupamiento con traslape basado en densidad y com-

pacidad), a diferencia de GStar en el primer paso para ordenar la lista de posibles

3https://catalog.ldc.upenn.edu/LDC2001T57

29



centros L, OCDC considera el promedio de la densidad y compacidad entre vértices.
La densidad de un vértice v es el nimero de vértices adyacentes a v, con un grado
menor que v y la compacidad de un vértice v es el nimero de vértices adyacentes,
cuya semejanza entre grupos de un vértice es menor a la semejanza entre grupos
de v. La semejanza entre grupos de un vértice es el promedio de la semejanza entre
este vértice y sus vértices adyacentes. En el segundo paso se construye la lista X de
manera similar a Star; posteriormente para reducir el niimero de grupos se eliminan
aquellos grafos que comparten todos sus satélites con otro grafo. Con esta nueva
propuesta se logran resolver algunas de las deficiencias de los algoritmos anteriores,
manteniendo una complejidad computacional aceptable. De acuerdo a los autores,
OCDC obtiene menos grupos traslapados y con menor traslape que GStar. Para las
pruebas se utilizan 5 corpus: AFP, CISI, CACM, Reuters-21578 y TDT2.

En Pérez-Sudarez et al. (2013c) se presenta el algoritmo de agrupamiento con
traslape OClustR (Agrupamiento con traslape basado en relevancia), el cual se basa
en OCDC, pero a diferencia de OCDC obtiene la lista de posibles centros L de los
grafos tipo estrella, calculando el promedio de la densidad relativa y compacidad re-
lativa. La densidad relativa se calcula como el promedio de la densidad con respecto
al namero total de vértices adyacentes, y la compacidad relativa se calcula como
el promedio de la compacidad entre el nimero total de vértices adyacentes. Pos-
teriormente se procede como en el algoritmo OCDC. Ademas, OClustR construye
grupos con traslape mas cercanos a los traslapes reales en las colecciones genera-
das por otros algoritmos de agrupamiento con traslape. Las pruebas se realizaron

comparando con los algoritmos Star, GStar, ACONS, DCS (Suérez et al. (2012))
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entre otros, en términos de calidad de los grupos, nimero de grupos y tiempo de
ejecucion, llegando a la conclusion de que OClustR es mas preciso. Los experimentos
se realizaron con los corpus AFP, Reuters-21578 y TDT2.

Pérez-Sudrez et al. (2013b) presentan un algoritmo que permite el traslape
entre sus grupos, llamado DClustR, como una alternativa para el andlisis en redes
sociales, recuperacién de informacion y bioinforméatica. El algoritmo DClustR es un
algoritmo de agrupamiento con traslape dinamico, basado en OClustR. DClustR
construye los agrupamientos de manera similar a OClustR, pero al ser un algoritmo
dindmico, permite agregar o eliminar documentos sin tener que construir los agru-
pamientos desde el inicio, esto se logra mediante la deteccion de las componentes
conexas, del grafo de -similaridad, en las cuales los documentos fueron agregados o
eliminados y solo se actualizan los grafos tipo estrella involucrados en estas compo-
nentes conexas. Este algoritmo se comparé contra los algoritmos GSTAR y ACONS,
y se evalio considerando la calidad de los grupos, nimero de grupos, traslape en
los grupos y tiempo de ejecucion. En general el algoritmo DClustR muestra mejo-
res resultados que el resto de los algoritmos. La colecciéon de documentos utilizados
para la realizacion de los experimentos fueron AFP, Reuters-21578, TDT2, CISI y
CACM.

Gonzélez-Soler et al. (2015) presentan el algoritmo CUDA-DCLus, versién pa-
ralela basado en GPU del algoritmo DClustR, donde se mejora la eficiencia, se mues-
tra un buen rendimiento en términos de eficiencia y consumo de memoria. Ademas,
este algoritmo esta diseniado exclusivamente para el procesamiento de documentos;

a diferencia de DClustR; se puede facilmente extender a otras aplicaciones. La forma
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en que trabaja consiste en dividir el conjunto de datos en pequetios subconjuntos,
de manera tal que cada subconjunto pueda ser almacenado en la matriz de memoria
compartida; posteriormente se aplica la técnica Reduction para obtener las sumas
acumulativas y se aplica el algoritmo DClustR. Se realizaron las pruebas con ambos
algoritmos, con las 6 colecciones que se crearon, hasta llegar a 5000 documentos y
demostrando que esta propuesta escala su velocidad a medida que el tamano de la
coleccion crece y que se utiliza menos memoria que su contra parte no paralela.

En Dey et al. (2016), se presenta un algoritmo de agrupamiento, el cual des-
cubre inicialmente la frecuencia de ocurrencia de conceptos y posteriormente realiza
el agrupamiento. Las palabras que co-ocurren dentro de un documento son con-
sideradas como un concepto. El algoritmo inicia extrayendo los conceptos de los
documentos y representando cada documento como un grafo de conceptos, en dicho
grafo los vértices son los conceptos y las aristas unen pares de conceptos, si tienen
un valor de significancia mayor que cierto umbral, donde, el valor de significancia se
calcula como el niimero total de documentos, donde co-ocurren las palabras, dividi-
do entre el nimero de documentos donde aparecen solas. Cada grafo de conceptos
forma inicialmente un grupo, llamado grupo de conceptos. Posteriormente de mane-
ra iterativa se unen todos los pares de grupos de conceptos que comparten un cierto
porcentaje de conceptos. Al llevar a cabo este procedimiento un grupo puede unirse
por separado con diferentes grupos, creando el traslape. El procedimiento se detiene
cuando ya no se pueden unir grupos de conceptos. El algoritmo se probd con un
repositorio real que incluye titulos de noticias, quejas, soluciones técnicas y datos
para la manufactura de automoviles.
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France et al. (2016) examinan la escalabilidad de los modelos ADCLUS (ADiti-
ve CLUStering), que es un modelo aditivo que determina la similitud de dos objetos,
utilizando un modelo de programaciéon no lineal, con variables binarias. El modelo
INDCLUS (INdividual Differences CLUStering) es una generalizacién del algoritmo
propuesto para resolver el modelo ADCLUS, basado en el algoritmo que implemen-
ta a ambos, denominado MAPCLUS (MAthematical Programming CLUStering);
que son técnicas que pueden ser usadas para extraer agrupamientos con traslape.
El algoritmo SINDCLUS es una extensién del algoritmo ADCLUS que maneja una
funcion objetivo cuadratica para obtener el 6ptimo de la misma se aplica un algo-
ritmo de minimos cuadrados. El algoritmo SINDCLUS no garantiza una solucién
simétrica de agrupamiento; es por ello que se propone una modificacion llamada
SYMPRES la cual garantiza la simetria de la solucién; mediante un algoritmo lla-
mado KL-Break-Out, que es un algoritmo progresivo que crea una lista de los agru-
pamientos que han sido cambiados recientemente. El uso de la memoria o lista de
los recientes movimientos puede ser resuelto utilizando la heuristica de busqueda
tabt, propuesta por Glover (1989). Se propone ademas una extensién del algoritmo
SINDCLUS y del algoritmo SYMPRES utilizando la heuristica de recocido simulado
(Laarhoven y Aarts (1987)). Los autores probaron los algoritmos descritos anterior-
mente en una coleccién de documentos, haciendo uso de un conjunto de datos mas
grande, extraidos de la literatura sobre mineria de datos y estadistica; iniciando la
experimentacion en un conjunto de datos de tamano pequeno-mediano (de 10 a 50
documentos); posteriormente se experimenté con conjunto de datos desde 125 hasta

500 documentos.
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En Gilpin y Davidson (2017), se plantea el problema de agrupamiento jerarqui-
co como un problema de programacién lineal entera (ILP), con una funcién objetivo
explicita, para ser optimizada globalmente. Se parte de que inicialmente cada docu-
mento conforma un grupo. Los grupos se van uniendo en cada iteracion, mediante la
union de aquellos dos grupos que sean mas similares, buscando optimizar la funcion
objetivo. Encontrar el 6ptimo donde las variables tomen valores enteros, se convierte
en un problema dificil de resolver computacionalmente, ya que el espacio de busque-
da es no convexo. Todos los algoritmos exactos que implementan dicho modelo son
de orden exponencial. Para crear grupos traslapados se permite que un grupo se
pueda unir de forma independiente a mas de un grupo, utilizando el valor obtenido
para la funcién objetivo. Los algoritmos jerarquicos generan un dendograma que de-
be cumplir las propiedades: simétrica, reflexiva y transitiva. Al relajar la propiedad
transitiva, en particular, se pueden descubrir grupos con traslape. Los resultados,
muestran que con pocos datos se logra encontrar los 6ptimos globales. Las pruebas
se realizaron utilizando los conjuntos de datos fMRI (functional magnetic resonance
imaging), Movie lens (corpus creado con texto e imagen para manejar diferentes
interfaces), 20 newsGroups (es una coleccién de aproximadamente 20,000 grupos de
noticias) y un conjunto artificial de datos de los cuales se conocen los grupos.

En Guo et al. (2017), se propone un algoritmo basado en grafos, se refiere
a grafos de red como un super-grafo, donde cada nodo es un grafo en si mismo.
Un nodo de un super-grafo se denomina super-nodo. El agrupamiento por grafos
en red busca encontrar nodos con contenido e informacién de estructura similares.

El algoritmo parte de una representacion de sus elementos como un super-grafo, el
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cual contiene un nimero determinado de super-nodos interconectados; se calcula la
semejanza entre los super-nodos, primero con aquellos conectados, es decir, donde
existe una arista entre cada par de super-nodos. Las semejanzas entre los super-
nodos no vinculados (no son adyacentes), se calcula mediante un recorrido aleatorio
ponderado entre super-nodos. La similaridad de los super-nodos vinculados se divide
en dos partes (similitud de atributos de nodos y la similitud de estructura de nodos),
es necesario combinar ambas medidas de similitud. Se eligen algunos super-nodos
con estructura compartida para tener una conexién mas estrecha. Se realiza un
ajuste iterativo y asi se obtiene el agrupamiento final. Para medir la similitud del
contenido del nodo, se usé la distancia de similitud coseno, considerando los atributos
superpuestos entre dos super-nodos. Para calcular la semejanza entre super-nodos
vinculados y ademés para extender la similaridad entre super-nodos no vinculados
se propone un kernel de paso aleatorio atribuido (ARWK por sus siglas en inglés).
Para los experimentos se utilizaron los corpus DBLP (bibliografia de ciencias de la
computacién), PubMed (30,000,000 de citas a articulos biomédicos) y BlogCatalog
(base de datos constituida por datos de comercio electrénico).

A continuacion en la tabla 3.1 se muestra una comparativa de los algoritmos
descritos anteriormente, resaltando el modelo, las ventajas y las desventajas de cada
uno de ellos.

Como se puede ver en la primer columna de la tabla 3.1, en las tdltimas 5
décadas se han desarrollado algoritmos de agrupamiento con traslape para docu-
mentos, los cuales pueden ser clasificados en algoritmos jerarquicos, basados en

grafos y particionales. En la columna de ventajas se puede observar que la mayoria
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de éstos algoritmos han atacado los problemas presentados en tres direcciones, pri-

mero mejorar el comportamiento computacional de los mismos, segundo tratar de

no depender del orden de los datos de entrada y por ultimo mejorar la calidad de

los grupos obtenidos. En la columna desventajas puede observarse que a la mayoria

de los algoritmos no se les puede especificar el niimero de grupos a formar; algunos

de ellos no garantizan la convergencia al 6ptimo global y manejan super-grafos que

son complejos a la hora de su manipulaciéon. De ahi la necesidad de proponer un

nuevo método para agrupar documentos con traslape, que obtenga mejor calidad en

los agrupamientos y al que se le pueda especificar el nimero de grupos a crear.

Tabla 3.1: Sintesis de los algoritmos del estado del arte

Algoritmo

Metodologia

Ventajas

Desventajas

Arabie et al.
(1981)

Aslam et al.
(1998)

Zamir y Etzioni
(1998)

Gil-Garcia et al.
(2003)

Aslam et al.
(2004)

Hammouda y Ka-
mel (2004)

Gil-Garcia et al.
(2005)

Jing et al. (2007)

Pérez-Suarez y
Medina-Pagola
(2007)

Alonso et al.
(2007); Pérez-
Suéarez et al.
(2008)

Para el modelo ADCLUS se ha
desarrollado el algoritmo MAP-
CLUS, el cual asume a n objetos
que van a ser agrupados como da-
tos de entrada, implementando pa-
ra resolver el modelo un algoritmo
de optimizacién con funcién objeti-
vo no lineal, sin restricciones y el
dominio de las variables en {0,1}™.
Desarrolla un método a partir de
grafos para obtener grupos traspa-
lados; el algoritmo propuesto ma-
neja la cantidad de documentos a
agrupar de forma estatica y de for-
ma dindmica.

Se crean grupos que consideran
restimenes por extraccién del docu-
mento completo, devueltos por los
motores de busqueda en la Web.

Es una extensién del algoritmo de
agrupamiento Star que introduce un
nuevo concepto de grafo tipo estre-
lla y por consiguiente se obtienen
diferentes grupos de tipo estrella.
Es el mismo proceso del algoritmo
de agrupamiento Star para sistemas
de informacién estiticos (off-line) y
dindmicos (on-line).

Se genera un grafo de indice de do-
cumentos, el cual permite la cons-
truccién incremental de un indice
de los documentos basidndose en fra-
ses, enfatizando la eficiencia y ge-
nerando diferentes niveles de signi-
ficancia.

Algoritmo iterativo que une las aris-
tas desconectadas, por medio de un
promedio de grupos, utilizando una
medida de similitud entre grupos.
Una extensién del algoritmo k-
means, para objetos de alta dimen-
sionalidad.

Es una generalizacién del algoritmo
Star

Es una extensién del algoritmo GS-
tar que reduce el nimero de grupos
generados.

Manejan una matriz de peso donde
el usuario puede definir un pequefio
namero de grupos.

El algoritmo propuesto para resol-
ver el modelo tiene un comporta-
miento en tiempo polinomial a par-
tir de los datos de entrada.

Es mas rdpido que los algoritmos
estandar de agrupamiento, ya que
de cada documento se almacena un
fragmento del mismo.

Los grupos obtenidos son tan bue-
nos como los grupos creados usando
el documento completo.

Este algoritmo resuelve el problema
de la dependencia del orden de los
datos y de los grupos ilégicos que se
obtienen con el algoritmo de agru-
pamiento Star original.

El algoritmo dindmico soporta la in-
sercién y eliminacién de documen-
tos.

Es un algoritmo de agrupamiento de
documentos incremental, basado en
maximizar la rigidez de los grupos.

El algoritmo requiere menor tiem-
po computacional que los métodos
dindmicos para conjuntos de datos.

Simultdneamente minimiza la dis-
persién del grupo y maximiza el pe-
so de la entropia negativa.

Se resuelve la dependencia que tie-
ne el algoritmo Star con respecto al
orden de entrada de los datos.

Se resuelve la dependencia que tie-
ne el algoritmo Star con respecto al
orden de entrada de los datos.
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Solamente han sido probados en un
dominio particular; con comentarios
hechos en desayunos.

No se tiene un control adecuado de
los grupos a crear.

Este algoritmo debe ser probado
con resimenes obtenidos utilizando
la técnica de abstraccién; la cual ge-
nera resumenes extrayendo la idea
esencial de cada documento, igual
que lo harian los seres humanos.

No permite procesar grandes con-
juntos de datos.

No existe un control en el ntmero
de grupos creados.

No existe un control en el ntimero
de grupos creados.

Se requiere una mejora en la exac-
titud del método.

Solo ha sido aplicado a documentos
web.

No existe un control en el ntmero
de grupos creados.

La sensibilidad en la inicializacién
de los grupos por ser una extensién
del algoritmo k-means.

No existe un control en el ntimero
de grupos creados.

No existe un control en el ntimero
de grupos creados.



Pérez-Suérez
et al. (2009)

Abella-Pérez y
Pagola (2010)

Pérez-Suarez
et al. (2013a)

Pérez-Suarez
et al. (2013c)

Pérez-Suérez
et al. (2013b)

Gonzélez-Soler
et al. (2015)

Dey et al. (2016)

France et al.
(2016)

Gilpin y David-
son (2017)

Guo et al. (2017)

Es un algoritmo de agrupamiento
incremental, el cual obtiene grupos
traslapados y densos.

Se segmentan los textos por tépico
y se utiliza un algoritmo de agrupa-
miento incremental con traslape.
Es una extensién del algoritmo de
agrupamiento GStar.

Algoritmo de agrupamiento con
traslape basado en relevancia.

Algoritmo de agrupamiento con
traslape dindmico.

Versién
DClustR.

paralela del algoritmo

Es un algoritmo de agrupamiento
que descubre inicialmente la fre-
cuencia de ocurrencia de conceptos
semdanticos y posteriormente realiza
el agrupamiento.

Se examina la escalabilidad de los
modelos ADCLUS e INCLUS y
el comportamiento del algoritmo
MAPCLUS.

Plantea el problema de agrupamien-
to jerdrquico como un problema de
programacién lineal entera (ILP),
con una funcién objetivo explicita,
para ser optimizada globalmente.
Se parte de una representacién de
sus elementos como un super-grafo,
el cual contiene un ntumero deter-
minado de super-nodos interconec-
tados.

Reduce el costo computacional.

Se obtienen segmentos mas cohesi-
vos, incrementdndose significativa-
mente su rendimiento.

Se resuelven algunas deficiencias de
los algoritmos anteriores.
Construye grupos con traslape mas
cercanos a los traslapes reales en las
colecciones generadas por otros al-
goritmos de agrupamiento con tras-
lape.

Construye grupos con traslape mas
cercanos a los traslapes reales en las
colecciones generadas por otros al-
goritmos de agrupamiento con tras-
lape.

Permite que se agreguen més docu-
mentos.

Se mejora la eficiencia, se muestra
un buen rendimiento en términos de
eficiencia y consumo de memoria.
Construyen los conceptos basado en
la co-ocurrencias de palabras para
determinar la similitud seméntica
entre estas co-ocurrencias.

Son técnicas que pueden ser usa-
das para extraer agrupamientos con
traslape a partir de datos semejan-
tes.

Se demuestra que con pocos datos
se logra encontrar los 6ptimos glo-
bales.

Formula un nuevo problema de
agrupamiento de grafos en red, don-
de cada grafo esta sujeto a relacio-
nes interconectadas y el objetivo de
la agrupacién es encontrar un grupo
de grafos que comparten contenido
y estructuras similares.

No existe un control en el ntimero
de grupos creados.

No se probé con grandes conjuntos
de datos.

No existe un control en el ntmero
de grupos creados.

No existe un control en el ntimero
de grupos creados.
No existe un control en el ntimero
de grupos creados.
No existe un control en el ntimero
de grupos creados.
No existe un control en el ntmero

de grupos creados.

Los algoritmos que implementan a
dichos modelos no garantizan la
convergencia al 6ptimo global.

No existe un control en el ntmero
de grupos creados.

No existe un control en el ntimero
de grupos creados.

Maneja super-grafos que son com-
plejos a la hora de su manipulacién.
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Capitulo 4. Método Propuesto

A partir lo discutido en el capitulo 3, en este capitulo se introduce
un método para agrupar documentos con traslape, en el cual se pueda
especificar el nimero de grupos a formar.

Es por ello que se propone un método de agrupamiento con tras-
lape basado en el algoritmo k-means traslapado con peso (WOKM),
que hasta donde se sabe no ha sido utilizado para agrupar documen-
tos. Es seleccionado el algoritmo WOKM porque hasta el momento
es el algoritmo de agrupamiento con traslape al que se le puede es-
pecificar el nimero de grupos, que ha obtenido los mejores resultados
(Aroche-Villarruel et al. (2014)).

El algoritmo WOKM presenta el problema de la inicializacién de
los centros de toda la familia de los algoritmos k-means; lo que hace
necesario desarrollar un método de inicializacion de los centroides; por
lo que también se propone un método que utiliza el punto de transicion
(PT), para seleccionar los k centros iniciales para WOKM.

Para la representaciéon del corpus, se utiliza el modelo de espacio
vectorial; que consiste en representar cada palabra del vocabulario, por
su frecuencia de aparicion; esto quiere decir que el vocabulario esta
compuesto por todas las palabras del corpus completo, esto representa
las columnas en el modelo de espacio vectorial y las filas representan
a cada documento del corpus.

Se parte de la representacién del corpus y se obtiene el punto de
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Entrada

Métedo de
inicializacion
> |de los centros!
COI’pUS basado en el

punto de
transicién

o Y

k-centros >:> worw [ DDD iy

k-grupos
Corpus traslapados

Entrada j

Figura 4.1: k-means traslapado con peso usando el punto de transicién

transicién del mismo, considerando como hipotesis del que al trabajar
con las palabras mas relevantes del vocabulario de todo el corpus, se
reduce el nimero de palabras relevantes del vocabulario a utilizar. En
un paso posterior se ordenan los documentos a partir de las palabras
relevantes alrededor del PT, desde los documentos que poseen mas
palabras, hasta los que poseen menor nimero de palabras relevantes.
Se toman los k primeros documentos como centros. Como pardmetros
de entrada al algoritmo WOKM se consideran los centros, el corpus
y el parametro J; obteniendo finalmente los k£ grupos traslapados. La
figura 4.1 muestra el proceso que lleva a cabo el procedimiento descri-
to.

4.1. Método de inicializaciéon de los centroides basado en el punto de

transicion

Se han discutido diversos métodos para encontrar los centroides
iniciales de cada grupo; porque de esto depende el comportamiento de
los algoritmos de la familia k-means, se propone representar a cada
documento dentro del corpus con las palabras mas representativas de

todo el corpus; es decir las palabras alrededor del punto de transicion
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(PT), por lo que surge la siguiente pregunta ;si se disminuye el nimero
de palabras para representar cada documento, se disminuye el tiempo
de ejecucion para calcular los centroides, y se obtiene mayor precision?
A continuacién se propone un nuevo método basado en el PT.

Se parte de que en Urbizagastegui (1999) se representa a un do-
cumento a partir de las palabras que se encuentran alrededor del PT.
Profundizando en lo que se plante6 anteriormente en esta investiga-
cion se modifica la forma en que se obtiene el PT por cada documento.
Como se necesita obtener los k£ centroides del corpus se propone por
primera vez calcular el punto de transicién no por cada documento,
sino considerando el corpus completo. Posteriormente son selecciona-
dos aquellos documentos que tengan mayor nimero de palabras al-
rededor del PT de todo el corpus. Queda claro que cada documento
de todo el corpus va a ser representado por aquellas palabras alrede-
dor del PT del corpus completo. Esto provoca que siempre se van a
considerar el mismo niimero de palabras para representar a cada do-
cumento; es decir la matriz asociada a la representacion vectorial del
corpus va a considerar a cada documento con una menor cantidad de
palabras, que si se consideran las palabras alrededor del PT de cada
documento por separado.

Considerando la ecuaciéon 4.1 [; se calcula como la cantidad de
palabras de frecuencia 1 en todo el corpus. Ademas, el PT divide a las
palabras en dos conjuntos, el conjunto de las palabras de alta frecuen-
cia y el conjunto de las palabras de baja frecuencia, se propone una
ventana alrededor del valor del PT y se consideran ¢ palabras dentro
de dicha ventana. Se tomaran aquellos k£ documentos que tengan di-
chas palabras con mayor frecuencia. Esto se ha considerado bajo la
hipétesis de que estas palabras van a permitir generar buenos cen-

tros, porque como se plantea en Urbizagastegui (1999) considerando
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las palabras representativas de cada documento se obtiene mayor pre-
cisién en los resultados, que considerando todas las palabras de cada

documento.

v1+8 -1
2

Una vez obtenido el PT para todo el corpus, se ordenan las pa-

PT = (4.1)

labras del corpus completo, desde las mas frecuentes hasta las menos
frecuentes. En el trabajo de Urbizagastegui se demuestra que las t
palabras alrededor del PT son las que deben indexar a cada documen-
to del corpus. En esta investigacion se seleccionan las ¢ palabras que
deben indexar a cada documento del corpus completo.

Se comienza seleccionando aquellos documentos que contienen a
las t palabras; posteriormente se buscan los documentos que contienen
a las t — 1 palabras y asi sucesivamente hasta llegar a los documentos
que tengan una sola palabra. Esta forma de seleccién de los documen-
tos permite escoger los k centroides; donde cada centroide representa
a un documento.

En caso de que el niimero de documentos que tienen las palabras
elegidas sea mayor a k, se consideran aquellos £ documentos con mayor
numero de palabras. Por la forma en que se van seleccionando los
documentos no es posible obtener menor cantidad de centros que el
valor de k, ya que se parte de que el nimero de documentos siempre es
mayor o igual que k, por lo tanto, el nimero k coincide con el ntimero
de documentos del corpus.

La entrada del método para obtener los centroides usando el PT
es el corpus (D), el nimero de centroides (k) y la ventana (t). La
salida es el conjunto de centroides (C'). Se calcula el nimero de pa-
labras de frecuencia 1 en el corpus. Se determina el PT del corpus

completo; se seleccionan aquellas palabras que se encuentran alrede-
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dor del PT, las cuales se consideran en el conjunto ¢tP7'. Para cada
documento que pertenece al corpus se verifica si contiene las palabras
del conjunto tPT, de ser asi dicho documento va a formar parte del
conjunto de Candidatos. A continuacién se ordenan los documentos
del conjunto C'andidatos descendentemente por el niimero de palabras
pertenecientes a t P1'. Finalmente, se seleccionan los & primeros docu-
mentos del conjunto Candidatos. El siguiente pseudocddigo 1 muestra
la implementacion de como se crean los centroides a partir del PT. El

procedimiento que se sigue es el que se menciond anteriormente.

Entrada: Corpus ®, niimero de centroides k, ventana ¢
Salida : Conjunto de centroides C'

Inicio

Candidatos <+ ()

ly < # de palabras de frecuencia 1 en ©

PT «+ (/14811 —1)/2

tPT < {p|Vp € D A freq(p) € [PT —t/2, PT +t/2]}
Para d € © hacer

Si tPT C d entonces
| Candidatos < Candidatos U d

FinSi
FinPara
Ordenar Candidatos descendentemente por el nimero de palabras
pertenecientes a tPT
C < k primeros documentos de Candidatos
Regresa C

Fin
Algoritmo 1: Pseudocédigo para obtener los centroides usando el PT

4.2. k-means traslapado con peso para documentos usando el punto

de transicion como método de inicializacion

En esta seccién se discute el método propuesto k-means traslapa-
do con peso, usando el punto de transicion (WOKMTP por sus siglas
en inglés).
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En la literatura, el algoritmo k-means ha sido extendido para
generar grupos traslapados, especificamente los algoritmos k-means
traslapado (OKM) Guillaume (2008), k-means traslapado con peso
(WOKM) y k-medoides traslapado (OKMED) Cleuziou (2010). En
Aroche-Villarruel et al. (2014) se realizé una comparacion experimen-
tal entre los algoritmos OKM, OKMED y WOKM. A partir de dicho
estudio, los autores concluyen que el algoritmo WOKM tiene los me-
jores resultados, en términos de la calidad de los grupos, sobre los
algoritmos OKM y OKMED. Debido a este resultado, en la presen-
te investigacion se considera al algoritmo WOKM para construir los
grupos.

Por otro lado, es conocido que el algoritmo k-means tiene proble-
mas con respecto a la inicializaciéon de los centros, ya que los grupos
generados pueden ser diferentes, dependiendo de los centros iniciales;
este problema es heredado al algoritmo WOKM; es por ello que se
propone utilizar el PT para generar los k centroides y de esta forma
se propone el método WOKMTP.

A continuacion se presenta la modificacion realizada al algoritmo
WOKM para considerar documentos.

Sea x = {dy,ds, ...,d,} un conjunto de documentos, donde cada
documento es descrito por p palabras. Ademas, sea € = {C}, (s, ..., Cy }

el conjunto de grupos traslapados que se construirdan y 9t = {mi7,
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miT, ...,mET} los centros de cada uno de los grupos, respectivamente.

La funcién objetivo a minimizar es:

SO = 3 3 A0 ldi — bu(do)? (4.2)

diex v=1
donde € es un cubrimiento de y, considerando que cada documento d;
debe pertenecer al menos a un grupo. La ecuacion 4.2, ¢,(d;) denota
la “imagen” de d;, en términos de la palabra v que esta definida por
la combinacién de los prototipos (mZ? € 9M) al que el documento d;

pertenece, y es obtenida como:

o ‘
o meTeAi )‘j,vm],v

¢v(di) -

Y

)
meTeAi )‘j,v

donde A; = {m;|d; € C;} lo que significa que A; es el conjunto de
centros, a los que el documento d; pertenece. En otras palabras, ¢,(d;)
es un promedio con peso de los centros de los grupos a los que d;
pertenece.

La (4.2) 7, es calculada por medio de la siguiente ecuacion:

ZmleA» )\jv'U
. = —J-r
i A

donde A;, es el peso asociado a la caracteristica v en el grupo 7, tal
que Vj,¥0_1 A\j, = 1. Ademads, el pardmetro 0 > 1 que se encuentra
en 4.2 sirve para regular la influencia del peso local.

Dado £ centros tomados de y o generados aleatoriamente, y dado
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el peso inicial asociado a la palabra v se toma como A;, = 1/p para
v=1..,pyj =1, ..,k La optimizacién de la funcién objetivo
4.2 es alcanzada por una ejecucion iterativa de los pasos de multi-
asignamiento, calculo de centros y calculo de pesos presentados en la
seccion 2.2 del marco tedrico.

El método propuesto considera como entrada el corpus (D), el
ntmero de grupos (k). Como salida los grupos traslapados (€). Se de-
termina el PT considerando todo el corpus. Posteriormente se aplica
el algoritmo WOKM considerando la inicializacion de los centros ob-
tenidos con el método 1, y de manera iterativa se aplican los pasos de
multi-asignamiento, actualizaciéon de los centros y actualizacion de los
pesos hasta que converge al 6ptimo; esto se tiene en el pseudocodigo

de esta propuesta (ver pseudocddigo 2).

Entrada: Corpus ®, k ntimero de grupos a encontrar
Salida : Grupos traslapados €
Inicio
/* Punto de transicidn */
Obtencién de centros con PT (Método 1)
/* Algorimto WOKM */
Inicializar los k centros obtenidos de PT
repetir
Multi-asignamiento
Actualizacién de los centros de los grupos
Actualizacién de pesos
hasta que converge;
Regresa €

Fin
Algoritmo 2: Pseudocddigo del método WOKMTP
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Capitulo 5. Resultados experimentales

En este capitulo se presenta la evaluacién del método propuesto
(WOKMTP); el cual ha sido organizado de la siguiente manera; pri-
meramente se discute la preparacién de los diferentes experimentos;
se presentan los resultados experimentales obtenidos por el método
propuesto WOKMTP y se compara contra uno de los algoritmos del
estado del arte més reciente y exitoso (OClustR), ademés con el al-
goritmo WOKM y con el algoritmo OKM. Posteriormente se evalia
la efectividad del método de inicializacion de centros iniciales pro-
puesto, usando el PT y se compara contra el mismo método WOKM,
pero utilizando otros dos métodos de inicializacién de centros que se
han reportado en la literatura (armoénico y canopy). Y finalmente se
evalia el método propuesto usando diferentes medidas de similitud de

documentos.
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5.1. Preparacion de experimentos

Los corpus que se consideraron para los experimentos, se toma-
ron del repositorio Mulan repository: A Java Library for Multi-Label
Learning® Tsoumakas et al. (2011) dicho corpora es una biblioteca
de Java, de codigo abierto de conjuntos de datos multi-etiquetados.
En particular se consideraron aquellos que contenian textos y no se
tomaron en cuenta el resto de los conjuntos de datos. En los corpus
considerados en este repositorio las palabras cerradas fueron elimina-
das, no se eliminan ntimeros, ni se considera la lematizacion de cada
palabra.

Para los experimentos, se eligieron 12 corpus, los cuales son de
diferentes dominios, entre los que se pueden mencionar: paginas web,
leyes, medicina, informacién bibliografica y correos electronicos, entre
otros; ademas, contienen desde 978 hasta 87,856 documentos. Por otro
lado el nimero de palabras en cada corpus varia desde 500 hasta 37,187
y finalmente, el ntimero de grupos varia entre 26 y 983. En la tabla
5.1 se presenta el nimero de documentos, palabras y grupos de los
corpora seleccionados.

Los resultados de los agrupamientos fueron evaluados usando la
medida FBcubed Amigé et al. (2009), la cual es una medida externa,

especialmente disenada para evaluar algoritmos de agrupamiento con

Thttp://mulan.sourceforge.net /datasets.html
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traslape. Para los algoritmos OKM y WOKM se utiliz6 la misma ini-
cializacién aleatoria. Para el método WOKMTP la inicializacién fue

generada utilizando el punto de transiciéon.

Tabla 5.1: Resumen de los corpora utilizados en los experimentos realizados.

Corpus No. Documentos No. Palabras No. Grupos
Arts 7,485 23,146 26
Bibtex 7,395 1,836 159
Bookmarks 87,856 2,150 208
Business 5,505 21,924 30
Delicious 16,105 500 983
Education 6,030 27,534 33
Enron 1,702 1,001 53
EUR-Lex (DC)? 17,407 5,000 412
EUR-Lex (SM)3 19,348 5,000 201
Health 4,558 30,605 32
Medical 978 1,449 45
Science 6,428 37,187 40

Cabe hacer mencion que las implementaciones de OKM, WOKM
y OClustR fueron provistas por los autores de Aroche-Villarruel et al.
(2014); Pérez-Suarez et al. (2013c). Ademads, la implementacion de
KHM se ejecuté desde la herramienta de procesamiento de discursos
de Matlab: Speech Processing Toolbox*. La implementacién de canopy
se ejecuté desde el entorno para el andlisis del conocimiento Weka®.

Para los experimentos se utilizaron 3 servidores:

1. Procesador Intel Xeon E5540 2.67 GHz con 4 nicleos fisicos y 12

Gbytes de memoria RAM corriendo el sistema operativo Linux

2Directory Codes

3Subject Matters

4https://la.mathworks.com/matlabcentral /fileexchange /39015-speech-processing-toolbox
Shttps://www.cs.waikato.ac.nz/ml/weka/
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con la distribuciéon de Ubuntu.

2. Procesador Intel Xeon CPU E5-2680 2.50GHz con 24 nftcleos
fisicos y 128 GB de memoria RAM corriendo el sistema operativo

Windows Server.

3. Procesador Intel(R) Xeon Phi(TM) CPU 7250 @ 1.40GHz con
68 nucleos fisicos y 195 Gbytes de memoria RAM corriendo el

sistema operativo Linux con la distribucién de Ubuntu.

En los tres servidores se realizaron los diferentes experimentos,
en el primero se desarrollaron los experimentos con la distancia Eu-
clidiana, el segundo y tercer servidor fueron utilizados en paralelo por
la cantidad de experimentos a desarrollar. Los corpus Bibtex, Book-
marks, Eurlex-dc y Eurlex-sm, consumen mucho tiempo computacio-

nal.

5.2. Resultados experimentales de WOKMTP

En esta seccién, se discuten los resultados obtenidos al com-
parar los algoritmos de agrupamiento OKM, WOKM, OClustR ¥y
WOKMTRP. Se realiza la comparacion del método WOKMTP con estos
algoritmos, ya que son los que ofrecen mejores resultados en términos
de la calidad de los grupos creados, esto fue presentado en las seccio-

nes 3 y 4.2. Para la mayoria de los corpus la representacion utilizada
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de los documentos es el modelo de espacio vectorial. En la Tabla 5.2
se muestran los resultados de los experimentos realizados, en las co-
lumnas se tienen los algoritmos antes mencionados y las filas son los
corpus mostrados en la Tabla 5.1.

La métrica utilizada para evaluar la calidad del agrupamiento
construido es F'Bcubed, lo cual permite evaluar los diferentes algorit-
mos, ya que se usa la misma métrica. Para realizar el agrupamiento se
uso la distancia Euclidiana. Por cada corpus (fila), se ha resaltado en
negrita el resultado mas alto correspondiente al algoritmo (columna)
en términos de la métrica F'BCubed, para un mayor valor de FBCubed

se obtienen los mejores resultados.

Tabla 5.2: Resultados de la métrica FBcubed de la evaluacion de los algoritmos con
traslape para documentos OKM, WOKM, OClustR y WOKMTP sobre el corpora
de la Tabla 5.1.

Corpus OKM WOKM OClustR 'WOKMTP
Arts 0.2541 0.2442 0.0307 0.3702
Bibtex 0.1639  0.1640 0.1671 0.1347
Bookmarks 0.2134 0.2131 0.1812 0.3570
Business 0.6599  0.6532 0.0087 0.8226
Delicious 0.0666  0.0686 0.0309 0.6518
Education 0.2022 0.2023 0.0288 0.3891
Enron 0.5658  0.5704 0.1018 0.6098
EUR-Lex (DC) 0.2099  0.2064 0.0351 0.3449
EUR-Lex (SM) 0.2613  0.2708 0.0231 0.4387
Health 0.4149  0.3389 0.0228 0.5471
Medical 0.3535  0.3588 0.5265 0.3589
Science 0.1899  0.1670 0.0257 0.2398

Los resultados mostrados en la Tabla 5.2 se obtuvieron colocan-

do el valor de k como el nimero de grupos de cada corpus, dicho
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nimero se encuentra en la ultima columna de la Tabla 5.1. Ademas,
el valor para el parametro § en WOKM se determiné en § = 2, esto
por sugerencia de Aroche-Villarruel et al. (2014). Adicionalmente, el
algoritmo OClustR requiere como parametro el valor de [, para la
obtencion del grafo de (-similaridad. Para determinar este valor, se
realizaron pruebas, con diferentes valores entre 0.1 y 0.5 (como se su-
giere en Pérez-Sudrez et al. (2013c)), con incrementos de 0.1, y por
lo tanto se eligi6 el valor 8 = 0.4, ya que fue el valor que obtuvo me-
jores resultados para F'Bcubed. El valor de la ventana utilizada para
el método WOKMTP fue de t = 10, porque al realizarse diferentes
experimentos con diversos valores de ¢, con este se obtuvo los mejores
resultados.

Los resultados obtenidos en la Tabla 5.2 muestran que el método
propuesto WOKMTP supera en la mayoria de los diferentes corpus
utilizados a los algoritmos contra los que se compara. También, es
importante mencionar que solo en dos corpus no se ha logrado mejorar
los resultados obtenidos.

El PT se utiliza para seleccionar las palabras mas representativas
de cada documento. Cada documento es representado con las palabras
alrededor del PT, esto ha permitido generar buenos centroides. Esto
ofrece mejores resultados que al inicializar aleatoriamente los centros,

para utilizarse en el algoritmo WOKM. En este experimento pode-
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mos apreciar que cuando se utiliza el método propuesto basado en el
PT para determinar los centros iniciales de WOKM (ver la columna
WOKMTP), se tienen mejores resultados que usando inicamente una
inicializacion aleatoria de los centros(columna WOKM).

El método propuesto WOKMTP obtiene el mismo nimero de
grupos, que el nimero de clases en las que se encuentran agrupados
los documentos de los corpus mostrados en la Tabla 5.1, siendo esto
una ventaja sobre otros algoritmos en los cuales se puede llegar a
tener un gran numero de grupos. Por ejemplo, el algoritmo OClustR
no requiere que se especifique el nimero de grupos a formar, en la
Tabla 5.3 se muestra el niimero de grupos generados para cada corpus.
En dicha tabla es posible observar que el nimero de grupos creados
por el algoritmo OClustR es muy grande con respecto al niimero real

de clases en cada corpus (comparando con la tltima columna de la

Tabla 5.1).

5.3. Comparacion de WOKMTP contra WOKM y otros métodos de

inicializacion

En esta seccion, se evaliia el método propuesto (WOKMTP) cam-
biando el método de inicializacion de centroides. En los experimentos
se usaron los métodos de inicializacion de centroides KHM y Canopy

los cuales se explicaron en las secciones 2.4.1 y 2.4.2, y se denotan
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Tabla 5.3: Grupos obtenidos por el algoritmos OClustR.

Corpus Clases
Arts 3884
Bibtex 2957
Bookmarks 24429
Business 3536
Delicious 1086
Education 3141
Enron 497

EUR-Lex (DC) 1306
EUR-Lex (SM) 1297

Health 2489
Medical 88
Science 2091

como HWOKM y CWOKM respectivamente.

Tabla 5.4: Comparacién de los resultados de la métrica FBcubed de la evaluacién
de los algoritmos con traslape para documentos HWOKM, CWOKM y WOKMTP
sobre el corpora de la Tabla 5.1.

Corpus HWOKM CWOKM WOKMTP
Arts 0.3397 0.3589 0.3702
Bibtex 0.2052 0.1408 0.1347
Bookmarks 0.2331 0.2458 0.3570
Business 0.4677 0.5174 0.8226
Delicious 0.5294 0.6010 0.6518
Education 0.2428 0.3016 0.3891
Enron 0.6005 0.3577 0.6098
EUR-Lex (DC) 0.2894 0.2584 0.3449
EUR-Lex (SM) 0.3798 0.4191 0.4387
Health 0.5057 0.5358 0.5471
Medical 0.3861 0.3589 0.2600
Science 0.2058 0.2101 0.2398

Los resultados mostrados en la Tabla 5.4 se obtuvieron colocando
el valor de k£ para el nimero de clases, dependiendo de cada corpus
a obtener, dicho ntimero se encuentra en la tultima columna de la
Tabla 5.1.

De los resultados obtenidos en la Tabla 5.4, se puede notar que
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en general el método WOKMTP propuesto obtiene mejores resultados
que el resto de los métodos. La columna de WOKMTP muestra en
negrita los resultados obtenidos para la mayoria de los corpus.

El método WOKMTP en los corpus Bibtex y Medical no mejoré
al método HWOKM; analizando la representacion del corpus propor-
cionado por Mulan Repository se observo que cada palabra del voca-
bulario es representada con {0, 1}; lo que quiere decir que la palabra
no pertenece al documento o pertenece al documento, a diferencia de
los otros corpus que utilizan para representar a los documentos el mo-
delo de espacio vectorial. Esto debe ser probado con otros corpus que

tengan la misma representacion.

5.4. Resultados de los experimentos realizados con diferentes medi-

das de similitud

En la seccién 5.1, se realizaron los experimentos utilizando la
distancia Euclidiana para la obtenciéon de los grupos. En esta seccién
se muestran con diferentes medidas de similitud entre documentos a
saber: Coseno, coeficiente 6 indice de Sgrensen-Dice y coeficiente de
Jaccard.

En la tabla 5.5 se muestran los resultados en términos de la me-

dida FBcubed de los métodos HWOKM, CWOKM y WOKMTP uti-

lizando la similitud Coseno para todos los corpus.
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Tabla 5.5: Comparacién de los resultados de la métrica FBcubed de la evaluacién
de los algoritmos con traslape para documentos HWOKM, CWOKM y WOKMTP
utilizando la medida de similitud Coseno sobre el corpora de la Tabla 5.1.

Corpus HWOKM CWOKM WOKMTP
Arts 0.277984 0.276974 0.349411
Bibtex 0.118588 0.117251 0.158209
Bookmarks 0.090589 0.073812 0.074302
Business 0.333279 0.644423 0.717694
Delicious 0.599726 0.600220 0.670864
Education 0.213168 0.336103 0.350930
Enron 0.107514 0.185090 0.217156
Eurlex-DC  0.058196 0.089904 0.094149
Eurlex-SM  0.205133 0.174937 0.221394
Health 0.436666 0.539573 0.547438
Medical 0.214834 0.298040 0.256327
Science 0.223173 0.251685 0.255027

Analizando los resultados obtenidos puede apreciarse que no exis-
ten grandes diferencias, entre la distancia Euclidiana y la similitud
Coseno. En general el método WOKMTP obtiene los mejores resulta-
dos.

Se realizan otros experimentos utilizando el coeficiente ¢ indice
de Sgrensen-Dice. Estos resultados se muestran en la tabla 5.6.

La ultima tabla 5.7 muestra los resultados obtenidos utilizando
el coeficiente de Jaccard como medida para obtener los grupos.

El método WOKMTP obtiene mejores resultados que todos los
otros métodos, independientemente de la medida de similitud utiliza-

da.
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Tabla 5.6: Comparacion de los resultados de la métrica FBcubed de la evaluacién
de los algoritmos con traslape para documentos HWOKM, CWOKM y WOKMTP
utilizando el coeficiente ¢ indice de Sgrensen-Dice sobre el corpora de la Tabla 5.1.

Corpus HWOKM CWOKM WOKMTP
Arts 0.299741 0.308491 0.343506
Bibtex 0.297582 0.152480 0.199252
Bookmarks  0.170446 0.254475 0.274484
Business 0.615932 0.768498 0.841291
Delicious 0.620428 0.634581 0.692824
Education 0.335114 0.314757 0.352708
Enron 0.672425 0.674762 0.688024
Eurlex-DC  0.148531 0.198752 0.201585
Eurlex-SM  0.194752 0.204400 0.204525
Health 0.521975 0.529014 0.539439
Medical 0.235712 0.250839 0.252841
Science 0.425875 0.314587 0.552114

Tabla 5.7: Comparacion de los resultados de la métrica FBcubed de la evaluacion
de los algoritmos con traslape para documentos HWOKM, CWOKM y WOKMTP
utilizando el coeficiente de Jaccard sobre los corpus de la Tabla 5.1.

Corpus HWOKM CWOKM WOKMTP
Arts 0.241080 0.298147 0.324085
Bibtex 0.160988 0.084752 0.108271
Bookmarks  0.082110 0.088015 0.119555
Business 0.587991 0.701401 0.857413
Delicious 0.230538 0.574834 0.622782
Education 0.303803 0.323739 0.363521
Enron 0.270686 0.306911 0.688024
Eurlex-DC  0.058347 0.074191 0.109028
Eurlex-SM  0.197326 0.206203 0.211572
Health 0.544547 0.541591 0.550979
Medical 0.235712 0.309401 0.311035
Science 0.253997 0.253516 0.276071
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Capitulo 6. Conclusiones

En el presente trabajo de investigacion se cumplié el objetivo
general al desarrollar un método de agrupamiento con traslape para
documentos, basado en el algoritmo k-means traslapado, cuyos re-
sultados superan a los algoritmos de agrupamiento con traslape del
estado del arte.

Se desarrolld un método de agrupamiento traslapado para docu-
mentos basado en el algoritmo k-means traslapado con peso (WOKM),
que incluye un método para la inicializacion de centros iniciales basado
en el concepto de punto de transicion.

Para cumplir con el objetivo general se evaluaron los métodos
y los algoritmos de agrupamiento con traslape para documentos del
estado del arte, para determinar su rendimiento en términos de la
calidad de los grupos creados.

Se compararon ademas diferentes métodos de inicializacion de
los centros iniciales para el algoritmo k-means traslapado con peso
(inicializacién aleatoria, k-means armoénico y algoritmo canopy).
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A lo largo del proceso de experimentacion se ha podido observar
que el método WOKMTP supera a los reportados en la literatura para
el agrupamiento traslapado de documentos.

Otra conclusién importante, es que el método propuesto para
buscar centros iniciales, permite a WOKM obtener mejores grupos
traslapados de documentos que, los métodos comunmente utilizados
para k-means.

Se ha demostrado con los experimentos desarrollados que el méto-
do propuesto obtiene buenos resultados independientemente de la me-
dida de similaridad utilizada.

Finalmente, los resultados experimentales se han realizado con
corpus variados en nimero de documentos, términos y clases o gru-
pos. Es importante destacar que independientemente de la diversidad
antes mencionada, el método propuesto obtiene en general buenos re-

sultados.

6.1. Aportaciones
Las aportaciones que se tienen a partir de la investigacion desa-
rrollada son:

= Un método de agrupamiento con traslape para documentos, al

que se le especifica el nimero de grupos a construir.

= Un método para la busqueda de centros iniciales para agrupa-
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miento con traslape para documentos de la familia k-means.

6.2. 'Trabajo a futuro

Con base en los resultados obtenidos durante la investigacion

desarrollada, se propone el siguiente trabajo a futuro:

= Desarrollar un algoritmo de agrupamiento con traslape no basado
en k-means, que use el método propuesto para obtener centros

iniciales basado en el PT.

= Proponer una mejora al método WOKMTP incluyendo diferentes

ventanas alrededor del PT.

= Proponer un método de buisqueda de centros iniciales para algorit-
mos de agrupamiento particionales, basado en el PT considerando

datos que no sean documentos.

6.3. Publicaciones

Derivado de la investigacion llevada a cabo durante los estudios

de doctorado se tienen:

» Towards the Construction of a Clustering Algorithm with Over-
lap Directed by Query (2017). Beatriz Beltran, Darnes Vilarino
Ayala, David Pinto, Rodolfo Martinez. Research in Compu-
ting Science Vol. 145
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= Desarrollo de un algoritmo de agrupamiento con traslape dirigido
por consulta (2018). Beatriz Beltran Martinez, Darnes Vilarino
Ayala. Capitulo de libro: Tépicos actuales en la Ingenieria del

lenguaje y del conocimiento. Ed. Montiel & Soriano Editores S.

A. de C. V.

= Un algoritmo de agrupamiento con traslape para documentos
(2019). Beatriz Beltran, Darnes Vilarino. Capitulo de libro:
Avances en tecnologias del lenguaje y el conocimiento. Ed. Mon-

tiel & Soriano Editores S. A. de C. V.

» Comparison of Clustering Algorithms in Text Clustering Tasks
(2020). Rafael Gallardo Garcia, Beatriz Beltran, Darnes Vilarino,
Claudia Zepeda, Rodolfo Martinez. Computacion y Sistemas

24(2)

= Survey of Overlapping Clustering Algorithms (2020). Beatriz Beltran,

Darnes Vilarino. Computacién y Sistemas 24(2)

» K-means based Method for Overlapping Document Clustering
(2020). Beltran, Beatriz, Vilarino, Darnes, Martinez-Trinidad, José
Fco., Carrasco-Ochoa, J.A., Pinto, David. Journal of Intelli-

gent & Fuzzy Systems, Vol. 39, No. 2 (JCR)
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