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Resumen

En esta tesis se muestran los conceptos basicos e introductorios a la inteligencia
artificial, en particular al Machine Learning, y como ésta nos puede ayudar a analizar
un conjunto de datos (en este caso archivos de audio) para la clasificacion e

identificacion de estos archivos de audio.

En este trabajo se abordaran las bases tedricas del funcionamiento de una neurona
natural y una neurona artificial. Se explicara el proceso béasico de un clasificador
binario, el cual nos permite saber si un dato pertenece o no a cierta clase. Ampliando
este concepto veremos un clasificador multiclase (SoftMax) que nos permite saber

si un dato pertenece a alguna de las n clases establecidas.

Veremos como el error en nuestro modelo es un indicativo del correcto o no
funcionamiento del clasificador SoftMax. Asi mismo, entenderemos el
funcionamiento de PCA (Analisis de Componentes Principales por sus siglas en

inglés) y la importancia de éste en el tratamiento de los archivos.

Posteriormente se estudia el uso de distintas herramientas para el procesamiento

de los archivos de audio y sus diferentes comportamientos.

Por ultimo, analizaremos como al cambiar ciertos parametros, los resultados
obtenidos mediante el clasificador multiclase SoftMax, son malos, aceptables,

buenos o tienen sobreajuste.



Objetivos

El objetivo general de este trabajo es el siguiente:

El objetivo general de este trabajo es el reconocimiento del habla humana

mediante un clasificador multiclase SoftMax.

Los objetivos particulares de este trabajo son los siguientes:

Desarrollo e implementacién de un programa para la recopilacién de archivos
de audio.

Desarrollo e implementacion de un programa para el procesamiento de las
seflales de audio que permita la creacion de la llamada matriz de
caracteristicas.

Desarrollo e implementacion de un programa para la aplicacion de la
transformada de Fourier y de analisis de espectrograma para cada sefial de
audio presente en la matriz de caracteristicas. Después de estas técnicas el
programa aplicara el andlisis de componentes principales y se determinara
el nimero de componentes principales para formar una nueva matriz de
caracteristicas.

Desarrollo de un programa para la implementacion de un clasificador

multiclase SoftMax con 10 clases diferentes (digitos en espafiol).



Capitulo 1: Fundamentos del Machine
Learning

El aprendizaje automético, o machine learning, es una rama de la inteligencia
artificial que se basa en el desarrollo de algoritmos y modelos que permiten a las
computadoras aprender y tomar decisiones a partir de datos, sin ser programadas
explicitamente. Su objetivo es capacitar a las maquinas para que puedan reconocer
patrones, hacer predicciones y tomar decisiones basadas en la informacion

disponible.

El proceso de aprendizaje automatico consta de varias etapas. En primer lugar, se
requiere un conjunto de datos de entrenamiento, que consiste en ejemplos o
instancias previamente etiquetadas. Estos datos se dividen en dos partes: una para
el entrenamiento del modelo y otra para su evaluacion y prueba. Durante el
entrenamiento, el modelo utiliza algoritmos para analizar los datos y ajustar sus
parametros internos con el fin de encontrar patrones y relaciones entre las variables.
Una vez que el modelo ha sido entrenado, se puede utilizar para hacer predicciones

o tomar decisiones sobre nuevos datos.

Existen diferentes tipos de algoritmos de aprendizaje automético, siendo los mas
comunes los algoritmos supervisados y no supervisados. Los algoritmos
supervisados se utilizan cuando se dispone de datos de entrenamiento etiquetados,
es decir, se conocen las salidas deseadas para cada instancia. Estos algoritmos
buscan encontrar la relacion entre las caracteristicas de entrada y las salidas
esperadas, lo que permite realizar predicciones precisas sobre nuevos datos. Por
otro lado, los algoritmos no supervisados se utilizan cuando no se tienen etiquetas
en los datos de entrenamiento. Estos algoritmos buscan encontrar patrones y
estructuras ocultas en los datos, como grupos o “clusters”, sin la necesidad de

conocer las salidas esperadas.



El aprendizaje automético tiene numerosas aplicaciones en diversos campos. Por
ejemplo, en el campo de la visién por computadora, se utiliza para reconocer objetos
y caras en imagenes. En el campo del procesamiento del lenguaje natural, se utiliza
para la traduccién automatica, el andlisis de sentimientos y la generacién de texto.
También se utiliza en areas como la medicina, las finanzas, la logistica y el

marketing, entre otros.

Sin embargo, el aprendizaje automatico no esta exento de desafios y
consideraciones. Uno de los desafios clave es la calidad y cantidad de los datos de
entrenamiento. Un conjunto de datos insuficiente o sesgado puede llevar a un
rendimiento deficiente del modelo. Ademas, es importante considerar la
interpretabilidad de los modelos, es decir, la capacidad de comprender y explicar
como se toman las decisiones. En algunos casos, los modelos de aprendizaje
automatico pueden ser cajas negras dificiles de entender, lo que puede plantear

problemas éticos y de responsabilidad.

En resumen, el aprendizaje automatico es una disciplina que permite a las
computadoras aprender y tomar decisiones basadas en datos. Utilizando algoritmos
y modelos, se busca encontrar patrones y relaciones en los datos de entrenamiento
para realizar predicciones y tomar decisiones sobre nuevos datos. Si bien tiene
numerosas aplicaciones y beneficios, también presenta desafios y consideraciones

importantes que deben tenerse en cuenta.

Datos de
entrenamiento

Fig. 1.1 Diagrama de flujo de basico del funcionamiento del algoritomo de Machine Learning. Se

entrena el algoritmo, se analiza error y se actualiza hasta que nuestro error sea pequefio
sin llegar al sobreajuste.



Una de las tareas de aprendizaje supervisado mas comunes son las regresiones

(predicciones de valores), y los clasificadores (clasificador de clases).

Veremos un primer algoritmo de aprendizaje automatico para clasificacion: el

perceptron.

1.1 Neuronay perceptron

Una neurona es la unidad basica del sistema nervioso, tanto en el sistema nervioso
central (cerebro y médula espinal) como en el sistema nervioso periférico. Las
neuronas son células especializadas en la transmision de sefiales eléctricas y
quimicas, permitiendo la comunicaciébn en el cuerpo y el procesamiento de

informacion en el sistema nervioso (Aurélien, 2019).

Las partes principales de una neurona son las siguientes y se muestran en la Fig.
1.2:

e Cuerpo celular (soma): El cuerpo celular es la parte central de la neurona.
Contiene el nucleo, que alberga el material genético de la célula. Muchos de
los procesos metabdlicos esenciales de la célula ocurren en el soma.

e Dendritas: Las dendritas son extensiones ramificadas que se extienden
desde el cuerpo celular. Su funcién principal es recibir sefiales de otras
neuronas o células y transmitirlas hacia el cuerpo celular. Las dendritas
actian como antenas que captan informacion.

e AXxOn: El axén es una prolongacion larga y delgada que se origina en el
cuerpo celular. Su funcion es transmitir sefiales eléctricas desde el cuerpo
celular hacia las estructuras de destino, como otras neuronas o células de
tejidos efectoras (como musculos o glandulas).

e Botones sinapticos: Al final del axén, las neuronas tienen estructuras
llamadas botones sinapticos o terminales axonicos. Estos botones se
comunican con otras neuronas o0 células mediante sinapsis, que son
conexiones especializadas donde se liberan neurotransmisores para

transmitir sefiales a la célula receptora.



¢ Vaina de mielina: En algunas neuronas, el axdn esta rodeado por una vaina
de mielina, que es una capa de células gliales que aislan y aceleran la
transmision de las sefales eléctricas a lo largo del axon.

e Nobdulos de Ranvier: En las neuronas con mielina, los nédulos de Ranvier
son pequefias brechas en la vaina de mielina que permiten que las sefales
eléctricas salten rapidamente de un nodo a otro, acelerando la conduccion

de impulsos nerviosos.

En resumen, una neurona es una célula especializada en la comunicacién y
transmision de sefales en el sistema nervioso. Las dendritas reciben informacion,
el cuerpo celular la integra y, si se alcanza un umbral, genera un impulso eléctrico
gue se transmite a través del axdn hacia otras células a través de las sinapsis. Esta
comunicacion es fundamental para el funcionamiento del sistema nervioso y el

procesamiento de informacion en el cuerpo.

Dendrita Terminal del
Axon

Cuerpo  Nodo de
) celular  Ranvier

Célula de
Schwann

Mielina
Nucleo

Fig. 1.2. Ejemplo de una neurona biolégica tipica y su composicion general.

Un perceptron o neurona artificial es una unidad basica de procesamiento en las
redes neuronales artificiales, un concepto fundamental en el campo de la
inteligencia artificial y el aprendizaje automatico. Fue propuesto por Frank
Rosenblatt en 1957 y se inspira en el funcionamiento de las neuronas bioldgicas en

el cerebro.

Un perceptrén toma una serie de entradas (nimeros) ponderadas por ciertos pesos
y las suma. Luego, aplica una funcion de activacion a esta suma ponderada para
producir una salida. La funcién de activacién tipicamente utilizada es una funcion

escaldn, que produce un valor de 1 si la suma ponderada supera un cierto umbral y



0 en caso contrario. Mateméticamente, el proceso del perceptrdon se puede expresar

de la siguiente manera:

Salida = 1 si (w; * entrada, + w, * entrada, + ... + w, * entrada,,) >= umbral
Salida = 0 si (w, *entrada, + w, * entrada, + ... + w, *entrada,) < umbral
Donde:

* Ww;,w,, ..., W, son los pesos asociados a cada entrada.
e entrada,,entrada,, ..., entrada,son los valores de entrada.

e "umbral" es un valor umbral que determina si la neurona se activa o no.
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Fig. 1.3. Perceptron. El perceptrén consta de distintos nodos de entrada con diferentes sefiales:
x((,‘) — x,(l‘) , las cuales son conocidas como caracteristicas. Estos se agrupan en un vector
columna conocido como vector de caracteristicas. Se tiene un conjunto de estas medidas
que se agrupan en los renglones de una matriz conocida como la matriz de
caracteristicas. La salida del perceptron es una combinacion lineal del i-ésimo vector de
caracteristicas. Los factores de peso de cada caracteristica estan determinados por las
componentes de un vector columna conocido como vector de parametros.

El perceptrén, que vemos de manera grafica en la Fig. 1.3, es una unidad de
procesamiento muy simple y solo puede resolver problemas linealmente
separables, es decir, problemas en los que se puede trazar una linea recta o un
hiperplano para separar las clases de entrada. Sin embargo, los perceptrones se

utilizan como componentes basicos en redes neuronales mas complejas, como las



redes neuronales multicapa, que pueden resolver problemas méas complejos
mediante la combinacién de mdultiples perceptrones en capas interconectadas y la

utilizacion de funciones de activacion no lineales.

En particular veremos softwares de clasificacion de datos, como el clasificador

logistico y el clasificador SoftMax.

1.2 Clasificador logistico o Binario.

Un clasificador logistico binario (Kim, 2017), también conocido como regresion
logistica, es un algoritmo de aprendizaje supervisado utilizado para predecir la
probabilidad de que una instancia pertenezca a una de dos clases. A pesar de su
nombre, la regresion logistica se utiliza cominmente en problemas de clasificacion

binaria en lugar de problemas de regresion.

e Entrada de Caracteristicas (Features): Se recopilan las caracteristicas
relevantes de las instancias que se quieren clasificar. Cada instancia se
representa como un vector de caracteristicas.

e Pesos y Bias: Cada caracteristica tiene asociados pesos que se ajustan
durante el proceso de entrenamiento del modelo. Ademas, hay un término de
sesgo (bias) que se utiliza para ajustar la salida del modelo.

e [Funcion Logistica: La salida del modelo se calcula aplicando una funcion
logistica (también llamada funcion sigmoide) a la combinacion lineal de las
caracteristicas ponderadas por los pesos y sumando el sesgo. La funcién
logistica transforma la salida a un rango entre 0 y 1, que se interpreta como
la probabilidad de pertenecer a la clase positiva.

e Umbral de Decision: Se establece un umbral de decision (generalmente 0.5)
para convertir las probabilidades en predicciones binarias. Si la probabilidad
calculada es mayor que el umbral, la instancia se clasifica como
perteneciente a la clase positiva; de lo contrario, se clasifica como
perteneciente a la clase negativa.

e Entrenamiento: Durante la fase de entrenamiento, los pesos se ajustan
utilizando un algoritmo de optimizacidén para minimizar la diferencia entre las

predicciones del modelo y las etiquetas reales de los datos de entrenamiento.



La regresion logistica es ampliamente utilizada en problemas de clasificacion
binaria, como la deteccién de spam, diagnosticos médicos binarios y muchas otras
aplicaciones. A pesar de su nombre, no se utiliza para problemas de regresion

continua, sino para problemas de clasificacion.

En el caso de los clasificadores para un clasificador binario la salida del perceptron
debe darnos ahora la probabilidad (o confianza) que se tiene de que X® pertenece

a una clase particular. Para esto necesitaremos las funciones de activacion:

1 o
o(t) = T o=t funcion sigmoide (1)

Que tiene una grafica como se muestra en la Fig. 1.4:

&

Fig. 1.4 Grafica de la funcion sigmoide.

Y representa la probabilidad de que X® pertenezca a una clase.

Representacion del clasificador logistico:

o 1 Si p>05 Pertenece
e O Si p <0.5 No pertenece
o ¢? si p =05 No sabemos

Para este clasificar usaremos de ejemplo un paquete de datos realizado por Fisher
el cual tiene los datos de 3 flores (iris setosa, virginica y versicolor) (Donado, 2021),
el conjunto contiene las medidas de 150 flores iris, cada muestra de flor representa

una fila de nuestro conjunto de datos y las medidas de la flor en centimetros se



almacenan en columnas, que también denominaremos caracteristicas del conjunto
de datos. En la Fig. 1.5, se observa cdmo se logran clasificar los datos en dos clases

diferentes.

Clasificar logistico con datos Fisher Error del entrenamiento
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Fig. 1.5 Clasificador binario o logistico, la grafica de la izquierda muestra como se separan los

datos con el criterio, pertenece o no pertenece. La grafica de la derecha muestra el error
en cada iteracién y como va disminuyendo.

1.3 Clasificador multiclase: SoftMax

La clasificacién SoftMax (Aurélien, 2019) es una técnica utilizada en el aprendizaje
automatico y la estadistica para asignar probabilidades a varias categorias
mutuamente excluyentes. Se utiliza comunmente en problemas de clasificacion
multiclase, como reconocimiento de imagenes, procesamiento de lenguaje natural
y otros tipos de analisis de datos. En este clasificador tenemos n neuronas
artificiales, las cuales estan conectadas en capas ocultas y se obtienen tantas

salidas como clasificaciones se tienen, como se aprecia en la Fig. 1.6.
El proceso de clasificacion SoftMax funciona de la siguiente manera:

1. Entrada de datos: Se tienen datos de entrada, que pueden ser caracteristicas
de un objeto que se quiere clasificar. Por ejemplo, si estas clasificando
imagenes de animales, las caracteristicas podrian ser el tamafio, el color, la
forma de las patas, etc.

2. Puntuaciones: Cada categoria posible recibe una puntuacion. Estas

puntuaciones se calculan mediante una funcién lineal que combina las



caracteristicas de entrada. Cuanto mayor sea la puntuacion de una
categoria, mas probable es que el objeto pertenezca a esa categoria.

3. Funcion SoftMax: A continuacion, se aplica la funcion SoftMax a estas
puntuaciones. La funcién SoftMax toma las puntuaciones y las convierte en
probabilidades. Basicamente, hace que las puntuaciones sean mas
interpretables como probabilidades, donde una puntuacion alta significa una
alta probabilidad de pertenecer a una categoria y una puntuacion baja

significa una baja probabilidad.

s1

Fig. 1.6. Siguiendo el mismo principio podemos extender a n neuronas artificiales, en donde
pasamos de tener un vector de pardmetros a una matriz de parametros W, que consta
de todas las combinaciones lineales de cada caracteristica con sus respectivos pesos.
Y tenemos n salidas.

La formula de la funcién SoftMax (Mirjalili, Segunda edicion en espafiol 2019) para

una categoria "k" en particular es:

Sk

e
P(k) = W (2)
Donde:
P(k) es la probabilidad de que la entrada pertenezca a la categoria "k".

s, €s la puntuacion asociada a la categoria "k".

K es el numero total de categorias.



Eleccion de la categoria: Finalmente, la categoria con la probabilidad mas alta
después de aplicar SoftMax se elige como la prediccién. En otras palabras, la
categoria con la puntuacion mas alta se considera la categoria mas probable para

la entrada dada.

En resumen, el clasificador SoftMax toma puntuaciones de entrada y las convierte
en probabilidades asignadas a diferentes categorias. Esta técnica es ampliamente
utilizada en problemas de clasificacion multiclase y es una parte esencial de muchas
redes neuronales y modelos de aprendizaje automatico para la clasificacion.

1.3.1 El error (Funcién de costo)

El error en el clasificador SoftMax se refiere a la discrepancia entre las
probabilidades predichas por el clasificador y las probabilidades reales o correctas
(Francesco Camastra, 2008). Este error se utiliza cominmente para evaluar el
rendimiento de un modelo de clasificacion SoftMax en problemas de clasificacion

multiclase.

El error en el clasificador SoftMax puede calcularse de varias formas, pero una de
las métricas mas comunes para medir el error es la "entropia cruzada" o "pérdida
logaritmica" (cross-entropy loss en inglés). La férmula de la entropia cruzada para

un solo ejemplo de entrenamiento es: (Shannon, 1948)
EG.9) == yilog3) (3)
i
Donde:
y; es la probabilidad real o correcta de que el ejemplo pertenezca a la clase "i".
¥, es la probabilidad predicha por el clasificador SoftMax para la clase "i".

El objetivo es minimizar esta pérdida o error durante el proceso de entrenamiento
del modelo. Cuanto mas cerca estén las probabilidades predichas de las
probabilidades reales, menor sera la pérdida y mejor sera el rendimiento del

clasificador.

En resumen, el error en el clasificador SoftMax mide cuan bien el modelo esta

haciendo sus predicciones en comparacion con las respuestas reales. Minimizar



este error es esencial para entrenar un modelo de clasificacion SoftMax preciso y

efectivo.

1.4 Gradiente descendente

El gradiente descendente es un algoritmo de optimizacion utilizado en el aprendizaje
automatico y en la optimizacion de funciones en general. Su objetivo principal es
encontrar el minimo de una funcion (o maximo en el caso del gradiente ascendente)
ajustando iterativamente sus parametros. Esto es especialmente util en el
entrenamiento de modelos de aprendizaje automatico, donde queremos minimizar

una funcion de pérdida para que el modelo haga predicciones mas precisas.

El funcionamiento del gradiente descendente se puede entender de la siguiente

manera:

1. Inicializacién: Comienza con un conjunto de valores iniciales para los
parametros del modelo. Estos valores iniciales pueden ser aleatorios o
definidos de alguna otra manera.

2. Calculo del gradiente: Calcula el gradiente (la derivada) de la funcion que
deseas optimizar con respecto a los pardmetros. El gradiente indica la
direccion en la que la funciébn aumenta mas rapidamente. El objetivo es
moverse en la direccion opuesta al gradiente para encontrar el minimo.

3. Actualizacién de los parametros: Ajusta los parametros del modelo
moviéndolos en la direccion opuesta al gradiente. Esto se hace multiplicando
el gradiente por una tasa de aprendizaje, que controla el tamafio de los pasos
gue das en cada iteracion. Una tasa de aprendizaje mas pequeia puede dar
resultados mas precisos, pero requerir mas tiempo de entrenamiento,
mientras que una tasa de aprendizaje mas grande puede converger a mayor
velocidad, pero puede ser menos estable.

4. Repeticion: Repite los pasos 2 y 3 hasta que se cumpla alguna condicion de
parada, como un namero fijo de iteraciones o cuando el cambio en la funcién

de pérdida se encuentra en el intervalo deseado.



El proceso se repite hasta que se encuentra un minimo (o maximo) de la funcién, lo
gue significa que los parametros del modelo estan ajustados de manera 6ptima para
minimizar la funcion de pérdida. Esto permite entrenar modelos de aprendizaje
automatico y ajustar sus pardmetros para hacer predicciones precisas en funcion
de los datos de entrenamiento. El gradiente descendente es esencial en el

entrenamiento de redes neuronales y otros algoritmos de aprendizaje automatico.

Usualmente los datos que se desean analizar estan mezclados con otros que son
redundantes o ajenos a la informacion de interés. En estos casos es necesario
buscar técnicas que permitan resaltar la informacion relevante. Una de las técnicas
mas comunes y poderosas es el llamado Analisis de Componentes Principales. Esta
técnica permite no solo resaltar la informacién relevante sino ademas permite
incluso reduccién en la dimensionalidad del conjunto de datos. En la Fig. 1.7, se

ilustra esta técnica.

Error

Vector de|pardmetros Vector dejpardmetros

v
y

A) B)

Fig. 1.7. Gradiente descendente. La tasa de aprendizaje determina la rapidez de convergencia,
sin embargo, valores muy grandes pueden resultar en una divergencia. A) una tasa de
aprendizaje grande puede generar fluctuaciones alrededor del minimo he incluso
divergir, B) valores pequefios de n aseguran la convergencia a consta del nimero de
iteraciones.

1.5 Analisis de Componentes Principales

El método matematico del Anélisis de Componentes Principales (PCA, por sus
siglas eninglés) (Steven L. Brunton, 2019) se basa en la diagonalizacion de la matriz
de covarianza de los datos originales. A continuacion, se describen los pasos

matematicos fundamentales involucrados en el PCA:



Obtencién de los datos: Comenzamos con un conjunto de datos en forma de una
matriz, donde las filas representan observaciones y las columnas representan
variables. Denotemos esta matriz como X, donde tiene dimensiones nxp, con n

observaciones y p variables.

Normalizacién de datos: En ocasiones la escala de las caracteristicas es relevante
para un adecuado tratamiento de los datos, en esos casos es Util que todas las
variables tengan la misma escala para realizar un PCA adecuado. Esto implica
restar la media de cada variable y, opcionalmente, dividir por la desviacion estandar

(normalizacién estandar) o por el rango (minimo — maximo).

Calculo de la matriz de covarianza: Después de la normalizacion, calculamos la
matriz de covarianza de los datos. La matriz de covarianza, denotada como X, es

una matriz pxp donde cada elemento X;; representa la covarianza entre las variables
yj.
1
— VT
D= XX (4)
Donde XTes la matriz traspuesta de X.

Calculo delos eigenvectores y eigenvalores: El paso crucial en PCA es encontrar
los eigenvectores y eigenvalores de la matriz de covarianza X. Estos eigenvectores
representan las direcciones en las cuales los datos tienen la mayor variabilidad, y

los autovalores indican la cantidad de varianza explicada en cada direccion.

D (5)

Donde:
v €S un eigenvector de 2.
A es el autovalor correspondiente a ese eigenvector.

Es comun ordenar los eigenvectores en orden descendente de acuerdo con los

autovalores, de manera que el primer eigenvector representa la direccion con la



mayor varianza en los datos, el segundo con la segunda mayor varianza, y asi

sucesivamente.

1.5.1 Seleccién de componentes principales

Para reducir la dimensionalidad, puedes seleccionar un subconjunto de los
componentes principales (eigenvectores) que explican la mayoria de la varianza en
los datos. La eleccién depende de tus objetivos y del nivel de retencion de

informacion que desees.

Transformacion de datos: Finalmente, para obtener las componentes principales
en términos de los eigenvectores seleccionados, multiplicamos la matriz de datos
original X por los eigenvectores seleccionados. Esto crea una nueva matriz donde
las columnas representan las componentes principales.

Donde:

Y es la matriz transformada con las componentes principales.

X es la matriz original de datos normalizados.

IV es una matriz cuyas columnas son los eigenvectores seleccionados.

El resultado es que obtienes una representacion de los datos en un nuevo espacio
de menor dimension, donde las componentes principales capturan la mayoria de la
variabilidad de los datos originales. Esto facilita la visualizacion, el andlisis y la
reduccion de dimensionalidad en diversas aplicaciones. Podemos verlo
graficamente en dos dimensiones tomando 2 caracteristicas, como se aprecia en
Fig. 1.8:
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Fig. 1.8. Clasificador multiclase. El clasificador multiclase separa los datos por caracteristicas en
comln y se observar cdmo se agrupan en regiones determinadas y visiblemente
separadas.



Capitulo 2: Analisis de senales de audio

Para los archivos de audio que utilizamos de base los creamos utilizando Matlab,
por cada persona grabamos los nameros del 0 al 9, 50 veces cada uno, teniendo
asi 50 archivos con 10 nuameros por archivo, haciendo en total 500 audios por

persona.

Los audios se grabaron mediante la realizacion de un programa en Matlab que
graba, recopila y recorta los audios, en este mismo definimos la frecuencia que
tendra el audio (8 KHz), los Bits de muestreo (16) y el nimero de canales (1), el cual
utiliza el micréfono de la computadora. El programa en un lapso de 10 segundos
graba a la persona repitiendo el mismo digito 10 veces y muestra la grafica de los

audios, cuando se tiene la gréfica se recortan los audios.

Estos audios delimitan el ancho de las grabaciones para que todas estas fueran del
mismo tamafio y sea un poco mas facil su manera de analizar, cada grabacion de

digito tiene un ancho de 2500 datos.

Al intentar analizar las grabaciones con los datos crudos (raw data), nos dimos
cuenta de que habia demasiados errores, por lo que se tuvieron que aplicar la

transformada de Fourier para poder hacer un mejor analisis de los datos.

Para esto hicimos un script en Matlab en donde cargamos todos los archivos de
audio, calculamos el nimero de caracteristicas, también creamos la matriz de

caracteristicas, y se comienza el analisis.

2.1.Transformada de Fourier

La transformada de Fourier es una herramienta matematica fundamental que se
utiliza para analizar las frecuencias presentes en una sefial o funcién. Fue
desarrollada por el matematico francés Jean-Baptiste Joseph Fourier a principios
del siglo XIX.

La idea principal detras de la transformada de Fourier es descomponer una funcion

(o una sefal en el caso de las aplicaciones practicas) en una combinacion de



funciones sinusoidales (senos y cosenos) de diferentes frecuencias (Butz, 2015).
Esto permite representar la funcion original en el dominio de la frecuencia, lo que

facilita el analisis de sus componentes armonicos.

La transformada de Fourier se puede dividir en dos formas principales: la
transformada de Fourier continua y la transformada de Fourier discreta. La primera
se aplica a funciones continuas en el tiempo o el espacio, mientras que la segunda
se utliza para sefiales discretas, como las sefales muestreadas en el

procesamiento digital de sefales.

La transformada de Fourier tiene una amplia gama de aplicaciones en areas como
la ingenieria, la fisica, las telecomunicaciones, el procesamiento de imagenes y el
procesamiento de sefiales. Se utiliza para analizar y sintetizar sefiales, filtrar ruido,
comprimir datos, resolver ecuaciones diferenciales, entre muchas otras
aplicaciones. En Fig. 2.1, se muestra el diagrama de flujo que sigue el programa

para realizar la Transformada de Fourier.

ool

Fig. 2.1.Diagrama de flujo. Teniendo el nimero de personas y el nimero de grabaciones por
persona se inicia el programa, se lee un archivo, se le aplica Transformada de Fourier y
se actualiza el k-ésimo renglon de la matriz de caracteristicas, el total de iteraciones es
la matriz de caracteristicas con Transformada de Fourier para analizar los datos.

Lo que hacemos crear un ciclo for para cada persona, con otro anidado ya que cada

persona tiene 10 digitos diferentes, con un tercer ciclo for anidado porque cada



digito tiene 5 archivos con 10 grabaciones. En el ultimo ciclo for lo que se hace es
extraer el s-ésimo clip, a este clip le aplicamos la transformada de Fourier y

guardamos los datos obtenidos.

2.2. Espectrograma

Un espectrograma es una representacion grafica del espectro de frecuencias de
una sefal en funcion del tiempo (Fulop, 2006). Es una herramienta ampliamente
utilizada en diferentes campos como el procesamiento de sefales, el analisis de

audio, la ingenieria acustica y otras disciplinas relacionadas.

El espectrograma toma una sefial de entrada, generalmente una sefial de audio, y
muestra cdmo varian las diferentes frecuencias a lo largo del tiempo. La sefial de
entrada se divide en pequeias ventanas de tiempo y, para cada ventana, se calcula
la transformada de Fourier, que descompone la sefial en sus diferentes
componentes de frecuencia. Luego, los valores resultantes se representan
visualmente mediante colores o sombreado en un grafico 2D, donde el eje horizontal

representa el tiempo y el eje vertical muestra la frecuencia.

En un espectrograma, las areas mas brillantes o intensas indican que hay mayor
energia en esa frecuencia particular en ese momento especifico. Por el contrario,
las areas mas oscuras 0 menos intensas indican menor energia en esas frecuencias

y momentos.

El espectrograma se utiliza para visualizar y analizar la evolucion de las frecuencias
en una sefal a lo largo del tiempo, lo que es Util para identificar patrones, eventos
importantes y caracteristicas especificas. Algunos ejemplos de aplicaciones
practicas incluyen la identificacion de tonos y notas musicales, la deteccion de
sonidos especificos en el audio, el andlisis de sefiales de voz y la monitorizacion de

sefales en diversas industrias.

En resumen, un espectrograma es una representacion visual del contenido de
frecuencia de una sefial a lo largo del tiempo, lo que permite una comprension mas
detallada y visualmente informativa del comportamiento de la sefial en el dominio

de la frecuencia y el tiempo.



En Matlab para poder trabajar con espectrogramas se tiene la funcion:
spectrogram(x, window, noverlap,nf ft, fs)
Donde:

e Xxes la sefal de entrada que deseas analizar.

¢ window es la ventana utilizada para dividir la sefial en segmentos solapados.
Puedes especificar una ventana predefinida como 'hamming’ o 'hann’, o
puedes definir tu propia ventana.

e noverlap es la cantidad de muestras en las que se superponen los segmentos
de la sefal. Un valor comln es window/2.

¢ nfft es el tamafo de la transformada de Fourier de cada segmento de la sefial.
Si no se especifica, MATLAB utiliza un valor predeterminado.

e fs es la frecuencia de muestreo de la sefal.

La funcién spectrogram devuelve tres valores (que podemos renombrar): S, Fy T.
S es la matriz del espectrograma, F es el vector de frecuencias y T es el vector de

tiempo.
El script que utilizamos es de la siguiente forma:

Definiendo todas las variables que utilizaremos.

%% Parametros del spectrograma
% Numero de datos por segmento
numSamples=2"8;

% Muestras por traslape
numTraslape=250;

% Frecuencias a tomar del segmento
numFreg=numSamples;

£ Frecuencia de muestreo

Fs=Be3;

%% Determinamos las dimensiones del espectrograma (numerc de caracteristicas)
clip=Xdat(:,1);

[CLIP, f5, ts]=spectrogram(clip, numSamples, numTraslape, numFreg, Fs) ;

[nfreqg,ntl=size (CLIF);
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Fig. 2.2. Diagrama de flujo aplicando espectrograma. Después de realizar andlisis con
Transformada de Fourier, se realiza esencialmente lo mismo, pero ahora se analizan los
audios con espectrograma, se lee cada audio y de cada audio se obtiene un
espectrograma.



Capitulo 3: Resultados experimentales

En este capitulo se presentan los resultados experimentales de la adquisicion de
las sefales de audio, su procesamiento y el desempefio del clasificador multiclase

desarrollado en este trabajo.

En la Fig. 3.1 se muestran los archivos de audio obtenidos al grabar a la persona 1
pronunciando los digitos del 1 al 9. Como se observa en términos generales puede

decirse que existen diferencias visuales en los perfiles de cada audio.

Digito: 1

0.2 0.2
0.1 0.1 0.1

0 0 0
0.1 0.1 -0.1
-0.2 -0.2 -0.2
-0.3 -0.3 -0.3

0 200 400 600 0 200 400 600 0 200 400 600

. . .

LRI R T ﬂwmmww

Amplitud Audio (UA)

-0.1 -0.1 -0.1
-0.2 -0.2 -0.2
-0.3 -0.3 -0.3
0 200 400 600 0 200 400 600 0 200 400 600

02 02 0z

0.1 0.1 0.1

-0.1 -0.1 -0.1
-0.2 -0.2 -0.2
-0.3 -0.3 -0.3
0 200 400 600 0 200 400 600 0 200 400 600

Tiempo de muestreo (ms)

Fig. 3.1. Ejemplos de las sefiales de audio grabadas. Se muestran los audios de los digitos del 1
al 9 para la persona 1.



Cada archivo de audio fue muestreado con una frecuencia de 8 KHz con un solo
canal y una duracién de 625 ms. Esto significa que cada archivo de audio consta de
5000 datos. Este namero tan elevado de caracteristicas no permite visualizar de
manera simple la existencia o no de patrones. Por otra parte, existe mucha
informacion que es redundante. Para resaltar la informacion relevante y disminuir el
namero de caracteristicas se aplico la transformada de Fourier a cada sefal de
audio y posteriormente se aplico el PCA al nuevo conjunto de datos. Los resultados
de esto se muestran en la Fig. 3.2. Esta figura muestra que con solo dos
componentes principales es ya posible distinguir claramente entre dos digitos
diferentes (0 y 9 en este ejemplo). A pesar de que en su mayoria los datos de cada
digito se agrupan en areas distintas, aln existe un numero de datos que se
superponen, lo que implica una alta posibilidad de generar errores en su

clasificacion.

PCA en Audio
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Fig. 3.2. Andlisis de componentes principales de los audios de los distintos digitos. Como se
observa la separacion de los digitos 0 y 9 es posible, sin embargo, existen datos que se
traslapan lo que minimiza la eficiencia de reconocimiento.

Esto puede arreglarse agregando mas componentes principales al proceso de
clasificacion, sin embargo, en realidad esta es una de las mejores curvas de datos,
pero existen otras en donde los digitos se traslapan de manera mas severa. Por

esta razén se decidid substituir la transformada de Fourier por el andlisis de



espectrograma. Un ejemplo de los espectrogramas obtenidos se presenta en la Fig.
3. 3. En estos espectrogramas se presenta la informacion de las componentes
espectrales y su evolucion en el tiempo por ejemplo para el digito O se nota la
presencia de sefales de algunos cientos de Hz, en los 150 ms la cual desaparece
subitamente a los 300 ms, aparece nuevamente y se mantiene alrededor de los 400
ms. Esto significa esencialmente que se tiene ahora una mayor cantidad de

informacion con este analisis.
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Fig. 3. 3. Espectrograma de una sefial de audio. El espectrograma de una sefial permite visualizar
la evolucion espectral (frecuencias) en el tiempo. En este caso el tiempo se observa en
el eje horizontal y en el eje vertical se grafican las frecuencias que aparecen en este
tiempo. El espectrograma pertenece a la sefial de audio del digito O.

Como ya se mencioné anteriormente la creacion de espectrogramas depende de
dos parametros cruciales: el ancho de la ventana y el nimero de traslape. Estos dos
valores determinan la resolucién temporal y espectral de cada espectrograma. En
la Fig. 3.4 se presentan los espectrogramas de 9 digitos con ventanas/traslape de
256/250 y 512/500, respectivamente. Como se observa de las figuras a simple vista



no parece haber grandes diferencias, sin embargo, con un analisis mas detallado
pueden percibirse cambios sutiles que pueden afectar el desempefio de la
clasificacion. Mas adelante se presentan resultados del clasificador para distintos

valores de estos parametros.
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Fig. 3.4. Espectrogramas de las sefiales de audio. Se muestran los espectrogramas de los digitos
del 1-9 (de izquierda a derecha y de arriba a abajo) con ventanas y traslapes de A) 256,
250y B) 512, 500, respectivamente.

Una vez realizados los espectrogramas se aplica el PCA al valor absoluto de estos
() y se obtiene un resultado como el que se muestra en la Fig. 3.5. Como se observa,
el agrupamiento es mucho mejor que el logrado en la Fig. 3.2, ahora no existe
ningun tipo de traslape entre las muestras de audio analizadas lo que implica una
alta razén de clasificacion. Después de analizar multiples graficas se lleg6 a la
conclusién de que una ventana de 256 puntos junto con un traslape de 250 puntos

presentaba un resultado aceptable.



PCA en Espectrograma
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Fig. 3.5. Analisis de componentes principales sobre datos de espectrograma. Al aplicar el PCA a
los datos de los espectrogramas se logra una mejor separacion entre las distintas clases.
En este caso los digitos 0 y 9 se separan casi por completo a diferencia del caso en la
Fig. 3.2, de esta manera se aumenta la eficiencia de clasificacion.

El siguiente paso fue utilizar las componentes principales obtenidas mediante PCA
sobre el valor absoluto de los espectrogramas en el clasificador multiclase SoftMax.
En la Fig. 3.6 se muestra las curvas de entrenamiento en funcién del nimero de

épocas del clasificador SoftMax con un distinto nUmero de componentes principales.

Curva de entrenamiento Curva de entrenamiento

25

25

Error absoluto promedio
Error absoluto promedio

0.5

| . . . . . . . . . I . . I . I . .
0 0.5 1 1.5 2 25 3 3.5 4 4.5 5 0 0.5 1 1.5 2 25 3 35 4 45 5
Numero de epocas «10% Numero de epocas «10%

A) B)

Fig. 3.6. Curvas de entrenamiento del clasificar SoftMax. Las curvas de entrenamiento muestran
la evolucion del error en el clasificador en funcién del nUmero de épocas. En esta figura
se presentan las curvas de entrenamiento con A) 10 y B) 400 componentes principales.
Como era de esperarse con un mayor nimero de componentes se tiene un menor error
en el proceso de clasificacion, en este caso el error final es 3.75 veces mas pequefio
cuando se usan 400 PC’s.



En este caso cuando se usan las primeras 10 y 400 componentes se obtiene como
resultado errores finales de 0.30 y 0.08 respectivamente, lo que significa una
disminucién del error de alrededor de 3.75 veces. De esta manera uno puede pensar
que en términos generales se deberia tomar el mayor nUmero de componentes
principales. Sin embargo, esto no necesariamente es cierto, primeramente, porque
al usar un numero grande de componentes principales se pierde la idea principal de
reduccion de dimensiones, por otra parte, al tener un alto nUmero de componentes

también puede generarse el llamado sobreajuste.

El sobreajuste (overfitting) es un fendbmeno comun en el aprendizaje automatico
donde un modelo se adapta excesivamente a los datos de entrenamiento. Esto
significa que el modelo captura tanto el patréon real en los datos como el ruido
aleatorio, lo que resulta en un rendimiento deficiente cuando se aplican los datos

del mundo real o de prueba.

Fig. 3.7. Ejemplo de sobreajuste. En la figura se presenta un conjunto de datos que fueron
generados a partir de una funcién cuadratica a la cual se le ha anexado ruido. Un modelo
subajustado puede ser una regresion a una linea recta (linea roja), mientras que un sobre
ajuste se presenta cuando se usa un polinomio de grado 300. El mejor modelo debe de
ser un ajuste cuadratico.

Este ultimo representa una complejidad innecesaria en el modelo, de tal forma que
el error disminuye en el entrenamiento, pero aumenta cuando se utilizan datos
distintos al conjunto de entrenamiento. De esta manera es necesario encontrar un

balance entre el nimero de componentes a utilizar y el error obtenido en el



entrenamiento del clasificador. Para determinar el ndamero adecuado de
componentes, se decidio elegir distintas PC’s y observar las curvas de probabilidad
de pertenencia obtenidas del clasificador SoftMax. En la Fig. 3.8 se muestran los
resultados de dichas graficas para el clasificador SoftMax cuando se usan 10 y 60
PC’s.
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Fig. 3.8. Grafica de probabilidad de pertenencia del clasificar SoftMax. La clasificacion fue
realizada con A) 10 y B) 60 componentes principales. Como se observa existe una
mejoria en el desempefio del clasificador al aumentar el nimero de componentes
principales, sin embargo, aln existe un subajuste.

Como se observa, para el caso de 10 PC’s las probabilidades de pertenencia no
superan el 90%, ademés la Fig. 3.8A dificilmente muestra el patrén que uno
esperaria, un perfil cuadrado de valor 1 cuando se detecta la k-ésima clase y 0 en
caso contrario. Por otra parte, cuando se emplean 60 PC’s las probabilidades ya
superan el 90% y se percibe de manera clara la presencia de los perfiles cuadrados
cuando se detecta la k-ésima clase o no.
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Fig. 3.9. A medida que se aumenta el nimero de componentes principales la eficiencia del
clasificador mejora. En estas gréaficas se usan A) 150 y B) 400 componentes principales
respectivamente. La mejoria es notable respecto de los resultados mostrados en la Fig.

3.8.

A medida que uno aumenta el nimero de componentes este patron cuadrado se

hace aun mas evidente. En la Fig. 3.9 se muestran las curvas de probabilidad para



150 y 400 PC’s. En ambas gréficas es ya evidente la presencia de los perfiles
cuadrados de las curvas que se esperaban, aunque aun es visible que la deteccion
de la k-ésima clase fluctia entre valores del 50 y 100%. Incluso en estas
condiciones la eficiencia de clasificacion debe ser alta pues cualquier probabilidad
mayor a 50% en la practica se considera como una pertenencia a la k-ésima clase,

lo que significa un error bajo en el proceso de clasificacion.
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Fig. 3.10. La eficiencia del clasificador puede llegar a ser muy alta con un alto nimero de
componentes principales. En este caso se usan A) 600 y B) 800 Componentes
principales. A pesar de los altos niveles de eficiencia estos resultados pueden no ser
adecuados, puesto que puede aparecer el llamado sobreajuste a los datos de
entrenamiento.

Es posible elegir un mayor nimero de PC’s y con esto lograr una mejor definicion
de las funciones de probabilidad. En la Fig. 3.10 se muestran los resultados del
clasificador cuando se utilizan 600 y 800 componentes. Como lo muestran las
gréficas, las funciones de probabilidad se encuentran por encima del 70%, lo que
significa una alta certeza en la clasificacion de la k-ésima clase. Sin embargo,
también debe aparecer el llamado sobreajuste, que no es otra cosa mas que una
muy acertada clasificaciéon de los datos de entrenamiento mientras que si se
alimentara el clasificador con nuevos datos esta clasificacion sera errénea. Este
proceso debe evitarse de manera que exista un balance entre la clasificacion con
los datos de entrenamiento y los nuevos datos con los cuales trabajara el
clasificador. En nuestro caso consideramos que un numero de componentes que
permita un buen nivel de clasificacion tanto en los datos de entrenamiento como en

datos fuera de este conjunto puede ser obtenido con el uso de entre 300y 400 PC’s



lo cual significaria una reduccion significativa del niamero de caracteristicas
originales que era de 5 mil. Esta reduccion esta basada en la observacion de las
gréficas de probabilidades (Fig. 3.9-9), sin embargo, existen otras formas tipicas de
andlisis de desempefio de clasificadores. Una de estas formas es la llamada matriz
de confusion. En esta grafica se contabilizan los aciertos junto con los errores en la
prediccion de las distintas clases. Estas estadisticas se colocan en una matriz de
manera que uno de los ejes establece la clase correcta mientras que en el otro se
coloca la prediccion. De esta manera al colocar los nUmeros de errores y aciertos
en las predicciones se obtiene una imagen en la que en el mejor de los casos la
diagonal presenta numeros distintos de ceros, mientras que en las demas
posiciones solo existen ceros. En cualquier otro caso existen valores en todas las
casillas de la matriz determinando las confusiones en las clasificaciones de cada
clase.
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Fig. 3.11. Matriz de confusion para el clasificador SoftMax desarrollado. Se han utilizado: A) 10y
B) 100 componentes principales.

En la Fig. 3.11 se muestra la matriz de confusion del clasificador SoftMax
desarrollado en este trabajo. En la Fig. 3.11A se observa que con el uso de solo 10
componentes principales existe un numero apreciable de confusiones en la
determinacion de las distintas clases. Sin embargo, aun asi, los aciertos en términos
generales son mayores (la diagonal contiene los valores mas altos). Cuando se
utilizan 100 componentes principales (Fig. 3.11B) el cambio es dramético, pues
ahora se observa que el desempefio del clasificador es muy superior (el valor mas

alto en las confusiones es de apenas 5 contra 143 que es el valor mas pequefio en



los aciertos). Cuando se aumenta el numero de componentes principales los
resultados son aun mas espectaculares como lo muestran las graficas de la Fig.
3.12. Aqui se observa que con mas de 400 componentes principales los errores en
las clasificaciones son practicamente nulos, sin embargo, esto también es un

indicativo de un posible sobreajuste, lo cual tampoco es deseable.
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Fig. 3.12. Matriz de confusion para el clasificador SoftMax desarrollado. Se han utilizado: A) 400
y B) 600 componentes principales.

De esta manera se considera que posiblemente la mejor eleccién en el nUmero de
componentes principales puede estar alrededor de 100, en donde el desempefio del

clasificador es del orden de mas de 90% de acierto en cualquiera de las clases.

En la Fig. 3.13 se muestra la matriz de pardmetros como una pseudo imagen. La
“pbrillantez” de la imagen representa el valor particular de cada elemento de los
distintos vectores de parametros. Cada renglén es un vector de parametros que
corresponde a cada una de las clases discriminadas. Las columnas representan el
namero de caracteristicas presentes en los vectores de caracteristicas de entrada.
Esta matriz representa los datos relevantes del modelo entrenado y el conocimiento
de esta establece por completo el funcionamiento del clasificador. Esta imagen es
interesante porque a simple vista pareciera que la informacién contenida en ella es
mas bien aleatoria y sin ningun sentido, sin embargo, estos valores permiten la

correcta clasificacion en un sistema de reconocimiento de voz.
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Fig. 3.13. Matriz de parametros. Aqui se muestra la matriz de pardmetros como una pseudo
imagen, los renglones representan las distintas clases del clasificador mientras que el
numero de columnas es el nimero de caracteristicas a la entrada del clasificador.



Capitulo 4: Conclusiones

En este trabajo se desarrollaron distintos programas que permiten lo siguiente:

1)
2)
3)

4)

La captura de sefiales de audio.

La seleccion de regiones particulares en cada senial.

Procesamiento de las sefiales seleccionadas mediante la transformada de
Fourier o los Espectrogramas para enseguida aplicar un analisis de
componentes principales. En cualquier caso, se obtiene la lamada matriz de
caracteristicas con el nimero de componentes principales deseado.

La clasificacion fue desarrollada mediante un clasificador multiclase SoftMax

el cual fue desarrollado por completo.

A partir de los resultados obtenidos con los programas mencionados anteriormente

se llegaron a las siguientes conclusiones.

o

Las sefales de audio “crudas” no permiten una clasificacion adecuada, por
lo que siempre es necesario realizar algun preprocesamiento previo al
proceso de clasificacion.

El uso de PCA disminuye dramaticamente el niumero de caracteristicas
necesarias para observar patrones que permitan la clasificacion de las
sefales de audio. Sin embargo, su desempefio aun no es maximo.

El analisis de PCA posterior a la aplicacion de la Transformada de Fourier en
las sefales de audio mejora substancialmente el desempefio del clasificador,
lo que indica que la transformada de Fourier es una buena herramienta
extractora de informacion.

El uso de los espectrogramas junto con el PCA da aun mejores resultados
que el uso de la Transformada. La precision del reconocimiento de las
sefales de audio obtenida a través de las matrices de confusion depende
fuertemente del numero de componentes principales elegidas. Estas
precisiones pueden ir desde el 26 hasta méas del 95%, para 10 y hasta 600

componentes principales respectivamente.



o En un inicio puede pensarse que un nuamero mayor de componentes
principales es lo mejor para incrementar la precision de clasificacion, sin
embargo, esto no es del todo cierto, pues puede aparecer el llamado
sobreajuste. Creemos que los resultados que se han obtenido son mejores 'y
no cuentan con un sobreajuste elevado cuando se utilizan entre 100 y 200
componentes principales con lo que se logran precisiones del orden del 90%
lo cual se considera un resultado satisfactorio.

o Debe resaltarse que los archivos de audio originales fueron grabados con
una frecuencia de muestreo de 8 kHz, con lo que se cubre el ancho de banda
presente en la voz humana. Esto significa que los archivos de audio
presentaban en promedio 2500 datos (caracteristicas) con duraciones de
aproximadamente 300 ms. Con el uso de 150 PC’s se tiene una reduccién
del 94% en el numero de caracteristicas a procesatr, lo cual implica un menor
tiempo de procesamiento computacional.

o El desempefio del clasificador permite reconocer el digito hablado con una
precision del orden de mas de 90%, se cree que también seria posible
reconocer a la persona e incluso el género de esta, pero es necesario

incrementar el nUmero de grabaciones para corroborar estas ideas.

Finalmente se debe mencionar que como trabajo a futuro se espera realizar un
estudio mas detallado acerca de la dependencia del clasificador respecto del uso o
no del espectrograma o alguna otra técnica de analisis de audio respecto de la sefial
cruda de estos datos. Esto, para determinar de manera cuantitativa la mejoria con

el uso de estas técnicas.
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