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Resumen

Una ontologia es una representacién formal del conocimiento de un conjunto de
conceptos en un dominio y las relaciones entre esos conceptos. Estan compuestas por
clases o conceptos, relaciones, funciones, axiomas e instancias. Las ontologias per-
miten razonar acerca de las propiedades de un dominio dado y describir al mismo.
Asimismo, proveen un vocabulario compartido que sirve para modelar el dominio
[34]. Debido a esto, la ingenieria ontoldgica se centra en las actividades relevantes al
proceso de desarrollo de una ontologia, el ciclo de vida de ésta, asi como las herra-
mientas y metodologias que permiten crear las ontologias. Ademas de las ontologias,
existe otra forma de jerarquica de estructurar el conocimiento que se denominan
taxonomias, que se representan como un arbol cuya raiz es un concepto universal
y los hijos son conceptos més especificos. Los nodos representan los conceptos y las
aristas la conexién con el concepto mas general. Sin embargo, la mayoria de la in-
formacién que poseemos actualmente no se encuentra en un formato estandarizado,
por lo que no se puede obtener conocimiento directamente a partir de ésta. A causa
de esto, se han creado formas de lidiar efectivamente con este problema. La extrac-
cion de informacion es la tarea de extraer, de forma automatica, informaciéon de un
texto no estructurado con el objetivo de darle una estructura que permita su uso
en aplicaciones especificas. El agrupamiento o agrupamiento se define como la tarea
de agrupar un conjunto de objetos en un grupo de tal forma que queden agrupa-
dos los objetos con caracteristicas similares. Este tipo de andlisis es valioso porque
permiten ver la estructura de los datos y las relaciones entre estos, son ttiles para
utilizarse en conjunto con otras técnicas de IA y son especialmente ttiles para el des-
cubrimiento de conocimiento. Por otra parte, la creacién automatica de ontologias

y taxonomias es de vital importancia debido a las extensas aplicaciones, basadas en
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conocimiento, de éstas en campos como la farmacéutica donde ayuda a la mineria
de causalidad al categorizar las relaciones explicitas identificadas con una ontologia
de relacion causal, enriquecen la mineria en la web semantica, para obtener infor-
macion en la minerfa de registros médicos, deteccion de fraudes, sistemas de gestion
de conocimiento, entre otros. Asimismo, las ontologias son importantes puesto que
nos permiten reducir la ambigiiedad, ayudan a estructurar el conocimiento de un
dominio, representarlo e incluso compartirlo y reutilizarlo de forma efectiva. En la
actualidad existen distintas metodologias para la extraccién de taxonomias como las
basadas en patrones léxico-sintacticos, LSA, word embeddings, etc. En este proyecto
se pretende implementar un sistema basado en un algoritmo de agrupamiento que
permita la obtencién automatica de relaciones taxonémicas de un corpus de dominio

o documentos no estructurados y permita construir la taxonomia.
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Capitulo 1
Introduccion

Actualmente, poseemos una cantidad ingente de informacién y ésta no para de
crecer a cada minuto. Pese a esto, es dificil aprovecharla puesto que no se encuentra
estructurada en su mayoria. Debido a esto, es importante la creacién de soluciones
que permitan explotar el conocimiento contenido en dicha informacién de forma
automatica, ya que seria complicado hacerlo mediante agentes humanos. Con base
en lo anterior, el objetivo de esta investigacion es crear un modelo que permita
extraer taxonomias automaticamente a partir de texto no estructurado y evaluar la

taxonomia producida.

1.1. Antecedentes

En el trabajo realizado por Chavez y Tovar [9], que sirve como antecedente pa-
ra esta investigacion, se presenta una metodologia para la extraccién de relaciones
taxondmicas. En este trabajo se hace una propuesta para la tarea 13 de SemEval
2016, en el que se extraen las relaciones de hiperonimia y sinonimia mediante pa-
trones léxico-sintacticos y andlisis formal en textos no estructurados. El interés de
esta investigacion se centra en la identificacion de hiperénimos y la construccion de
la taxonomia. A continuacién, se presentan los trabajos que sirven de apoyo y como

antecedente para este proyecto:

» Tovar et al. [60]. En este articulo se propone la evaluacién automatica de rela-

ciones en ontologias de dominio restringido usando patrones léxico-sintacticos
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Capitulo 1. Introduccion 3

y analisis de dependencias sintacticas para evaluar relaciones de tipo class-
inclusion asi como otras relaciones ontolégicas incluidas. El método descrito
utiliza la evaluacion basada en corpus considerando el criterio de exactitud.
Este método es capaz de proporcionar una medida de exactitud para cada on-
tologia y dicha puntuacién tiene un grado de confiabilidad obtenido a través
de la comparacion de la evaluacion realizada por expertos y un baseline. Los

resultados indican que este enfoque supera al baseline propuesto.

= Chavez y Tovar [9]. En este articulo se desarrolla una metodologia para la
extraccién automatica de relaciones mediante patrones y métodos de agrupa-
miento como el analisis formal de conceptos para las dos primeras subtareas
de la tarea 13 de SemEval 2016, llamada Evaluacién de Extraccion de Taxo-
nomias. Este modelo consta de tres fases: la fase de preprocesamiento de la
informacién (remover puntuacién, simbolos especiales, convertir a mintsculas,
etc), la de modelos propuestos (desarrollo e implementaciéon de los modelos
para la extraccion de relaciones de hiperonimia y sinonimia) y la evaluacién
(medida mediante precisién, recall y validacién manual hecha por expertos).
Finalmente, gracias a dicha metodologia es posible detectar y extraer relaciones
taxonoémicas de hiperonimia e hiponimia en textos no estructurados de forma

automatica.

» Tovar et al. [58]. Los autores presentan un método basado en patrones léxico-
sintacticos (obtenidos de la subtarea 3 de la tarea 10 de SemEval 2017 asi como
de la literatura) para la validacién de relaciones seménticas de sinonimia en-
tre conceptos ontoldgicos; también se consideran los acrénimos como tipos de
sinénimo. Este método se divide en cuatro etapas: preprocesamiento, creacion
de una lista de patrones léxico sintacticos, obtencion de una lista de acrénimos
de un corpus de dominio y la evaluacion de las relaciones semanticas, que se
divide en evaluacion utilizando patrones léxico-sintacticos y utilizando acréni-
mos. La evaluacion se realiza usando un subcorpus creado por el sistema que
fue validado por tres expertos en el dominio. Los resultados muestran que el

sistema provee resultados fiables que coinciden con el criterio de los expertos.
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» Tovar et al. [59]. En este articulo se aborda un enfoque para la evaluacién
automatica de relaciones en ontologias de dominio restringido que utiliza la
evidencia encontrada en un corpus asociado al mismo dominio de la onto-
logia para definir la validez de las relaciones encontradas. Este enfoque usa
Anélisis Semantico Latente (LSA) y tiene dos variantes para evaluar las rela-
ciones seménticas y conceptos de la ontologia objetivo (similitud de cosenos y
Agrupamiento By Committees (CBC)). Los resultados indican que se obtienen
resultados satisfactorios al aplicar LSA y similitud de cosenos, pero usando
CBC no es posible encontrar todas las relaciones ontolégicas en los conceptos

agrupados.

» Tovar et al. [61]. En este articulo los autores proponen un enfoque que utiliza
el andlisis formal de conceptos para la identificacién automaética de relaciones
en ontologias de dominio restringido usando la evidencia hallada en un corpus
del mismo dominio para asi determinar la validez de las relaciones ontoldgicas.
Los conceptos formales se usan para evaluar las relaciones ontolégicas de la on-
tologia objetivo. Este enfoque considera dos formas de seleccionar los atributos
para la construccién de la matriz de incidencia que utiliza el analisis formal
de conceptos para obtener los conceptos formales. La diferencia entre estas va-
riantes es el analizador de dependencias sintacticas utilizado (minipar tagger
y Stanford tagger). Es importante resaltar que la evaluacién de las relaciones
ontolégicas fue realizada por humanos mediante la medida de precisién (ac-
curacy). De acuerdo con los resultados descritos por los autores, este enfoque
obtiene una precisién muy alta para relaciones taxonomicas y una puntuacion

perfecta para las relaciones no taxondémicas.

» Tovar et al. [63]. En este articulo se aborda un método que utiliza patrones
léxico-sintacticos y un corpus de referencia para la evaluacién (a través de
precision) de relaciones taxondmicas en ontologias de dominio restringido. Se
utilizan los patrones para evaluar relaciones taxonémicas en las que los con-
ceptos son totalmente distintos y usa una técnica que se basa en la suposicion
de que para esas relaciones una estd completamente contenida en la otra; gra-
cias a esto, se pudieron evaluar las relaciones taxonémicas de dos ontologias

de dominio, un de inteligencia artificial y otra de e-learning. La evaluacion se
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lleva acabo encontrando evidencia (mediante los patrones) en un corpus de
referencia utilizando el criterio de exactitud. Ademds, se muestra que existe
una alta relaciéon en la frecuencia de ocurrencia de los patrones utilizados en
el proceso de evaluacién, independientemente del dominio ontolégico. Final-
mente, se evalud este sistema, mediante expertos humanos, y consiguié una
confiabilidad promedio de 80 %, aunque esto también refleja la calidad de la

ontologia utilizada.

» Tovar et al. [62]. El enfoque presentado en este trabajo se basa en utilizar
la evidencia hallada en un corpus asociado al mismo dominio de la ontologia
para determinar las relaciones ontoldgicas, haciendo uso de analisis formal de
conceptos, para la identificacién automatica de relaciones en ontologias de do-
minio restringido. Este enfoque utiliza dos variantes para construir la matriz
de incidencia que usa el analisis formal de conceptos, cuya diferencia entre
ambos radica en el analizador utilizado (minipar o Stanford). De acuerdo con
el articulo, la variante que usa Stanford es més exacta que la que utiliza mi-
nipar; sin embargo, ésta iltima obtiene una buena precision en los dos tipos
de relaciones a evaluar, taxonémica y no taxondémicas, mientras que la version
de Stanford obtiene mejores resultados para relaciones no taxonémicas. Sin

embargo, la version que usa minipar es mas rapida.

1.2. Objetivos

Nuestros objetivos planteados, se dividen en dos partes, el objetivo general que
define el alcance de la investigacion y los objetivos especificos que determinan las

tareas a realizar.

1.2.1. Objetivo General

Desarrollar un modelo que permita la extraccion de relaciones taxonomicas a

partir de textos no estructurados usando un algoritmo de agrupamiento jerarquico.
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1.2.2. Objetivos Especificos

1. Analizar los algoritmos de agrupamiento jerarquico para la construccion de una

taxonomia..
2. Analizar técnicas para la extraccion de relaciones hipénimo-hiperénimo..

3. Implementar un método para la extraccién de relaciones hipénimo-hiperénimo

a partir de un texto no estructurado.

4. Implementar un método para la construccién de una taxonomia a partir de las

relaciones extraidas.

5. Evaluar el método propuesto.

1.3. Metodologia

Con las intenciones de cumplir los objetivos y crear un sistema que cumpla las
expectativas, se usara el modelo clasico para desarrollo de software, iniciando con la
parte de obtencién de requerimientos, analisis, especificacién, diseno de la solucién,
implementacion y pruebas.

Para tener un punto de referencia en el cual basar el trabajo, un rastreo exhausti-
vo del estado del arte nos permitira conocer las propuestas de soluciones que se han
planteado, cuales fueron sus bases y los resultados obtenidos. Asimismo, una revision
general de conceptos basicos de fundamentos de Procesamiento de Lenguaje Natural,
técnicas de extraccidon de relaciones semanticas y taxondmicas, asi como caracteristi-
cas de estas y conceptos ontologicos seran necesarios. Durante la implementacion, el
uso de una metodologia de programacién adecuada para crear el sistema y los mo-
delos, nos permitirdan obtener resultados que funcionaran para someter a validacién

lo propuesto.
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Estado del Arte

Para la revision del estado del arte, se partira desde el estudio de articulos relacio-
nados con la ingenieria ontolégica, aprendizaje de ontologias, aprendizaje automatico
y aplicaciones de éstas en diversos campos. A continuacion, se presentan trabajos re-
lacionados con las areas mencionadas previamente que serviran para el desarrollo de
esta investigacion. Particularmente estamos interesados en conocer las diferentes me-
todologias para la extraccion de relaciones taxonémicas y la creaciéon automatica de
ontologias. Mahmoud et al. [33] proponen un método para aprendizaje de ontologias,
basado en aprendizaje profundo, word embeddings y un algoritmo de agrupamien-
to avanzado (BIRCH). Los resultados muestran que esta metodologia es apta para
grandes volumenes de texto debido a como se representan las palabras, asi como
al algoritmo de agrupamiento jerarquico utilizado pues éste permite la reduccién
del tiempo de procesamiento asociado al aprendizaje de la ontologia. Finalmente, se
concluye que, en relacién tiempo/calidad, este método propuesto es aplicable para

el aprendizaje de ontologias en grandes volimenes de texto (big data).

Di Martino y Cantiello [15] presentan una técnica para crear ontologias que utiliza
agrupamiento jerdrquico (mediante el algoritmo de unién de vecinos). ésta se aplica a
un corpus y a partir de él se genera un arbol binario en el que cada nodo tiene asociado
un conjunto de términos derivados de los vectores caracteristicos del documento.
Dichos términos son conceptos candidatos para la construccién de una taxonomia
de dominio, de la cual pueden extraerse las relaciones jerdrquicas entre las clases

de la ontologia de dominio. Después, el arbol binario se convierte en una taxonomia

7
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mediante el uso del concepto de iso-cohesion. Cabe destacar que el algoritmo descrito

se encuentra disponible mediante un prototipo denominado OntoClust.

Novelli y de Oliveira [42] describen un método, simple y rapido, para la extrac-
cién automatica de ontologias de documentos o colecciones de estos (sélo de texto
o estructurados). Dicho método es independiente del tipo de documento y se basa
en técnicas como analisis semantico latente para proponer los conceptos iniciales,
agrupamiento jerarquico, WordNet y medidas de similitud para asi obtener la corre-
lacion entre los conceptos. Los conceptos iniciales y sus relaciones se obtienen de los
términos de los documentos; otros conceptos son creados a partir del andlisis de los
términos usando andlisis semantico latente y agrupamiento. Por otra parte, las rela-
ciones entre conceptos se generan del andlisis de un tesauro u ontologia (Wordnet).
Los resultados son suficientemente satisfactorios para el entendimiento y manipula-
cion de los conceptos del documento sin necesitar técnicas avanzadas, intervencién
de un experto o conocimiento del dominio de la ontologia. Finalmente, las ontologias
generadas mediante este método permiten representar adecuadamente los conceptos
de los documentos. Es necesario senalar que esté algoritmo no es supervisado y puede

analizar texto multidisciplinario.

Sarencheh y Schiffauerova [50] plantean un framework que combina técnicas de
mineria de texto y mineria web para crear una ontologia mas exhaustiva; éste se-
para el proceso de hallar los conceptos del analisis lingiiistico para asi extraer mas
relaciones taxonomicas y no taxonémicas. Dicho framework utiliza una versién modi-
ficada de TF-IDF para extraer los conceptos de una enciclopedia en linea. También
usa etiquetado semantico de clases para conectar conceptos, categorizar atributos
y etiquetarlos; asimismo, se utiliza la enciclopedia mencionada anteriormente para
crear una estructura para el conocimiento de un dominio dado. Por otra parte, se usa
etiquetado gramatical y un arbol de dependencias de las oraciones para obtener los
conceptos y sus relaciones. De acuerdo con los autores, este método puede utilizarse
para construir ontologias de documentos de texto plano que puede incluir conceptos

complejos, como nanotecnologia, o bien relaciones no taxonomicas.

Sarkar et al. [51] exponen un método que utiliza aprendizaje supervisado para
combinar multiples caracteristicas, las cuales pueden ser obtenidas a través de eti-

quetas o un corpus asociado, con una maquina de soporte vectorial como clasificador.
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La metodologia propuesta consiste en utilizar el baseline de la tarea TExEval para
saber si una cadena es subcadena de otra para asi relacionar estas cadenas en el grafo
de la taxonomia. Para extraer las relaciones entre pares de términos se utiliza la si-
militud de Jaccard par asi construir el arbol que contendra la taxonomia. Asimismo,
utiliza word embeddings para hallar la similitud entre dos palabras mediante dos
enfoques: min-max y promedio. Luego se utiliza descomposicién en valores singula-
res para las matrices de vectores obtenidas mediante Word embeddings mencionados
anteriormente. Después, se utiliza una maquina de soporte vectorial (SVM) para cla-
sificar las relaciones. Finalmente se realiza la taxonomia construyendo, vorazmente,
un arbol tomando los vértices con la puntuacion més alta y anadiéndolos al arbol.
La técnica descrita supera significativamente al baseline propuesto para TExEval en

la medida F, pero no en la puntuacién Fowlkes-Mallows debido a la estructura de la

red.

Maynard et al. [36] discuten el uso de técnicas de extracciéon de informacién,
incluyendo patrones léxico-sintacticos como técnicas para generar informaciéon on-
tologica a partir de texto no estructurado, ya sea para crear una nueva ontologia o
extender una existente con nuevas entidades. Estos patrones se refinan usando una
herramienta de extraccién de términos y restricciones semanticas derivadas de Word-
Net y VerbNet para evitar un problema relacionado con el uso de patrones de disefio
ontolégico (ODP). Utilizan ODP ya que, a diferencia de los patrones de Hearst,
estos son mas generales, pero son mas ambiguos. Ademas, se reduce el problema
de sobre generacién mediante restricciones semanticas. De acuerdo con los autores,
los patrones utilizados proveen una buena base, pero ain existe margen de mejora
como incorporar combinaciones de patrones de Hearst con informacion colocacional

derivada estadisticamente.

Cimiano et al. [11] presentan un enfoque basado en clasificaciéon para aprendizaje
de relaciones taxondémicas entre términos mediante multiples y heterogéneas fuentes
de informacién como corpus de texto, la Web, WordNet, etc. Se utiliza aprendizaje
computacional para hallar una combinacién éptima que, a su vez, represente estas
fuentes como caracteristicas de primer orden. Por otra parte, se utilizar diferentes
clasificadores (Naive Bayes, C4.5, perceptrén y perceptrén multicapa) y distintas

técnicas para lidiar con los conjuntos de datos desbalanceados (oversampling y un-



Capitulo 2. FEstado del Arte 10

dersampling). Sin embargo, este enfoque utiliza aprendizaje supervisado, por lo que
provee cierta independencia de dominio. Finalmente, es necesario resaltar que una
correcta combinacion de fuentes de informacion y técnicas de aprendizaje permite

mejorar los resultados, a comparacion de utilizar una solamente.

Pocostales [44] muestra un sistema semi-supervisado, llamado NUIG-UNL, que
halla los hiperénimos candidatos para sustantivos representandolos como vectores.
Esta propuesta asume que los hiperénimos pueden obtenerse sumando un vector de
desplazamiento al hiperénimo correspondiente. El vector de desplazamiento se ob-
tiene como el promedio del desplazamiento entre 200 pares de hipénimo-hiperénimo.
Por otra parte, es necesario resaltar que este sistema alcanzé el segundo lugar para

la conectividad y categorizacién en la construccién de ontologias en inglés.

Cleuziou y Moreno [12] disefié6 un método semi-supervisado y auto-supervisado
para obtener taxonomias léxicas usando la representacién de vectores semanticos.
Esta propuesta calcula las similitudes entre conceptos usando vectores semanticos
para después construir una estructura preliminar gracias a un espacio pre-topoldgico
definido. Finalmente, se usa un algoritmo genético para optimizar la calidad de las

relaciones anadidas, asi como la calidad de la estructura.

Doing-Harris et al. [16] proponen un sistema llamado SEAM (SEmi-Automated
ontology Maitenance) para la extracciéon de informacion y relaciones para apoyar al
proceso de desarrollo de una ontologia mediante procesamiento de lenguaje natural.
Este sistema combina diferentes tipos de texto y técnicas de extraccion de relaciones.
Usa semantica basada en corpus (a través de tf-idf y vectores de contexto) y patrones
léxico-sintacticos para identificar sinénimos y grupos de jerarquias. SEAM se utiliza
para recomendar términos clinicos, sinénimos y relaciones jerarquicas sin importar
el dominio médico (estado mental, sindromes médicos sin explicacién y resumen de

ecocardiograma).

Singhal et al. [54] proponen un modelo de aprendizaje automético supervisado
para la identificacion automatica de relaciones de tipo enfermedad-mutacion, obte-
nidas a partir de texto biomédico con el objetivo de curacion de bases de datos para
la medicina de precision. El modelo propuesto utiliza caracteristicas estadisticas, de
distancia y de sentimientos para obtener las relaciones enfermedad-mutacién. Este

enfoque demuestra ser 1til para la extraccion de relaciones enfermedad-mutacién no
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curadas en escenarios reales. Ademas, el enfoque obtiene mejores puntuaciones con

respecto al estado del arte para medidas F.

Qian et al. [46] discuten un enfoque para determinar dindmicamente la extensién
del arbol en métodos para extraccion de la relaciéon semantica basada en el ntcleo
del arbol. El método propuesto usa las dependencias para mantener los nodos y
las cabezas de los nodos hijos en el camino para conectar dos entidades, mientras
remueve el ruido del arbol sintactico. Por otra parte, exploran la combinacion de
caracteristicas para extraer relaciones mediante analisis unificado y el arbol seménti-
co. La evaluacion de este sistema se realizé en el corpus ACE RDC y los resultados
demuestran que el trabajo propuesto supera a los demas basados en extension del
arbol mediante la combinacién del nicleo del arbol con un ntcleo lineal basado en

caracteristicas.

El trabajo de Shen y Huang [52] se centra en el uso de una red neuronal convolu-
cional basada en atencién, llamada Attention-CNN, para la extraccion de relaciones
semanticas. Este modelo usa embeddings a nivel de palabras, etiquetas gramaticales
e informacion posicional y para realizar la clasificacion utiliza WordNet y las pala-
bras cerca de los nominales. Ademas, el mecanismo de atencién usado (a nivel de
palabras) permite determinar las parte mas importantes en una oracién con respec-
to a las entidades de interés. Este modelo fue probado con el conjunto de datos de
la tarea 8, clasificacion de relaciones, del SemEval-2010. Sin embargo, este modelo
no contempla la direccionalidad de las relaciones. Se demostré que la red neuronal
propuesta obtiene mejores resultados en términos de F1 respecto a otros enfoques

basados en méaquinas de soporte vectorial o redes neuronales recurrentes.

Xu et al. [68] desarrollan un modelo de red neuronal convolucional para el apren-
dizaje de representaciones més robustas a partir del camino de dependencia mas
corto, pues los modelos neuronales enfocados a la identificacion de relaciones su-
fren de informacion irrelevante cuando los objetos y sujetos se encuentran a largas
distancias (direccionalidad de las relaciones). Asimismo, proponen solucionar este
problema mediante muestreo negativo. Esta propuesta fue evaluada usando el con-
junto de datos para la tarea 8 del SemFEval-2010 y se demostr6 que se obtienen buenos
resultados en términos de F1; sin embargo, al usar el muestreo negativo, esta pun-

tuacion aumenta. Asi, supera a métodos basados en maquinas de soporte vectorial,
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redes recurrentes o redes convolucionales simples. Sin embargo, Attention-CNN lo

supera por 0.05



Capitulo 3
Marco teorico

En este capitulo, se presentan y explican los conceptos tedricos usados en el
presente trabajo de tesis.

Se inicia con la definicién de lenguaje y lenguaje natural, después se habla del
procesamiento de lenguaje natural y las distintas areas que éste comprende. Lue-
go, se habla del aprendizaje automatico y se discuten los procesos de mineria de
datos y recuperacion de informacion, poniendo especial enfasis en los procesos re-
lacionados con las ontologias y taxonomias. Posteriormente, se trata la ingenieria
ontolégica asi como las tareas fundamentales de la misma. Finalmente, se indican

las herramientas usadas en el desarrollo de la propuesta de solucién.

3.1. Lenguaje

Existen diversas definiciones de lenguaje, cada una con diferentes connotaciones
segtin el autor y la época. A continuaciéon se muestran algunas interpretaciones de
este concepto, a partir de las cuales se derivaran los elementos en comun entre cada
una de ellas.

Segun el Diccionario de la Real Academia Espanola, el lenguaje es la facultad del
ser humano de expresarse y comunicarse con los demas a través del sonido articulado
o de otros sistemas de signos .

De acuerdo con Chomsky, el lenguaje es un conjunto finito o infinito de oraciones,

Thttps://dle.rae.es/lenguaje
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cada una de ellas de longitud finita y construida a partir de un conjunto finito de
elementos [1, 10, 41].

Pavio y Begg definen el lenguaje como un sistema de comunicacién biolégico de
informacién significativa e interindividualmente, a través de signos lingiiisticos [24].

Coseriu, por su parte, dice que el lenguaje esta fundado en la asociacién arbitra-
tia de un significado (contenido seméntico) y un significante (imagen acustica). La
unidad resultante es el signo lingiiistico. Por lo tanto, para establecer comunicacién
se necesita que el hablante y el oyente acepten los mismos simbolos para los mismos
objetos y que la combinacién de dichos simbolos se efectiie segin unas reglas [40].

De lo anteriormente expuesto, se deben destacar los elementos mas relevantes
de cada definicion. Es decir, el lenguaje tiene un componente bioldgico, dota de la
capacidad de comunicacion entre individuos y que se trata de un conjunto genera-
do a partir de unidades bésicas [24, 40]. Finalmente, de acuerdo con Herrera [35],
podriamos concluir que el lenguaje es un sistema de signos a través del cual el hombre
elabora, expresa y comunica sus pensamientos.

Asimismo, es importante destacar que existen 2 categorias en cuanto a lengua-
jes: los naturales y los formales. Dentro de los lenguajes formales se encuentran los
lenguajes matematicos, logicos, de programacién, entre otros. En los lenguajes na-
turales, se hallan el inglés, aleman, francés, etc. Sin embargo, en este estudio sélo se
abordaran los lenguajes naturales [45, 56].

Por otra parte, un lenguaje natural puede definirse como aquel lenguaje, ya sea
escrito o hablado, que permite comunicarnos con las demas personas de forma coti-
diana. Este tipo de lenguajes nos permiten expresar sentimientos, ideas, emociones,
hechos, etc. Es crucial destacar que se designan como naturales debido a que no son
lenguajes artificiales o creados, por ejemplo, a partir de ciertas reglas como una sin-
taxis o semantica. A pesar de esto, un lenguaje natural puede ser modelado a través
de un lenguaje formal o bien ser formalizado a través de una teoria [45, 56].

De acuerdo con Polanco Ferndndez [45], los lenguajes naturales poseen las si-

guientes propiedades:

= Se desarrollan y organizan a partir de la experiencia humana. Esto es, sufren
un enriquecimiento progresivo mediante la practica y ésta precede a la teoria,

la cual se desarrolla a través del tiempo.



Capitulo 3. Marco tedrico 15

= Gran expresividad. Permiten expresar y razonar sobre situaciones complejas

= Polisemia. Una oracién puede tener diferentes significados dependiendo del

contexto en el cual se utilicen ciertas palabras.

» Formalizacién compleja. A pesar de que la sintaxis puede ser expresada formal-
mente, la polisemia impide una formalizacion completa de cualquier lenguaje

natural.

3.2. Procesamiento de Lenguaje Natural

El Procesamiento de Lenguaje Natural (PLN) es un subcampo de investigacién
enmarcado dentro de diferentes disciplinas como la lingiiistica, las ciencias de la
computacién, la inteligencia artificial, etc., cuyo objetivo es encontrar técnicas que
permita a las computadoras la manipulaciéon de texto en lenguaje natural. Liddy
lo define como una gama de técnicas computaciones, tedricamente motivadas, para
analizar y representar textos de ocurrencia natural a uno o mas niveles de analisis
lingiifstico con el propésito de alcanzar procesamiento de lenguaje similar al de un
humano para una variedad de tareas o aplicaciones [70]. Existen diferentes fines para
el PLN, relacionados estrechamente con el dominio de la aplicacién para la cual se
utilice. Por ejemplo, en un sistema de recuperacién de informacién que use PLN;, la
meta es representar el significado e intencion de la consulta del usuario, la cual puede

ser expresada en lenguaje natural como si se hablara a una bibliotecaria.

3.2.1. Niveles de Procesamiento de Lenguaje Natural

Un sistema de Procesamiento de Lenguaje Natural estd dividido en cinco niveles,

los cuales se presentan a continuacién [38, 56]:

= Nivel fonolégico. La relacion de las palabras con el sonido que las representan.
Para un andlisis a este nivel se requiere de reglas fonéticas (sonido de las pala-
bras y variacién cuando se utilizan ciertas palabras en conjunto) y prosodicas

(acentos, tonos, entonacion).
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= Nivel morfolégico. En este nivel se define como se construyen las palabras a
partir de morfemas (unidad minima de significado que no puede dividirse mas).
Asi, podemos conocer el significado de una palabra desconocida mediante la

descomposicion en morfemas.

= Nivel sintactico. Este nivel trata de cémo las palabras pueden unirse para
formar oraciones, fijando el papel estructural que cada palabra juega en la
oracion y que sintagmas son parte de otros sintagmas. Esto es, analizar las

palabras en una oracién para descubrir la estructura gramatica de las mismas.

= Nivel semantico. En este nivel se determina el posible significado de las ora-
ciones usando la interaccién de las palabras, pero considerando el significado

independiente del contexto, es decir, solamente las palabras.

= Nivel pragmatico. En este nivel se considera el propdsito con el cual se usan

las oraciones y como este uso afecta al significado de las mismas.

En la figura 3.1 se aprecian los distintos niveles del PLN y las aplicaciones de

cada uno de estos.

3.2.2. Word embeddings

Word embeddings son un conjunto de modelos para lenguaje y seleccién de ca-
racteristicas, cuyo fin es asignar palabras o frases a un espacio continuo de baja
dimensién [28], a diferencia de otros modelos como n-gramas o vectores one-hot.
Asimismo, este conjunto de técnicas permiten preservar la informaciéon semantica
(significado) y sintactica (estructura) de las palabras.

Existen distintas formas de agrupar los métodos para generar embeddings, entre

las que se encuentran las siguientes.

= Modelos sintagmaéticos y paradigmaticos. Estos se basan en la distribucion de

informacion de las palabras.

» Métodos de factorizacion de matrices y muestreo de ventana deslizante. Se
dividen de acuerdo a como se genera el embedding, ya sea con descomposicion

de matrices o prediciendo la siguiente palabra mediante ventana deslizante.
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Figura 3.1: Niveles de procesamiento de lenguaje natural [18].

De acuerdo con Li y Yang [28], los embeddings pueden utilizarse en tareas de
PLN donde pueden ser usados como datos de entrada o caracteristicas para datos

textuales. Asi, pueden ser utilizados en los siguientes escenarios.

= Andlisis seméntico. Relacién de la estructura sintactica de las palabras con su

significado, independientemente del lenguaje.
= Andlisis sintactico. Extraccion de la estructura sintactica a partir de oraciones.

» Analisis de idiomaticidad. Prediccion de la composicién de expresiones de pa-

labras multiples.

» Etiquetado gramatical. Etiquetar palabras en diferentes categorias gramatica-

les.

= Andlisis de sentimientos. Extraccion de opinion, sentimiento asi como subjeti-

vidad de un texto.
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= Reconocimiento de entidades nombradas. Reconocimiento de nombres de per-

sonas, organizaciones, valores monetarios, lugares, etc.

» Traduccién automatica. Sustitucion de textos en un lenguaje dado por textos

en otro correspondiente.

» Vinculacién textual. Deduccién del significado de un nuevo texto a partir de

fuentes conocidas.

Por otra parte, es importante destacar que también existen embeddings a nivel
de frase y documento. A nivel de frase pueden ser utilizados para administracion de
documentos web, identificacion de parafrasis y traduccién automatica, mientras que a
nivel de documento se aplican en traducciéon automatica y analisis de sentimientosLi
y Yang [28].

3.2.3. Aplicaciones

El Procesamiento de Lenguaje Natural tiene distintas aplicaciones, entre las cua-

les se encuentran las siguientes [19, 25]:

= Recuperacién de Informacién. Es la ciencia de buscar documentos o infor-
macion en documentos. Estos documentos pueden ser de texto o multimedia

asi como pueden residir en la Web.

» Extraccion de Informacién. Esta tarea tiene como objetivo la extraccion au-
tomatica de informacion a partir de documentos no estructurados o semi-
estructurados. Ya que se ha obtenido la informacion, ésta se representa de

forma estructurada y puede usarse en otras aplicaciones.

» Bisqueda de Respuestas. Se centra en proveer al usuario una respuesta concreta

para la pregunta planteada.

» Restmenes. Ciertos niveles del PLN, permiten reducir un texto largo en uno
mas corto pero mantiene la representacién narrativa, de forma abreviada, del

documento original.
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» Traduccién automatica. Se encarga de las técnicas computacionales, las cuales
varian desde las basadas en palabras hasta las que usan niveles altos de analisis,

las cuales pueden ser utilizadas para traducir texto de un idioma a otro

» Sistemas de didlogo. Sistemas pensados para aplicaciones en las que hay in-
teraccion con el usuario final. El usuario se comunica con el sistema mediante

diversas formas, por ejemplo, voz o texto.

Sin embargo, de acuerdo con Liddy [29], cualquier aplicacién que utilice texto es
candidata a usar Procesamiento de Lenguaje Natural. Por lo tanto, no esta limitado

a las mencionadas previamente.

3.3. Aprendizaje automatico

El aprendizaje automatico es una disciplina cientifica que se encarga del desa-
rrollo de capacidades de aprendizaje para sistemas computacionales. El aprendizaje
automadtico es una de las dreas centrales de la Inteligencia Artificial (IA).

De acuerdo con Camastra y Vinciarelli [8], el aprendizaje automaético se desarrolla

a partir de las siguientes lineas de investigacion:

» Estudios orientados a tareas. Se encarga del desarrollo de sistemas de aprendi-

zaje para mejorar el desempenio en ciertas tareas.

» Simulacién cognitiva. Investigacién y simulacién de proesos de aprendizaje hu-

manos.

= Analisis tedrica. Es la investigacién tedrica de métodos y algoritmos posibles

de aplicarse sin importar el dominio.

Por otra parte, de acuerdo con Ramasubramanian y Singh [48], existen distintas
formas de agrupar los algoritmos de aprendizaje automatico. Asi, hay dos tipos de

grupos, los cuales se muestran seguidamente:

= Agrupacién basada en el tipo de aprendizaje. En este aprendizaje se consideran
los tipos de variables de respuesta que estan presentes en el conjunto de entre-
namiento. Bajo esta clasificacién se encuentran el aprendizaje supervisado, no

supervisado, semi-supervisado y por refuerzo.
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= Agrupaciéon basada en tipo de problema. En este grupo se considera qué es lo

que el modelo trata de lograr.

A continuacién, se presentan las definiciones de los elementos que componen el

grupo basado en el tipo de aprendizaje [48]].

3.3.1. Aprendizaje supervisado

El aprendizaje supervisado se aplica para conjuntos de datos que tengan una
variable de respuesta (es decir, una etiqueta), sin importar el tipo de la misma. El
algoritmo debe aprender una variable de respuesta a partir del conjunto de varia-
bles predictorias proporcionado. En otras palabras, en este tipo de aprendizaje, el
algoritmo recibe un conjunto de entrada pre-etiquetado e intenta converger al me-
jor clasificador posible f : X — Y que permita predecir nuevos ejemplos con una
exactitud alta [17]].

Este enfoque puede usarse para problemas de regresion o clasificacion, por ejem-

plo, predecir el precio de una vivienda o determinar si un producto es o no defectuoso.

3.3.2. Aprendizaje no supervisado

Por otra parte, si el conjunto de datos no posee variables de respuesta, no puede
usarse aprendizaje supervisado. El aprendizaje no supervisado se basa en alguna
medida para cada instancia del conjunto que permita caracterizar los datos. Sin
embargo, deben analizarse los datos de entrada para encontrar similitudes entre
los mismos. A diferencia del aprendizaje supervisado, donde se trata de hallar una
funcién que permita relacionar las variables predictoras con las de respuesta, en el
aprendizaje no supervisado se debe analizar la organizacion espacial de los datos.

Este enfoque suele usarse en problemas asociacién y agrupamiento, siendo éste
ultimo mas comun. Entre sus aplicaciones se encuentra la segmentacién de usuarios,

deteccion de fraudes, extraccion de reglas de asociacion, etc.

3.3.3. Aprendizaje semi-supervisado

En el aprendizaje supervisado, existen etiquetas para cada instancia del conjunto

de datos mientras que en el aprendizaje no supervisado, dichas etiquetas no existen
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o no se tiene acceso a ellas. En este tipo de aprendizaje, solamente se poseen va-
riables de respuestas para una parte del conjunto. Sin embargo, usando técnicas de
agrupamiento, se pueden propagar las etiquetas a todas las instancias de un mismo

grupo [20].

3.3.4. Aprendizaje por refuerzo

El aprendizaje por refuerzo suele usarse en escenarios donde sélo se dispone de
un estado inicial de los datos y hay diferentes respuestas posibles. Este tipo de algo-
ritmos aprenden continuamente de su entorno de forma iterativa y, de esta manera,
logran explorar todos los posibles resultados. Normalmente se usan en la robdtica,
conduccién auténoma o en juegos de mesa como Go o videojuegos como StarCraft
1T [66].

3.3.5. Grupos de algoritmos de aprendizaje automatico

Existen diversos algoritmos, cada uno con aplicaciones particulares. Sin embargo,
pueden agruparse de acuerdo a los datos de entrada y a la salida que producen. A

continuacién se presenta una forma de agrupar estos algoritmos [48]:

= Métodos basados en regresion. En este tipo de métodos se aplica regresion
para estimar la relacién entre un conjunto dependiente de variables y uno

independiente a través de minimizacion de error o un método probabilistico.

= Algoritmos basados en distancia. Estos algoritmos se utilizan para aprender re-
presentaciones y crear métricas que permitan determinar si un objeto pertenece

0 no a una clase.

= Métodos de regularizacién. Estos métodos penalizan la funcion de pérdida con
el objetivo de balancear la complejidad y efectividad del modelo, ya que mo-
delos muy complejos para un problema simple tienden al sobreajuste. Suelen
utilizarse en problemas con grandes volimenes de datos y gran cantidad de

caracteristicas.
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= Algoritmos basados en arboles. Estos algoritmos aplican una serie de reglas
condicionales a los datos; se decide una vez que se hayan cumplido las condi-

ciones. Son algoritmos rapidos y de tipo distribuido.

= Algoritmos bayesianos. Los algoritmos bayesianos usan distribuciones de Bayes
a priori y posteriori. A diferencia de los algoritmos de aprendizaje que aprenden
iterativamente, los algoritmos basados en Bayes usan inferencia a partir de la

distribucién de una variable.

= Algoritmos de agrupamiento. La idea principal de este algoritmo es encontrar
la mejor forma de formar grupos mediante una medidad de similitud. En otras
palabras, deben maximizar la similitud dentro de los grupos y minimizar la
similitud entre grupos. Como se mencioné en la seccién anterior, se trata de

aprendizaje no supervisado.

= Mineria de reglas de asociacién. Se observan las relaciones entre variables y
se cuantifica dicha relacién con el fin de usarse para exploracion y prediccion.
Son 1tiles para la construccion y extraccion de reglas de asociacion en grandes

conjuntos de datos.

= Redes Neuronales Artificiales. Son modelos que permiten reconocer y aprender
relaciones no lineales asi como relaciones de alto orden entre multiples variables.
Permiten implementar dos de los tipos de aprendizaje automéatico mencionados,

el supervisado y el no supervisado.

= Aprendizaje profundo. Son redes neuronales de gran tamano y poseen multiples
capas ocultas. Son computacionalmente complejas, pero ofrecen la ventaja de

ser aptas para conjuntos de datos enormes.

= Aprendizaje conjunto. Este paradigma de aprendizaje se basa en la combi-
nacién de resultados obtenidos mediante otros algoritmos de aprendizaje au-
tomatico. Uno de los aspectos mas importantes es ofrece la posibilidad de

dividirse y ser distribuido.

= Mineria de textos. Es una subarea del PLN, que a su vez es subarea del apren-

dizaje automatico. Estos algoritmos proveen de herramientas para tratar infor-
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macién en forma de texto (normalmente no estructurado) o bien crear carac-

teristicas a partir de ésta para ser usadas por otros algoritmos de aprendizaje.

Tabla 3.1: Grupo de algoritmos de aprendizaje automatico [48]

Grupo de algoritmos

Ejemplos

Regresion

Regresion lineal, logistica, paso a paso,
polinomial, minimos cuadrados ordinarios
(OLSR) y local (LOESS).

Basados en distancia

K-Vecinos mas cercanos (k-NN),
aprendizaje de cuantificacion vectorial y

mapa auto-organizado (SOM).

Regularizacion

Regresion Ridge, Elastic Net, regresion de
angulo minimo y LASSO

Basados en arboles

Arbol de clasificacién y regresion (CART),
dicotomizador iterativo 3 (ID3), C4.5 y
C5.0, bosque aleatorio, arboles de decision
condicional y deteccién de la interaccién
automatica Chi-cuadrado (CHAID).

Bayesianos

Naive Bayes, Naive Bayes Gaussiano, Naive
Bayes Multinomial, red de creencia

Bayesiana y redes Bayesianas.

Agrupamiento

K-Means, k-Medians, particionamiento
alrededor de medoides (PAM) y clustering

jerarquico

Mineria de reglas de asociacién

Algoritmo de Apriori , de Eclat,mineria
basada en contexto y algoritmo de

crecimiento FP.

Redes neuronales artificiales

Perceptron, retropropagacion, redes de

Hopfield y redes de base radial.
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Aprendizaje profundo Maéquinas profundas de Boltzmann, redes
de creencia profunda, redes convolucionales

y autocodificadores apilados.

Aprendizaje conjunto Boosting, agregacién de Bootstrap,
AdaBoost,generalizacién apilada y

maquinas de potenciacion de gradiente

Mineria de texto Restimenes automaticos, reconocimiento de
entidades nombradas, reconocimiento 6ptico
de caracteres, etiquetado gramatical,

analisis de sentimientos, reconocimiento de

habla y modelado de tépicos.

3.4. Mineria de datos

Existe una cantidad abismal de datos en la actualidad. Sin embargo, la mayoria de
estos datos no estan disponibles en una forma que permita procesarlos para obtener
informacion 1til. Debido a esto, surge la mineria de datos. La mineria de datos es el
estudio de la recoleccién, limpieza, procesamiento, analisis y ganancia de perspectivas
ttiles a partir de los datos [3].

Esta tarea es especialmente dificil debido a la disparidad entre los tipos de datos
y los problemas a resolver; incluso en problemas similares, las diferencias llegan a
ser grandes. A pesar de esto, las aplicaciones de mineria de datos se relacionan con
alguno de los cuatro super problemas de mineria de datos: mineria de patrones de
asociacion, agrupamiento, clasificacion y deteccién de valores atipicos. Estos proble-
mas son de suma importancia ya que fungen como bloques de construccién para
distintas aplicaciones [3].

Por otra parte, la mineria de texto se clasifica de acuerdo a la fuente de los datos.

A continuacién, se describen los tipos de mineria de texto [27]:

= Mineria de datos relacional. La mineria de datos relacional se encarga de los

datos relacionales (bases de datos); los datos son colecciones de registros con
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donde cada campo tiene un valor y cada registro esta formado por un ntimero
fijo de valores. Es decir, tablas. Las tareas tipicas en este tipo de mineria son

la clasificacién, regresion y agrupamiento.

= Mineria web. En esta tarea los datos a procesar proviene de la web; los datos
que se proporcionan son un documento HTML e informacién adicional como
texto, registros de acceso, hipervinculos, etc. Se subdivide en mineria de con-
tenido web, mineria de web estructurada y mineria de uso web. La mineria de
contenido web utiliza los contenidos de los documentos web para clasificarlos
en uno o varios topicos o bien realizar resimenes automaticos. La mineria de
estructura web considera la estructura de los documentos web para catego-
rizar un documento dada sus configuraciones de etiqueta; es decir, se ignora
el contenido para concentrarse en plantillas y estructuras. Por otra parte, la
mineria de uso web considera las tendencias de acceso a los documentos web.
Estas tendencias se representan como un grafo donde cada nodo indicala ruta

de acceso desde una URL hacia otra.

= Mineria de macrodatos. La mineria de macrodatos supone un mayor reto res-
pecto a las anteriormente mencionadas debido a que posee un gran volimen,
velocidad (respecto a la generacién de los datos), variabilidad (inconsistencia
o ruido), variedad (datos en distintos formatos) y veracidad (calidad) respec-
to a los datos. En la figura 3.2 se observan los tres niveles de la mineria de
macrodatos. El nivel mas basico y el que sirve de base para los demés niveles
esta formado por las técnicas de mineria relacional; el nivel intermedio se forma
por las técnicas de mineria de texto, mineria web y bio mineria. Finalmente,
el nivel mas externo se compone de la mineria de macrodatos, la cual es mas
compleja en estructura y tiende a estar incompleta o sufrir actualizaciones de

datos de forma frecuente.

3.4.1. Fases de la mineria de datos

De acuerdo con Aggarwal [3], la minerfa de datos involucra actividades como la
limpieza, extraccién de caracteristicas, entre otras. A continuacién, se describe el

proceso general que se sigue:
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Mineria de
macrodatos

Mineria de texto

Mineria de datos
relacionales

Complejidad Dinamismo

Mineria
web

Bio mineria

Incertidumbre

Figura 3.2: Niveles de la minerfa de macrodatos [27].

» Recoleccion de datos. La informaciéon puede provenir de diferentes fuentes como
redes de sensores, encuestas de usuarios o de la Web. A pesar de esta dificultad,
deben realizarse decisiones Optimas para evitar afectar este proceso. Al final
de la recoleccién, los datos se guardan en bases de datos o almacenes de datos,

para ser procesadas posteriormente.

» Extraccion de caracteristicas y limpieza de datos. Los datos necesitan volverse
procesables, ya que la mayor parte del tiempo los datos recolectados se encuen-
tran en formatos que no son aptos para ser procesados mediante algoritmos de
mineria de datos. Debido a esto, los datos deben ser convertidos a formatos
semiestructurados o multidimensionales o series de tiempo. Esta etapa también
involucra la limpieza de los datos, donde estos son corregidos o estimados en
caso de que no estén presentes; si los datos son de fuentes heterogéneas, estos
se integran y unifican. El producto final de esta fase es un conjunto de datos

estructurado que sera guardado, para ser procesado después.

= Procesamiento analitico y algoritmos. Esta es la tltima fase del proceso y
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se encarga de disenar métodos eficaces para los datos obtenidos en la etapa
anterior. En ocasiones, los problemas no se ajustan a los super problemas, pero

estos se pueden utilizar como bloques de construccién para crear una solucion.

En la figura 3.3, se pueden observar las tres fases que conforman el proceso de
mineria de datos. También se indica que puede haber retroalimentaciéon entre las

fases de la mineria de datos.

Preprocesamiento de Procesamiento analitico
datos
- Salida
Recoleccion de
—> para un
datos . o -

Extraccion de Limpieza e Bloque de Bloque de analista

caracteristicas integracion construccion 1 construccion 2

Retroalimentacion (opcional)

Retroalimentacién (opcional)

Figura 3.3: Proceso general de la mineria de datos [3].

3.4.2. Analisis de agrupamiento

El analisis de agrupamiento agrupa objetos o individuos en grupos de tal forma
que los objetos en un mismo grupo sean mas similares entre si que con los objetos
de otros grupos. Se intenta maximizar la homogeneidad de los objetos dentro de los
grupos y maximizar la heterogeneidad entre grupos [73].

Este andlisis tiene diversas aplicaciones como resumenes de datos, segmentacion
de clientes, andlisis de redes sociales y sirve de herramienta a otros problemas de
mineria de datos como fase de preprocesamiento.

Existen diferentes modelos para realizar agrupamiento, los cuales tienen diferente
rendimiento dependiendo del problema y el tipo de datos. La diferencia principal
entre los modelos el como definen la similitud entre los grupos de datos. Asimismo,
deben seleccionarse caracteristicas que sean informativas y debe eliminarse el ruido

en los datos: este proceso es conocido como seleccion de caracteristicas.
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La seleccion de caracteristicas es esencial ya que permite remover las caracteristi-
cas que puedan entorpecer el agrupamiento; determinan el subcojunto de caracteristi-
cas inherentes a la tendencia de agrupamiento subyacente. Hay dos modelos para la

seleccién de caracteristicas [2]:

= Modelos de filtro. Cada caracteristica esta asociada con una puntuacién con el
uso de un criterio de similitud. Este criterio provee una condicion que permite
filtrar las caracteristicas, pues los datos que no alcancen cierta puntuacién
no son considerados. Los criterios utilizados en estos modelos son la fuerza
de un término, dependencia predictiva de atributos, entropia y estadistica de

Hopkins.

= Modelos de envoltura. Este método evalia la calidad de un subconjunto de
caracteristicas mediante un algoritmo de agrupamiento. Es 1til debido a que
los distintos métodos de agrupamiento pueden funcionar mejor con ciertos sub-
conjuntos. Sin embargo, se pierde la informacién que pueden proveer algunas
caracteristicas. Se pueden utilizar criterios como la entropia de clase o la pun-

tuacién de Fisher.

Una diferencia significativa entre ambos modelos es que los modelos de filtro pueden
usarse solo para preprocesamiento mientras que los de envoltura se pueden aplicar
al realizar el agrupamiento.

A pesar de la existencia de distintos tipos de algoritmos de agrupamiento, a
continuacion se presentaran los algoritmos de agrupamiento jerarquico debido a su
importancia en la realizacién del presente trabajo.

Los algoritmos jerarquicos tipicamente agrupan los datos basados en la distancia
y usan otros métodos de agrupamiento para construir una jerarquia. Este tipo de
agrupamiento es muy util, pues provee una taxonomia de grupos, que puede usarse
para obtener perspectivas semanticas.

En la figura 3.4 se puede observar una taxonomia creada a partir de Open Di-
rectory Project en la cual, a un alto nivel, los tépicos estan organizados en tres
categorias: arte, ciencia y salud. Luego, en el siguiente nivel se dividen en subtemas
para cada area, como peliculas en el caso de arte o biologia en ciencia.

De acuerdo a cémo se construye el arbol jerarquico de grupos, existen dos tipos

de algoritmos de agrupamiento jerarquico, los cuales se presentan en seguida.
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Estado
fisico

Figura 3.4: Niveles de granularidad en el agrupamiento jerdrquico [2, 3].

= Métodos aglomerativos. Los puntos individuales, sucesivamente, se aglomeran
en grupos mas grandes. La diferencia entre métodos radica en qué funcion

decide si los grupos se unen.

» Métodos divisivos. Se utiliza un enfoque de arriba hacia abajo para dividir
sucesivamente los datos en una estructura parecida a un arbol. Debido a este
enfoque es posible tener un mayor control del arbol en cuanto a grados y balance

de las distintas ramas.

Algoritmo 1 Algoritmo de fusién aglomerativo genérico con criterio de fusién no
especificado [2, 3]
Entrada: Datos: D
1: Inicializar una matriz de distancia M de nxn usando D
2: repetir
3:  Elegir el par de grupo ¢ y 7 usando M
4
5

Fusionar los grupos i y j
Eliminar filas/columnas i y 7 de M y crear una nueva fila y columna para el
grupo creado

6:  Actualizar las entradas de la nueva fila y columna de M

7: hasta que se alcance criterio de paro

8: devolver Conjunto actual de grupos fusionados

El algoritmo 1 ilustra el procedimiento de agrupamiento aglomerativo con un

criterio sin especificar. Las distancias se guardan en una matriz m de dimensiones
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n; X ng. Esta matriz provee de las distancia de los grupos calculadas por pares con
base en un criterio de fusion. La fusion de dos grupos correspondientes a filas 7 y j
requiere la distancia entre los objetos que componen a estos grupos. Es decir, que
para dos grupos que contienen m; y M; objetos, respectivamente, existen m; - m;
pares de distancias entre los objetos que los componen. Finalmente, la distancia se
calcula como funcién de los pares m; - m;.

El algoritmo 2 usa un algoritmo de agrupamiento plano A como subrutina; inicia-
liza la raiz del arbol con todos los datos y divide los nodos recursivamente mediante
un enfoque de arriba hacia abajo hasta que se alcanza cierta altura o cada nodo con-
tiene un nimero menor de datos que el predeterminado. Es importante mencionar

que A puede ser cualquier algoritmo de agrupacién.

Algoritmo 2 Algoritmo genérico de agrupamiento de arriba hacia abajo [2, 3]
Entrada: Datos: D, Algoritmo plano: A

1: Inicializar el arbol T' con una raiz que contenga a D

2: repetir
3:  Seleccionar un nodo hoja L en 7" basado en un criterio predefinido
4:  Usar el algoritmo A para dividir L en Ly...Ly
)
6

Anadir L;...L; como hijos de L en T
: hasta que se alcance criterio de paro

3.4.3. Mineria de texto

La mineria de texto se define como el proceso de extraccién de conocimiento
implicito a partir de datos textuales [27]. La minerfa de texto es un caso especial
de la mineria de datos. La mineria de texto tiene como objetivo principal analizar
y descubrir cualquier patrén interesante, incluyendo tendencias y valores atipicos en
un texto; asimismo, la nocién de bisqueda no se consdiera esencial.

Las técnicas de mineria aplicables son afectadas debido a las caracteristicas del
texto con respecto a otros datos como los relacionales, por ejemplo. A continuacién,

se presentan las caracteristicas que diferencian al texto.
= El texto es disperso y de gran dimensionalidad.

» Existen diferentes niveles de anédlisis para la representacion de un texto.
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= Dificultad para tratar con dominios no restringidos.

» En dominios especificos, se necesitan técnicas especiales (por ejemplo, PLN)

para obtener representaciones.

De acuerdo con Aggarwal y Zhai [4] existen distintas tareas en la minerfa de datos
las cuales, a su vez, poseen algoritmos apropiados para lograr sus objetivos. Dichas

tareas se presentan en seguida.

» Extraccion de informacion para mineria de texto. Esta tarea se encarga de ex-
traccién de informacién como entidades nombradas, relaciones entre entidades

o ben de representaciones del texto.

s Resumenes automaticos. Para esta tarea deben realizarse restimenes cortos a

partir de una gran coleccién de texto.

= Métodos de aprendizaje no supervisado para texto. Ya que no requieren datos
para entrenamiento, son facilmente aplicables al texto. Normalmente se usan

métodos como agrupamiento o modelado de tépicos.

» Indexacion semantica latente y reduccion de dimensionalidad para mineria de
texto. Son los métodos para crear una representacion comprimida de los datos

subyacentes para fines de indexacién y recuperacion.

» Métodos de aprendizaje supervisado para texto. Son los métodos que necesitan
datos con el fin de aprender una funcién para predecir nuevos datos. Se usan
métodos tradicionales de aprendizaje como &arboles de decision, vecinos mas

cercanos, etc.

= Aprendizaje por transferencia. Son métodos en los cuales se intenta transferir
el conocimiento de un dominio hacia otro. Es aplicable cuando la cantidad de

datos es escasa.

= Técnicas probabilisticas. Métodos porbabilisticos para modelado de topicos no
supervisado (analisis latente seméntico probabilistico o asignacién latente de

Dirichlet) y métodos supervisados como campos aleatorios condicionales.
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= Minerfa de flujos de texto. Se trata de mineria de texto continua debido al

ritmo de creacién de datos.

= Minerfia de texto interlengua. Aprovecha la existencia de recursos en distin-
tos lenguajes para realizar minado y aplicar el conocimiento obtenido de un

lenguaje a otro.

= Mineria de texto en redes sociales. Se encarga de explotar las plataformas de

medios sociales mediante el contenido y los enlaces disponibles en el texto.

= Mineria de opinién. Esta aplicacion se centra en obtener resimenes de las
opiniones de consumidores o usuarios de productos o servicios con fines de

optimizar las decisiones.

= Mineria de datos biomédicos. Son métodos para proveer a los investigadores de

conocimiento disponible en la literatura o complementar otros datos.

3.5. Extraccion de Informacion

La Extraccién de Informacion (EI) es la identificaciéon y consecuente, o concu-
rrente, clasificacion y estructuracion en clases semanticas de informacién especifica
encontrada en fuentes de datos no estructuradas, como textos en lenguaje natural,
haciendo la informacion més adecuada para tareas de procesamiento de informacion.
También es el nombre dado a cualquier proceso que estructura y combina selectiva-
mente los datos que se encuentran, explicita o explicitamente, en uno o mas textos
[13]. La salida final del proceso de extraccién varfa, pero puede ser transformada de
tal forma que sea usada para poblar una base de datos de algun tipo.

Por otra parte, la Extraccién de Informacién no debe ser confundida con la Re-
cuperacion de Informacién, en la cual se selecciona un subconjunto relevante de
documentos a partir de un conjunto mas grande mientras que la Extraccion de In-
formaciéon realmente extrae informacion del texto. Sin embargo, cualquier aplicacién
que utilice esta tecnologia, normalmente es precedida por una etapa de Recuperacién
de Informacién en la que se seleccionan documentos acordes a alguna criterio que

identifique la informacion relevante.
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La EI se divide en 5 tareas, de acuerdo con Madalina Croitoru [31]:

» Reconocimiento de entidades nombradas. Encontrar entidades (por ejemplo,
sustantivos nombres propios) y clasificarlas como nombres de personas, luga-
res, organizaciones, etc. A pesar de la gran exactitud alcanzada, esta tarea
esta limitada por el dominio al que se aplique, por lo que cambiar de dominio
puede suponer cambios a un sistema que realice reconocimiento de entidades

nombradas.

» Resolucién de co-referencia. Hallar qué entidades y referencias (por ejemplo,
pronombres) son identicas, es decir, que se refieren a lo mismo. Esta tarea es
menos relevante que las demas, pero su importancia principal es ser un bloque
de construcciéon para la construccién de elementos de plantilla y la produccién
de escenarios de plantilla ya que permite la asociacion de informacion descrip-

tiva dispersa a través de varios textos a los que las entidades se refieren.

= Construccion de elementos de plantilla. Encontrar informacién adicional acer-
ca de entidades de plantillas, por ejemplo, sus atributos. Es decir, asocian la

informacion descriptiva con las entidades.

= Construccion de relaciéon de plantilla. Encontrar relaciones entre entidades de
plantilla. La extraccién de relaciones entre entidades es una caracteristica cen-
tral de cualquier tarea de extraccién. Sin embargo, es débilmente dependente

del dominio.

= Produccién de escenarios de plantilla. Llenar la plantilla de eventos con rela-
ciones y entidades especificadas. Normalmente son la salida prototipica de un
sistema de EI. Unen la construcciéon de elementos de plantilla y la construccién
de relacion de plantilla. Es una tarea compleja ya que incluso las puntuaciones
obtenidas por personas son relativamente bajas. Ademas, es dependiente de un

dominio y estd sujeta a los escenarios de interés del usuario.

La relacion entre la Extraccién de Informacién y las ontologias se puede carac-
terizar de dos formas: la primera es el uso de EI para aprendizaje de ontologias,

asi como métodos de poblamiento y enriquecimiento de las mismas; la segunda es la
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explotacion de ontologias para la interpretacion de contenido textual en documentos
con la finalidad de extraer informacién de estos.

Es importante destacar que la mayoria de estas tareas son dependientes del do-
minio en mayor o menor medida. Por lo tanto, en ciertos casos, cambiar de dominio
involucraria cambios al sistema que las realice. La profundidad de estos cambios
esta relacionada con el dominio: si se cambia a un dominio similar, los cambios pue-
den ser menores mientras que si son dominios totalmente diferentes, los cambios
pueden ser sustanciales.

Con base en lo anteriormente expuesto, se prestarda mayor importancia a la tarea
de Construccién de Relacion de Plantilla, puesto que el descubrimiento y extraccién

de relaciones taxondmicas es acorde al objetivo de la presente investigacion.

3.5.1. Fases de la extraccion de informacion

La Extraccién de Informacion utiliza el preprocesamiento de documentos y reglas
de extraccién (patrones o expresiones regulares) para identificar e interpretar el texto
objetivo.

Normalmente, los sistemas de EI tienen tres pasos [39]:

= Andlisis de texto: El analisis lingiiistico incluye andlisis de tipo morfoldgico,
sintactico y semantico. El andlisis morfolégico se centra en la forma de las uni-
dades textuales, la segmentacion del texto en secuencias de palabras, lematiza-
cién y el etiquetado morfoldgico; el analisis sintactico se encarga de etiquetado
gramatical, mientras que el andlisis semantico lidia con la representacién for-
mal del significado del texto. Este proceso depende de conocimiento lingiiistico

y del dominio del texto

= Seleccién de reglas. Las reglas de extraccion estan asociados con disparadores.

Estos disparadores activan la verificacién de las reglas de asociacion.

= Aplicacién de reglas. Una vez que se ha activado un disparador, se revisan

todas las condiciones y se llena una plantilla de acuerda a las reglas cumplidas.
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3.5.2. Extraccién de informacion como un mapeo de texto-

ontologia

Una de las metas de la EI es el mapeo de un texto a una ontologia. La EI selecciona
los datos mas relevantes del texto para usarlos como valores para una plantilla;
los valores se obtienen mediante un analisis semantico y la plantilla representa la
estructura de la ontologia [39].

Por otra parte, el mapeo de texto a ontologia no es directo. Debido a esto, deben
existir niveles intermedios de conocimiento. Asi, el conocimiento 1éxico juega el papel
de mediador. Este rol no es facil de formalizar, pues no hay una relacién uno a uno
entre los conceptos en un texto, recursos léxicos o entidades ontolégicas debido a
fenémenos como la variacion, polisemia o elipsis. Sin embargo, mediante la ayuda de
lexicones se pueden construir relaciones entre el texto y el lexicén y entre el lexicon

y la ontologia.

3.6. Ingenieria ontolégica

Antes de abordar la ingenieria ontoldgica, se discute la definicién de ontologia ya
que ésta es la base sobre la que se construye el concepto de ingenieria ontoldgica.
Posteriormente, se define la ingenieria ontoldgica, las tareas que comprende (ponien-
do especial enfésis en el aprendizaje de ontologias) y se detalla la evaluacién de

ontologias.

3.6.1. Ontologia

La palabra ontologia posee distintas definiciones, sin embargo, solo se proporcio-
naran las competentes al area de las ciencias de la computacion.

Una primera definicién, propuesta por Gruber [30] en 1993, define una ontologia
como una especificacién explicita de una conceptualizacién. Luego, en 1997, Borst
definié una ontologia como una especificacién formal de una conceptualizacion com-
partida. Posteriormente, de acuerdo con [22], y Rudi Studer [71] al combinaron las
definiciones propuestas por Borst y Gruber para determinar que una ontologia es

una especificacién formal y explicita de una conceptualizacién compartida.
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Por otra parte, en [30], una ontologia se define como un conjunto de primitivas
representacionales con las cuales modelar un dominio de conocimiento o discurso. Las
primitivas representacionales son tipicamente clases, atributos y relaciones. Las defi-
niciones de las primitivas incluyen informacién acerca del significado y restricciones
de su aplicacién logicamente consistente. Normalmente se especifican en lenguajes
que permiten la abstraccion separada de estructuras de datos o estrategias de im-
plementacién. Se dice que son seménticas ya que tienen poder expresivo similar al
de la légica de primer orden. Asimismo, permiten la integracion de fuentes de da-
tos heterogéneas la interoperabilidad entre sistemas distintos y la especificacién de
interfaces independendientes para servicios basados en conocimiento, gracias a la
independencia de modelos de datos de bajo nivel.

Una ontologia posee un conjunto minimo de componentes principales: clases,
relaciones, axiomas formales e instancias. Cada uno de estos se detalla a continuacién

[43]:

» Clases. Representan conceptos y abarcan una gran cantidad de estos, depen-
diendo del dominio. Se organizan en taxonomias. Asimismo, permiten la defi-
nicién de metaclases, las cuales permiten establecer distintos grados de signifi-

cado.

= Relaciones. Representan alguna asociacion entre conceptos del dominio. For-
malmente se define de la siguiente manera: R C C; x Cy x ... x ()}, . Es decir,
una relacién R es un subconjunto cualquiera del producto de n conjuntos C'.
Constan de un dominio y un rango. En una ontologia, existen relaciones ta-
xonomicas y no taxonémicas; normalmente se encuentran relaciones binarias,
sin embargo, se pueden expresar relaciones n-arias facilmente. Estas relaciones
son usadas para expresar atributos de conceptos por lo que poseen un tipo de
datos (entero, cadena, etc.) como rango. Por su parte, las relaciones poseen un

concepto como rango.

= Axiomas formales. Permiten formar oraciones que siempre son verdaderas.
Ayudan a representar conocimiento que no estd definido mediante los otros
componentes, permiten inferir nuevo conocimiento y verificar el conocimiento

de la ontologia e incluso la consistencia de la misma.
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= Instancias. Son los individuales particulares de una ontologia.

3.6.2. Definicién de ingenieria ontolégica

La ingenieria ontolégica se refiere al conjunto de actividades concernientes al
proceso de desarrollo de la ontologia, ciclo de vida de la ontologia, principios, métodos
y metodologias para construir ontologias, y el conjunto de herramientas y lenguajes
que los respaldan [43].

A continuacién, se proporcionan los detalles con respecto a algunas de estas

actividades.

» Métodos y metodologias. En 1990 aparecieron las primeras guias para el ci-
clo de desarrollo de ontologias. Con el paso de los anos, surgieron distintas
metodologfas [39]. Asimismo, se crearon métodos para atacar distintas tareas
relacionadas con el proceso de creacion de una ontologia, como la reingenieria,
evaluacion, entre otras. Entre los métodos y metodologias existentes se encuen-
tran los métodos de Cyc, de Uschold y King y el método Sensus; el enfoque
KAKTUS y las metodologias METHONTOLOGY, de Grininger y Fox y On-
To-Knowledge.

= Herramientas. Se dividen en 2 grupos: el primer grupo es de aquellas cuyo co-
nocimiento puede ser asignado a un lenguaje de ontologia y son usados como
editores para dicho lenguaje; el segundo grupo son los conjuntos de herramien-
tas integradas, las cuales tienen una arquitectura ampliable y cuyo conocimien-
to es independiente del lenguaje. Protégé, WebODE, OntoEdit y KAONI son

ejemplos de conjuntos de herramientas para apoyar al desarrollo de ontologias.

» Lenguajes. Estos lenguajes tienen distintas bases, sin embargo, todos estan
basados en logica de primer orden. Hubo intentos de estandarizacion, pero no
fueron exitosos. Posteriormente, gracias al auge de la web, surgieron nuevos
lenguajes de marcado para ontologias. Estos lenguajes aprovechaban otras tec-
nologias existentes. Entre los lenguajes con soporte activo se encuentran RDF
RDF Schema y OWL. Sin embargo, no se limitan a los anteriormente mencio-

nados.
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3.6.3. Aprendizaje de ontologias

Documentos Web Bases de datos heredadas

DTD
N N 4 = N
o &= & oo .

Esquema XML

Importar esquema Importa esquema Importar ontologias existentes
semiestructurado

Corpus de rastreo

N

‘ Procesamiento de recursos ‘ / Coordinacion de aprendizaje\
de ontologias

p—

Lexicon;

o [ |
Ontologia dé. Interfaz para gestiéon de
dominio ontologias “.

Ingeniero ontolégico

Datos preprocesados

Conjunto Biblioteca de algoritmos
resultado

Gestion del back-end de
\ ontologias /

Figura 3.5: Arquitectura conceptual del aprendizaje de ontologias [32].

El aprendizaje de ontologias puede definirse como los métodos que sirven de
apoyo a la ingenieria ontoldgica mediante técnicas de mineria de datos, con el fin de
proveer al ingeniero ontolégico de relaciones que le permitan modelar un dominio.
Existen tres tipos de datos a los que se les puede aplicar el aprendizaje de ontologias:
datos estructurados, semi-estructurados y no estructurados [32].

El proceso de un sistema de aprendizaje de ontologias es similar al de mineria de
datos, pues siguen las fases de comprension del negocio y problema, preparacion de
datos, modelado, evaluacién y despliegue. Asimismo, los componentes cruciales para
el proceso de aprendizaje de ontologias son la gestion de la ontologia, coordinacién,

procesos de recursos y una biblioteca de algoritmos. A continuacién, se describe cada
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uno de estos componentes [32]].

= Componente de gestion de ontologias. Provee una interfaz entre la ontologia
y los algoritmos de aprendizaje. Las herramientas disenadas para esta tarea

permiten importar, navegar, modificar, versionar y evolucionar ontologias.

= Componente de coordinacién. Permite la interaccién de los componentes tanto

para el procesamiento de recursos como para la biblioteca de algoritmos.

= Componente de procesamiento de recursos. Contiene técnicas para el descubri-
miento, importacion, andlisis, y transformacién de datos de entrada. Debido
a esto, un subcomponente esencial es el Procesamiento de Lenguaje Natural,
ya que mediante éste se puede procesar texto sin formato. Los componentes
de este subsistema pueden ser un analizador 1éxico, un analizador morfolégico,
un etiquetador gramatical, una lista de expresiones regulares, un analizador

parcial y un analizador sintactico.

= Componente de biblioteca de algoritmos. Una biblioteca de algoritmos de
aprendizaje automaético aplicados al aprendizaje de ontologias; también per-

miten el mantenimiento y extraccién de las primitivas de las ontologias.

Axiomas generales

Vx(pais(x)) — Jy capital_de (y, x)* Vz(capital_de (z,x) »y=z))
Disjunto(rio, montana)
capital_de =glocalizada_en

fluye_através(dom:rio, rango: GE ) Relaciones

capital <. ciudad, ciudad <. GE inhabitada Jerarquia de conceptos

C:=pais:= (i(c), llcll, Refe(c))

{pais, nacién, regioén}

Formacién de conceptos

rio, pais, nacion, ciudad, capital, ...

Figura 3.6: Capas del aprendizaje de ontologias [7, 32]

El modelo que aparece en la Figura 3.6 fue introducido por Maedche et al. [32]
para mostrar la dependencia conceptual entre distintas tareas y cada capa se cons-

truye con los resultados de las anteriores. De esta manera, las 2 capas inferiores
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Tabla 3.2: Algoritmos de aprendizaje automatico y su uso en aprendizaje de
ontologias [32].

Algoritmo Uso genérico Uso en aprendizaje de
ontologias
Descubrimiento de re- | Descubrimiento de | Descubrimiento de
glas de asociacion grupos en datos (no | asociaciones  intere-
supervisado) santes entre palabras
Agrupamiento Descubrimiento de | Agrupamiento de pa-
jerarquico grupos en datos (no | labras
supervisado)
Clasificacion (p.e., | Prediccién (supervisa- | Clasificacién de nue-
SVM, Naive Bayes, | do) vos conceptos en una
kNN, etc.) jerarquia existente
Programacion légica | Inducccién de reglas a | Descubrimiento de
inductiva partir de datos (super- | nuevos conceptos a
visado) partir de datos exten-
sionales
Agrupamiento  con- | Descubrimiento de | Aprendizaje de con-
ceptual (p.e., Anélisis | conceptos (extensién | ceptos y jerarquias
Formal de Conceptos) | e intension) conceptuales

corresponden al nivel 1éxico del aprendizaje de ontologias y su objetivo es determi-
nar la terminologia relevante asi como los grupos de sinénimos, los cuales serviran
para la formacion de conceptos. Los conceptos se definen de la siguiente forma:
c:= (i(c), |||l , Ref;), donde c(i)es una descripcién intensional, ||c|| es una extensién
y Ref; es una funcién que representa cémo se raliza simbdlicamente un concepto
en un corpus. Similarmente, los dos niveles superiores son las mas dificiles debido a
que no hay limite para la complejidad de los axiomas que se desarrollan en ésta. Sin
embargo, dicha complejidad se limita mediante el lenguaje para el desarrollo de la
ontologia.

Para descubrir relaciones taxondémicas en un texto, existen diversos enfoques.
Dichos enfoques son los basados en patrones léxico-sintacticos, clustering, analisis de

frases y clasificacion, los cuales se describen en seguida [32].

= Patrones léxico-sintacticos. Este enfoque se basa en la definicion de patrones

que permitan extraer relaciones de tipo hiponimia. Hearst [23] definié una lista
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de patrones léxico-sintacticos, los cuales pueden apreciarse en la tabla 3.3 , para
el aprendizaje automatico de relaciones de hiponimia a partir de un corpus.
Por ejemplo, uno de los patrones propuestos es: such NFy as NPy,.., NP,
(or/and) other N P,, donde N P; es un sintagma nominal. Si se encuentra en
el texto una coincidencia con cualquiera de los patrones se tiene que 0 < 7 <
n hiponimo(N P;, NF,) ; es decir, N Py es hiper6nimo de todos los N P; mayores
que 0 y menores o iguales que n. Estos patrones muestran una buena precision

para relaciones de tipo es un y parte de.

» Agrupamiento. Puede definirse como el método de agrupar objetos similares,
basados en alguna representacion. Existen 3 tipos de agrupamiento: aglomera-
tivo, divisivo y conceptual. El agrupamiento aglomerativo construye un grupo
para cada término en la fase inicial, en las siguientes fases combina los gru-
pos mas similares hasta que alcanza un criterio de parada. El agrupamiento
divisivo agrupa todos los términos en un mismo grupo para que posteriormen-
te, iterativamente, se generen grupos mas pequenos mediante la division de los
grupos mas grandes en subgrupos. El agrupamiento conceptual crea una lattice
que indica qué tanto se traslapan los atributos descriptivos representados por
2 términos. Es importante destacar que los métodos aglomerativos y divisivos
se basan en una medida de similaridad; por otra parte, el agrupamiento con-
ceptual puede ser computacionalmente intensivo, por lo que deben aplicarse

heuristicas para reducir la lattice.

= Andlisis de frases. Este enfoque utiliza la estructura interna de los sintagmas
nominales para descubrir relaciones taxonémicas. Se basan en la idea de que

un modificador para un sustantivo define una clase denotada por el sustantivo.

» Clasificacion. Se crea un clasificador a partir de un corpus de entrenamiento
y un conjunto de conceptos predefinidos con sus respectivas entradas léxicas.
Posteriormente, se puede usar para clasificar los términos no clasificados. Puede
utilizarse para refinar una taxonomia al clasificar los términos nuevos en una

jerarquia dada.

Por otra parte, el descubrimiento de colocaciones se encarga de hallar asociaciones

entre palabras. En otras palabras, se debe descubrir las palabras que co-ocurren de
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manera estadisticamente significativa. Al aprender estas relaciones, debe tomarse en
cuenta el nivel exacto de abstraccion con respecto a la jerarquia de conceptos para

el dominio y rango de la tarea en cuestion.

Tabla 3.3: Patrones léxico-sintacticos propuestos por Hearst para la extraccion de
relaciones de hiponimia [23].

Patréon Estructura

Hearst 1 N Pyyper such as {N Pyypo, } * {(and|or)} N Pyypo

Hearst 2 such N Pryper a5 {N Prypo, } * {(and|or)} N Prypo

Hearst 3 NPyyo {,NP}xA{,} or other NPyype,

Hearst 4 NPyypo {,NP}={,} and other N Ppyper

Hearst 5 N Phyper including {N Pyypo, } * N Prypo {(and|or)} N Prypo
Hearst 6 N Pyyper especially {N Pyypo, }* {(and|or)} N Phypo

3.6.4. Aspectos

Existen distintos aspectos que son aptos para la evaluacion automatica de una
ontologia (de dominio e independiente a las tareas). Sin embargo, para obtener una
evaluacion de calidad, el evaluador debe considerar la integracion de resultados ob-
tenidos mediante la evaluacion de distintos aspectos de la ontologia. Es importante
destacar que los aspectos deben mostrar un grado de libertad y revelan las decisiones
de diseno tomadas para la construcciéon de una ontologia.

A continuacién, se listan los aspectos a evaluar de una ontologia [67]:

= Vocabulario. El vocabulario en una ontologia es el conjunto de todos los nom-

bres (URI o literales) en esa ontologia.

= Sintaxis. Las ontologias pueden ser descritas en distintas sintaxis. Este aspecto

es acerca de la serializacién en varias sintaxis.

» Estructura. Este aspecto contempla la varianza en cuanto la estructura de una
ontologia, la cual es representada como un grafo, debido a que la estructura

puede variar aunque semanticamente sea la misma ontologia.

= Semdntica. Este aspecto es acerca de las caracteristicas semanticas de la onto-

logia.
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= Representacion. Este aspecto captura la relacion entre la estructura y la semanti-
ca. Usualmente son evaluados comparando las métricas calculadas en el grafo
RDF con las caracteristicas de los posibles modelos especificados mediante la

ontologia.

= Contexto. Este aspecto es acerca de las caracteristicas de la ontologia compa-
rada con otros artefactos en su ambiente, por ejemplo, una aplicacién que use

la ontologia, la fuente de datos que describe la ontologia, etc.

Sin embargo, debe destacarse que la ontologia debe ser consistente y coherente
para poder evaluarla. No obstante, el vocabulario, la sintaxis, el contexto (ciertas
partes), y la estructura de la ontologia pueden ser evaluados aiin cuando la ontologia
sea inconsistente. Por otra parte, la seméntica, la representacién y algunos aspectos

conceptuales no pueden ser evaluados.

3.6.5. Criterios

Ademas de los aspectos, también deben considerarse una serie de criterios que

determinan la calidad de una ontologia. Estos criterios se detallan a continuacién
[47, 67]:

= Exactitud. Correcta representacion de los aspectos del mundo real.

» Adaptabilidad. Facilidad para realizar cambios.

» Claridad. Comunicacion efectiva del significado deseado de los términos.

» Completitud/Competencia. Cobertura apropiada del dominio de interés.

» Eficiencia computacional. Velocidad de procesamiento para los razonadores.
= Concisién. Ausencia de conceptos innecesarios o inutiles.

» Consistencia/Coherencia. Incapacidad de obtener conclusiones contradictorias

a partir de la entrada.

» Aptitud organizacional /Accesibilidad comercial. Determina la faciliad de uso
de la ontologia para una organizacién y dice si el proceso de creacién fue el

adecuado.
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Los criterios descritos son deseables y son metas en la creacién y evaluacion de una
ontologia, pero no son medibles directamente. Debido a esto se necesitan métodos

concretos para evaluar ontologias [67].

3.6.6. Evaluacién de ontologias

De acuerdo a y Asuncién Gémez-Pérez [69], la evaluacién de ontologias se refiere
a la actividad de verificar la calidad técnica de una ontologia contra un marco de
referencia. Por otra parte, existen 2 conceptos para describir la evaluacién de onto-
logias: verificacion y validacién. La primera se encarga de la correcta construccién
de la ontologia, mientras que la segunda se refiere a si realmente las definiciones
modelan el mundo real para el cual fue creada la ontologia [49].

Existen distintas formas para evaluar ontologias, las cuales se basan en medidas

y métodos para examinar un conjunto de criterios [47, 55]:

= Evaluacién basada en métricas. Presenta un conjunto de procesos que se es-
peran que el usuario lleve a cabo paa obtener medidas de estabilidad de una

ontologia existente.

= Evaluacién basada en limpieza. Provee una vision estructural y fundamental del
modelo considerando aspectos como rigidez, unidad, identidad y dependencia.

Se utiliza para ayudar a los usuarios a limpiar taxonomias.

= Evaluacién basada en lexicén. Se enfoca en el alcance del vocabulario, el bien-
estar de la taxonomia y la adecuacion de las relaciones no taxondémicas. Se
aplica a resultados de técnicas de minado automaticas cuyo objetivo es crear

ontologias.

= Evaluacién basada en corpus. Son usados para evaluar qué tan suficientemente
una ontologia cubre un dominio dado. Existen 2 enfoques: el primero es realizar
una extraccion de términos automaticos en el corpus y después contar el niimero
de conceptos que se traslapan entre el corpus y la ontologia a evaluar. El
segundo, usa una representacién vectorial para el corpus y la ontologia con el

fin de medir el ajuste entre las representaciones.
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= Evaluacién basada en tareas. Intentan medir qué tanto ayuda una ontologia a
mejorar los resultados de cierta tarea. Se evalia solamente en la tarea para la

que estd disenada y no se toman en cuenta sus caracteristicas estructurales.

3.6.7. Herramientas

La implementacién de la propuesta de solucion desarrollada en esta investigacion
se realizo utilizando el lenguaje de programacion Python y distintas bibliotecas para
este lenguaje.

Python [64] es un lenguaje creado en 1991 por Guido van Rossum. Este lenguaje
es de alto nivel, interpretado, de tipado dinamico, de propdsito general y orientado
a objetos. Sin embargo, se considera multiparadigma pues permite programacion
procedural o funcional.

Existen diversas bibliotecas que fueron ttiles durante la implementacién del en-
foque propuesto para la extraccién de relaciones taxonomicas. Entre las bibliotecas

usadas, se encuentran las siguientes:

» NLTK [5]. Es un conjunto de bibliotecas orientada al procesamiento de len-
guaje natural en distintos lenguajes; sin embargo, no todas las caracteristicas
estan disponibles en todos los lenguajes. Provee de herramientas para el analisis
léxico, colocaciones, reconocimiento de entidades nombradas, etiquetador gra-

matical, entre otras. Esta biblioteca se usa principalmente en investigacién?.

= Spacy [26]. Es una biblioteca de cidigo abierto diseiada para procesamiento
de lenguaje natural avanzado. Ofrece modelos neuronales estadisticos para len-
guajes como francés, inglés, etc. Ademas de provee reconocimiento de entidades
nombradas, lematizacion, etiquetado gramatical, compatibilidad con modelos
de aprendizaje profundo, entre otras funciones. A diferencia de NLTK, Spacy
se centra en el uso en ambientes de produccién®.

» Scikit-Learn. Es una biblioteca que ofrece algoritmos de aprendizaje autométi-

co listos para usar para tareas como clasificacion, regresion y agrupamiento.

Zhttps://www.nltk.org/
3https://spacy.io/
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Esta implementado en Cython, lo que le permite realizar operaciones réapida-

mente. Asimismo, facilita su integracién con otras bibliotecas de Python®.

= SciPy. Es una biblioteca de codigo abierto que se proporciona un ecosistema
de software para ciencia, ingenieria y matemdticas. Se compone de paquetes
que permiten la manipulacién de vectores, visualizacion de datos, matematicas

simbdlicas, andlisis y estructuras de datos, entre otros®.

» Tensorflow. Es una plataforma de cdodigo abierto, desarrollada por Google,
que brinda un ecosistema de herramientas y bibliotecas para el desarrollo de

aprendizaje automatico®.

= Gensim. Es una liberia para modelado de topicos, indexacién de documentos

y recuperacién de similitud en corpora’.

“4https://scikit-learn.org/stable/
Shttps://www.scipy.org/
Shttps://www.tensorflow.org/
"https://radimrehurek.com/gensim /



Capitulo 4
Propuesta de solucion

Usando los conceptos tedricos y el estudio del estado del arte se propone una
solucién para la extraccion de relaciones taxonomicas asi como dos sistemas adicio-
nales para el apoyo de esta solucién. El primer sistema descrito se utiliza para la
extraccién de automaética de relaciones taxonomicas, el segundo sistema se usa para
la clasificacién de relaciones taxondémicas a partir de los datos obtenidos mediante el
primer sistema y el tltimo sistema tiene como objetivo la clasificacién de relaciones
de hiperonimia.

En este capitulo contiene tres secciones en la cuales se describe el comportamiento
general de los sistemas propuestos y se detalla el funcionamiento de cada uno de las

componentes que conforman los sistemas.

4.1. Sistema propuesto para la extraccién automati-

ca de relaciones taxonomicas

Para la extraccion de relaciones taxonémicas en documentos no estructurados se
propuso un enfoque que se explica a continuacién. Este enfoque estd formado por tres
etapas. La primera etapa se basa en patrones léxico-sintacticos para la extraccién
de relaciones de hiponimia en documentos no estructurados; en la segunda etapa
se aplica ingenieria de caracteristicas para extraer una matriz de caracteristicas,
para cada documento, que sea adecuada para aplicar el algoritmo de agrupamiento

jerarquico y finalmente en la tultima etapa se obtiene una taxonomia mediante un

47
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algoritmo de agrupamiento jerarquico. En la figura 4.1 se puede observar una vista
general del sistema propuesto y en el algoritmo 6 se describe su funcionamiento.
Un aspecto importante de la implementacién del algoritmo 6 es que fue realizada
utilizando multiprocesamiento asincrono mediante un paquete nativo de Python !.
Asi, se evita el problema de bloqueo del intérprete global y se permite el uso de los
nicleos disponibles de un procesador. Es decir, cada proceso se encarga de hallar el
conjunto de las relaciones de hipénimos (un archivo de texto) y escribirlo a un archivo;
luego se obtiene una matriz de caracteristicas para este conjunto de relaciones y
finalmente se ejecuta el algoritmo de agrupamiento y se obtiene una segunda matriz

con la cual se genera un archivo que contendra el dendrograma de ésta.

4.1.1. Extraccion de relaciones de hiponimia

En la primera etapa del sistema, se hace una extraccién de relaciones de hiponimia
mediante patrones léxico-sintacticos (tablas 3.3, 4.1 y 4.2) para cada documento.
Asimismo, se extrae la oracién donde se encuentra esta relacion con el fin de obtener
la similitud en la segunda etapa de este sistema.

Los pasos que se realizan en esta etapa, que se detallan en el algoritmo 3, son los

siguientes:

1. Preprocesamiento del texto. El texto se pasa a mintsculas y se conservan los
signos de puntuacién como paréntesis, puntos, comas, punto y coma, entre

otros. Ademas, el texto se divide en oraciones.

2. Formacién de fragmentos de texto. De cada oracion se obtienen las frases sus-
tantivas (mediante una llamada a la biblioteca Spacy), que se definen como
las frases que tienen un sustantivo como cabeza (en la Figura 4.2 se muestran
un ejemplo de frases sustantivas). Luego, se dividen las frases sustantivas en
tokens (secuencia de caracteres que forman una unidad seméantica 1util para
procesamiento) para eliminar caracteres no alfanuméricos y estos se anaden a

una lista.

3. Discriminacién de candidatos. A partir de la lista de patrones léxico-sintacticos

Thttps://docs.python.org/2/library /multiprocessing.html
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definidos se buscan candidatos a relaciones de hiponimia en la lista de texto

obtenida en el paso anterior. En este paso existen dos casos:

a) Existe una coincidencia. Si en el texto se encuentra algin patrén léxico-
sintactico, se procede a obtener los términos especificos, el término general
y la oracién donde se hallan, se forma una tupla con estos y se guarda en

una lista de relaciones.

b) No existe una coincidencia. Si no se encuentra el patrén, se procede a la

siguiente oracion en el texto o el siguiente patron en la lista.

Cuando se haya finalizado la bisqueda de todos los patrones en las oraciones,

las listas de relaciones se pasan a la segunda etapa del sistema.

Tabla 4.1: Patrones obtenidos de [57]

Patrones
NP including NP
NP such as NP
by such NP as NP
NP like NP
NP except NP
NP e.g. NP
NP i.e. NP
NP, (a) kind(s)|type(s)|form(s) of NP
NP: (a) kind(s)|type(s)|form(s) of NP
NP other than NP
There (arelis)(could|would) be two types of NP(:|,) NP
NP especially NP
NP notably NP
NP particularly NP
NP usually NP
NP mostly NP
NP mainly NP
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NP principally NP

Tabla 4.2: Patrones, propuestos por Giovannetti et al. [21], obtenidos de [57]

Relacion Patrén en inglés Ejemplo
”A and other B” ”duck and another animals”
7 A is a type of B” ”duck is a type of animals”
Hiponimia ” A or other B” "duck or another animals”
"B like the A” “animals like the duck”
"B such as the A” “animals such as the duck”
Meronimia ”A is made up of B” "bicycle is made up of wheel”
Cercana- 7 A also called B” "puma also called cougar”
sinonimia
Co-hiponimia ”A and B are” "thymine and adenine are
nucleobases...”

Autonomous cars shift insurance liability toward manufacturers

autonomous cars

insurance liability

manufacturers

Figura 4.2: Ejemplo de frases sustantivas para una oracion.

4.1.2. Extraccion de caracteristicas

La segunda etapa recibe como entrada el conjunto de relaciones para cada do-

cumento obtenidas en la primera etapa. A partir de cada conjunto de relaciones se
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genera una matriz de caracteristicas con el fin de usarla en la etapa de agrupamien-
to jerarquico. Como se mencioné anteriormente, cada conjunto de relaciones tiene
tuplas que contienen el hipénimo, el hiperénimo y la oracion donde se hallaron. Con
base en lo hallado en la literatura, se proponen como caracteristicas la similitud entre
el hipénimo e hiperénimo, la similitud entre el hipénimo y la oracion, la etiqueta gra-
matical del hipénimo, la similitud del hipénimo con la oracién después de reducirla
a su forma raiz, la similitud del hipénimo con la oracién después de reducirla a su
forma lematizada y la posicion donde se encuentran los hipénimos e hiperénimos en
la oracién, respectivamente.

Los pasos que se realizan para la obtencion de las caracteristicas enumeradas,

que se muestran en el algoritmo 4, son los que se muestran a continuacion:

1. Reduccién de oracion y asignacion de etiqueta gramatical. Para cada tupla,
se reduce la oracién donde se encontrd la relacion de hiponimia y se asigna la
etiqueta gramatical al hiperénimo y estos datos se anaden a la tupla corres-
pondiente. La reduccién de la oracion se realiza a su forma raiz (stemming) y a
su forma lematizada (lemmatisation) usando NLTK y Spacy, respectivamente.

Asimismo, se asigna la etiqueta gramatical mediante NLTK.

2. Obtener representacion vectorial. Con el fin de aplicar una medida de similitud,
se debid obtener una vectores de los datos obtenidos durante la fase anterior,
pues no se puede cuantificar directamente solo con el texto. Asi, se utilizé Spacy
para obtener una representacion vectorial de dimension 300 de cada dato de

cada tupla en el conjunto de relaciones.

3. Calculo de similitud. Una vez obtenida la representacién vectorial, se midio6 la
similitud usando similitud coseno a través de Scikit-Learn. Posteriormente, a
cada tupla se le anaden las siguientes medidas de similitud: entre el hipénimo
y el hiperénimo, entre el hipénimo y la oracion, entre el hipénimo y la ora-
cién reducida a forma raiz, entre el hipénimo y la oracién reducida a forma

lematizada.

4. Calculo de posicién de hipénimo-hiperénimo y transformacion de la etiqueta
gramatical. Para cada hipénimo e hiperénimo se busca en la oracién en qué po-

sicion se encuentra cada uno de ellos. Por otra parte, se transforma la etiqueta
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gramatical de cada hipénimo, asignada en el paso anterior, a un valor numérico
utilizando Scikit-Learn. Esta informacién también se agrega a cada tupla del

cada conjunto de relaciones para cada uno de los documentos.

Finalmente, se genera una matriz que contiene las caracteristicas descritas anterior-
mente para cada conjunto de relaciones. Estas matrices pasan a la etapa final del

sistema.

4.1.3. Agrupamiento jerarquico

La ultima etapa de la propuesta de sistema recibe como entrada las matrices de
caracteristicas de cada documento, aplica un algoritmo de agrupamiento jerarquico
aglomerativo (algoritmo 1) mediante SciPy y obtiene una representacion a través de
un dendrograma de las relaciones taxonémicas encontradas.

A continuacién, se provee una explicacién de la funcién utilizada para el agrupa-
miento %: Se necesita calcular la distancia d(s, t) entre dos grupos s y t. El algoritmo
comienza con un bosque de grupos que ain no han sido agrupados. Cuando dos
grupos s y t se combinan en un grupo u, estos se remueven y éste tltimo se anade al
bosque; el algoritmo finaliza cuando sélo queda un grupo en el bosque y este grupo
se vuelve la raiz. En cada iteracion se mantiene una matriz de distancia donde la
entrada d i, j] corresponde a los grupos i y j del bosque original; asimismo, debe
actualizarse esta matriz al formar un nuevo grupo u respecto a los grupos que que-
dan en el bosque. Suponiendo que hay |u| observaciones en u y |v| objetos originales
en v y sea v cualquier grupo restante diferente de u se usan métodos de enlace pa-
ra calcular la distancia entre el grupo u y cada v. El método de enlace usado en el
agrupamiento es el de enlace completo, también denominado algoritmo de punto mas
lejano o algoritmo Voor Hees, que asigna d(u,v) = max(dist(u[i],v [j])) a todos los
puntos ¢ en el grupo u y j en el grupo v.

Asimismo, se necesita una medida de distancia, por lo cual se utilizo la distancia
Jaccard que indica, dados dos vectores u y v, la proporcion de los elementos de estos
vectores que corresponden ®. Se seleccioné esta medida debido a que permite una

mejor representacién de las relaciones.

2https://docs.scipy.org/doc/scipy /reference /generated /scipy.cluster.hierarchy.linkage.html
3https://docs.scipy.org/doc/scipy /reference /generated /scipy.spatial.distance.pdist.html
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Esta etapa consta de 3 pasos, los cuales se describen en seguida:

1. Eliminacion de datos no numéricos. Para cada matriz se eliminan los datos
textuales y se mantienen las similitudes calculadas, las posiciones y la etiqueta

gramatical transformada.

2. Aplicacién de agrupamiento. A cada matriz de caracteristicas, se le aplica el

algoritmo de agrupamiento jerarquico aglomerativo y se obtiene otra matriz.

3. Generacion dendrograma. A partir de la matriz obtenida en el paso anterior,
se genera un dendrograma (mediante SciPy) que permite representar el agru-

pamiento como una taxonomia.
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Algoritmo 3 Algoritmo para la extraccion de relaciones hipénimo-hiperénimo

Entrada: Texto T'
Salida: Conjunto de tuplas que contienen hipénimo-hiperénimo y la oracién donde

1
2
3
4
5
6
7
8
9

10:
11:
12:
13:

14
15

16:
17:
18:
19:
20:

21:
22:

23
24

se encuentran

: Inicializar lista L con los patrones léxico-sintacticos

. texto == { }
: relaciones := { }

: TextoPreprocesado := Preprocesamiento(7")
: Oraciones := dividirEnOraciones(TextoPreprocesado)
. frasesSustantivas := obtenerFrasesSustantivas(Oraciones)
: para fraseSustantivas en frasesSustantivas hacer
para token en fraseSustantiva hacer
texto:= texto + token

fin si
fin para
: fin para

si token no es alfanumérico entonces
texto := texto + obtenerAlfanumérico(token)

: para oracion en texto hacer

relaciones :=
cién)
fin si
fin para
: fin para
: devolver relaciones

para patrén en L hacer
si patron estd en oracion entonces
terminosgenerales : = obtenerTerminosGenerales(oracion)
terminosespecificos: = obtenerTerminosEspecificos(oracion)

relaciones + (terminosespecificos,terminosgenerales, ora-
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Algoritmo 4 Algoritmo para la extraccion de caracteristicas a partir de las tuplas
de hipénimo, hiperénimo y oracion.

Entrada: Conjunto de tuplas S que contiene hipénimo-hiperénimo y la oracién

donde se encuentran

Salida: Matriz M de caracteristicas
1: MZZ{ }
2: para tupla en S hacer

3:  posTag := asignarEtiquetaGramatical(tupla(oracion))

4:  oracionLematizada := lemmatizer(tupla(oracion))

5. oracionRaiz := stemmer(tupla(oracion))

6:  vectorHiponimo := calcularVector(tupla(hiponimo))

7. vectorHiperonimo := calcularVector(tupla(hiperonimo))

8:  vectorOracion := calcularVector(tupla(oracion))

9:  oracionLematizadaVector := calcularVector(oracionLematizada)

10:  oracionRaizVector := calcularVector(oracionRaiz)

11:  similitudHiponimoHiperonimo := calcularsimilitud(vectorHiponimo, vectorHi-
peronimo)

12:  similitudHiponimoOracion := calcularsimilitud(vectorHiponimo, vectorOra-
cion)

13:  similitudHiponimoRaiz := calcularsimilitud(vectorHiponimo, oracionRaizVec-
tor)

14:  similitudHiponimoLematizada := calcularsimilitud(vectorHiponimo, oracion-
LematizadaVector)

15:  posicionHiponimo := buscarenOracion(tupla(hiponimo), tupla(oracion))

16:  posicionHiperonimo := buscarenOracion(tupla(hiperonimo), tupla(oracion))

17:  posTagNumérico := convertirANumérico(posTag)

18: M := M+ {tupla(hiponimo),tupla(hiperonimo), tupla(oracion), simili-
tudHiponimoHiperonimo, similitudHiponimoOracion, similitudHiponimo-
Raiz, similitudHiponimoLematizada,posicionHiponimo, posicionHiperoni-
mo,posTagNumérico}

19: fin para

20: devolver M
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Algoritmo 5 Algoritmo para agrupamiento jerarquico y representacion.

Entrada: Matriz M de caracteristicas, nombreDendrograma
Salida: Archivo de dendrograma

para fila en M hacer
eliminar hiponimo, hiperonimo,oracion, posTag, oracionLematizada, oracion-
Raiz

fin para

Z := agrupamientoJerarquicoAglomerativo(M)

archivoDendrograma := crearDendrograma(Z, nombreDendrograma)

Algoritmo 6 Algoritmo general del primer sistema.

Entrada: Direccién de directorio D
Salida: Archivos con tuplas de hipénimo, hiperénimo y oracién y dendrogramas

[ e e e e R i S o

21:

22

para cada archivo en el directorio
hiperonimos := {}
tuplas := {}
caracteristicas := {}
para nombreArchivo en direcciéon hacer
para linea en nombreArchivo hacer
para oracion en linea hacer
hiperonimos := hiperonimos + buscarHiperonimos(oracion)
si hiperonimos no estd vacio entonces
abrirArchivo nombreArchivo_salida.txt en modo anadir
para hiperonimo en hiperonimos hacer
escribirArchivo nombreArchivo_salida.txt, hiperonimo
fin para
fin si
fin para
fin para
abrirArchivo nombreArchivo_salida.txt en modo leer
para linea en nombreArchivo_salida.txt hacer
tuplas := tuplas + linea
fin para
caracteristicas=extraerCaracteristicas(tuplas)
agrupamientoRepresentacion(caracteristicas, nombreArchivo)
: fin para
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4.2. Sistema propuesto para la clasificacién de re-

laciones taxondémicas

Después de haber aplicado el algoritmo de agrupamiento, se puede saber a qué gru-
po pertenece cada dato y, a su vez, obtener el nimero de grupos que existen en los
datos. Esto puede lograrse mediante diferentes técnicas como el método del codo o el
método de inconsistencia. Una vez que se ha obtenido el niimero de clases existentes
y se conoce a qué clase pertenecen los datos, estos datos pueden ser utilizados para
alimentar un modelo de aprendizaje supervisado. En el trabajo de Vidal et al. [65] se
analiza el uso de diferentes algoritmos de aprendizaje automatico para clasificacion.
Con base en lo hallado por los autores, se propone el uso de arboles de decisién para

clasificar cualesquiera nuevas relaciones dentro de las jerarquias propuestas.

Datos de Arboles de decision

entrenamiento l
Prediccion
de clase
Datosde
prueba

Figura 4.3: Esquema del modelo de clasificacién de nuevas relaciones taxonémicas.

En la figura 4.3 se muestra el esquema general del modelo que se propone para
clasificar nuevas relaciones taxonémicas. Los datos de entrenamiento para el algorit-
mo son las matrices obtenidas mediante el algoritmo de agrupamiento (algoritmo 1)
y los datos de prueba son generados a través de las dos primeras fases del primer
sistema propuesto, sin necesidad de aplicar la etapa de agrupamiento. De esta forma,
se predice a qué clase pertenece cada una de las relaciones en el conjunto de datos

de prueba.
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4.3. Sistema propuesto para la clasificacién de re-

laciones de hiperonimia

Para la clasificacion de relaciones de hiperonimia se utilizé un enfoque basado en
el trabajo de Yildirim y Yildiz [72], donde el problema de determinar si existe una
relacién de tipo hiperonimia entre un par de términos se aborda como clasificacién
binaria. El aspecto fundamental detrds de esta propuesta es que existe una fuerte
relacién entre los desplazamientos de vectores (que se definen como la diferencia
del vector del hiperénimo y el vector del hipénimo) y las relaciones seménticas, de
hiperonimia en este caso. En la figura 4.4 se puede observar una vista general de la
arquitectura para la red neuronal utilizada en esta propuesta. La implementacion de
este algoritmo fue realizada en Python mediante médulos como Tensorflow* para la
creaciéon del modelo de aprendizaje y Gensim® para la utilizacién de embeddings de
fastTextS.

Capa de entrada

Capa oculta

—_—— e — e e e e e o — ——— —— —— -

Capa de salida

Figura 4.4: Vista general de la arquitectura propuesta.

4https://www.tensorflow.org/
Shttps://radimrehurek.com/gensim/
Shttps://fasttext.cc/
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4.3.1. Caracteristicas utilizadas

El modelo utilizado para la clasificacion de relaciones de hiperonimia recibe una
entrada de dimensién 300 y la capa oculta posee el mismo ntimero de neuronas.
Debido a esto, se decidi6 utilizar una representacién vectorial de dimension 300
(mediante word embeddings de fastText) para los pares hipénimo-hiperénimo. Esta
representacion esta formada por 2 millones de vectores de palabras pre-entrenados
en el corpus Common Crawl. El formato del archivo de los vectores contiene el
numero de palabras en el vocabulario y el tamano de los vectores; las palabras estan
ordenadas de forma descendente de acuerdo a su frecuencia. Asimismo, cada linea
en el archivo consta de una palabra y su vector asociado [37]. De esta forma, para
cada palabra se obtiene un vector de dimension 300 y al obtener la diferencia de los
vectores de hiperénimo e hipénimo, se conserva la misma dimension. Este proceso
se repite para cada uno de los pares presentes en el conjunto de entrenamiento y se

utilizan para entrenar el modelo.

4.3.2. Entrenamiento

Se abordé la tarea como un problema de clasificacion binaria, donde se determina
si para un par dado de términos existe o no una relaciéon de hiperonimia. Para el
desarrollo de la solucién se eligié una red neuronal para realizar la clasificacién, cuya
arquitectura se muestra en la figura 4.4. Para implementarla, se utilizé Keras con
Tensorflow 2.0, lo que permitié realizar el entrenamiento usando una GPU (unidad
de preocesamiento de gréficos). Los experimentos fueron realizados con un CPU Intel
I5 y una GPU GeForce GTX 1050 Ti. La red fue entrenada para minimizar la cros-
entropia binaria, utilizando optimizacién ADAM con tamano de lote 32 durante 300

épocas.
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Resultados

En este capitulo se muestran los resultados obtenidos mediante los enfoques pro-
puestos para la extraccion de relaciones taxondémicas en documentos no estructurados
y la clasificacion de relaciones de hiperonimia. Primero se discute el método de eva-
luacion utilizado, se describen los conjuntos de datos usados, luego se muestran los

resultados alcanzados mediante los sistemas propuestos.

5.1. Medidas de evaluacion

Para definir el rendimiento del enfoque propuesto para la extraccién de relaciones

taxonomicas se uso una forma de evaluacion, la cual se explica a continuacion.

5.1.1. Exactitud

La exactitud, del inglés accuracy, puede definirse como la evaluacién del sesgo de

las predicciones; es decir, indica qué porcentaje de las predicciones son correctas. Se

CantidadDeCasosCorrectos
TotalCasos

define de la siguiente forma: Fractitud =

En este trabajo se utilizé la exactitud para determinar la cantidad de relaciones
obtenidas mediante este sistema, comparandolas con las relaciones taxonémicas to-
tales existentes en los conjuntos de datos usados. Por otra parte, se usé para medir

el desempenio del clasificador de relaciones de hiperonimia.

61
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5.1.2. Precision

La precision permite indicar al clasificador que un ejemplo negativo no debe
ser marcado como positivo y se utilizé para medir el desempeno del clasificador de

relaciones de hiperonimia.

verdaderosPositivos
verdaderosPositivos+ falsosPositivos

Se define de la siguiente forma: Precision =

5.1.3. Exhaustividad

La exhaustividad permite hallar los ejemplos positivos y se define de la siguiente

verdaderosPositivos
verdaderosPositivos+ falsosNegativos

empeno del clasificador de relaciones de hiperonimia.

manera: Frhaustividad = Se uséd para medir el des-

5.1.4. F

Esta medida se define como la media ponderada de la precisién y la exhaustividad;

la precisién y la exhaustividad contribuyen igualmente a esta medida. Se define de

precisionkxexhaustividad
precision+exhaustividad

la siguiente forma: F; = 2 x La medida F; se us6 para medir el

desempeno del clasificador de relaciones de hiperonimia.

5.1.5. Area bajo la curva ROC

La curva ROC se define como una gréfica en la que se representa el rendimiento
de un modelo de clasificacién en todos los umbrales de clasificaciéon con base en la
tasa de verdaderos positivos (exhaustividad) y falsos positivos. En esta grafica, la
tasa de verdaderos positivos se encuentra en el eje y mientras que la tasa de falsos
positivos esta en el eje x. Asi, el area bajo la curva ROC proporciona una medicién

agregada del rendimiento en todos los umbrales de clasificacién posibles!.

5.2. Conjuntos de datos

Para la realizacién de este trabajo se considerd un conjunto de datos, obtenido del

trabajo de Zouaq et al. [74], que consta de dos ontologias de dominio: la primera de

thttps://developers.google.com /machine-learning/crash-course/ classification /roc-and-auc



Capitulo 5. Resultados 63

Inteligencia Artificial (IA) y la segunda de estandar e-Learning SCORM (SCORM).
En la tabla 5.1 se muestra la cantidad de documentos, tokens y vocabulario que

conforman cada uno de los corpus de estas ontologias.

Tabla 5.1: Corpus de dominio

Dominio Numero de documentos Tokens Vocabulario
IA 8 11370 1510
SCORM 36 34497 1325

Para extraer los elementos de las ontologias se utilizé Jena ?, una herramienta
que permite crear aplicaciones basadas en ontologias. En la tabla 5.2 se encuentra el

total de conceptos y relaciones taxondémicas para cada ontologia de dominio.

Tabla 5.2: Elementos que conforman las ontologias

Dominio | Nuimero de conceptos Relaciones taxonémicas
IA 276 205
SCORM 1461 1038

Por otra parte, se utiliz6 un conjunto de datos diferente para la creacion del
clasificador de relaciones de hiperonimia, obtenido del trabajo de Shwartz et al.
[53]. Este conjunto estd formado por pares de términos positivos y negativos de
relaciones de hiperonimia obtenidos de fuentes como WordNet, DBPedia, Wikidata
v Yago; relaciones diferentes a la de hiperonimia se consideran ejemplos negativos.
Los autores proveen dos divisiones (70 % para entrenamiento, 25 % para validacién
y 5% para prueba) de los conjuntos de datos: una aleatoria y otra léxica; en este
trabajo se usé la aleatoria para el desarrollo del modelo de clasificacién de relaciones

de hiperonimia.

https://jena.apache.org/
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5.3. Extraccion y validacién de relaciones taxonémi-

cas

En esta seccion se muestran los resultados obtenidos a través del sistema pro-
puesto para la extraccion de relaciones taxonomicas en documentos no estructurados.
Primero se presentan los resultados de la extraccién de hipénimos-hiperénimos que
seran considerados como candidatos a relaciones taxondémicas y posteriormente se in-
dica el porcentaje de relaciones taxonémicas encontradas con respecto a las presentes
en la ontologia.

Para obtener las relaciones candidatas se utilizé la primera fase del sistema pro-
puesto, la cual consta de lo expresado en el algoritmo 3. Después de aplicarlo a los
corpus, se obtuvieron 102 relaciones para el dominio de inteligencia artificial y 172
para el dominio de SCORM (Tabla 5.3). En las tablas 5.4 y 5.5 se encuentran ejem-
plos de las relaciones obtenidas para el dominio de inteligencia artifical y SCORM,

respectivamente.

Tabla 5.3: Relaciones totales obtenidas mediante el algoritmo 3.

Dominio Numero de relaciones
TIA 102
SCORM 172

Tabla 5.4: Ejemplos de relaciones obtenidas para la ontologia de TA.

Hipdénimo Hiperénimo
STRIPS formal language
Resource Description Framework standard
RDF
Web Ontology Language OWL standard
truth table logic operation
computer vision machine learning
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consciousness human trait

Tabla 5.5: Ejemplos de relaciones obtenidas para la ontologia de SCORM.

Hipdénimo Hiperénimo
text medium
data management service
SCORM reference model
ARIADNE group
menu user interface
navigation control
xml internet technology

Posteriormente, se hizo una verificacién para comprobar si todas las relaciones
identificadas eran adecuadas para continuar con la siguiente etapa del sistema. Se
hallaron 4 y 15 relaciones en el dominio de inteligencia artificial y SCORM, respec-
tivamente, que no eran relevantes debido a que eran unigramas como the o a. Esto
se debe a que no se eliminaron las palabras cerradas durante la etapa de prepro-
cesamiento con el fin de evitar que se perdiera informacién necesaria para que los
patrones léxico-sintacticos pudieran coincidir. Por ejemplo of se considera una pala-
bra cerrada, pero es importante en un patréon como NP, (a) kind of NP. Una vez
depuradas, el total de relaciones para IA es de 98 y para SCORM es de 157 (Tabla
5.6).

Tabla 5.6: Relaciones depuradas obtenidas mediante el algoritmo 3.

Dominio Numero de relaciones

IA 98




Capitulo 5. Resultados 66

SCORM 157

Finalmente, se hizo una evaluacion de la exactitud de las relaciones obtenidas.
Para el dominio de TA se obtuvieron 98 relaciones candidatas, pero sélo se hallaron
14 que existen en relaciones taxondmicas de la ontologia de inteligencia artificial.
Para el dominio de SCORM, a pesar de que se proponen 157 relaciones candidatas,
no se encontré ninguna de éstas en las relaciones taxonémicas de la ontologia, por lo
que se obtuvo una exactitud de 0 en tal dominio. En la tabla 5.7 se pueden observar

los puntajes de exactitud alcanzados mediante esta propuesta.

Tabla 5.7: Exactitud de las relaciones encontradas para cada dominio.

Dominio Exactitud
T1A 0.068
SCORM 0.0

5.4. Agrupamiento jerarquico y representacion

En esta seccién se muestran los resultados obtenidos al aplicar las fases dos y tres
del sistema propuesto al conjunto de relaciones obtenido en la primera etapa del sis-
tema. Primero, se muestran las matrices de caracteristicas (resultado de la extraccién
de caracteristica) y luego se muestra la representacién de los hipénimos mediante un
dendrograma resultado de aplicar el algoritmo de agrupamiento jerarquico.

Para obtener las matrices de caracteristicas que se utilizaran en la ultima etapa
de la propuesta de sistema, se necesita el conjunto de relaciones de hiponimia. A
este conjunto de relaciones, que contiene 3 caracteristicas iniciales, se le aplica el
algoritmo 4 para obtener una matriz que contendra 10 caracteristicas mas. En la
tabla 5.8 se observan las dimensiones de las estas matrices antes y después de aplicar

el algoritmo de extraccién de caracteristicas.
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Tabla 5.8: Dimensiones de las matrices de caracteristicas durante la segunda fase

del sistema.

Dominio Dimensién inicial Dimensién final
T1A (98,3) (98,13)
SCORM (157,3) (157,13)

Una vez finalizada la segunda fase del sistema, se aplica el algoritmo 5 a las
matrices obtenidas. Por lo tanto, se eliminan 6 columnas de estas matrices y se

reducen las dimensiones a las mostradas en la tabla 5.9.

Tabla 5.9: Dimensiones de las matrices de caracteristicas durante la tercera fase del

sistema.
Dominio Dimensién inicial Dimensién final
IA (98,13) (98,7)
SCORM (157,13) (157,7)

Luego se contintda con la aplicacion del algoritmo de agrupamiento aglomerativo,
el cual recibe cada una de estas matrices y devuelve otra matriz de dimensiones
((n—1), 4) para cada una de ellas. Esta matriz obtenida se utilizard en el paso final
del algoritmo para crear un dendrograma que ilustre el proceso de agrupamiento de
cada conjunto de relaciones.

Finalmente, las matrices producto del algoritmo de agrupamiento se utilizan para
crear una representacion estructurada en forma de arbol en la que pueden observarse
las subcategorias en las que estan organizados los datos. En las figuras 5.1 y 5.2 se
observan los dendrogramas creados para las relaciones obtenidas mediante el sistema
para los dominios de inteligencia artificial (IA) y SCORM. En los nodos se encuentran
los hipénimos obtenidos mediante los patrones sintacticos y se puede observar que

los conceptos similares se encuentran agrupados juntos.
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Figura 5.1: Dendrograma para el dominio de TA.
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Figura 5.2: Dendrograma para el dominio de SCORM.
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5.5. Clasificacién y validacion de relaciones de hi-

peronimia

En esta seccién se muestran los resultados obtenidos a través del sistema propues-
to para la extraccion de relaciones de hiperonimia. Los resultados de las predicciones
del modelo usado en este trabajo fueron medidas utilizando el area bajo la curva
ROC, precisién, exhaustividad y Fi; como gold estandar se utilizé la evaluacién he-
cha por expertos para determinar si las relaciones existentes en las ontologias de IA

y SCORM son, efectivamente, relaciones de hiperonimia.

Para obtener las predicciones sobre las relaciones anotadas por los expertos para
ambas ontologias, se utilizé el sistema para la clasificacion de relaciones de hiperoni-
mia. En las tablas 5.10, 5.11 y 5.12 se muestran los reportes de clasificacion para las
predicciones realizadas por el modelo respecto a lo anotado por el primer, segundo
y tercer experto, respectivamente para la ontologia de IA. Con base en estas tablas,
el modelo obtiene una precision muy alta para los ejemplos donde si existe una re-
lacién de hiperonimia; cuando no existe una relacion de hiperonimia, la precisién
es muy baja, especialmente para las anotaciones del tercer experto. Sin embargo,
este comportamiento puede deberse al bajo soporte que tiene esta clase en este caso.
Por otra parte, debe destacarse que las predicciones tienen un rendimiento medio
en términos de Fi y exhaustividad si consideramos el promedio ponderado. En las
tablas 5.13, 5.14 y 5.15 se observan los reportes de clasificacién para las prediccio-
nes realizadas por el modelo respecto a lo anotado por el primer, segundo y tercer
experto, respectivamente para la ontologia de SCORM. En general, la precision es
mas baja, pero los valores de F) y exhaustividad son mas cercanos, exceptuando el
valor de F}| para la clase falsa, anotada por el primer experto. Por otra parte, si con-
sideramos los promedios ponderados, las predicciones con mejor rendimiento son las
hechas respecto a las anotaciones del primer experto para la ontologia de SCORM.
Finalmente, si consideramos lo expuesto en las tablas 5.16 y 5.17, se puede ver que
todas las predicciones obtienen una exactitud relativamente similar en el caso de TA,
pero las predicciones respecto a lo anotado por el tercer experto, tiene mayor area
bajo la curva. En el caso de las predicciones para SCORM, se puede apreciar que

la peor exactitud y area bajo la curva ROC son para las predicciones hechas por el
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modelo para las anotaciones del tercer experto, mientras que las predicciones de las

anotaciones restantes tienen puntuaciones casi idénticas.

Tabla 5.10: Reporte de clasificacién conforme a las anotaciones del primer experto
para la ontologia de IA.

Clase Precisiéon Exhaustividad F Soporte
Falso 15 70 25 23
Verdadero 93 51 66 181

Tabla 5.11: Reporte de clasificacion conforme a las anotaciones del segundo experto

para la ontologia de IA.

Clase Precisiéon Exhaustividad Fy Soporte
Falso 11 69 18 16
Verdadero 95 o1 66 181

Tabla 5.12: Reporte de clasificacién conforme a las anotaciones del tercer experto

para la ontologia de IA.

Clase Precision Exhaustividad F Soporte
Falso 4 80 7 D
Verdadero 99 50 66 199

Tabla 5.13: Reporte de clasificacién conforme a las anotaciones del primer experto
para la ontologia de SCORM.

Clase

Precisién

Exhaustividad

P

Soporte
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Falso

16

50

24

18

Verdadero

79

40

23

82

Tabla 5.14: Reporte de clasificacion conforme a las anotaciones del segundo experto

para la ontologia de SCORM.

Clase Precisiéon Exhaustividad F Soporte
Falso 28 50 36 32
Verdadero 32 38 47 68

Tabla 5.15: Reporte de clasificacién conforme a las anotaciones del tercer experto

para la ontologia de SCORM.

Clase Precisiéon Exhaustividad F Soporte
Falso 33 48 39 33
Verdadero 45 30 36 47

Tabla 5.16: Exactitud y area debajo de la curva ROC para las predicciones para la

ontologia de SCORM conforme a las anotaciones de los expertos.

Experto Exactitud Area bajo la curva ROC
1 53.43 60.47
2 51.96 59.64
3 50.49 64.87
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Tabla 5.17: Exactitud y area debajo de la curva ROC para las predicciones para la

ontologia de SCORM conforme a las anotaciones de los expertos.

Experto Exactitud Area bajo la curva ROC
1 42 45.12
2 42 44.11
3 37.5 39.13
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En el presente trabajo de investigacién fueron implementadas tres propuestas de
sistemas para la extraccion y validacion de relaciones taxondémicas en documentos
no estructurados, clasificacion de relaciones taxonémicas y clasificacién de relaciones

de hiperonimia. A continuacién se detalla cada uno de los sistemas.

El primer sistema esta compuesto de tres etapas (extraccion de hipénimos-hiperoni-
mos, extraccion de caracteristicas y agrupamiento jerarquico y representacién), cuyo
objetivo es la extraccion de relaciones taxonomicas en documentos no estructurados.
La primera fase del primer sistema, consta de la extraccién de hipénimos-hiperoni-
mos mediante patrones léxico sintacticos, obtuvo dos listas de 98 y 157 relaciones
taxonémicas para los dominios de inteligencia artificial y SCORM, respectivamen-
te. Sin embargo, sélo 14 de las relaciones obtenidas para IA se encontraban en las
relaciones taxonémicas de la ontologia de este dominio; en el caso del estandar de
e-Learning SCORM, ninguna de las relaciones encontradas existe en la ontologia
SCORM. Esto se refleja en una exactitud muy baja para IA y nula para SCORM.
Esto puede deberse a que la cobertura de los patrones de Hearst es baja [6] y a que
el algoritmo busca los patrones en las frases nominales de las oraciones, lo cual pue-
de limitar la busqueda. La lista de hipénimos-hiperénimos obtenida en este paso se
utilizara para la segunda fase. En la segunda fase del primer sistema se obtiene una
matriz de caracteristicas para los conjuntos de relaciones que sea apta de usarse en la
siguiente fase de este sistema. Mediante Spacy y NLTK se representan vectorialmente

los hipénimos-hiperénimos y las oraciones con el fin de calcular medidas de simili-

74
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tud. Asimismo, se asignan etiquetas gramaticales y posiciones donde se encuentran
los hipénimos e hiperénimos, con el objetivo de anadir informacién suplementaria
para el algoritmo de aprendizaje automatico no supervisado. En la fase final del pri-
mer sistema se eliminan caracteristicas no numéricas de las matrices obtenidas en la
fase anterior con el objetivo de aplicar agrupamiento jerarquico aglomerativo usando
distancia Jaccard. Después de aplicar el algoritmo de agrupamiento, se usa la matriz
devuelta por éste para realizar una representacién por medio de un dendrograma de
la jerarquia de relaciones obtenidas a partir de un documento no estructurado. Esta
representacion permite visualizar de forma efectiva como se agrupan las relaciones,

pero no muestra mas informacion acerca de la estructura de la taxonomia.

Para el segundo sistema se propuso un modelo para la clasificacién de relaciones
taxonémicas basado en arboles de decisién. A pesar de que se entrenaron clasifica-
dores con los datos existentes para cada dominio, se necesitan nuevos datos para
realizar mas pruebas con el fin de medir la efectividad de esta propusta en términos
de precisién, exhaustividad y F}.

En el tercer sistema, para la clasificacién de relaciones de hiperonimia, se realiza
el entrenamiento de una red neuronal usando la diferencia de vectores de palabras
como unica caracteristica. Posteriormente, se realizan predicciones con este mode-
lo respecto a un gold estandar, el cual se define como las anotaciones hechas por
expertos en los dominios de estas ontologias, con el fin de medir la fidelidad de las
predicciones obtenidas. El desempeiio de este modelo es medio, ya que ronda el 60 %
para las predicciones de la ontologia de TA y tiene aproximadamente 42 % para la
ontologia de SCORM. Esto puede deberse a que los embeddings utilizados no fueron
entrenados con corpus de dominio, sino mediante datos de Common Crawl*. Es im-
portante destacar que el conjunto de datos con el que fue entrenado la red, tampoco
es de dominio sino que se trata de un conjunto de relaciones de hiperonimia muy
generales; es decir, el conjunto de entrenamiento no es representativo respecto al
conjunto de datos. Asimismo, Yildirim y Yildiz [72] menciona que el defecto més im-
portante de usar la diferencia de los vectores de palabras es que se decide de manera
pobre las instancias de un hiperénimo, si el conjunto de entrenamiento no incluye

estas instancias. También debe considerarse el desbalance de clases.

thttps://commoncrawl.org/
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Desde una perspectiva general, el sistema propuesto en este trabajo puede ser 1til
para anadir instancias a una ontologia de dominio, pues la mayoria de las relaciones
obtenidas son instancias. Asimismo, esta propuesta es conveniente para extraer rela-
ciones taxondémicas en corpus considerables, ya que permite aprovechar los recursos
de cémputo disponibles mediante multiprocesamiento. Debe considerarse que me-
diante la primer fase del sistema de extraccion automatica de relaciones taxonomi-
cas, se pueden obtener nuevos datos que permitan continuar el entrenamiento del
clasificador de relaciones de hiperonimia con el fin de volverlo més robusto.

Como trabajo a futuro, se estdn estudiando técnicas que permitan encontrar una
mayor cantidad de relaciones taxondémicas en corpus de dominio como el anélisis
formal de conceptos (FCA) o bien andlisis de frases. Para la representacién de la
jerarquia propuesta, se deben considerar otros métodos para llevar a cabo esta tarea;
en particular, se desean expresar las relaciones obtenidas mediante RDF. Con res-
pecto al clasificador de relaciones taxonémicas, se necesitan reunir nuevos datos para
probar su rendimiento y se contempla la posibilidad de usar técnicas de aprendizaje
profundo para conservar la seméantica del texto y obtener una mejor representacién
del mismo; se tiene especial interés en BERT [14] pues permite generar embed-
dings informados del contexto, por lo que captura mejor la informacién contenida
en el texto. En cuanto al clasificador de relaciones de hiperonimia, deben buscarse
mejores representaciones vectoriales para obtener las caracteristicas utilizadas para
el entrenamiento del clasificador o bien continuar el entrenamiento de embeddings
pre-entrenados usando corpus de dominio adecuados. Desde otra perspectiva, pue-
de entrenarse otro modelo con el conjunto de datos léxico, con el fin de evitar la

memorizacion léxica,ya que puede conducir a puntuaciones artificialmente altas.
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