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Resumen

La inteligencia arti cial tiene una gran cantidad de aplicaciones, desde el reco-
nocimiento facial hasta la prediccion texto, siendo una de las mas importantes el
reconocimiento de imagenes mediante patrones de semejanza. Para aplicar la inte-
ligencia arti cial al area medica existen un sinf n de ideas, entre ellas destaca el
reconocimiento de imagenes histopatologicas para dar un diagnostico sobre el tipo
de un tumor, benigno o maligno, de tal manera que se pueda dar un resultado al
paciente con mayor seguridad.
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Capitulo 1

Introduccion

Desde el nacimiento de la humanidad ha existido la necesidad de crear herra-

mientas para continuar con nuestro desarrollo y mantener un estilo de vida comodo
de acuerdo a las necesidades que aparezcan respecto a la epoca.
Podemos ver ejemplos de estas herramientas en nuestra historia como especie, al
transcurrir el tiempo, se han presentado multiples situaciones que nos han llevado
como especie a evolucionar nuestra manera de pensar y actuar. Desde la creacion
de la rueda para que tribus antiguas tuvieran una movilidad menos desgastante, la
creacion de la bombilla para no quedarnos a oscuras en la noche, el desarrollo de
las matematicas necesarias para crear la primera computadora y as lograr calculos
complejos con mayor facilidad y en menor tiempo, hasta la creacion de maquinas
capaces de simular el comportamiento de los organos humanos. Todos los ejemplos
anteriores, y muchas mas herramientas, nacieron gracias a la existencia de cubrir
necesidades que se fueron presentando en distintas situaciones pasadas. A la fecha,
muchas de esas creaciones humanas forman parte de nuestra cotidianidad, pero en
su tiempo, eran un lujo o algo que simplemente no era necesario.

Recordemos un suceso muy importante en la historia humana, en la segunda guerra
mundial, las tropas nazis hab an creado una codi cacion unica para sus mensajes y
era muy dif cil descubrir decodi carlos y descubrir que dec an. Muchos pa ses crea-
ron equipos especializados en la decodi cacion de dichos mensajes, conformados por
personal con estudios especializados y capacidades enfocadas a ello, aun con varios
equipos dedicados, no se obtuvo ningun avance y la guerra estaba casi perdida. No
fue hasta que Alan Turing y su equipo se enfoco en la creacion de una herramienta
capaz de usar algoritmos y procesos matematicos para la decodi cacion de dichos
mensajes. Esta maquina, para su tiempo, fue clave para salvar a millones de perso-
nas y detener la invasion por parte del ejercito nazi.

Aunque sea dif cil de creerlo, nosotros llevamos en los bolsillos un aparato mil veces
mas potente que la maquina de Turing, nuestro celular. Pero >como es posible llevar
tener algo as ? La respuesta es sencilla, es gracias a la inteligencia arti cial, la cual
se ha aplicado a multiples necesidades para mantener la vida como la conocemos,
no solamente para detener guerras.

Una de sus aplicaciones mas importante es el area medica, donde se desarrolla des-

de el diagnostico de enfermedades comunes como la gripe, hasta la implementacion
adecuada de un medicamento para un paciente con una enfermedad mas peligrosa.
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CAPITULO 1. INTRODUCCION

En esta tesis nos enfocaremos en una tarea no tan complicada, implementaremos
una red neuronal para que reconozca las diferencias entre imagenes histopatologicas
de tumores benignos y malignos y as nos otorgue un diagnostico concreto de que
tipo de tumor tiene cada paciente. Empezaremos exponiendo un poco de los antece-
dentes de las redes neuronales, la explicacion del concepto \inteligencia arti cial”,
que es el aprendizaje de maquinas y sus algoritmos mas importantes para una red
neuronal y explicaremos la rama de aprendizaje profundo con todos los concepto
necesarios para entender el funcionamiento de una red neuronal arti cial, desde su
inspiracion biologica hasta su estructura.

Despues presentaremos la metodolog a que se llevo a cabo para disenar e implemen-
tar una red neuronal para la clasi cacion de imagenes en el lenguaje de programacion
python, siendo mas espec cos, el uso del modulo TensorFlow, para programar un
algoritmo de red neuronal y se le introducira una base de datos de imagenes histo-
patologicas espec ca para que nuestra red neuronal sea entrenada para comparar
de manera gra ca el costo computacional y la precision de nuestra red neuronal en
el entrenamiento con datos y la validacion de datos. Procederemos a mostrar las
gra cas obtenidas de diez entrenamientos de nuestra red neuronal usando la misma
base de datos y compararemos cada una.

Para nalizar presentaremos los resultados obtenidos del analisis de veinte imagenes
de nuestra base de datos de prueba, para comprobar el grado de aprendizaje de
nuestra red neuronal, y expondremos las conclusiones obtenidas.

10



Capitulo 2

Inteligencia artificial

En la epoca actual, la mayor a de nuestras actividades las realizamos en distin-
tos medios digitales, la mayor a de ellos estan conectados a internet y aunque no
lo notemos pasamos una cantidad signi cativa de nuestro tiempo interactuando con
sistemas inteligentes. Pero >que son los sistemas inteligentes? algunos ejemplos coti-
dianos de estos sistemas los podemos ver en acciones que para nosotros se han vuelto
involuntarias, el uso de un buscador web para encontrar informacion que nos pidie-
ron en algun trabajo, desbloquear nuestro celular mediante el reconocimiento de los
vectores caracter sticos de nuestro rostro o incluso la correccion ortogra ca de pala-
bras en un mensaje que estamos redactando. El pilar de los sistemas inteligentes que
usamos es la inteligencia arti cial, por ello, se esta convirtiendo en una parte muy
importante de nuestro estilo de vida moderno. Si vemos a los sistemas inteligentes
como un organismo vivo, podemos decir que la inteligencia arti cial su corazon, sin
ella no podr an funcionar. En nuestro mundo, existe una gran gama de fenomenos,
naturales y no naturales, y para estudiarlos usamos las distintas ciencias que hemos
creado, las ciencias exactas se encargan de estudiar estos fenomenos desde un punto
de vista matematico, las ciencias biologicas estudian su funcionamiento e intentan
explicar sus caracter sticas internas y externas y las ciencias sociales estudian como
interactuan y se ven afectados los humanos por estos fenomenos. Muchos de los
fenomenos estudiados son complejos y el poder explicarlos se vuelve dif cil, gracias
a la inteligencia podemos resolverlos o hacerlos un poco mas sencillos, esto lo hace
mediante la aplicacion de matematicas y el uso una serie de reglas ordenadas que
conocemos como algoritmos [5]. A pesar de tener sus bases en las ciencias exactas,
la inteligencia arti cial se puede aplicar tambien a las ciencias biologicas y sociales.
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CAPITULO 2. INTELIGENCIA ARTIFICIAL

2.1. Antecedentes

A principios del siglo XX se crearon los fundamentos para la logica y teor a
de ciencia computacional, los teoremas de Kurt Godel de logica de primer orden
para predicciones, uno de ellos nos dicen que todo enunciado verdadero puede ser
demostrado haciendo uso de las reglas del calculo formal cuando lo formulamos en
en lenguaje de la logica de predicados, este teorema es conocido como el teorema de
completes|[3].

(a) Alan Turing. (b) Kurt Godel.

Figura 2.1: Fotos de Alan Turing y Kurt Godel.

Puede que Godel no sea muy conocido, pero muchos deben conocer la historia
de Alan Turing, el matematico que estuvo involucrado en los primeros pasos para la
creacion de la computadora. Durante la segunda guerra mundial se presento la nece-
sidad de procesar grandes cantidades de informacion en un corto periodo de tiempo
lo cual, para la epoca, era algo imposible, nunca paso por la mente de las personas
que una maquina pudiera ser programada para realizar tareas que requer an la in-
tervencion de un humano. En un art culo publicado en 1950, Turing dio un enfoque
distinto a las maquinas, en lugar de pensar sobre su construccion o preocuparse por
como se ve a, el quer a que se concentrara en su comportamiento observable. Su idea
era una conversacion a ciegas de un interrogador con dos participantes, una persona
y una computadora, dicha conversacion ser a como cualquier otra, distintos temas
de conversacion que uyeran. El interrogador no solo deb a entablar una conversa-
cion escrita, tambien deb a adivinar cual participante era el humano, no fue sorpresa
para Turing que su hipotesis se cumpliera, la computadora siempre iba a ganar.

Fue en 1940 que McCulloch, Pitts y Hebb, gracias a estudios hechos en neu-
rociencia, crearon el primer modelo matematico en las redes neuronales biologicas
de un humano, los cuales con el paso del tiempo han evolucionado y tomando una
forma distinta a la que sus autores diseraron desde el principio [3].

Todos y cada uno de los descubrimientos anteriormente mencionados, y muchos
otros mas, son importante para entender lo que realizara en este trabajo de tesis,
gracias a ellos tenemos los fundamentos matematicos, teorico computacionales y
del funcionamiento de las neuronas biologicas para poder entenderlas y as poder
simularlas en forma de unidades computacionales conocidas como redes neuronales
arti ciales.

12



CAPITULO 2. INTELIGENCIA ARTIFICIAL

2.2. ;Qué es la inteligencia artificial

Para nosotros, como humanos, el termino \inteligencia arti cial” genera ciertas

emociones, cuando escuchamos la palabra inteligencia, en ocasiones, aparecen mu-
chas dudas en nuestra mente >Que es la inteligencia?, >Como podemos medir la
inteligencia?, >Como funciona el cerebro?, etc. Gracias a distintas areas de estudio
hemos podido resolver hasta cierto nivel estas dudas, las cuales juegan un gran papel
al momento de entender todo lo que abarca el concepto \inteligencia arti cial”, o
en terminos mas sencillos, \I.A™.
Principalmente, sobre todo en las ciencias computacionales, se busca la respuesta a
una sencilla pregunta >Como podemos hacer que una maquina se comporte como
una persona?. Gracias a distintas pel culas de ciencia ccion existe cierta confusion
de lo que es en realidad una IA, muchas personas creen que un d a las maquinas
tomaran las armas contra la humanidad, as como en Terminator, otras piensas en
un robot que nos ayude a nuestras labores del hogar, como Robotina en los Super-
sonicos y algunas mas ni siquiera sabran de la existencia de ella. Cada quien tiene
una interpretacion propia de lo que es una inteligencia arti cial debido a esto se
vuelve complicado poder darle una de nicion al concepto \inteligencia arti cial",
sin embargo, gracias a John McCarthy en 1955 podemos encontrar una de nicion
muy concreta, para ser mas precisos nos deja en claro cual es el objetivo real del
estudio de la inteligencia arti cial [3].

“FEl objetivo principal de la inteligencia artificial, como un drea de es-
tudio, es desarrollar y programar mdquinas de tal manera que tengan
un comportamiento que nos haga pensar que son inteligentes.” John
McCarthy 1955. [ver 3, p 1].

Al investigar sobre IA hacemos un intento para descubrir los distintos aspectos
de la inteligencia humana para as describirlos de tal manera que puedan ser si-
mulados por una maquina. En el presente existen maquinas que aplican IA para
distintas tareas, aprender a una estrategia en los juegos de mesa que dara una vic-
toria asegurada, reconocer patrones de audio 0 en imagenes, procesar informacion
del lenguaje humano, demostrar teoremas matematicos (lo cual me hubiera servido
en mis tareas de calculo) y poder resolver ciertos problemas con ecuaciones bien
formuladas (cosa que muchos de mis compareros y yo agradecemos profundamen-
te que sea posible). La cantidad de maquinas que pueden hacer estas tareas, sin
la necesidad de intervencion humana, es limitada, hasta ahora solo computadoras
que cumplen con ciertas caracter sticas cumplen con las tareas mas sencillas de las
mencionadas. Sin embargo, muchas de las maquinas modernas pueden mostrar un
comportamiento similar a la inteligencia humana o superior. Otro enfoque dado a
las investigaciones sobre 1A, esta en obtener teor as matematicas que nos permitan
describir el comportamiento de aquellas cosas, naturales o hechas por humanos, que
observamos y muestran \inteligencia™ y nos puedan servir para elaborar calculos e
implementarlos al disero de una maquina inteligente [4].

La inteligencia arti cial no solo es el estudio y la aplicacion de algoritmos y calculos
matematicos para que una maquina se comporte de manera inteligente, tambien la
podemos ver como gran arbol con varias ramas de estudios, que a su vez tienen pe-
guenas ramitas con varias hojas o frutos. En esta tesis nos enfocaremos en la rama

13



CAPITULO 2. INTELIGENCIA ARTIFICIAL

de la inteligencia arti cial denominada como aprendizaje de maquinas, para ser mas
espec co en su ramita conocida como aprendizaje profundo y en su hojita, conocida
mundialmente como redes neuronales arti ciales. Podemos ver una representacion
enla gura2.2.

Inteligencia
Artificial

Aprendizaje
profundo

Aprendizaje
de Maquinas

Figura 2.2: Relacion de inteligencia arti cial, aprendizaje de maquinas y aprendizaje
profundo.
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Capitulo 3

Aprendizaje de maquinas

Para entender por completo el objetivo de este trabajo necesitamos profundi-
zar en lo que es la inteligencia arti cial junto con sus ramas, donde daremos mayor
enfoque al aprendizaje de maquinas, la cual esta relacionada con el proceso de apren-
dizaje que tenemos los humanos y al como darles a las maquinas algo similar. El
enfoque principal del aprendizaje de maquinas, o ML por su abreviatura en ingles,
hace que las maquinas se comporten de manera inteligente mediante la adquisicion
de aprendizajes con la aplicacion de un programa computacional \inteligente".

En el pasado, cuando hablabamos de programas inteligentes, solo pod amos hablar
de un codigo hecho con una gran cantidad de reglas creadas con ciclos \if"" y \else"
que permiten el procesamiento o ajuste de los datos segun las condiciones necesarias,
pero al usar este tipo de con guracion para nuestras reglas se nos presentan ciertas
desventajas:

1. No podemos dedicar la misma logica a distintas tareas, tendr amos que crear
distintas reglas que se ajusten a la logica de cada tarea por hacer

2. No todas las decisiones se pueden analizar desde el mismo punto de vista,
usualmente es necesario de cierta experiencia para tomar un tipo de decision

Estas desventajas mencionadas anteriormente se pueden solucionar por el uso de
algoritmos de machine learning que hacen estas tareas mas sencillas [7].

15



CAPITULO 3. APRENDIZAJE DE MAQUINAS

3.1. ;Cbémo aprenden las maquinas?

Para poder responder esta pregunta necesitamos de nir la palabra\aprender™

primero. Cuando nosotros mencionamos \aprender™ en una oracion, nos referimos a
ganar conocimiento, ya sea por estudiar, alguna experiencia, 0 porque se nos ensena
mediante un profesor o tercer persona. Podemos ver el aprendizaje de maquinas como
el uso de algoritmos que nos permitan obtener descripcion estructural de ejemplos en
forma de datos (los cuales pueden tener distintos formatos). Una computadora puede
aprender algo sobre las estructuras que representa la informacion en un conjunto
de datos en crudo. Las descripciones estructurales son los modelos creados para
contener la informacion extra da de datos en crudo y podemos usarlos para predecir
datos desconocidos pero que deseemos. Estos modelos toman distintas formas y los
conoceremos como algoritmos de aprendizaje de maquinas [8].
Los algoritmos de machine learning han sido un gran apoyo al momento de proveer
soluciones a problemas complejos. Algunas de sus aplicaciones las vemos en nuestras
actividades cotidianas y que van desde hacer una sencilla busqueda en internet hasta
el reconocimiento de un comando a un asistente inteligente en nuestro telefono.

El campo de machine learning, o aprendizaje de maquinas, tiene como objetivo
principal el estudio, disero y aplicacion de algoritmos que nos permitan automatizar
la solucion a problemas complejos y que son dif ciles de resolver con los algoritmos
estudiados por la programacion convencional. En la metodolog a de la programacion
convencional debemos seguir dos pasos sencillos. EI primer paso es que al toparnos
con una problematica en espec co haremos el disero de nuestro programa, don-
de de niremos un conjunto de reglas y pasos que deben seguir cierto orden para
poder obtener la mejor solucion a nuestro problema, a esto lo conocemos como al-
goritmos. El segundo paso es la escritura de nuestro algoritmo en algun lenguaje
computacional. Sin embargo, este metodo se vuelve dif cil de hacer dependiendo
de la problematicas que se nos presenten, varios de los problemas del mundo real
no poseen caracter sticas ideales para poder diserar e implementar algun algoritmo
de la programacion convencional, para este tipo de problemas la aplicacion de los
algoritmos del aprendizaje de maquinas es la mejor opcion [9].

La mayor ventaja que tenemos al aplicar el aprendizaje de maquinas es que
podemos obtener informacion sobre estructura o patrones que existen dentro de un
conjunto de datos pero que no podemos ver a simple vista. Tambien nos permite la
creacion de modelos, esto mediante el aprendizaje que obtiene de conjuntos de datos
existentes y de esta manera podemos hacer predicciones de resultados o pronosticar
algun comportamiento de nuestro objeto de estudio. Algunos de los problemas a los
cuales podemos aplicar el aprendizaje de maquinas son:

1. Clasi cacion: tomaremos un conjunto de datos y dividirlo en una o mas cate-
gor as que conoceremos como clases

2. Clustering: a una gran cantidad de datos puntuales contenidos dentro de un
conjunto de datos los colocaremos en un cluster o grupo dependiendo si poseen
caracter sticas en comun.

3. Prediccion: basandonos en datos historicos podemos construir un modelo y
usarlo para predecir un valor futuro [9].
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CAPITULO 3. APRENDIZAJE DE MAQUINAS

3.2. Una aplicacién del aprendizaje de maquinas

Para nosotros es sencillo reconocer a alguno de nuestros familiares, pero al mo-
mento de intentar describirlo a algun amigo, este no podra crear una imagen exacta
del familiar del que le estamos hablando, solo hasta que le mostremos una foto es
que podra reconocerlo entre una multitud.

Esto es lo que buscamos que nuestra tecnolog a simule. Al no ser capaz de de -
nir ciertos objetos o de niciones, la manera en la cual podemos obtener una mayor
exactitud en su aprendizaje es mediante ejemplos [6].

3.3. Algoritmos de aprendizaje de maquinas

Como en todas las ciencias, existen letras pequeras en el uso de un algoritmo de
machine learning. Cada uno se caracteriza por su habilidad de aprender de los con-
juntos de datos disponibles, no comparten la misma forma de aprendizaje, algunos
necesitan un formato unico de conjuntos de datos, estos algoritmos generan modelos
de aprendizaje y gracias a ellos es que podemos encontrar la solucion a las distintas
problematicas. Para poder entender los distintos tipos de aprendizaje primero de-
bemos entender que son los datos etiquetados y no etiquetados. Cuando los datos
estan descritos y podemos encontrar diferencias entre ellos los conoceremos como
datos etiquetados, mientras que a los datos cuya descripcion es muy poca o0 nula y
no podemos encontrar diferencias a primera vista los llamaremos datos no etiqueta-
dos. Dependiendo del tipo de datos el aprendizaje sera distinto [9]. Los algoritmos
utilizados para el aprendizaje de maquinas son los siguientes.

= Regresion lineal. = Clustering.

= Regresion log stica. = \ecinos Cercanos.

= Arbol de decisiones. = Algoritmos de reduccion dimensio-
nal.

Magquina de soporte de vectores

= Algoritmos de aumento de gradien-
Naive Bayes. te.

Para poder entender como funciona el algoritmo de las redes neuronales arti cia-
les necesitamos enfocarnos en los algoritmos de regresion lineal y regresion log stica,
y explicaremos como es su comportamiento.
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3.4. Tipos de aprendizaje

Como en todas las ciencias, existen letras pequeras en el uso de un algoritmo
del aprendizaje de maquinas. Claro, es posible que nuestras maquinas aprenderan de
algun ejemplo que nosotros le demos, pero no tendran el mismo tipo de aprendizaje y
esto tiene una razon, no todos los ejemplos que les mostraremos seran iguales, esto
lleva a que existan distintos tipos de aprendizaje que nuestras maquinas pueden
tener.

3.4.1. Aprendizaje supervisado

En este tipo de aprendizaje, a la maquina se le da un conjunto de datos que es
una coleccion de ejemplos etiquetados con uno o varios vectores caracter sticos. Esto
hace a nuestro conjunto de datos como uno de datos etiquetados, ya que cada dato
viene con una o varias descripciones con lo que podemos diferenciarlos del resto.
Un ejemplo, a un nino de edad temprana le damos un perro de mascota, el nino
sabe que su perro tiene orejas, nariz, 0jos, cuatro patas, una cola y todos con ca-
racter sticas propias que le pertenecen a un perro y lo hacen un perro. El niro al
salir a la calle sin su mascota encontrara a otros perros muy diferentes del suyo,
pero reconocera las mismas caracter sticas de las orejas, nariz, 0jos, hocico, cola,
entre todas las caracter sticas y reconocera las similitudes que tiene con su perro.
As el nino aprende que son perros y cuando se les muestre en el futuro algunas
fotos de animales o se le presente con otra mascota, sabra diferenciar que es un
perro. Para que una maquina logre tener este aprendizaje no podemos darle una
mascota, todav a, por ello le daremos una base de datos, formada por imagenes, que
este etiquetada como \perro™ con la cual aprenda las caracter sticas de un perro. La
base de datos estara conformada por al menos 200 imagenes y aun as la precision
con la que aprenda la maquina sera baja, por ello se recomienda una base de datos
de unas 1000 imagenes, solo si son muy distintas entre s [9].

En el aprendizaje supervisado encontramos dos problemas muy comunes, la clasi -
cacion y la regresion. La clasi cacion se utiliza para separar los datos en distintos
conjuntos de clases o categor as, de tal manera que podamos reconocerlas de forma
mas sencilla. La regresion se encarga de la prediccion de valores de una variable
continua . La regresion es la manera en que las maquinas logran aprender de datos
historicos, o datos en crudo, para encontrar relacion alguna entre los mismos datos
que utiliza de tal manera que podamos hacer predicciones de la variable de interes

[9].

3.4.2. Aprendizaje no supervisado

Para este aprendizaje, a la maquina se le presenta un conjunto de datos que
no estan bien descritos, es mas las descripciones de los datos no nos ayudan a
diferenciarlos a primera vista, entonces son datos no etiquetados. En este caso es
necesaria una gran cantidad de datos para que la maquina pueda encontrar algunas
similitudes, el algoritmo mas utilizado es el clustering o agrupamiento de datos
por caracter sticas similares. Todos recordamos tener un juguete que era una caja
con tres 0 mas agujeros en forma de triangulo, c¢ rculo, cuadrado y otras guras
geometricas, que inclu a varios bloques de colores, pero de distinta longitud, en este
caso eran pocas las caracter sticas compartidas por los bloques que nos permiten
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saber a que agujero pertenec a. Nosotros reconocemos los patrones similares entre
los bloques, lo mismo hacen las maquinas, encontraron patrones similares entre los
datos los agrupan y generan nueva informacion [9].

3.4.3. Aprendizaje semi-supervisado

Este aprendizaje lo podemos encontrar entre los dos tipos de aprendizaje ante-
riores. Le damos a la maquina un gran conjunto de datos en el cual solo algunos
datos estan etiquetados, a los datos no etiquetados los categoriza para despues re-
crear lo que hace con los datos etiquetados. Un ejemplo muy comun de este tipo de
aprendizaje es identi car si una foto tiene un perro o un gato. Debemos decirle a la
computadora que representa cada foto, un gato o un perro, esto signi ca que este
tipo de aprendizaje necesita la intervencion humana para funcionar [9].

3.4.4. Aprendizaje reforzado

Este tipo de aprendizaje se ve involucrado en situaciones mas complejas, pueden
ser una situacion no constante, que tiene cambios constante con respecto al tiempo,
0 que tienen un gran espacio de estado, tienen una cantidad casi in nita de con -
guraciones y soluciones [9].

Fotol.jpg

Gato B Gato - Foto.jpg _ Foto4.jpg
(a) Conjunto de datos etiquetados. (b) Conjunto de datos no etiquetados.

Figura 3.1: Diferencia entre datos etiquetados y datos no etiquetados.

Enlas guras 3.1(a) y 3.1(b) notamos la diferencia entre los tipos de datos, mientras
que los datos etiquetados nos muestra caracter sticas principales de cada imagen,
los datos no etiquetados no dan informacion alguna de lo que se encuentra en la
imagen, solo tiene un t tulo.
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3.5. Regresion lineal

El algoritmo de regresion lineal, tambien conocido como metodo de m nimos
cuadrados, se utiliza para predecir valores para variables continuas, crea una re-
lacion entre las variables mediante el uso de una funcion lineal. Los modelos de
regresion utilizan datos como variables independientes Xi; X,; ::::X,, para encontrar
una variable de prediccion y mediante la suma ponderada del producto de las va-
riables independientes y los coe cientes wq;Ws;:::; X, estos coe cientes determinan
la contribucion de las variables x; a la variable predictora y [9].

X
Yy = Wo + WX + WoXp + 3+ WXy = (wixi) 3.1
i=0

La ecuacion 3.1 nos muestra un caso de modelo lineal con varios datos como entradas,
lo cual nos sirve para una regresion lineal multiple, en el caso de una regresion lineal
simple usaremos el valor de X igual a 1 y la variable desconocida sera x;, de tal
manera que la ecuacion para obtener una variable predictora en una regresion lineal
simple tendra la siguiente forma [8].

Yy = Wp + WiX; (3.2)

Y su comportamiento se presenta en la gra ca siguiente.

25 1

0 50 100 150 200 250 300
™

Figura 3.2: Comportamiento de funcion lineal.
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3.6. Regresion Logistica

El algoritmo de aprendizaje de maquinas que mas se usa para las redes neurona-
les es la regresion log stica, que es parte de los algoritmos de aprendizaje supervisado
y considerado como una red neuronal sencilla. Cuando hablamos de aprendizaje su-
pervisado podemos dividirla en dos partes, los algoritmos dedicados a la clasi cacion
y otro apartado que conoceremos como regresion, en este ultimo encontraremos algo-
ritmos que nos permitan predecir valores. Puede ser sorprendente, pero la regresion
log stica es catalogada como un algoritmo supervisado de clasi cacion, todo porque
se basa en un algoritmo estad stico y la comunidad de aprendizaje de maquinas lo
ha utilizado como un algoritmo de clasi cacion [10].

Se usa a la regresion log stica como un modelo binario para predecir una respuesta
binaria, nos dara como resultado una variable categorica dependiente basada en una
0 mas variables. Su ecuacion tiene la forma:

1
1+e X
Y su comportamiento se muestra en la gura 3.3.

f(x) = (3.3)

10 A

0.8 1

06 1

04 A

02 1

0.0 1

-100 -75 50 =25 00 25 5.0 5 100

Figura 3.3: Comportamiento de funcion log stica.

La funcion log stica toma cualquier valor x desde menos in nito hasta in nito y
nos dara resultados con valores entre 0 0 1, conocidas como variables booleanas
que pueden representar \si" y \no" respectivamente, de esta manera pueden ser
expresados como probabilidades [9].
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Aprendizaje profundo

Para poder darle una de nicion concreta al aprendizaje profundo, primero debe-
mos diferenciarlo de los demas enfoques que existen del aprendizaje de maquinas.
Los algoritmos de programacion convencionales toman un conjunto de datos que
se procesan por una serie de reglas para darnos un resultado, los algoritmos del
aprendizaje de maquinas toman datos y resultados para hacer reglas [2]. Viendolo
mas a fondo el procedimiento de un algoritmo de aprendizaje de maquinas toma un
conjunto de datos y les da una representacion de acuerdo a como estan ordenados,
entonces >que hacen los algoritmos considerados en el aprendizaje profundo?.Los
algoritmos de aprendizaje profundo consisten en modelos de aprendizaje con ca-
pas consecutivas, cada una con distintas capacidades de representar los datos, lo
podemos ver como un aprendizaje en jerarqu a y la cantidad de capas en nuestro
modelo es su profundidad. A estas representaciones de capas para el aprendizaje las
conocemos como \redes neuronales arti ciales™ y hablaremos de ellas mas adelante
[2].

Dependiendo del orden de su arquitectura, podemos categorizar a una red neu-
ronal arti cial entre las siguientes clases

= Redes arti ciales pre entrenadas = Redes neuronales recurrentes
» Redes neuronales convolucionales = Redes neuronales recursivas

Y existen multiples variaciones que combinan las cuatro clases para obtener un
resultado en espec co, depende de las caracter sticas de los datos y la regla que
buscamos [8]. La explicacion de que es una red neuronal arti cial viene a continua-
cion.
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4.1. Redes neuronales artificiales

Las redes neuronales arti ciales son un algoritmo del aprendizaje de maquinas,
para ser mas precisos es parte del aprendizaje profundo y esta inspirado por el
funcionamiento del cerebro biologico. Este algoritmo trata de imitar como funcionan
las neuronas en un cerebro en lugar de seguir un algoritmo programado, se usa
principalmente para buscar la solucion de un problema mediante el aprendizaje por
ejemplo y estan compuestas por una gran cantidad de elementos de procesamiento
interconectados que trabajan en paralelo, los cuales conoceremos como nodos [11].

4.2. Inspiracion bioldégica

En nuestro cerebro (el cual es una red neuronal biologica) posee alrededor de
86 millones de neuronas conectadas entre s, pero >que son las neuronas biologicas
y como funcionan?. Las neuronas biologicas son consideradas unidades excitables
capaces de procesar y transmitir informacion, ya sea por senales electricas o qu micas
[8]. La arquitectura de una neurona biologica es la siguiente:

> Dendritos
Nucleo /
Axones

Y .

/

Sinapsis
Cuerpo
Celular
Figura 4.1: Neurona biologica.
= Dendritos = Cuerpo celular = Sinapsis

= Nucleo = AXo0nes

Las neuronas estan conectadas una a la otra mediante axones y dendritos de tal
manera que las neuronas trabajaran en conjunto, esto es lo que conocemos como
una red neuronal biologica, las cuales se conectan una a la otra mediante regiones
conocidas como sinapsis. Los dendritos de una neurona le permiten recibir serales
de neuronas vecinas conectadas, cada dendrito es capaz de aumentar o disminuir las
senales electricas o qu micas recibidas. Los axones son bras alargadas, mas largas
que los detritos, y provienen del cuerpo celular, o soma, y se conectan a los dendritos.
Reciben senales en forma de impulsos electroqu micos que activan las conexiones
sinapticas entre las neuronas. Las sinapsis son conexiones encargadas de mandar
senales desde los axones de una neurona hasta llegar a los dendritos de otra neurona.
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Las sinapsis encargadas de aumentar el potencial de un pulso electroqu mico se
Ilaman sinapsis excitadoras, mientras que las encargadas de disminuir dicho potencial
son llamadas sinapsis inhibidoras. Las neuronas generan nuevas conexiones unas
con otras y hasta migran de su posicion original, esto permite que el proceso de
aprendizaje no sea siempre constante [8].

El aprendizaje en las redes neuronales biologicas ocurre dependiendo de las fuer-
zas que tengan las multiples conexiones sinapticas entre varias redes neuronales, las
cuales son creadas por serales electricas o qu micas. El objetivo principal de una red
neuronal arti cial es generar una funcion para las distintas entradas de datos, para
esta tarea usara unidades computacionales, cuyo comportamiento es similar a las
neuronas por lo que las Ilamaremos igual, que recorreran un camino con pesos, que
se comportan como las conexiones sinapticas, hasta llegar a las neuronas de salida

[1].

4.3. La base de las redes neuronales artificiales: el
perceptron.

Podemos dividir a las redes neuronales arti ciales en dos tipos, las redes neuro-

nales arti ciales de una sola capa o0 perceptrones, que se caracterizan por mandar
valores de entrada directamente a una neurona de salida que nos dara un resultado
en forma de valores numericos, para hacer esto posible usa variaciones de alguna
funcion lineal.
Tambien tenemos las redes neuronales arti ciales de multiples capas, las cuales son
un arreglo de varias capas ocultas por las cuales pasaran los datos de entrada hasta
llegar a la neurona de salida, dependiendo de la cantidad de capas ocultas existentes
en este tipo de red neuronal arti cial, nuestro resultado de salida puede ser diferente
y tener un costo computacional mayor o menor. Tambien se les conoce como redes
neuronales arti ciales de alimentacion hacia adelante [1].

Capa Oculta

Entrada

Entrada

(a) Red neuronal de una capa o perceptron. (b) Red neuronal arti cial de multiples capas.

Figura 4.2: Tipos de redes neuronales arti ciales.
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4.3.1. El perceptron simple.

Para un mayor entendimiento de la notacion que se utilizara en los siguientes
apartados de esta tesis vamos a mostrar una tabla donde se describe cada termino:
El perceptron es la red neuronal arti cial mas sencilla y todas las redes neuronales

’ Notacion \ Descripcién ‘
Xi Valores de entrada Xi; Xo; @33 Xn
n Numero de valores de entrada
y Resultado de obtenido por la neurona
g(x Funcion de activacion dentro de la neurona
W; Pesos en las conexiones wq; Wo; i Wp
t; Valor deseado de cada neurona

Cuadro 4.1: Tabla de notacion.

arti ciales mas avanzadas tienen como base de su funcionamiento al perceptron, as
que para entender redes neuronales arti ciales mas complejas necesitamos de nir
bien lo que es el perceptron y como se comporta [8]. La arquitectura de un perceptron
esta conformada por las siguientes componentes:

= Capa de entrada: El inicio de nuestra perceptron, similar para todas las
redes neuronales arti ciales. Se encargan de recibir est mulos o informacion.
Esta informacion se denota mediante valores X; y cada valor de entrada tiene
un peso respectivo que lo conecta a la neurona arti cial[11].

= Pesos: Denotados por wj, son los pequeros cuadros que encontramos en las
echas que conectan a nuestra capa de entrada con la siguiente capa donde se
encuentra la neurona arti cial o nodo de salida [11].

= Nodo de salida o neurona: Es la encargada de hacer la suma ponderada
de nuestra red neuronal arti cial y de aplicarle una funcion denominada como
funcion de activacion[11].

En la gura 4.3 podemos ver la relacion entre una red neuronal arti cial y una red
neurona biologica, esta relacion se da por las similitudes en el comportamiento de
cada una de las componentes de ambas redes neuronales.

Este es un modelo de red neuronal arti cial de una neurona, por lo que solo
tiene una capa. Similar a una neurona biologica, el perceptron recibira informacion
de entrada de la forma X=[X,..,Xn] para poder emitir un resultado de salida y. A
cada valor de entrada en X se le asigna un peso de W =[wq,...,w,], 10S pesos son
los parametros de nuestro modelo, el valor de salida es una funcion dependiente
del valor de \x,w" y de la funcion de activacion que la neurona aplique a la suma
pondera [1].

Ahora, nuestro resultado deseado ¥ sera dado por las categor as a las que pertenezcan
nuestros datos, para obtener un valor cercano al valor § y usaremos la funcion de
Heaviside aplicada a la suma ponderada que se calculo en nuestra neurona.

y=g WiXi (4.1)
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Estimulos Sinapsis Cuerpo Axén
externos Celular :

and [
x3-.

o) —

: Neurona Variable de
Nodos de entrada ! Pesos Artificial salida

Figura 4.3: Arquitectura del perceptron y su relacion con las partes de una red
neuronal biologica.

Considerando la entrada de un nodo de sesgo, obtenemos una prediccion invariante
conocida como sesgo, esto permitira a la suma ponderada tomar la siguiente forma:
1

X
y=g WiXi + b 4.2)

i=1

El nodo de sesgo, 0 neurona de sesgo, transmite un valor constante (siempre sera 1)
al nodo de salida. Esto hace que su peso siempre tenga el valor b [9].

Debemos considerar la existencia de un error al momento de implementar un
algoritmo de aprendizaje con el perceptron, comparamos el resultado obtenido y;
con el resultado objetivo ¥, este error lo obtenemos mediante la funcion de error
cuadrado.

1 X
2

i=1

E= t i) (4.3)

Esto nos permitira calcular el error de cada nodo en nuestra red neuronal arti -
cial.

4.3.2. El aprendizaje mediante un perceptron

El algoritmo de aprendizaje contenido en un perceptron modi ca los pesos en el
mismo perceptron hasta que todos los valores estan correctamente clasi cados o el
valor del error obtenido sea m nimo. El algoritmo naliza unicamente cuando nuestro
conjunto de datos este separado en dos clases, esto es conocido como una separacion
no lineal. Los pesos dentro de nuestro perceptron empiezan el entrenamiento con
valores aleatorios y calcula un valor de resultado para que sea comparado contra el
valor deseado de la categor a [8].
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Nodos de
entrada

esos

—)
—) \ Nodo de salida
o Neurona
X; EE— —_——t—
—
—

Z 9(2) —

P

Wy
\

W3
e '

Figura 4.4: Arquitectura basica de un perceptron simple con nodo de sesgo.

4.4. Red neuronal artificial multicapa

Este tipo de redes neuronales arti ciales estan conformadas por mas de una capa
computacional, mientras que el perceptron tiene una capa de entrada y una capa
de salida, de los cuales la capa de salida es la unica que hace calculos. Las redes
neuronales arti ciales de multiples capas incluyen capas consecutivas entre la capa
de entrada y la de salida, a estas capas las conocemos como capas escondidas, esto
porque los calculos no son vistos a simple vista por el usuario. Su arquitectura es
considerada de propagacion hacia adelante, esto porque los datos se propagan de
manera sucesiva hacia adelante de capa en capa y los todos los nodos de una capa
deben estar conectados a los nodos de su capa sucesiva.

La arquitectura esta casi completa una vez que declaramos; la cantidad de capas
y la cantidad de nodos por capa, por ello no todas las redes neuronales arti ciales
tienen la misma arquitectura. Lo unico que falta para terminar nuestra red neuronal
arti cial de multiples capas es de nir nuestra funcion de error que se ve optimizada
en la capa de salida [1].

De la misma manera que hicimos en el caso de la notacion descrita en el per-
ceptron, para las redes neuronales arti ciales de multiples capas de niremos la no-
tacion que se utilizara en este trabajo de tesis:

’ Notacién \ Descripciéon ‘
zi(P) Suma ponderada por neurona i-esima en la capa P
gi(P) Funcion de activacion en neurona i de la capa P
ai(P) Valor de activacion la neurona i de la capa P
Wj(ip) Peso que va de capa de entrada i a la capa oculta |
AP) Vector de valores de activacion por capa P
w®) Matriz de pesos por cada capa P

ti Y Yi Valor deseado y obtenido por cada neurona de salida
s Valor total de salida de la red neuronal arti cial

Cuadro 4.2: Notacion para red neuronal arti cial de multiples capas.

Procederemos a dar explicacion a cada una de las descripciones de la tabla anterior
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acompanadas de las ecuaciones necesarias para cada una con el ejemplo en la gura
4.5 que tiene dos capas, cada una con dos neuronas:

Capa de ler capa
entrada oculta oculta

2da capa

Figura 4.5: Ejemplo de red neuronal arti cial de dos capas con dos neuronas.

Primero veremos la forma de la matriz de los pesos que conecta a la capa de entrada
con la primer capa oculta[10]:

e #
(€H)] @)
n_ W W
wW =" (4.4)
Wy Wy

Las sumas ponderadas (z\” y z{) dentro de las neuronas tienen las siguientes

formas:
1 1 1
z§ ) = X1W§1) + xlwgl) (4.5)
1 1 1
28D = %W + xwsy (4.6)

Al aplicar las funciones de activacion de las neuronas de nuestra primer capa oculta
@ 1) 1)

(9,7 y gél)) obtendremos los valores de activacion a;”’ y a,~ que tienen la forma
1) (1 1 — @ 1 1
ai’ =gf” 2’ =g xawf? +xwy (4.7)
1 (1 1 — @ 1 1
a3’ =g5” 2 =g xowfy +xwg (4.8)

Nuestro resultado en la red neuronal arti cial se ver a de la siguiente manera:

Ahora las sumas ponderadas en la segunda capa oculta sumaran los productos de
los valores de activacion con los pesos en la matriz que conecta a la ler capa oculta
con la 2da capa oculta, nuestra matriz de pesos que conectan estas capas ocultas
tiene la forma[10]: "

#
2 )

w@ = Wi Wi (4.9)
ng) Wgz)

Lo siguiente que mostraremos sera los valores de las sumas ponderadas en las neu-

ronas de la segunda capa oculta:
2 = aPu + ) (4.10)

o9 = aPui3 +auZ (412
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ler capa 2da capa
oculta oculta

Figura 4.6: Valores de activacion de la ler capa oculta conectados a la 2da capa
oculta.

En este caso los valores de activacion haran el papel de los valores de entrada. Para
obtener los valores de activacion de la segunda capa oculta solo aplicaremos las
funciones de activacion g® y g? a las sumas ponderadas z? y z$ respectivamente.

2 2) (), 2
a” =g apwi +aymwsy (4.12)
) _ @ ()@ 1), @2

) =gy ag Wiy +a; ws (4.13)

As el resultado nal de la red neuronal arti cial de la gura 4.5 sera [8]:

y= a®;al® (4.14)

4.5. Funciones de error en una red neuronal arti-
ficial de mltiples capas

Para saber si el entrenamiento de nuestra red neuronal arti cial es exitoso nece-
sitamos obtener el valor de la funcion de error (E)de nuestra red neuronal. Primero
debemos considerar los errores locales de cada neurona, a los errores locales los
obtendremos de la resta del valor deseado por neurona t; menos el valor obtenido
por cada neurona de cada capa yi(P) (este valor lo podemos ver como los valores de
activacion en el caso de tener multiples capas). As el error local por neurona es:

2
. y® (4.15)

Existen varias maneras de calcular el error:

= Error cuadratico medio(MSE): En este tipo de error tomamos la suma
ponderada de los errores locales y obtenemos su promedio [11].

X 2
MSE=% t y®" (4.16)
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» Error cuadratico(SE):Este caso es similar al error cuadratico medio, pero
ahora dividiremos la suma ponderada en dos [11].

2

toy (4.17)

» Raiz media cuadratica(RMS): Ahora aplicamos una ra z cuadrada al error
cuadratico medio [11].

/.
U1
RMS = %ﬁ . y® (4.18)

= Suma de errores cuadrados(SSE): Solo se hara una suma de los errores
locales [11].

X 2
SSE = t y®) (4.19)

i=1

4.6. Funciones de activacion

Usamos las funciones de activacion gi(P) para poder obtener los valores de acti-

vacion ai(P), estos pasaran de las neuronas en una capa P a la siguente capa P + 1.

Existen distintas funciones de activacion cada una con una aplicacion adecuada.

'

(a) Transformacion lineal. (b) Transformacion sigmoidal.

Figura 4.7: Comportamiento de transformaciones lineal y sigmoidal.

» Transformacion lineal: Esta funcion la podemos ver como una funcion iden-
tidad g(x)=Wx [11].

» Transformacién sigmoidal: As como la regresion log stica la funcion sig-
moidal nos permite reducir valores al intervalo (0,1) sin necesidad de borrar
datos [11].
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» Transformaciéon tangente hiperbdlica: Similar a la transformacion sig-
moidal pero ahora estara en un rango numerico (-1,1) y lo obtenemos con la
ecuacion [11].

sinh(Xx)

tanh(x) = cosh(x)

(4.20)

Su ventaja sobre todas las demas funciones es que puede manejar mejor a los
numeros negativos [11].

= Softmax: la activacion softmax es similar a la regresion log stica pero ahora
podemos tener multiples fronteras en la decision.

= Rectificador: Esta activacion activa a los nodos solo si los valores de entrada
son mayores que cierta cantidad. Mientras que el valor sea menor a cero, sera
mandado a cero, si el valor del resultado es mayor a cierto umbral, su relacion
lineal esta dada por la ecuacion.

g(x) = max(0; x) (4.21)

(a) Transformacion tangencial hiperbolica. (b) Transformacion lineal recti cada.

Figura 4.8: Comportamiento de transformaciones tangencial hiperbolica y lineal rec-
ti cada.

4.7. Actualizacién del valor de los pesos

Ya presentados los conceptos de error y pesos de una red neuronal arti cial,
podemos llegar al metodo de aprendizaje de una red neuronal. La propagacion de
los datos en una red neuronal arti cial de multiples capas tiene dos sentidos:

» Propagaciéon hacia adelante: Conocida tambien como feedforward. En esta
propagacion es que son introducidos los datos de entrada que pasan de manera
ordenada por cada nodo de cada capa oculta hasta llegar a la capa nal o capa
de salida. Gracias a esta propagacion obtenemos el valor neto de nuestra red
neuronal y su funcion de error neto [11]. Pero >como hacemos que nuestro
error sea m nimo?
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Propagacion hacia adelante

Capa de ler capa 2da capa Capa de
entrada oculta oculta salida P

Propagacion hacia atras

Figura 4.9: Propagacion hacia adelante y hacia atras.

» Propagacién hacia atras: Mas conocido como algoritmo de backpropaga-
tion. Este es el metodo que utilizan las redes neuronales arti ciales para apren-
der de los datos, en esta caso comparan el valor deseado con el valor obtenido
por cada neurona y en lugar de hacer el calculo de cada camino entre las capas,
va a buscar al neurona que provogque un mayor error en cada capal8].

4.7.1. Propagacién hacia atras

Para actualizar los valores de los pesos que se encuentran en las conexiones entre
capa y capa

Whuevo = Wanterior re (4-22)

Para actualizar los valores de los pesos que se encuentran en las conexiones entre
capa y capa se utiliza el algoritmo de propagacion hacia atras. Al obtener un error
de tamano considerable nuestra red neuronal arti cial mandara una senal donde nos
dira que el resultado no sera muy preciso, esto provocara un paso hacia atras, capa
por capa, de nuestra red neuronal arti cial, todo esto para encontrar al peso y a la
neurona responsables de dicho error. Pero >como encontramos a esta neurona?. La
respuesta es sencilla, debemos conocer como cambia el valor del error con respecto a
los pesos, matematicamente lo vemos como una derivada parcial, similar al compor-
tamiento del descenso del gradiente. Claro que debemos considerar que la derivada
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es respecto a algun peso wj; que encontramos en la capa P

0E

AP
@ _I|

Pero esta derivada lleva muchos mas calculos, primero debemos entender la composi-
cion de la funcion de error. Primero la neurona aplica la suma ponderada al producto
de los valores de entrada y valores de activacion con los peso, esto har a una funcion
zi(P)(xi;Wj(iP)). El paso siguiente es la aplicacion de la funcion de activacion para ob-
tener los valores de activacion, esto es ai(P)(zi(P)(x., (P))) = g(z(P)(x., (P))) y para

nalizar aplicamos la funcion error E(a’™’). Por lo tanto la composicion de nuestra
funcion de error es la siguiente.

E@" @@ ;w))) (4.24)

(4.23)

Usando la regla de la cadena para derivadas parciales obtenemos la derivada siguien-
te:

P P

0E _ OE 03 07"

@W_(_F’) @a) @z @W_(.F’)

Hagamos derivada por derivada, empezando por QE 2 primero debemos de nir

nuestra funcion de error, la que se utilizara para el ajuste realizado en este trabajo
de tesis es la funcion de error cuadratico:

(4.25)

SE=3 t; a) (4.26)

En este caso utlllzamos los valores de activacion a(P) que juegan el papel de los

valores de resultado yi ") de un perceptron en el caso de una red neuronal arti cial
multicapa. Con esto queremos decir que en el caso de una red neuronal arti cial
multicapa que los valores de activacion son los valores de resultado de cada neurona.

al”) =y® (4.27)

Al hacer la derivada @Ea(p) de nuestra funcion de error cuadratico obtenemos
i

E 1 X 2
eGE _ @ 1 £ a® = a® y®

— = — (4.28)
@ai(P) @ai(P) 2 i=1 I I

El paso siguiente sera calcular la derivada parcial de la activacion con respecto a la
suma ponderada, pero esto depende de la funcion que utilizaremos, para dejarlo en
un caso general de niremos al error de salida por neurona en cada capa, esto es:

®) _ eE @a(P)
i @a(P) @Z(P)

(4.29)

Por lo tanto el cambio del error E(ai(P)(z(xi;Wj(f’)))) con respecto al valor de los

pesos w{; ’ sera de nida en la ecuacion 4.28.

GE _ )0z

Py — i P
@Wj(i ) @Wj(i )

(4.30)
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As que para casos generales solo necesitamos obtener el valor de @z_¢), esto es:
i

P) X

Z:
0z _ @ wPIx®P) = D (4.31)
owd)  ew® '

J J 1=

As , despues de tantos calculos complicados, podemos de nir al cambio del error con
respecto a los pesos de la siguiente manera.

@EP = Palff v (4.32)
@Wj(i)

Existe otro "pero™ en esta situacion, el anterior es el caso donde nos encontramos
en la ultima capa de la red neuronal arti cial de multiples capas.

e

Figura 4.10: Caso de propagacion hacia atras en la ultima capa oculta.

Pero >que pasa en casos donde deseemos ver las demas capas ocultas?, este caso
lo podemos ver en la imagen 4.11 e igual usaremos derivadas parciales y la regla de
la cadena, relacionando ahora con la capa oculta P 1.

Empecemos mostrando los pasos matematicos de las derivadas parciales, pode-
mos partir desde la ultima capa, solo tendremos que agregar mas derivadas parciales.
Primero debemos encontrar la composicion de la funcion para la anterior capa ocul-
ta.

E ai(P) zi(P) W}f); ai(P b Wj(f’ b. ai(P 2) (4.33)
Si deseamos calcular las derivadas parciales de la propagacion hacia atras y obtener
el cambio del error con respecto a los pesos de la capa P 1 de nimos lo siguiente:

P 4, ga® D g,® D
@E _ @E @a ° 0z ° @3 ~ 0z
@WJ(IID 1) @ai(P) @Zi(P) @ai(P 1) @Zi(P 1) @WJ(IID 1)

(4.34)

Con las mismas de niciones utilizadas en el caso anterior tenemos la siguiente ecua-
cion: oE
— (P DLP 2
—F T = 3 (4.35)

@Wj'
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Figura 4.11: Caso de propagacion hacia atras en las demas capas ocultas.

Donde ® D es de nida de la siguiente manera:

P P P 1 P P 1

P D= eE @ai() @Zi() @an( ): ) @Zl( ) @a.( )
P P P 1 P 1 P 1 P 1

@ai( )@Zi( )@ai( )@Zi( ) @al( )@Zi( )

(4.36)

La ecuacion 4.33 es un caso general para poder obtener el error respecto a los pesos de
cualquier capa deseada, solamente debemos ajustarnos de acuerdo a la composicion
de la funcion desde los pesos deseados[10][11].

4.8. Red Neuronal Convolucional

Son un tipo de redes neuronales arti ciales de multiples capas que estan di-
senadas para trabajar con entradas con una estructura de cuadr cula, un ejemplo
de este tipo de entradas son imagenes dos dimensionales. Las imagenes presentan
dependencias espaciales en regiones locales de la misma cuadr cula, las regiones es-
paciales adyacentes en una imagen tienen valores de color similares de los p xeles
RGB individuales. Una dimension adicional captura las diferentes tonalidades de
color, dandole as un volumen a la misma imagen. Las imagenes tienen una propie-
dad unica entre los datos con estructuras de cuadr cula, los datos no cambiaran si
rotamos o trasladamos las imagenes, los datos siempre se veran de la misma manera
sin importar la orientacion de la imagen. Tambien conocidas como ConvNets, tienen
el objetivo de reconocer y aprender de las caracter sticas de orden superior en los
datos a traves de convoluciones [8]. La convolucion es una operacion matematica que
aplica el producto punto de un conjunto de pesos con una estructura de cuadr cula
con un conjunto de datos con la misma estructura obtenida de las diferentes regiones
espaciales que podemos encontrar en los datos de entrada [1].
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4.8.1. Convolucion

Esta operacion nos sirve para unir dos conjuntos de datos. Toma los datos,

les aplica un Itro de convolucion y arroja un mapeado de caracter sticas como
resultado. Existen distintos tipos de Itros que se utilizan para obtener las distintas
caracter sticas de nuestra imagen[8].

Figura 4.12: Inicio de una convolucion de bordes.

4.8.2. Arquitectura de una red neuronal convolucional

De forma similar al perceptron y a las redes neuronales arti ciales de multiples

capas, debemos entender la arquitectura de una red neuronal convolucional.

Capas de entrada: En estas capas cargamos los datos en forma de imagenes
que tienen las caracter sticas de ancho y alto especi cadas y tambien incluyen
la informacion de los canales RGB por cada p xel [8].

Capas convolucionales: Son las encargadas de aplicar la convolucion a nues-
tros datos obtenidos de la descomposicion de una imagen a datos. Calculara
un producto escalar entre las neuronas de la capa de entrada y los pesos que
los conectan localmente a las neuronas en la capa de salida [8].

ReLU: En las redes neuronales convolucionales encontramos una capa dedi-
cada a la recti cacion lineal unitaria, la cual aplicara la funcion de activacion
ReLU por cada elemento que se encuentre por encima del valor del umbral,
de tal manera que obtendremos valores de misma dimension tanto en entrada
como en salida [1].

Capas de union: Es necesario colocar a las capas de union entre capas con-
volucionales consecutivas, esto se hace para reducir las dimensiones espaciales
ancho y altura de la imagenes que utilizamos como datos. Las capas de union
se encargan de reducir los datos representados de manera progresiva para evi-
tar sobre ajustes, para hacer esto usan la operacion max pooling, que es un

Itro de 2x2, se aplica en un area de 4 numeros y se escoge el mayor para re-
presentar esa area, dicha operacion no afecta a la profundidad de las imagenes

[1].
ey
Softmax = P —— (4.37)
k=1 (k)
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» Conexién completa: Para nalizar el proceso es necesario hacer los calculos
de los valores de clases, estos seran nuestros resultados de la red neuronal
arti cial. La dimension del resultado es [1x1xN], N es el numero de clases que
estamos evaluando [8].

Conv RelLU Unidén Conv RelLU Unidén T

Capade Capa de extraccién de Capa de
entrada caracteristicas clasificacion

Figura 4.13: Arquitectura de una red neuronal convolucional.
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Procesamiento de imagenes y
manejo de datos

En este apartado explicaremos dos partes importantes para la realizacion del al-
goritmo y el codigo en python. El primero sera la manera en que se uso del conjunto
de datos, que son obtenidos de un conjunto de imagenes y el segundo sera la ob-
tencion de datos numericos mediante el procesamiento de las mismas imagenes, este
proceso es hecho de manera automatica gracias al comando Imagedatagenerator(),
parte del modulo de diferenciacion automatica TensorFlow, el cual se utilizo para
en el codigo.

Agradecemos al Laboratorio Visao Robotica e Imagem de la UFPR, por la base de
datos de imagenes que nos proporciono para entrenar, validar y probar nuestra red
neuronal.
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5.1. Imagenes histopatoldgicas

(b) Imagen con diagnostico maligno.

Figura 5.1: Comportamiento de transformaciones tangencial hiperbolica y lineal rec-
ti cada.

Para entender que son las imagenes histopatologicas primero debemos hablar de
la histopatolog a. Es una rama de la anatom a patologica que busca dar diagnostico
de alguna enfermedad mediante el estudio de tejidos, pueden ser de organos, tumo-
res, entres otros. A estos tejidos se les aplican ciertos qu micos, como cloroformo o
colorante. Despues se observan a distintas escalas en un microscopio, con distintos
aumentos, de tal manera que podamos distinguir con precision todo lo que tiene un
tejido y reconocer aquellas partes del tejido estan danadas o no deber an estar en
el, as es que se diagnostica una enfermedad. Los tumores tienen muchas categor as
en los cuales podemos colocarlos, dependiendo de las observaciones hechas en los
tejidos extra dos de los mismos, pero en este trabajo de tesis nos enfocaremos mas
en entrenar un modelo que de un diagnostico si un tumor es maligno o benigno. A
grandes rasgos podemos destacar tres caracter sticas que nos permitiran reconocer
a que categor a pertenece cada imagen:

» El tamano de las celulas con un tejido de diagnostico maligno son de mayor
tamano que en un tejido de diagnostico benigno.

= La coloracion de un tejido maligno tiene tonos mas oscuros.

= Podemos distinguir el nucleo de la celula cuando el tejido tiene un diagnostico
maligno.
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5.2. Lectura de las imagenes

Una gran diferencia que tienen los humanos y las computadoras es la perspec-
tiva de las imagenes, nosotros podemos diferenciar entre las distintas guras, los
multiples colores e identi car distintos objetos, todo esto nos permite darle carac-
ter sticas propias a una imagen. En el caso de las computadoras su forma de ver una
computadora es distinta, es mas, no podemos decir que ven una imagen, mas bien
que procesan la informacion de la misma. Para entender este proceso mostraremos
los pasos mediante imagenes y diagramas y tambien veremos como es el procesa-
miento de imagenes a datos con un codigo en python. Para dicho proceso usaremos
los modulos de Computer Vision y Matplotlib.

Primero empiezaremos dividiendo la altura y el ancho de la imagen en pixeles, los
cuales contienen informacion de la intensidad y los tonos exitentes de alguno de los
canales de color que conforman a ese pixel, los canales rojo, verde y azul (RGB) los
mas utilizados. Veremos la parte de codigo utilizado para ver la altura y el ancho de
una imagen al igual que su volumen o cantidad de canales de color, poer ejemplo, a
una imagen de nuestra carpeta de pruebas, aplicaremos el siguiente codigo:

image = cv2.imread(’C:/Users/octav/0OneDrive/Documentos/Tesis red

neuronal /RN1BC/validation/malign/SOB_M _DC-14-4372-40-010.png”)

plt.imshow(cv2.cvtColor(image,cv2.COLOR_BGR2RGB))
s plt.show()

Con a esta parde del codigo obtuvimos los siguente, la imagen tiene una altura de
460 pixeles, un ancho de 700 pixeles y un volumen de 3 canales. Gracias a esto
podemos agregarle a nuestras imagenes la propiedad de volumen, que se re ere a los
canales de color en los que se presente cada imagen.
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Figura 5.2: Pixeles de altura y ancho de imagen.

Al introducir una imagen a una red neuronal convolucional es imposible que
trabaje con un volumen mayor a uno, esto signi ca que le sera imposible trabajar
con los canales RGB en los que nuestra imagen se presenta. Por ello se implemen-
ta un conversion de RGB a escala de grises y la informacion de los canales RGB
que encontramos en formato de bits se convertira de la misma manera para tener
solamente un canal de grises con una matriz numerica respectiva. La conversion a
escalas de grises se hace de la siguiente manera:

40



CAPITULO 5. PROCESAMIENTO DE IMAGENES Y MANEJO DE DATOS

1 gray = cv2.cvtColor(image,cv2.COLOR_BGR2GRAY)
> plt.imshow(cv2.cvtColor(gray,cv2.COLOR_BGR2RGB))
s plt.show()

Ahora la conversion a escala de grises obtenemos un canal y se respeta la dimension
(460, 700)pixeles, ahora habra solo un canal, el gris, en lugar de los canales rojo,
verde y azul. Es sencillo solo ver una imagen, pero una red neuronal convolucional

Figura 5.3: Imagen en escalas de grises.

necesita de valores numericos que se encuentran en los pixeles, estos son dados por
los bits de cada pixel. Veremos el codigo que nos permitira ver los valores numericos
en un arreglo numpy.

1 data = np.array(gray)
> flattened = data.flatten()

Es arreglo tiene un total de 322000 valores, el cual es el producto de 460 con 700.
Algunos de los datos numericos se presentaran a continuacion.
1 array([137, 136, 123, ..., 171, 166, 169], dtype=uint8)

Este proceso se repite por cada imagen que entrara a nuestra red neuronal convolu-
cional.
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5.3. Manejo de datos

Como mencionamos anteriormente, las imagenes utilizadas para los procesos de
entrenamiento, validacion y prueba de la red neuronal convolucional diserada pa-
ra este trabajo de tesis fueron proporcionadas por el Laboratorio Visao Robotica
e Imagem de la UFPR, y ven an acompanadas de un archivo con formato csv que
nos indicaba el diagnostico dado a cada imagen por un patologo. El conjunto de
imagenes incluye un total de 4144 imagenes histopatologicas de tumores de mama,
nos enfocaremos en el diagnostico de cada imagen, puede ser benigno o maligno,
por ello dividiremos las imagenes en estas dos categor as para que la red neuronal
convolucional logre categorizar las imagenes que introducimos en la prueba del mo-
delo en alguna de estas dos. La separacion de nuestro conjunto de imagenes es el
siguiente:

= Imagenes de entrenamiento: 2958 imagenes separadas en dos categorias, 1479
benignas y 1479 malignas.

= Imagenes de validacion: 986 imagenes separadas en dos categorias, 493 benig-
nas y 493 malignas.

Entrenamiento Validacién
Benignas Malignas Benignas Malignas
1479 1479 493 493
2958 986
(a) Datos de entrenamiento. (b) Datos de validacion.

Figura 5.4: Carpetas de datos de entrenamiento y validacion.

En el proceso de prueba utilizaremos un total de 200 imagenes de las cuales obten-
dremos su diagnostico dado por el modelo de red neuronal convolucional.
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Algoritmo de red neuronal
convolucional

Hemos descrito todos los fundamentos teoricos que se utilizaran en este tesis,
principalmente usaremos los conceptos de:

= Funcion de error cuadratico

= Propagacion hacia atras

= Funcion de activacion recti cadora
= Red neuronal convolucional

Estos fundamentos nos serviran para explicar el algoritmo computacional realizado,
tambien expondremos el disero de la red neuronal convolucional al igual que pre-
sentaremos la base de datos que sera utilizada y como fue que la dividimos para los
distintos procesos de aprendizaje de nuestra red neuronal convolucional aplicada a
la categorizacion de imagenes.
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6.1. ;Por qué una red neuronal convolucional?

Existe una amplia gama de problemas a los cuales podemos aplicar los algorit-
mos del aprendizaje de maquinas, pero muchos de esos problemas son casos muy
espec cos y especiales en los cuales incluso falta informacion importante. Al vi-
sualizar desde otra perspectiva el problema podemos observar mas informacion del
mismo, pero esto aumenta su complejidad y el aplicar los algoritmos de aprendi-
zaje de maquinas mas populares no sera adecuado, aqu es donde entran la redes
neuronales arti ciales.

Puede que sean un algoritmo de aprendizaje profundo muy dif cil de entender y
aplicar, pero permiten una solucion precisa a problemas mas complejos. Veamos un
ejemplo, si deseamos dividir una pequena cantidad de datos igual a los presentados
en la gura 6.1 podemos aplicar un algoritmo de agrupacion que es parte del apren-
dizaje de maquinas. Podemos observar dos tipos de datos, uno perteneciente a la

X

Figura 6.1: Problema de agrupacion.

categor a A (el punto de color rojo) y otros pertenecientes a la categor a B (los pun-
tos de color verde). Para separarlos simplemente debemos encontrar caracter sticas
que los relacionen y aplicaremos un algoritmos de agrupacion o clustering.

O

Figura 6.2: Aplicacion de un algoritmo de agrupacion.

X
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Veamos otro caso, con las mismas categor as, pero ahora tendremos una mayor
cantidad de datos y una distribucion mas realista. Si deseamos implementar un al-
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Figura 6.3: Problema con distribucion mas grande.

goritmo de agrupacion, mezclaremos las categor as, esto no funcionara para obtener
una solucion correcta para este problema. Lo mas adecuado ser a solo separar los

X

Figura 6.4: Aplicacion del algoritmo de agrupacion a nueva distrubucion.

datos >no?, pero verlos desde la perspectiva actual no es de mucha ayuda, en es-
tos momentos estamos viendo los datos distribuidos en el los ejes (x,y). Veamoslo
desde el eje (x,z), podemos ver mas caracter sticas de los datos, vemos que tienen
alturas distintas, los datos pertenecientes a la categor a A se encuentran en el fon-
do mientras que los datos de la categor a B los encontramos en puntos mas altos
en el eje (x,z). Incluso desde esta perspectiva no podemos aplicar un algoritmo de
agrupacion con mas con anza, esto porque debemos considerar que al cambiar de
perspectiva los datos siguen teniendo todas sus caracter sticas en los ejes (X,y,z).
Por eso se menciono anteriormente que al obtener mas informacion de los datos el
problema se puede volver mas complejo, esto fue lo que paso. Si ignoramos las ca-
racter sticas de los datos que se encuentran en el eje y podr amos hacer el problema
mas sencillo y le aplicamos un algoritmo de aprendizaje de maquinas incluso mas
practico, pero no obtendremos un resultado correcto o ser a muy impreciso, esto
debido a que debemos respetar la informacion que ahora tenemos de los datos, la
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CAPITULO 6. ALGORITMO DE RED NEURONAL CONVOLUCIONAL

Figura 6.5: Una perspectiva distinta del problema.

que se vera re ejada en su distribucion en el eje (X,y,z). Si aplicamos un algoritmo

de red neuronal convolucional con una activacion relu lograremos una division de
los datos de mayor exactitud.

Figura 6.6: Algoritmo de red neuronal convolucional aplicado al problema.

Se hara una explicacion mas a fondo porque se utilizo la funcion de activacion relu en
el siguiente cap tulo, en este cap tulo se buscaba exponer a grandes rasgos la razon

principal de porque se aplico una red neuronal convolucional para la clasi cacion de
imagenes.
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