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Abstract

La obesidad infantil es un fenómeno que se ha estudiado desde dife-
rentes perspectivas. En este trabajo se presenta una forma de distinguir
entre imágenes de resonancia magnética (MRI) hepáticas de niños con
normopeso y con obesidad, utilizando regiones de interés de la zona
hepática e imágenes completas. Se emplean herramientas de Machine
Learning como clasificadores y modelos de redes neuronales mediante
Transfer Learning (TL), finalmente se hace una comparación del desem-
peño de los modelos empleados para el estudio.

Palabras clave: Resonancia Magnética, Obesidad, Hígado, Machine

Learning, Red Neuronal Convolucional, Transfer Learning.
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CAPÍTULO 1

Introducción

1.1. Justificación

La obesidad es un problema mundial que suele iniciarse en la infan-
cia o en la adolescencia, para estas dos etapas de la vida humana se
reporta un incremento a niveles muy altos de obesidad, triplicando las
cifras cada diez años [1]. Los estudios sobre este tema se han dado desde
diferentes enfoques, los objetivos han sido variados pero el más común
es detectar las múltiples patologías que esta condición trae como conse-
cuencia y de las cuales, las enfermedades hepáticas no son la excepción.
Las investigaciones han mostrado entre otras cosas, que la acumulación
de grasa en la zona del hígado es una de las primeras secuelas de la
obesidad [2] además, se ha confirmado que la mayor frecuencia de estea-
tosis hepática en la población hispana se debe a una mayor prevalencia
de obesidad [3]. Los métodos que utilizan para estudios de obesidad son
variados, van desde ecografías, bioimpedanciometría, absorción dual de
rayos X, plicometría y MRI.

Mediante ecografías se han hecho diagnósticos de hígado graso, sin

1



2 CAPÍTULO 1. INTRODUCCIÓN

embargo, el estudio [4] no respalda el uso de ecografías para el diag-
nóstico y clasificación de la presencia de grasa en el hígado de niños,
proponiendo a la resonancia magnética como un enfoque prometedor en
comparación con otras técnicas, lo cual es secundado por [5] donde se
describen las ventajas de utilizar imágenes de resonancia magnética para
monitorear la presencia de lípidos en el hígado y más aún, se han hecho
comparaciones de MRI frente a biopsia, demostrando que la evaluación
hepática por resonancia magnética se correlaciona bien con el grado de
esteatosis diagnosticado en la biopsia hepática [6], en este sentido, la
utilización de MRI de niños con normopeso y obesidad promete ser un
buen camino para la realización de un análisis comparativo de ambos
grupos.
Hasta hace poco se pensaba que la detección de objetos en imágenes de
cualquier tipo era una tarea muy difícil [7]. Actualmente existen técnicas
de Machine Learning cuyas aplicaciones en la vida cotidiana son bas-
tas: clasificación, segmentación, reconocimiento facial, funcionamiento
de automóviles autónomos y desde luego detección de objetos y muchas
aplicaciones que aprovechan los sistemas de visión basados en Redes
Neuronales Convolucionales (CNN) por sus siglas en inglés. Dentro del
campo de la Física Médica el reconocimiento de objetos en las imágenes
y la clasificación son las principales ventajas de los modelos CNN pues
han llegado incluso a superar el rendimiento humano [8]. Otros mode-
los basados en Support Vector Machine (SVM) se enfocan directamente
en la clasificación de imágenes, inicialmente se diseñó para clasificación
binaria, actualmente se han extendido a clasificaciones multiclase y ha
resultado ser de los mejores clasificadores para un amplio abanico de
situaciones, por lo que son considerados como referentes dentro del ám-
bito de aprendizaje estadístico y Machine Learning (ML) [9].
Una de las limitaciones de los modelos de clasificación basados en re-
des neuronales es la poca disponibilidad de datos, pues es bien conocido
dentro del ámbito de Machine Learning que, para hacer un modelo de
red neuronal desde cero, se requiere una gran cantidad de datos, exis-
tiendo una relación estrecha entre la cantidad de datos del modelo y
la calidad del mismo [10]. Para solventar este problema particular, el
Transfer Learning permite transferir y aprovechar el conocimiento de
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una red profunda que inicialmente se construyó para resolver un pro-
blema diferente y aplicarlo en un nuevo modelo haciendo adaptaciones
para su correcto funcionamiento [11].
Aplicar modelos de Machine Learning en Física Médica es una de las in-
novaciones más recientes, se tienen cantidades de datos (principalmente
imágenes) de muchos tipos para ser analizados. Recientes investigacio-
nes sobre análisis de imágenes se han hecho notar debido a las ventajas
que trae consigo la creación de nuevos modelos, obteniendo cada vez
mejores y mejores desempeños de estos.

1.2. Hipótesis

Se pueden construir clasificadores de MRI hepáticas de niños que dis-
tingan entre la condición normopeso/obesidad a partir de herramientas
de ML.

1.3. Objetivo principal

Hacer un estudio detallado para separar imágenes de resonancia mag-
nética del hígado implementando técnicas de Machine Learning como
clasificadores y redes neuronales a partir del Transfer Learning, creando
modelos que permitan dar una diferenciación entre las imágenes obteni-
das de niños con obesidad de aquellos normopeso.

1.4. Objetivos secundarios

Analizar las características de imágenes de resonancia magnética
hepáticas.

Realizar un análisis descriptivo de los datos.

Implementar un modelo de clasificación de los datos utilizando
aprendizaje supervisado.
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Estudiar las bases y el desarrollo de las redes neuronales en su
aplicación a problemas de valoración de imágenes de resonancia
magnética.

Manejar el framework conjunto de Tensorflow y Keras para la cons-
trucción de redes neuronales convolucionales utilizando Transfer
Learning.

Comparar y evaluar los modelos de clasificación creados.

1.5. Resumen de los capítulos

El trabajo de tesis se conforma de la siguiente manera. Se presenta el
marco teórico en el capítulo 2, empezando con la Obesidad y su impacto
en la comunidad infantil de México, así como los padecimientos que trae
como consecuencia la acumulación de grasa en el hígado, se presentan
los fundamentos de MRI que abarcan desde entendimiento básico del
fenómeno de la Resonancia Magnética (MR) hasta las características
generales de las imágenes, su obtención y las secuencias del hígado. Se
incluye la parte de Machine Learning, donde aparece la teoría relacio-
nada con el clasificador SMV, las redes neuronales en general, las redes
convolucionales y el Transfer Learning. Luego, se describe en el capítulo
3 la metodología seguida para la creación de los clasificadores y los mo-
delos de redes neuronales. Posteriormente, en el capítulo 4, se reportan
los resultados de los diferentes clasificadores y de los modelos de redes
tras la utilización del Transfer Learning para regiones de interés y para
las imágenes completas; además, en el capítulo 5, se abre la discusión
sobre los principales resultados y hallazgos del estudio hecho junto con
las conclusiones a las que se llegaron. Finalmente, en la última parte se
integra el apéndice A con el código implementado en el lenguaje Python
sobre los modelos creados.



CAPÍTULO 2

Marco Teórico

2.1. Obesidad

La obesidad es una condición de salud que ha estado presente desde
tiempos muy remotos, se define como el resultado de ingerir más calorías
de las que se queman durante el día con el ejercicio o las actividades
diarias normales; el cuerpo almacena ese exceso de calorías en forma
de grasa y por ende, se incrementa el peso corporal, el cual es una
combinación de varias componentes como lo son las influencias genéticas,
conductuales, metabólicas y hormonales [12].

2.1.1. Obesidad infantil

La obesidad infantil en México es un problema que se presenta desde
la infancia, es decir, entre 0 y 5 años. Al menos 1 de cada 20 niños y ni-
ñas menores de 5 años padece obesidad [13], lo que favorece el sobrepeso
durante el resto de su vida y los pone en riesgo de sufrir enfermedades
de muchos tipos como circulatorias, del corazón, riñones, diabetes y par-
ticularmente patologías hepáticas, entre otras.

5



6 CAPÍTULO 2. MARCO TEÓRICO

El incremento de casos de obesidad infantil en México se asocia con
los malos hábitos alimenticios que tienen su origen desde edades muy
cortas y que son el punto de partida de un estilo de vida. Existen muchos
estudios que demuestran que los niños y adolescentes con alto consumo
de frutas y vegetales tienen el doble de probabilidad de apegarse a re-
comendaciones dietéticas que son saludables [14], lo cual hace mucho
sentido incluso para el caso contrario en cuanto a malos hábitos ali-
menticios, difícilmente se corrigen a lo largo de los años. Debido a esto,
México se encuentra entre los primeros lugares en obesidad infantil en
el mundo.

2.1.2. Acumulación de grasa en el hígado

El consumo de bebidas azucaradas como las sodas y las bebidas
energéticas son altas en fructosa, que ha mostrado ser la causa de acu-
mulación de grasa en el hígado en niños, misma que se puede ver y
diagnosticar mediante MRI, siendo un método no invasivo que permite
detectar dicha grasa y cuantificarla; hasta hace poco se creía que el mé-
todo invasivo más fiable era la biopsia hepática, sin embargo un nuevo
estudio afirmó que la resonancia magnética es mejor [15].

2.1.3. Padecimientos del hígado como consecuencia
de la obesidad

La acumulación de grasa en el hígado como consecuencia de la obe-
sidad trae como resultado una serie de padecimientos que en primer
momento pueden ser asintomáticos y en la edad adulta se llegan a de-
sarrollar llegando a problemas más graves.

La enfermedad del hígado graso (esteatosis) es una afección común
causada por la acumulación de grasa en el hígado. Un hígado sano contie-
ne una pequeña cantidad de grasa. Se convierte en un problema cuando
la grasa alcanza del 5% al 10% del peso de su hígado.

Otro padecimiento común es la Enfermedad del Hígado Graso No
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Alcohólico (NAFLD, siglas en inglés) incluye la infiltración grasa simple
(una condición benigna llamada hígado graso), consecuencias más gra-
ves de obesidad como la esteatohepatitis no alcohólica (NASH) conduce
a lipotoxicidad y daño inflamatorio de los hepatocitos [17]. Histológica-
mente, la NASH es difícil de distinguir de la hepatitis alcohólica. Por lo
tanto, para el diagnóstico de NASH, se debe descartar el consumo de
alcohol, como en el caso de los niños. La presencia de síndrome meta-
bólico (obesidad, dislipidemia, hipertensión e intolerancia a la glucosa)
aumenta la probabilidad de que un paciente tenga NASH en lugar de
una simple esteatosis [19].

2.2. Fundamentos de Resonancia Magnéti-
ca.

2.2.1. Espín y Momento magnético

El espín es una característica intrínseca de la materia, dentro de
un átomo se encuentran tres partículas (protón, electrón y neutrón),
cuando se hace la medición del estado de espín de una de estas partículas
en cualquiera de las tres direcciones espaciales, resulta que el valor es
Si = ±~

2
y por lo tanto la cantidad total de espín de cada partícula es

√
3~
2
.
El momento magnético de espín se define de la siguiente manera:

m̄ = γ~S̄ (2.1)

donde γ es la constante giromagnética y tiene un valor específico para
cada tipo de partícula o núcleo, en la siguiente tabla se enlistan las
constantes giromagnéticas del electrón, protón y neutrón:

Cuando se tiene un sistema de partículas en ausencia de un cam-
po magnético, por ejemplo, protones, cada partícula tendrá una cierta
orientación de espín hacia cualquier parte del espacio y en consecuencia
un cierto momento magnético asociado; los espines de cada protón se
combinan de tal forma que producen un espín total I y a su vez los
momentos magnéticos de cada partícula se combinan para formar un
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Partícula o núcleo γ/2π (MHz/T )
electrón 28.025
protón 42.577
neutrón 29.165

Tabla 2.1: Constantes giromagnéticas.

momento magnético resultante.

Por otra parte, cuando se coloca a un conjunto de protones dentro
de un campo magnético B̄, los momentos magnéticos m̄ de las partícu-
las tienden a alinearse con B̄ teniendo dos posibilidades de orientación
(paralela o antiparalela) al campo magnético B̄; cuando la alineación de
los espines ocurre, la energía de los protones cambia, donde inicialmente
tenía un valor E0, convirtiéndose ahora en:

E = E0 − m̄B̄ = E0 ±
1

2
~γB (2.2)

de donde se puede ver que, de la energía original que tenía un protón,
tras la presencia de B̄ puede haber dos posibilidades, que tenga una
energía mayor (del signo +) y otra de menor energía (del signo -), las
cuales corresponden respectivamente a las alineaciones antiparalela y
paralela, por este motivo se puede decir que el momento magnético pa-
ralelo al campo B̄ es el que requerirá una energía menor para conseguir
su alineación y por ende habrá más protones cuyos momentos magnéti-
cos sean paralelos a B̄.

De acuerdo con lo anterior, se puede entender que con la presencia
de un campo magnético B̄, la energía de las partículas puede tomar
dos valores distintos, la diferencia entre estos dos valores de energía es,
precisamente

∆E = ~γB (2.3)

Cuando se tiene un protón con orientación paralela a un campo magné-
tico B̄ (estado de menor energía), este protón puede pasar a tener una
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orientación antiparalela (energía mayor) y, para que esto ocurra bastará
con que el protón absorba un fotón cuya energía sea precisamente la
diferencia de energía entre los dos estados (2.3).

La frecuencia a la cual ocurre esta transición se llama frecuencia de
Larmor:

ν = γB (2.4)

2.2.2. Fenómeno de Resonancia Magnética

El fenómeno de la resonancia magnética nuclear fue descrito expe-
rimentalmente por primera vez por Purcell y Bloch en 1946 [20, 21], y
seis años más tarde, recibieron el Premio Nobel de Física.
La técnica fue cambiando rápidamente, pues se introdujo una amplia
configuración de imanes superconductores, lo que permitió el desarrollo
de aplicaciones clínicas y actualmente la resonancia magnética nuclear
es una poderosa herramienta clínica disponible.

Los núcleos atómicos de todos los elementos están formados por pro-
tones y neutrones, teniendo una carga neta positiva. Existen ciertos
núcleos atómicos que tienen espín, lo cual puede interpretarse como el
núcleo atómico girando alrededor de su propio eje, sin embargo, el núcleo
en sí no gira en el sentido clásico, pero en virtud de sus partes constitu-
yentes induce un momento magnético, generando un campo magnético
local con polos norte y sur. La descripción cuántica de este imán es
similar a la clásica en cuanto al tratamiento de objetos giratorios, un
ejemplo claro es el dipolo, que se entiende como imán común, con polos
magnéticos alineados a lo largo de su eje de rotación.

La aplicación de un fuerte campo magnético externo B̄0 alinea el
núcleo en paralelo o antiparalelo al campo externo. Un imán común
se orientaría completamente paralelo o antiparalelo al campo, el núcleo
tiene un momento angular debido a su rotación, por lo que rotará o
tendrá un movimiento de precesión alrededor del eje de B̄0. Este com-
portamiento a menudo se compara con el movimiento oscilante de un
giroscopio bajo la influencia del campo magnético de la Tierra y explica
el uso del “espín” para explicar lo que en realidad es un fenómeno me-
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cánico cuántico. La velocidad de rotación alrededor de la dirección del
campo es la frecuencia de Larmor. Esto es proporcional a la intensidad
del campo y se describe mediante la ecuación de Larmor (2.4)

Los núcleos que poseen espín pueden excitarse dentro del campo
magnético estático, B̄0, mediante la aplicación de un segundo campo
magnético de radiofrecuencia (RF) B̄1, aplicado perpendicularmente a
B̄0. La energía de RF generalmente se aplica en pulsos cortos, cada mi-
crosegundo de duración. La absorción de energía por parte del núcleo
provoca una transición de niveles de energía más altos a más bajos y
viceversa en la relajación. La energía absorbida (y posteriormente emi-
tida) por los núcleos induce un voltaje que puede ser detectado por una
bobina de alambre sintonizada adecuadamente, amplificada y mostrada
como “decaimiento de inducción libre” (FID) por sus siglas en inglés. En
ausencia de una pulsación de RF continua, los procesos de relajación
devolverán el sistema al equilibrio térmico. Por lo tanto, cada núcleo
resonará a una frecuencia característica cuando se coloque dentro del
mismo campo magnético.

Para inducir la transición entre los niveles se requiere cierta energía
y es, como ya se mencionó, la diferencia de energía entre los dos estados
de espín. Esto depende de la fuerza del campo magnético B̄0 al que están
sujetos los núcleos.
De manera cotidiana se aplican múltiples pulsos de RF para obtener
múltiples FID, mismos que posteriormente se promedian y de este modo
se mejora la relación señal-ruido (SNR).
La FID promediada por señal es una señal en el dominio del tiempo
y se puede resolver mediante un proceso matemático conocido como
transformación de Fourier [37], en una imagen de MRI.

El uso de gradientes permite localizar de manera espacial la señal
de MR en una región de interés. Usando tres conjuntos de bobinas de
gradientes, Gx, Gy, Gz de un sistema RM es posible aplicarlos en cual-
quier dirección respectiva para llegar a cualquier parte del cuerpo. La
construcción de las imágenes en tres dimensiones se da a partir de las
mediciones de frecuencia que permiten distinguir las señales de MR en
diferentes posiciones en el espacio.

Dependiendo de la región del cuerpo a examinar, las bobinas del
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transmisor y del receptor pueden ser independientes. El pulso de RF se
aplica mediante una bobina transmisora, que rodea de manera uniforme
el área de interés. La bobina receptora puede estar integrada dentro de
la bobina transmisora o se puede colocar sobre la región de interés de
forma directa. Cuando se tienen diferentes bobinas receptoras, se hace
la integración de las señales recibidas mediante algoritmos matemáticos
y es así como se genera una imagen reconstruida óptima [22].
Aunque actualmente se utilizan escáneres de resonancia magnética de
diagnóstico con imanes superconductores criogénicos en el rango de 0.5
Tesla (T) a 1.5 T, los sistemas de 3T tienen mayor auge en el ámbito
de la investigación. Las ventajas de los sistemas de mayor intensidad de
campo incluyen una mejor SNR, una mayor resolución espectral, espacial
y temporal [22].

2.2.3. Tiempos de relajación.

Relajación es el término utilizado para describir el proceso por el
cual un espín nuclear vuelve a su equilibrio térmico tras haber absorbi-
do energía de RF.
Hay dos tipos de relajación, relajación longitudinal y relajación trans-
versal, mismos que se describen mediante los tiempos, T1 y T2, respec-
tivamente [38].
T1 es el tiempo que tarda el sistema en volver un 63% hacia el equili-
brio térmico después de un pulso de RF como una función exponencial
del tiempo. El agua tiene valores de T1 largos que van desde los 3000
a los 5000 milisegundos y en las imágenes ponderadas en T1 la señal se
muestra obscura, por otro lado, la grasa tiene un valor de T1 corto de
aproximadamente 260 milisegundos, por lo cual aparece brillante.

Cuando se aplica un pulso de RF, los núcleos se alinean predomi-
nantemente a lo largo del eje de la energía aplicada y en la relajación, a
medida que la energía se transfiere entre los núcleos, hay un cambio de
fase de las orientaciones de estos, con una disposición más aleatoria de
las alineaciones. Esto es T2, denominado relajación transversal, porque
es una medida de la rapidez con que los espines intercambian energía en
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el plano “xy”. T2 también se conoce como relajación espín−espín [22].

2.2.4. Secuencias de saturación de grasa

Las imágenes que se obtienen del equipo de MR son llamadas en
fase (IP) o fuera de fase (OOP), la importancia de estas dos secuencias
radica en que mediante la manipulación de estas, se pueden obtener las
secuencias solo de grasa (F) o solo agua (W).
Se parte del hecho de que las imágenes IP, como las OOP, tienen la
siguiente información en términos de W y F.

IP = W + F

OOP = W − F
Haciendo una transformación se obtiene:

W =
1

2
(IP +OOP ) (2.5)

F =
1

2
(IP −OOP ) (2.6)

Donde las ecuaciones (2.5) y (2.6) corresponden a imágenes donde se
resalta la señal del agua o grasa, respectivamente. Particularmente es-
ta forma de obtener las MRI con saturación de grasa se aplican a las
imágenes axiales de hígado para su posterior análisis.

2.2.5. Características generales de las imágenes y su
obtención

Las imágenes que se utilizan en los tratamientos médicos son ob-
tenidas por diferentes métodos que con el paso de los años van siendo
mejorados, el objetivo es que finalmente arrojen una MRI que tenga
ciertas características que permitan diferenciar la calidad de las mismas.
Existen tres parámetros que resultan ser importantes para las imágenes
y sobre todo para el diagnóstico:

1. Resolución espacial
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2. Relación señal-ruido (SNR)

3. Relación contraste-ruido (CNR)

estos puntos en una imagen conviene tenerlos lo más arriba posibles,
pero no siempre se pueden maximizar, pues los mecanismos a veces
no funcionan de igual manera y en ocasiones mejorar alguno, significa
empeorar los otros, es por esta razón que se debe hacer una elección
adecuada dependiendo de cada caso particular para mejorar el diagnós-
tico.
Debido a que las frecuencias de los protones de agua y grasa varían lige-
ramente, sus giros entran y salen de fase entre sí en función del Tiempo
de Eco (TE), o sea, el tiempo transcurrido entre el primer pulso envia-
do y la recogida de señal. Las condiciones IP y OOP ocurren dos veces
por ciclo, o aproximadamente cada 2.2 milisegundos a 1.5T y a 3T es
dos veces más rápido dado que la intensidad del campo es doblemente
mayor, es decir, se produce cada 1.1milisegundos [36], como se muestra
a continuación:

Figura 2.1: Configuraciones del agua y grasa para Secuencias de Eco
Gradiente (GRE). [35]

Por lo tanto, siguiendo el patrón de la imagen anterior, podemos
notar que las imágenes GRE (pulso de 90o) obtenidas con un TE de 2.2,
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6.6, 11 milisegundos se denominan fuera de fase (OOP); las obtenidas a
4.4, 8.8, etc. se denominan en fase (IP). Ejemplos de estas imágenes son
las que se muestran en la siguiente figura:

Figura 2.2: Secuencia axial OOP (izquierda) y IP (derecha). [23]

Los protones de la grasa y del agua comienzan en fase cuando se
aplica el pulso de RF pero tienen un T1 diferente, es por eso que se
desfasan.
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2.3. Machine Learning

La construcción de modelos de Machine Learning requieren un prin-
cipio de retroalimentación constructiva. En primer lugar, se construye
un modelo, se obtienen las métricas y se van realizando mejoras has-
ta lograr un valor deseable de éstas. Para explicar el rendimiento de
un modelo se utilizan las conocidas “métricas de evaluación”. Siempre es
importante que, al terminar la construcción de un modelo, se compruebe
la solidez del mismo.

Para la evaluación de los resultados en el conjunto de datos, nor-
malmente se calculan algunas de las siguientes métricas de rendimiento:
Exactitud, Sensibilidad o F1 Score, las cuales se describen a continua-
ción:

Exactitud =
TP + TN

TP + TN + FP + FN
(2.7)

Sensibilidad =
TP

TP + FN
(2.8)

Precision =
TP

TP + FP
(2.9)

F1Score =
2TP

2TP + FP + FN
(2.10)

Se define verdadero positivo (TP) como un indicador de que el mo-
delo predijo correctamente la clase de sujeto al comparar con su etiqueta
respectiva “x′′. El falso positivo (FP), ocurre cuando el modelo predice
incorrectamente que un sujeto de clase “x′′ que no es de clase “x′′, es
de clase “x′′. El falso negativo (FN), ocurre cuando el modelo predice
incorrectamente que un sujeto de la clase “x′′ es de una clase que no es
“x′′. Finalmente, el verdadero negativo (TN) ocurre cuando el modelo
predice correctamente que un sujeto no es de una clase “x′′.

La elección de la métrica adecuada depende directamente del tipo de
modelo y de cómo se implementa, por ejemplo, en cuanto a problemas



16 CAPÍTULO 2. MARCO TEÓRICO

de clasificación y regresión las métricas anteriores son las más utilizadas.

Aquí, la exactitud (2.7) es la proporción de sujetos clasificados co-
rrectamente entre la población total, F1 Score (2.10) es la media armó-
nica de precisión y sensibilidad. El valor ideal de estas métricas es 1 y el
objetivo de los modelos de aprendizaje automático es obtener un valor
lo más cercano al 1.

2.3.1. SVM

La Máquina de Soporte Vectorial (SVM), por sus siglas en inglés, se
desarrolló en la década de los 90 por Vladimir Vapnik [39], originalmente
se desarrolló como un método de clasificación binaria, posteriormente,
su aplicación se ha generalizado a problemas de clasificación múltiple y
ha resultado ser uno de los mejores clasificadores para un conjunto muy
grande de situaciones, llegando a ser una de las técnicas más importan-
tes, actualmente es un referente en el ámbito del Machine Learning.
Es muy utilizado modelos de Deep Learning y tiene las siguientes ven-
tajas:

Efectividad en espacios de dimensiones altas.

Es efectivo aún en casos en los que la dimensión es más grande
que el número de datos.

Versátil, pues se pueden especificar diferentes funciones del Kernel
para la función de decisión.

El SVM consiste en suponer que es posible construir un hiperplano
que separa las clases de datos perfectamente con sus etiquetas correspon-
dientes, cuando se tiene un conjunto de datos perfectamente separables
linealmente es posible hallar un número infinito de posibles hiperplanos
de separación, como se muestra a continuación:
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Figura 2.3: Hiperplanos de separación, todos estos planos separan co-
rrectamente las clases de datos. [9]

En este sentido, es necesario un método que permita seleccionar uno
de ellos como el hiperplano de separación óptimo y la propuesta de Vap-
nik [39] es hallar aquél que maximice una distancia (margen) entre los
elementos más cercanos de amabas clases.
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Gráficamente:

Figura 2.4: Distancia entre los elementos de ambas clases, el hiperplano
óptimo está a la mitad del margen, el cual es la distancia perpendicular
entre dos hiperplanos paralelos al central, estos dos planos (líneas grises)
son los más próximos a las respectivas clases de datos. [40]

El trazo del hiperplano óptimo (línea roja), se debe hacer maximi-
zando el margen, de manera formal se hace de la siguiente manera:

Sea x ∈ <n el espacio de características y sea w ∈ <n el espacio de
parámetros del sistema, es posible determinar un hiperplano de decisión
representado por

w · x + b = 0 (2.11)

Para el caso bidimiensional:

w1x1 + w2x2 + b = 0 (2.12)

Se puede entonces establecer una frontera de decisión de la siguiente
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forma:

wx+ b > 0, wx+ b < 0 (2.13)

lo cual significa que si tenemos un par coordenado cualquiera (w1, w2)
y lo hacemos pasar por la ecuación del plano (2.12) nos dará > 0 pa-
ra aquellos elementos que están del lado derecho del hiperplano y nos
dará < 0 para los que estén a la izquierda del hiperplano. Más aún, se
puede reescribir la ecuación (2.13) para cada hiperplano que pasa por
los elementos más próximos a las clases (llamados vectores de soporte),
quedando de la siguiente forma:

wx+ + b > 1, wx− + b 6 −1 (2.14)

De esta manera, la ecuación de la izquierda en (2.14) establece el cri-
terio para la clase 1 y la ecuación de la derecha establece el criterio
para la clase −1, asegurándonos de que ningún elemento se encuentre
dentro del margen. Al maximizar el margen se eliminan los problemas
de generalización que son muy comunes y que muchas veces conducen a
sobreajustar el modelo.
Equivalentemente a las ecuaciones (2.14), se pueden distinguir las clases
−1 y 1 de la siguiente forma:

yi(w · x+ + b) = 1 yi(w · x− + b) = −1 (2.15)

donde claramente se observa que la ecuación de la izquierda corresponde
a la clase 1 cuando w · x +b > 0 y la ecuación de la derecha corresponde
a los datos de la clase −1, es decir, cuando w · x + b < 0.
Para los vectores de soporte se cumple lo siguiente:

yi(w · x± + b)− 1 = 0 (2.16)

pues se encuentran sobre los planos auxiliares.
Dado que la idea de Vapnik [39] es conseguir que la longitud del margen
se maximice, se pretende primero, encontrar la longitud de dicho margen,
para ello, se evalúa la proyección del vector de soporte x− sobre el vector
del plano óptimo w, esto se puede ver en la siguiente gráfica:
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Figura 2.5: d− es la proyección del vector x− sobre w [18]

En la figura anterior se ve la distancia d− que se obtiene con la
siguiente expresión:

d− =
x− ·w
||w||

(2.17)

También se puede hacer lo mismo para el vector de soporte que está a
la derecha del plano óptimo, es decir el vector x+:

d+ =
x+ ·w
||w||

(2.18)

En la gráfica: d− es la línea negra que se calcula con la expresión (2.17);
d+ es la línea azul que se calcula con la expresión (2.18) y con esto es
posible calcular fácilmente la distancia del margen, que es precisamente
d+ − d−, es decir, restando únicamente la parte negra de la línea azul
en la gráfica.
Así,

d = d+ − d− =
1

||w||
(x+ ·w − x− ·w) (2.19)

Además, para los vectores de soporte:

d = d+ − d− =
1

||w||
(x+ ·w − x− ·w) (2.20)
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y por la ecuación (2.16):

d =
1

||w||
[(1 + b)− (−1 + b)] =

2

||w||
(2.21)

Luego, se debe buscar maximizar esta distancia, que se puede escribir
como sigue:

d =
2

wtw
(2.22)

o bien, esta expresión corresponde a minimizar el inverso, es decir:

d =
1

2
wtw (2.23)

esto significa que minimizando (2.23), se maximiza (2.22).
Para hacer la minimización, se debe considerar que el problema está

sujeto a las restricciones (2.16), lo cual significa que los vectores de
soporte de ambas clases deben estar forzosamente en los dos planos
auxiliares respectivos.
Mediante multiplicadores de lagrange:

f(w) =
1

2
wtw (funcion objetivo)

g(w, b) = yi(w · x± + b)− 1 = 0 (restricciones)

con esta función objetivo a minimizar y con las restricciones, se puede
establecer un nuevo problema de minimización, pero sin restricciones,
utilizando el método de los multiplicadores de Lagrange.
El lagrangiano correspondiente a este problema es una función de los
parámetros w, b y de los coeficientes de lagrange αi:

L(w, b, αi) =
1

2
wtw −

l∑
i=1

αi[yi(w · xi + b)− 1] (2.24)

donde l es el número de vectores de soporte, que pueden ser obviamente
más de dos.



22 CAPÍTULO 2. MARCO TEÓRICO

Derivando e igualando a cero:

∂L

∂W
= 0 ⇒ w =

l∑
i=1

αiyixi

∂L

∂b
= 0 ⇒

l∑
i=1

αiyi = 0

Reemplazando estas dos ecuaciones en (2.24), se obtiene:

L(αi) =
∑
i

αi −
1

2

∑
i

∑
j

αiαjyiyj(xi · xj) (2.25)

Notemos que aquí el lagrangiano ya no depende de los parámetros w
y b, sólo de los coeficientes de Lagrange y del producto escalar de los
vectores de soporte. Esto es válido únicamente para cuando se tienen
clases linealmente separables, es decir que se encuentra un hiperplano
que separa a las clases de datos; por otro lado, cuando los datos no son
linealmente separables, se modifica el lagrangiano (2.25) con un kernel
K

L(αi) =
∑
i

αi −
1

2

∑
i

∑
j

αiαjyiyjK(xi · xj) (2.26)

este kernel puede ser personalizado para cada tipo de problema, sin
embargo, los más utilizados además del lineal, son el polinomial y el
gaussiano [24] , los cuales funcionan cuando es imposible encontrar un
hiperplano que separe las clases de datos (que son linealmente no sepa-
rables). Este procedimiento consiste en aumentar la dimensionalidad y
convertir un sistema linealmente no separable en un sistema de clases
linealmente separables, como se muestra a continuación:
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Figura 2.6: a) Datos linealmente no separables en <2, se muestra el
hiperplano de separación que no es capaz de separar las clases. b) se
aumenta la dimensión a <3, ahora es posible hallar un hiperplano para
que las clases se vuelvan linealmente separables. [18]

Los kernels hacen que los SVM´s sean más flexibles y capaces de
gestionar problemas no lineales, como se ve en la figura 2.6, un problema
no separable en <2 se vuelve linealmente separable en <3.
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2.3.2. Redes neuronales

Redes Neuronales Biológicas

Las redes neuronales biológicas se caracterizan principalmente por
tener una inclinación natural a adquirir el conocimiento a través de la
experiencia, se componen por conjuntos muy grandes de células llama-
das neuronas cuya función es procesar y recibir información mediante
impulsos; tienen la siguiente estructura:

Figura 2.7: Neurona biológica [41]

Como se puede ver en la imagen, las neuronas biológicas constan de
varias partes, empezando por las dendritas que son prolongaciones cor-
tas muy ramificadas, funcionan como antenas que reciben información
del medio y de otras neuronas para llevarla al núcleo donde se integra,
generando un impulso nervioso. El axón es una prolongación larga a
través de la cual viaja el impulso generado para llegar a los botones
sinápticos, en donde la información llega a otra célula haciendo la “si-
napsis”.

Las neuronas biológicas se dividen en dos grupos: simples y comple-
jas, las neuronas simples solo ven una pequeña parte del campo visual y
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para tener un campo visual amplio es necesario reunir muchas de estas
(cada una cubre un pedacito hasta tener el campo visual completo), ca-
da una se activa cuando detecta ejes o líneas orientadas de cierta forma
en la pequeña parte que ve, por otro lado, las neuronas complejas agru-
pan lo que ven varias neuronas simples, es decir, su campo receptivo es
más grande, se activan también con los ejes sin importar la posición o
dirección que tengan.
Así, las neuronas simples ven ejes en una pequeña región de cada ima-
gen que una persona observa, las neuronas complejas, toman información
desordenada de una imagen (como un rompecabezas) y la agrupan en
conceptos más concretos como figuras (hasta este punto aún no se distin-
gue nada), el cerebro agrega más capas de neuronas simples y complejas,
uniendo figuras en cosas que se complementan hasta finalmente agrupar
todo, es un proceso muy eficiente donde no importa la posición inicial
de la imagen.

Redes Neuronales Artificiales

En 1943 McCulloch y Pitts inspirados en la neurona biológica de-
sarrollaron un modelo artificial de una neurona [42]. Esta idea fue re-
tomada más tarde por Rosenblatt quien creó una estructura llamada
perceptrón [43].

Figura 2.8: Neurona artificial [41]

El perceptrón es una estructura la cual posee una o varias entradas,
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una función de activación y una salida, se trata de la aproximación más
cercana a una neurona biológica. Las entradas del perceptrón actúan
como las dendritas o señales de entrada hacia la neurona. La función
de activación realiza el papel del núcleo que decide en qué momento
disparar esa señal eléctrica y la salida modela al axón, que al activarse
envía información hacia las neuronas con las que se conecta.

A pesar de que no se conoce exactamente cómo funciona el cerebro
humano, se han estudiado ciertas características como la estructura que
tiene y la forma en la que las neuronas biológicas procesan la informa-
ción, así es como surgen estos algoritmos; concretamente el algoritmo
consiste en un conjunto de unidades denominadas neuronas conectadas
entre sí para transmitirse información de unas a otras. Cuando los datos
de entrada atraviesan esta red de neuronas, se acaba produciendo un
resultado o unos valores de salida que son los que nos interesan. De este
modo se puede entender una red neuronal como una gran función que
produce una salida dependiente de unos datos de entrada, pero dicha
función para ello se apoya en una multitud de subfunciones que la com-
ponen. Es decir, se puede ver una red neuronal como una función de
funciones que permiten a la función principal calcular y capturar rela-
ciones en los datos.
El objetivo final es que la función de funciones acabe realizando pre-
dicciones correctas para los datos de entrada (la salida obtenida por la
red sea la esperada). Por tanto, se trata de un algoritmo de aprendizaje
supervisado en el que se necesita una función que se adapte a unos datos
previamente etiquetados (recibe una serie de salidas esperadas para unas
entradas determinadas y necesita ajustarse para producir esas mismas
salidas).
Estos algoritmos, no habían sido tan populares hasta ahora debido a la
gran cantidad de recursos computacionales que requieren y de la enorme
cantidad de datos de la que dependen para su correcto funcionamiento.
Hoy en día son consideradas como una de las mejores técnicas para mu-
chas aplicaciones entre las cuales destacan la visión por computadora,
el procesamiento del lenguaje natural y sobre todo la clasificación de
imágenes.
Una red neuronal simple consta de una sola neurona, se puede entender
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simplemente como un modelo de clasificación, sin embargo, cuando la
red dispone de más de una neurona el modelo se empieza a complicar.
Por otra parte, la salida de la red ya no es la salida de la única neurona
que se tenía, pues al haber más de una, necesitamos otra neurona que
calcule la salida en base a las salidas de las demás neuronas. Es decir,
se ha añadido una neurona que está conectada al resto de neuronas de
la red. Se dice que dicha neurona pertenece a otra capa de la misma
red, porque necesita tomar como entrada lo que las demás arrojan como
salida, siendo un proceso secuencial de capa en capa.
En las Redes Neuronales cada neurona actúa como un clasificador con
sus propios parámetros y la decisión de que se arroje, una salida u otra,
depende de una función de activación.
Así, cuando se tienen muchas neuronas dispuestas en capas, esta red
debe ser entrenada en su conjunto y no de manera independiente.
Una red neuronal puede ser muy compleja, el nivel de complejidad de-
pende directamente de capas y de neuronas por capa que tenga. Se sabe
que cuantas más capas disponga la red y más neuronas tenga, mayor
será su capacidad para aprender relaciones complejas en datos, pero a
cambio mayor será también la dificultad y complejidad de la red. A es-
tas redes neuronales complejas (que tienen varias capas intermedias) se
les engloba en un nuevo marco del mundo del aprendizaje autónomo
denominado Deep Learning [44].
Para entrenar bien estas redes tan profundas se necesitan muchos da-
tos y técnicas específicas. El entrenamiento de estas redes es un proceso
costoso tanto en tiempo como en recursos computacionales, pero se ha
comprobado que el uso de éstas tiene múltiples beneficios, sobre todo en
aplicaciones complejas como el reconocimiento de voz, reconocimiento
facial, en los autos autónomos, detección de fraudes bancarios y muchas
otras [8].
Una de las dificultades que se presenta a la hora de entrenar la red
es que no se pueden actualizar todos los parámetros del modelo a la
vez (habiendo muchos parámetros), se debe ir recorriendo capa a ca-
pa actualizando poco a poco los pesos, buscando que el gradiente de
la función de error con respecto a cada peso sea cero (mínimo error en
ese punto) y para ello se aplica la regla de la cadena, que nos permite
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aprovechar cálculos de gradientes anteriores para calcular los actuales;
si recorremos la red en sentido contrario (desde las capas más profundas
a las primeras capas) a esto se le llama Backpropagation [45].

Figura 2.9: Backpropagation, proceso de actualización de los pesos.[48]

La importancia de este proceso radica en que a medida que se en-
trena la red, las neuronas de las capas intermedias se organizan a sí
mismas permitiendo que las distintas neuronas aprenden a reconocer las
diferentes características de todo el conjunto de entrada y después del
entrenamiento, cuando se les presenta un patrón arbitrario de entrada
que contenga ruido o que está incompleto, las neuronas de la capa oculta
son capaces de responder con una salida activa si la nueva entrada con-
tiene un patrón que se asemeje a aquella característica que las neuronas
individuales aprendieron a reconocer durante la etapa de entrenamiento.



2.3. MACHINE LEARNING 29

Redes Neuronales Convolucionales (CNN).

Las redes neuronales convolucionales (CNN) por sus siglas en inglés,
son un tipo de redes que surgen debido a la importancia de la visión por
computadora en el mundo del Deep Learning, utilizan una operación
llamada Convolución, de ahí el nombre de estas redes.

Figura 2.10: Convolución en redes neuronales. [49]

Como se puede ver en la imagen, una convolución es una operación
entre matrices (una imagen es computacionalmente una matriz de da-
tos numéricos), consiste en superponer un filtro sobre una imagen e ir
deslizándolo sobre la misma hasta haber recorrido todas las regiones de
la imagen (todos los píxeles de la imagen deben ser “visitados” por el fil-
tro en algún momento durante el proceso). Por cada desplazamiento del
filtro sobre la imagen se calcula el valor resultante de la suma de todas
las multiplicaciones de cada pixel por el valor correspondiente a la posi-
ción del filtro que superpone a ese pixel (entrada por entrada). De esta
forma se construye el mapa de características (capa convolucionada),
cada vez que se calcula un nuevo resultado se almacena en la siguiente
posición de la capa convolucionada. Así, este tipo de redes se caracte-
rizan porque tienen capas convolucionales y capas Densas comúnmente
llamadas Fully Conected, las cuales se definen porque las neuronas de
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una capa oculta están conectadas a todas las neuronas de la capa que
les precede y sucede. Esto implica que cada una de las características de
entrada está conectada a cada neurona de la capa siguiente; para el caso
de las imágenes, significa que cada pixel de la imagen de entrada está
conectado a cada neurona de la primera capa oculta, en otras palabras,
se encargan de realizar un proceso que recibe pixeles de una imagen,
extrae características de dicha imagen y clasifica mediante capas poste-
riores en la red.
Esto no es un trabajo sencillo cuando se trabaja con imágenes grandes
de alta resolución (y cada vez mayor). Es por eso que se pretende crear
modelos de redes neuronales convolucionales cada vez más complejos que
consten de diversas capas convolucionales y de pooling (agrupaciones)
aternadas ya que por sí solas estas redes van aprendiendo qué carac-
terísticas conviene identificar y trabajar en las imágenes y lo hacen al
principio en una fase conocida como fase de entrenamiento, mismo que
va a proveer a la red de experiencia con los datos que esté trabajando y
de este modo llegar a su objetivo principal que consiste en encontrar los
parámetros (pesos) que van asociados siempre a una conexión concreta
(cada uno a una neurona) acabando al final con una serie de capas den-
sas.
La entrada de una capa convolucional suele ser una imagen de un cierto
tamaño, las capas convolucionales suelen constar de más de un filtro y
cada filtro genera mediante la operación de convolución un nuevo mapa
de características bidimensional. El total de mapas de características ge-
nerados a la salida de la capa será igual al número de filtros de la capa,
por lo que podemos ver la salida en su conjunto como una nueva imagen
cuyo número de canales es igual al número de filtros de la capa. Esta
nueva imagen pasará a ser la entrada de la siguiente capa después de
que se le haya sumado un término independiente o bias (sesgo) y haber
pasado por una función de no linealidad que dará lugar a lo que llama-
mos mapa de activaciones. Dicha función de activación debe ser elegida
según el problema que se tenga, por ejemplo, para el caso de problemas
de clasificación binaria, se utiliza la función de activación Sigmoide:

f(x) =
1

1− e−x
(2.27)
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esta función transforma los valores introducidos a una escala del 0 al
1, donde los valores más grandes tienen de manera asintótica a 1 y los
valores bajos tienden de manera asintótica a 0, de esta forma se puede
distinguir entre dos clases.

Adicionalmente se suele introducir una capa de pooling tras la con-
volución (“max pooling” o “average pooling”), consiste en una operación
similar a la convolución donde se hace pasar un filtro (normalmente de
tamaño 2x2) sobre las salidas de la capa convolucionada, extrayendo el
pixel más grande de cada región visitada por el filtro para el caso de
la capa de max pooling; para una capa de average pooling el proceso
es similar con la diferencia de tomar el promedio de todos los pixeles
bajo el filtro, tras hacer este proceso iterativo, se guardan los resultados
como salidas de esta capa.
Finalmente, como la salida ha de ser una clasificación (probabilidades
para cada clase), se incorporan capas fully connected, capaces de reali-
zar dicha labor. En la siguiente imagen se puede ver cómo funciona una
red convolucional.

Figura 2.11: Funcionamiento general de una CNN [27].

El gran éxito de estas redes es su gran capacidad a la hora de iden-
tificar características en las imágenes de entrada. Se ha demostrado con
la experiencia que son muy buenas detectando características cada vez
más y más complejas. Esto se debe a que los filtros de las capas menos
profundas actúan como detectores de rasgos pequeños como bordes o
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texturas y los filtros de las capas más profundas son capaces de detec-
tar estructuras cada vez más y más complejas como formas u objetos a
partir de los resultados de las detecciones previas.

Con esto, la estructura de las CNN parece clara, cuando ya se tiene
el modelo entrenado, se puede evaluar su rendimiento a partir de la
función de pérdida.

Función de pérdida

La función de pérdida es una medida del error de la red neuronal, de
modo que entre más grande es el error, mayor es el valor de la función
de pérdida. Existen dos tipos principales de funciones de costo para el
aprendizaje supervisado de una red neuronal, sin embargo, la función de
pérdida que se utiliza en clasificación binaria es la de entropía cruzada
binaria cuyo objetivo es devolver valores altos para malas predicciones
y devolver valores bajos para buenas predicciones, esta función también
es llamada pérdida logarítmica y se define de la siguiente forma:

Hp(q) = − 1

N

N∑
i=1

yi · log(p(yi)) + (1− yi) · log(1− p(yi)) (2.28)

donde “y′′ es la etiqueta de la clase (1 ó 0), p(yi) es la probabilidad
predicha de que el dato i− esimo pertenezca a la clase 1. En otras pala-
bras, lo que la función (2.28) significa es que: cada dato yi cuya etiqueta
es igual a 1, suma la cantidad de log(p(yi)) a la función de pérdida, o
sea, la probabilidad logarítmica de que pertenezca a la clase 1, por el
contrario, suma (1− p(yi)), i.e., la probabilidad logarítmica de que sea
de clase 0 por cada dato de la clase 0.

Para minimizar el valor de la función de pérdida se han desarrollado
diferentes optimizadores, con el objetivo de generar modelos que pro-
duzcan mejores y más rápidos resultados a través de la elección de los
hiperparámetros. Existen funciones que permiten evitar estancamiento
en mínimos locales y funcionan dependiendo del problema que se es-
tudie, entre los más conocidos se encuentran el llamado estimación del
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momento adaptativo (Adam) y propagación cuadrática media (RMS-
prop).

Optimizador ADAM

El algoritmo de optimización Adam se basa en estimaciones adap-
tativas de los momentos de orden más bajo, de tal forma que solo se
requieren los gradientes orden uno. El método consiste en calcular los
rangos de aprendizaje adaptativos individuales para diferentes paráme-
tros, desde las estimaciones de los primeros y segundos momentos de
los gradientes [30]. El algoritmo conserva un decaimiento exponencial
promedio de los gradientes pasados mt similar al momento:

mt = β1mt−1(1− β1)gt (2.29)

vt = β2vt−1(1− β2)g2t (2.30)

donde mt y vt son estimaciones del primer momento, y el segundo
momento, es decir el promedio y la varianza de los gradientes, respecti-
vamente. Como mt y vt se inicializan en cero y por tanto ambos tienen
sesgo hacia el cero, especialmente durante los primeros pasos y cuando
los rangos de decaimiento son pequeños (cuando β1 y β2 son cercanos a
1).
La corrección de los sesgos se hace calculando las correcciones de las
estimaciones del primero y segundo momento como se muestra a conti-
nuación:

m̂t =
mt

1− βt
1

(2.31)

v̂t =
vt

1− βt
2

(2.32)

y aplicando la regla del método Adam para ajustar:

ωt+1 = ωt −
α√
v̂t + ε

(2.33)
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Los valores que normalmente se consideran para estos parámetros son:

β1 = 0. 9, β2 = 0. 999, ε = 1x10−8

El método Adam tiene buenos resultados en aplicaciones prácticas, resul-
ta ser el método más utilizado y se puede obtener un resultado estimado
con relativa rapidez [30], es computacionalmente eficiente, tiene pocos
requerimientos de memoria y es adecuado para problemas que manejan
grandes cantidades parámetros.

Optimizador RMSprop

El algoritmo RMSprop al igual que el Adam, es un método de rangos
de aprendizaje adaptativos, surge de la necesidad de resolver el problema
de la disminución de la tasa de aprendizaje radical [29]. Este algoritmo
utiliza un concepto de ventana para considerar únicamente los gradientes
más recientes. El vector de ajuste se calcula de la siguiente forma:

E[g2]t = γE[g2]t−1 + (1− γ)g2t (2.34)

ωt+1 = ωt −
α√

E[g2]t + ε
gt (2.35)

donde E es el promedio, g la función gradiente y γ representa la in-
fluencia del momento cuyo valor normalmente se fija en γ = 0.9 mientras
que el valor de la tasa de aprendizaje α se puede variar, ya sea α = 0.01
ó α = 0.001, incluso α = 0.0001. Podemos ver entonces que el RMSprop
divide al rango de aprendizaje por un decaimiento exponencial promedio
de los gradientes cuadrados.

2.3.3. Transfer Learning

Entrenar una arquitectura de red neuronal profunda desde cero es
difícil en la práctica debido a que contiene una gran cantidad de pesos
que se inicializan aleatoriamente antes del entrenamiento y se actualizan
iterativamente de acuerdo con los datos etiquetados. La actualización
iterativa de los pesos lleva mucho tiempo y, debido a que muchas veces
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los datos de entrenamiento son limitados, la arquitectura profunda se
puede sobreajustar. La utilización del Transfer Learning resuelve mu-
chos de estos problemas [25].

Se trata de un enfoque conocido de aprendizaje profundo destinado
a reutilizar un modelo desarrollado para una tarea como punto de parti-
da para un modelo en otra tarea, es decir, que se vale de la experiencia
aprendida en la realización de una tarea para llevar a cabo otras, este
método permite abordar problemas con relativamente pocos datos [28]
Los métodos de TL se pueden dividir en cuatro categorías según en lo
que estén basados: en casos, en características, en parámetros o en rela-
ciones [26] De esta manera se puede hacer el entrenamiento de un modelo
transfiriendo a éste los parámetros del modelo preentrenado. Para llevar
a cabo el aprendizaje por transferencia de parámetros se toman los datos
de entrenamiento como dominios, siendo Ds el dominio de origen y Dt

el dominio de destino. Teniendo ya un modelo de aprendizaje profundo
preentrenado en su dominio de origen, se transfieren los parámetros al
dominio de destino, se vuelve a entrenar y se ajusta para lograr el obje-
tivo de identificar muestras de etiquetas desconocidas en el dominio de
destino, es como hacer una especie de pegado de modelos.
El uso del Transfer Learning se ha vuelto común, por ejemplo, los resul-
tados experimentales de [28] muestran que los enfoques de TL superan
el rendimiento de los enfoques basados en el aprendizaje sin TL, lo que
demuestra la eficacia de estos enfoques para la tarea de clasificación
binaria. Hay muchos otros algoritmos del mismo tipo que VGG como
ResNet, Inception o incluso variantes de estos como Xception.

VGG-16

Los modelos VGG investigan la profundidad de las capas con un
tamaño de filtro convolucional muy pequeño (3×3) para manejar imá-
genes a gran escala. Los autores lanzaron una serie de modelos VGG con
diferentes longitudes de capa, de 11 a 19, siendo los modelos VGG−16 y
VGG−19 los más conocidos. VGG es un acrónimo del nombre del grupo
Visual Geometry Group de la Universidad de Oxford, se trata de mode-
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los de redes neuronales convolucional profundas, propuestas por Karen
Simonyan y Andrew Zisserman [47].
Con el modelo VGG−16, se obtuvo el segundo lugar en la competencia
ILSVRC-2014, donde se logró un 92.7% de desempeño en la clasificación
de las imágenes del conjunto ImageNet, se trata de una base de datos que
consta de 14,197,122 imágenes organizadas según la jerarquía de Word-
Net, siendo una iniciativa para ayudar a los investigadores, estudiantes
y otras personas en el campo de la investigación de la imagen y la visión.

El modelo VGG−16 tiene la siguiente estructura:

Figura 2.12: Arquitectura de la red VGG-16 [31]

Como se puede observar, las capas se disponen en bloques, el nú-
mero 16 del modelo VGG-16 se debe a que hay 16 capas que tienen
parámetros ajustables (13 capas convolucionales y 3 capas densas), en
total tiene 13 capas convolucionales, 5 capas de agrupación máxima y 3
capas completamente conectadas. El número de filtros en el primer blo-
que es 64, luego este número se va duplicando en los bloques posteriores
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hasta llegar a 512. Este modelo se completa con dos capas ocultas com-
pletamente conectadas y una capa de salida. Las dos capas totalmente
conectadas tienen el mismo número de neuronas (4096). La capa de sa-
lida consta de 1000 neuronas correspondientes al número de categorías
del conjunto de datos de ImageNet [46].

VGG-19

Al igual que el modelo anterior, la VGG-19 es una arquitectura de
red neuronal convolucional similar, se trata de dos arquitecturas muy
parecidas que siguen la misma lógica, la diferencia es que VGG19 tiene
un mayor número de capas de convolución.

Figura 2.13: Arquitectura de la red V GG− 19.[32]

Como en el modelo anterior, el nombre de VGG-19 también se debe
al número de capas que tienen parámetros ajustables y es precisamente
19 (16 capas convolucionales y 3 capas densas) como se puede ver en
la figura 2.13. El número de parámetros de esta red es 143.8 millones,
inicialmente se pensaba que, a mayor número de parámetros, el modelo
es más eficiente, por ser más complejo, pero no se puede generalizar para
todos los problemas.
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CAPÍTULO 3

Metodología

3.1. Protocolo de obtención de datos

Los datos con los que se realizó el trabajo son parte de un estu-
dio completo entre el Hospital Infantil de México, Federico Gómez, la
Benemérita Universidad Autónoma de Puebla (BUAP), la Universidad
Autónoma Metropolitana, King´s College London, Westminster Uni-
versity, Newton Fand, BBSRC y CONACyT que consiste en analizar
imágenes de resonancia magnética de cuerpo completo de niños en dos
grupos: con obesidad y con normopeso, se trata únicamente de varones
no adolescentes con edades de entre 7 y 9 años de todo México y que
tienen un nivel socioeconómico promedio, para este trabajo solo se selec-
cionaron las imágenes de la secuencia de grasa (2.6) del hígado, en cada
imagen se puede apreciar la misma zona en corte axial, disponiendo de
un total de 167 imágenes.
Las imágenes tienen formato Dicom (.DCM) de tamaño 256x192 pixeles
de las cuales se tomaron recortes de regiones de interés (ROI) por sus
siglas en inglés, las cuales tienen un tamaño de 14x11 y que comprenden
precisamente la región del hígado para su mejor análisis, a continuación

39
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se muestra la forma en que se recortaron dichas regiones de tal forma
que se obtiene una ROI que se guardó en formato .jpg, por cada imagen
hepática completa.

Figura 3.1: La región resaltada en color amarillo es la ROI, de tamaño
14x11 pixeles por cada imagen completa.

En cuanto a la comparación entre imágenes completas y ROI´s, ca-
be señalar que las ROI´s corresponden en todo momento a la región
del hígado, mientras que las imágenes completas contienen información
adicional como la parte del tórax, la grasa corporal alrededor del cuerpo
e incluso los brazos.

Las ROI´s se tomaron a partir de las imágenes completas con la
ayuda del software “ImageJ” donde se estableció una región de interés de
tamaño 14x11 por cada imagen de resonancia magnética hepática axial
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completa, se extrajeron dichas regiones de interés para posteriormente
trabajar con ellas en la creación de clasificadores.

Para todos los análisis que se realizan, se utilizó el lenguaje de pro-
gramación Python en notebooks de Colab, el cual es un producto de
Google Research que está enfocado en tareas de aprendizaje automático
y análisis de datos. Se utilizó una GPU que Google Colab ofrece. Para
leer las imágenes médicas, se utilizó Pydicom, un paquete de Python
que permite analizar archivos DICOM, pydicom facilita la lectura de
estos archivos complejos en estructuras de fácil manipulación.

3.2. Análisis descriptivo

Las imágenes de resonancia magnética de los hígados de niños con
obesidad ponderadas en grasa en principio deberían estar más claras que
las imágenes de niños con normopeso, surge así la idea de buscar una
forma de clasificar las imágenes a partir de esta característica, empezan-
do por hacer un análisis descriptivo para fortalecer la idea expuesta.
Inicialmente se cargaron los datos y se creó una tabla que contiene los
datos de todas las regiones de interés cuyas columnas son: pixeles míni-
mos, pixeles promedio, pixeles máximos, desviación estándar y varianza,
estas medidas corresponden a una medida por cada imagen; se realizó
un análisis separando las clases en gráficas de caja y bigotes para cada
parámetro; más aún, se realizó la misma comparativa para las imágenes
completas en cuanto a cada parámetro y se resumieron todas las gráfi-
cas en una sola, se presentan las gráficas de las regiones de interés y sus
análogas con imágenes completas para cada parámetro; ahí se puede ver
claramente cómo se distribuyen los datos.

3.3. Clasificadores

Por intensidad promedio de pixeles

La implementación de este clasificador consistió inicialmente en crear
una gráfica de la cantidad de imágenes contra intensidad promedio de
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pixeles de las ROI´s, con el fin de ver qué tan bien se separan los da-
tos con respecto a este parámetro y encontrar un valor dentro de las
intensidades promedio de pixeles que permita hacer una separación. Se
cargaron las ROI´s y se guardaron en una lista, se hizo el vector de eti-
quetas correspondiente a las ROI´s y se creó un ciclo para las imágenes,
obteniendo el promedio (mean) de cada una de estas y guardándolas en
una nueva lista. Todas las listas creadas contienen en la primera parte
los datos del grupo normopeso y la parte siguiente corresponde al gru-
po de obesidad, es así como se hace un vector llamado condicion, de
este modo se distinguen las clases dentro de las gráficas, poniendo en
un color los primeros 85 valores normopeso y los otros 82 en otro color
correspondientes a obesidad.
Se crea una gráfica en donde se puede ver cuántas imágenes comparten
un valor de intensidad promedio de pixeles.
Se crea posteriormente el clasificador a través de la implementación de
una función (mean_classfier) cuyos datos de entrada son: una imagen
y un valor umbral (threshold); dicho umbral se escogió considerando el
valor medio de la intensidad promedio de pixeles de todas las imágenes
o bien un valor a partir del cual se pueda dar una separación adecuada
de los datos con ayuda de la gráfica previamente hecha; el valor resultó
ser 8 para ROI´s.
El clasificador distingue entre una ROI correspondiente a un niño con
obesidad si el promedio de la intensidad de pixeles de la imagen está por
encima del valor umbral. Evidentemente para las ROI´s con un valor de
intensidad promedio por debajo del threshold corresponderá a un niño
normopeso.
Las salidas de este clasificador se guardan en una nueva lista y se imple-
mentan las métricas de exactitud (accuracy) y F1 Score considerando
las etiquetas reales y las salidas del clasificador.

Por conteo de pixeles arriba de un umbral de intensidad

Para la creación de este clasificador inicialmente se graficó la canti-
dad de imágenes contra cantidad de pixeles arriba de un valor umbral
(tomado del clasificador anterior), con el fin de analizar si la separación
de los datos se puede visualizar así.
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Las ROI´s que tienen una cantidad de pixeles por arriba de un threshold,
corresponden al grupo de obesidad, recordemos que estas regiones de in-
terés tienen un tamaño de 14x11, en total son 154 pixeles por cada una,
la elección del umbral es simplemente 154

2
= 77 pixeles; otra cantidad

que se consideró para este clasificador es la intensidad de pixeles 8, de
igual forma que en el clasificador anterior.
Cada imagen pasa por el clasificador, mismo que contará los pixeles den-
tro de la imagen que tienen una intensidad arriba de 8, si esta cantidad
de pixeles es mayor a 77, entonces la ROI será clasificada en el grupo
de obesidad, notemos que este clasificador requiere tres elementos, los
cuales son; la imagen de la ROI, el valor de la intensidad umbral que se
fijó como 8 y el valor de la cantidad de pixeles que se fijó como 77.
Las salidas de este clasificador se guardaron en una lista y para el cálculo
de las métricas se utilizaron dichas salidas y las etiquetas reales de las
ROI´s.

Por contraste

Este clasificador surge de la idea de que haya una separación según
el contraste de las imágenes. Se creó una gráfica al igual que en los cla-
sificadores anteriores con el objetivo de visualizar los datos y ver si hay
una separación evidente o no. Esta gráfica consistió en obtener el rango
de valores de cada imagen, es decir, (pixel maximo − pixel minimo) y
se separaron los datos por colores según la clase a la que pertenecen.
Se graficó cantidad de imágenes contra el contraste de las mismas.
Para este clasificador se requiere definir una cierta diferencia umbral, la
cual es un contraste a partir del cual una ROI se considera en un grupo
u otro, esta cantidad se fijó a partir de la gráfica con el valor de 9, a
pesar de que antes y después de este valor hay datos correspondientes a
ambos grupos.
Se hicieron pasar todas las ROI´s por este clasificador y se guardaron
los resultados en una lista que posteriormente se utilizó junto con las
etiquetas reales para calcular las métricas.

Con la finalidad de mejorar el rendimiento de los clasificadores se
utilizaron las imágenes completas, se repitió el procedimiento hecho para
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las ROI´s, haciendo las adaptaciones pertinentes, por ejemplo, para el
primer clasificador se toma un “threshold” de intensidad promedio de
70,46, tomando en cuenta que este es el promedio de pixeles de todas
las imágenes y se registraron todos los resultados de las métricas.

3.4. SVM

La construcción de este modelo SVM consistió en cargar las ROI´s,
se hace el vector de etiquetas de las mismas, se divide el conjunto total en
un conjunto de entrenamiento y otro de prueba, se carga el modelo cuyo
kernel es lineal con un total de 1000 iteraciones, se compila el modelo
para posteriormente dar lugar a las salidas llamadas y_pred.
Una vez teniendo el modelo SVM entrenado y habiendo generado las
predicciones, se pasa a calcular las métricas de exactitud (2.7) y F1
Score (2.10).
Se realiza el mismo procedimiento para obtener resultados de las mismas
métricas utilizando un kernel K gaussiano y uno polinomial de grado 2.

3.5. Redes neuronales

Como se menciona en la sección (2.3), para crear una red neuronal
se necesitan muchos más datos de los que disponemos, es por eso que el
Transfer Learning [28], permite crear modelos de redes neuronales para
conjuntos de datos que son pequeños; se crearon dos modelos de redes
neuronales que funcionan con imágenes completas debido a que los mo-
delos de redes neuronales VGG que se usaron funcionan con imágenes de
un tamaño específico (224x224 pixeles) y resulta que no es posible adap-
tar dichos modelos para que trabajen con las ROI´s, es decir únicamente
es posible trabajar con el tamaño de las imágenes completas.
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VGG-16

Se cargaron los datos para iniciar el preprocesamiento de los mis-
mos, el cual consiste en convertir las imágenes en arreglos de numpy y
posteriormente guardarlos en una lista. Se creó el vector de etiquetas
correspondiente a los dos grupos (obesidad y normopeso). En seguida
se separa el conjunto total de imágenes en conjunto de entrenamiento
(80%) y prueba (20%). Se adaptan las dimensiones necesarias ya que
el modelo VGG-16 funciona con imágenes en tres ejes. El conjunto de
entrenamiento tiene 133 imágenes y el de prueba tiene 34.

Utilizando el Transfer Learning (sección 2.3.3), se carga el modelo
VGG-16 de la biblioteca de Tensorflow, se recorta la última parte del
modelo como se ve en la figura 2.12 y se agrega una capa de pooling
(en este caso Average Pooling) para finalmente colocar la capa Densa
que permita generar las salidas en dos clases; la estructura del modelo
queda como se ve en la figura 3.2. Una vez que se definió el modelo, se
entrena únicamente la capa final que fue la modificada, se verifica que el
modelo a entrenar se queda prácticamente congelado (con excepción de
la última capa), se compila el modelo usando el optimizador RMSprop
(2.35), la función de pérdida de entropía cruzada (2.28) y la métrica de
exactitud (2.7).

El modelo se entrenó en 500 épocas, se obtuvieron las gráficas tanto
para la exactitud y pérdida, así como los valores finales de las mismas.
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Figura 3.2: Arquitectura del modelo VGG-16 que clasifica MRI hepá-
ticas en normopeso y obesidad.

VGG-19

La siguiente red utilizada es la VGG-19, el procedimiento es análo-
go al caso anterior (se entrena solo la capa final, se compila el modelo
usando el optimizador RMSprop (2.35), la función de pérdida de en-
tropía cruzada (2.28) y la métrica de exactitud (2.7)) y se obtiene la
siguiente arquitectura:
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Figura 3.3: Arquitectura del modelo VGG-19 que clasifica MRI hepá-
ticas en normopeso y obesidad.

El modelo se entrenó en 700 épocas, debido a que el entrenamiento
con 500 épocas tenía tendencia a seguir disminuyendo, finalmente se
obtuvieron las gráficas tanto para la exactitud y pérdida, así como los
valores finales de las mismas.
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CAPÍTULO 4

Resultados

4.1. Estadística Descriptiva

Se presenta la estadística descriptiva por clases del conjunto de datos
en donde se pueden observar las diferencias en cuanto a pixeles máximo,
promedio y mínimo de las imágenes correspondientes al grupo normo-
peso y obesidad, respectivamente; se observa también la diferencia entre
la desviación estándar y varianza. Se empezó por analizar las ROI’s y
se obtuvo la siguiente información:

49
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Figura 4.1: Análisis descriptivo de las clases.
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Las gráficas de la izquierda (minúsculas) corresponden a las ROI’s,
mientras que las gráficas de la derecha (mayúsculas) corresponden a las
imágenes completas, en ambas columnas se pueden ver diferentes pará-
metros que son indicadores descriptivos de los dos grupos bajo estudio, a
partir de este análisis descriptivo propusieron los primeros tres clasifica-
dores, en primera instancia con ROI´s, posteriormente con las imágenes
completas.
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4.2. Clasificadores

4.2.1. Por intensidad promedio de pixeles

Para este clasificador se grafican los promedios de los pixeles de cada
imagen, en consecuencia, se podrá observar un cierto valor umbral a
partir del cual puede darse la separación de las clases.

Figura 4.2: valor de las intensidades promedio de las regiones de interés.

Se calcularon las métricas de Exactitud (accuracy) y F1 Score para
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este clasificador obteniendo los siguiente resultados:

Métrica Valor
Exactitud 66.94%
F1 Score 61.77%

Tabla 4.1: Métricas del clasificador basado en la intensidad promedio de
pixeles.

4.2.2. Por conteo de pixeles

Se muestra la gráfica de cantidad de imágenes (ROI´s), contra can-
tidad de pixeles (obscuros y claros).

Figura 4.3: Cantidad de imágenes que tienen un cierto número de pixeles
arriba del umbral.
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Los valores obtenidos para las métricas usadas son los siguientes:

Métrica Valor
Exactitud 59.32%
F1 Score 49.18%

Tabla 4.2: Valores de las métricas para el clasificador por conteo de
pixeles.



4.2. CLASIFICADORES 55

4.2.3. Por contraste

Para aquellas imágenes con mayor rango de valores en cuanto a in-
tensidad de pixeles, se espera que pertenezcan a la clase de obesidad,
pues en las gráficas anteriores se notó que hay muchos datos del grupo
de obesidad que tienen pixeles bajos, sin embargo, hay pocos datos del
grupo de normopeso con pixeles altos.
En la siguiente gráfica se puede ver el número de imágenes que tienen
un cierto contraste, esto muestra cómo se podrían clasificar los datos a
partir de un cierto valor de contraste.

Figura 4.4: Cantidad de imágenes y contrastes de las ROI´s.

Las métricas obtenidas para este clasificador tienen los siguiente va-
lores:
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Métrica Valor
Exactitud 47.45%
F1 Score 31.47%

Tabla 4.3: Valores de las métricas para el clasificador por contraste.

Los resultados de las métricas para los clasificadores utilizando las
imágenes completas son los siguientes:

Clasificador Intensidad promedio Conteo de pixeles Contraste
Exactitud 68.64% 63.55% 59.32%
F1 Score 68.29% 63.15% 60.72%

Tabla 4.4: Métricas de los clasificadores usando imágenes completas

A continuación, se describen los resultados obtenidos con el SVM
como clasificador de los datos.

4.2.4. SVM

Se utilizó el clasificador SVM como un nuevo método de clasificación
pues se trata de un clasificador muy recurrido en Machine Learning de-
bido a su efectividad en espacios de dimensiones muy grandes; se crearon
nuevamente dos clasificadores y se obtuvieron los siguientes resultados
tanto en ROI´s como imágenes completas y para diferentes kernels del
SVM.

Kernel Lineal Gaussiano Cuadrático
Exactitud 66.66% 62.50% 54.16%
F1 Score 66.19% 57.72% 38.06%

Tabla 4.5: Tabla de métricas para ROI´s.

Los resultados obtenidos en las métricas para el SVM utilizando las
imágenes completas son los siguientes:
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Kernel Lineal Gaussiano Cuadrático
Exactitud 95.83% 87.50% 83.33%
F1 Score 95.81% 87.52% 82.59%

Tabla 4.6: Tabla de métricas del SVM para imágenes completas.

A continuación, se presenta un modelo de red neuronal convolucional
para poder hacer una comparación de todos los métodos utilizados en
este trabajo.



58 CAPÍTULO 4. RESULTADOS

4.3. Redes Neuronales

4.3.1. MODELO: CNN 1.

Este modelo consistió en utilizar un modelo de red neuronal com-
plejo para hacer la clasificación de las imágenes, se trata del modelo
preentrenado VGG-16 (sección 2.3.3), mismo que tras un entrenamiento
de 500 épocas arrojó los siguientes resultados para la función de pérdida
y para la exactitud:

Figura 4.5: Gráfica de los valores de la función de pérdida y la exactitud
del conjunto de validación con respecto a las épocas de entrenamiento.

Podemos notar que hay una disminución importante en la función
de pérdida durante el entrenamiento. La función de pérdida para el
conjunto de prueba llegó al valor de 39.76%, por otro lado, la exactitud
en el conjunto de prueba llegó a un valor de 88.23%.
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4.3.2. MODELO: CNN 2.

Como se explicó en la sección (2.3.3), el modelo VGG19 es un modelo
con más parámetros que el VGG16 por lo que es natural pensar que con
un modelo más complejo, se podrá obtener una mayor exactitud en
cuanto a la clasificación que se pretende hacer; el entrenamiento se hizo
también con 500 épocas obteniendo los siguientes resultados:

Figura 4.6: Gráfica de los valores de la función de pérdida y la exactitud
del conjunto de validación con respecto a 500 épocas de entrenamiento.

La función de pérdida durante el entrenamiento disminuyó y al final
de 500 épocas mostraba tendencia a seguir disminuyendo. La exactitud
en el conjunto de prueba alcanzó un valor de 83.33%.

Se aumentan 200 épocas al entrenamiento, obteniendo las siguientes
gráficas:
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Figura 4.7: Gráfica de los valores de la función de pérdida y la exactitud
del conjunto de validación con respecto a 700 épocas de entrenamiento.

La función de pérdida en el conjunto de prueba disminuyó hasta un
valor de 38.64% y la exactitud alcanzó un valor de 79.41%.
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Discusión y Conclusiones

En mejor de los tres clasificadores iniciales propuestos es el de inten-
sidad de pixeles promedio, se puede notar de la gráfica 4.2 que hay una
separación de los datos; para el clasificador por conteo de pixeles arriba
de un cierto threshold, se ve que es complicado hacer una separación
por clases de los datos debido a que las imágenes del grupo de obe-
sos contienen cantidades de pixeles intensos que van desde 0 hasta casi
160, significando que los datos de obesidad están repartidos entre todos
los datos de normopeso y para el clasificador por contraste, la separa-
ción de los grupos es más complicada dado que la mayoría de los datos
(de ambos grupos) se encuentran en los mismos rangos de valores de
contraste. Al tomar las imágenes completas y clasificarlas de la misma
forma, los resultados 4.4 muestran una gran diferencia en comparación
con las métricas obtenidas de las ROI´s 4.1,4.2 y 4.3. Por otro lado, el
clasificador SVM no resultó ser muy bueno en cuanto a la clasificación
de ROI´s, pues las métricas son comparables con las de los clasifica-
dores anteriores, sin embargo, al utilizar imágenes completas para este
modelo, se obtienen ganancias muy grandes pues la exactitud mejora
cerca del 30%; además el kernel lineal resulta ser mejor para separar los
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datos. Finalmente, los resultados obtenidos en las redes neuronales son
similares entre sí, pues las redes en estructura son parecidas y a pesar
de que se esperaba tener un mejor desempeño del modelo VGG-19, se
tuvo en el VGG-16, lo cual se le atribuye a la forma de los datos, no
siempre al elegir un modelo más complejo significa que se obtendrán
mejores resultados.

Dentro del campo de la Física Médica destacan trabajos basados en
el SVM para la creación de clasificadores binarios similares al de este
trabajo de tesis, tal es el caso de [24] en donde se realizó un diagnóstico
diferencial entre temblor esencial y enfermedad de Parkinson y al elimi-
nar los casos atípicos llegaron a un 100% de exactitud, por otro lado,
para un análisis similar [33] también utilizaron tres kernels del SVM,
la exactitud fue mejorando del kernel lineal, cuadrático y gaussiano de
manera respectiva. Para el caso de la clasificación de MRI hepáticas
completas de niños con obesidad y normopeso, los resultados fueron dis-
minuyendo en los mismos kernels 4.6, lo cual se atribuye directamente
a las características de los datos. Se puede afirmar que el SVM resulta
ser más eficiente para la clasificación de MRI respecto a otras técnicas
de clasificación estudiadas pues presentan claras ventajas que justifican
los buenos resultados obtenidos.

En cuanto a las redes neuronales, se han reportado trabajos como
el de Ahsan Bin Tufail et al.[28], en donde se hace un clasificador bi-
nario de imágenes de resonancia magnética de cerebro para distinguir
los sujetos con enfermedad de Alzheimer de los sujetos sanos, utilizan-
do Transfer Learning con la implementación de los modelos Inception
versión 3 y Xception, que se entrenan con el conjunto de datos de Ima-
geNet, igual que para este trabajo. En su caso resultó que el modelo
CNN personalizado que construyeron para resolver el problema, no su-
peró al hecho mediante Transfer Learning [28], lo cual muestra que crear
una red neuronal adaptándola específicamente al problema, no garantiza
que funcione mejor. Otra forma eficiente de crear modelos con transfe-
rencia de aprendizaje para clasificación de imágenes es la que se hizo en
[34], donde se implementó el modelo VGG-19 para detectar nódulos pul-
monares a partir de imágenes de Tomografía Computarizada mediante
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segmentación y clasificación, las diferencias son, entre otras cosas, que
se recortaron las imágenes al tamaño 224x224 (que es con el que funcio-
nan los modelos VGG), el lugar de adaptar el modelo al tamaño de las
imágenes y obtuvieron mejores resultados en comparación con el modelo
VGG-16. Las limitaciones de estudiar la obesidad con MRI hepáticas,
empiezan desde la posibilidad de que los resultados se vean afectados
al usar las imágenes completas, pues hay información no solo del híga-
do, sino de otras partes del cuerpo que aparecen a lo largo y ancho de
las imágenes, lo cual podría resultar en que los clasificadores se basen
en pixeles que están fuera del hígado, las distribuciones de los datos
se encuentran sin modificaciones, no se descarta la posibilidad de hacer
modificaciones para intentar mejorar la exactitud. Este trabajo se puede
extender de varias formas. Como trabajo futuro, se pretende explorar
otras modalidades de imágenes, y el problema de clasificación multi-
clase de la Esteatosis Hepática que logre comprender niños sanos, con
Esteatosis leve y niños con EHGNA. Por otro lado, también se pretende
explorar otras arquitecturas de redes neuronales y obtener información
sobre el aprendizaje de arquitecturas de más redes neuronales a través
de diferentes perspectivas.

Se crearon modelos de ML que permitieron hacer la distinción entre
los dos grupos estudiados de los cuales el SVM resultó ser mejor incluso
que los modelos de TL creados, se analizaron los datos MRI mediante
estadística descriptiva por clases que finalmente, al hacer la comparación
de los modelos se puede decir que la capacidad de los modelos de TL son
bastante eficientes en comparación con los clasificadores realizados, sin
embargo, el SVM resultó superior a todos y las métricas lo demuestran.
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APÉNDICE A

Códigos.

#Codigo de l c l a s i f i c a d o r SVM
"""## B i b l i o t e c a s """
import os
import numpy as np
import pandas as pd
import matp lo t l i b . pyplot as p l t
import matp lo t l i b . image as mpimg
from PIL import Image
import seaborn as sns
from s k l e a rn import svm
from s k l e a rn . svm import SVC
from s k l e a rn . mode l_se lect ion import t r a i n_te s t_sp l i t
from s k l e a rn . svm import LinearSVC
from s k l e a rn . p i p e l i n e import make_pipeline
from s k l e a rn . p r ep ro c e s s i ng import StandardSca ler
from s k l e a rn . met r i c s import f1_score , accuracy_score

# Tener acceeso a l d i r e c t o r i o de l o s datos
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from goog l e . co lab import dr iv e
d r i v e . mount ( ’ / content / dr iv e ’ )

path = "/ content / dr iv e /MyDrive/ROIPRECISAS"

image_dir = sorted ( os . l i s t d i r ( path ) )
images = [ ]
max = np . z e r o s (118)
i = 0
for image_name in image_dir :

image_path = f "{path }/{image_name}"
img = mpimg . imread ( image_path , format=’png ’ ) . reshape (
( 14 , 11 , 1 ) )
max[ i ] = img .max( )
img_rescale = ( img∗255)

img_int = img_rescale . astype ( int )
images . append ( img_int )
i+= 1

image_num = 167
normo_num = 85
#Hacer vec t o r de e t i q u e t a s en t re obesos y normopesos
Normopeso = np . repeat ( ’Normopeso ’ , normo_num)
Obesidad = np . repeat ( ’ Obesidad ’ , image_num−normo_num)
l a b e l s = np . hstack ( (Normopeso , Obesidad ) )

"""### Dividimos da t a s e t """

x_train , x_test , y_train , y_test=t r a i n_t e s t_sp l i t ( images ,
l ab e l s , t e s t_s i z e =0.20 , random_state=0, s t r a t i f y=l a b e l s )

x_train = np . array ( x_train )
x_test = np . array ( x_test )
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row_image = 14
col_image = 11

#Definimos modelo LINEAL
model_svm = make_pipeline ( StandardSca ler ( ) , LinearSVC (
random_state=0, t o l=1e−5,max_iter = 1000))

#Entrenamos modelo
model_svm . f i t ( x_train . reshape ( ( len ( x_train ) ,
row_image∗col_image ) ) , y_train , )

y_pred = model_svm . p r ed i c t ( x_test . reshape ( ( len ( x_test ) ,
row_image∗col_image ) ) )

#Definimos modelo gauss iano
model_svmgauss = make_pipeline ( StandardSca ler ( ) ,
SVC( ke rne l =’ rb f ’ , random_state=0, t o l=1e−5,max_iter = 1000))

#Entrenamos e l modelo
model_svmgauss . f i t ( x_train . reshape ( ( len ( x_train ) ,
row_image∗col_image ) ) , y_train , )

y_predgauss = model_svmgauss . p r ed i c t ( x_test . reshape (
( len ( x_test ) , row_image∗col_image ) ) )

#Definimos modelo cuadra t i co
model_svmsquare = make_pipeline ( StandardSca ler ( ) ,
SVC( ke rne l =’ poly ’ , degree=2, random_state=0, t o l=1e−5,
max_iter = 1000))

#Entrenamos e l modelo
model_svmsquare . f i t ( x_train . reshape ( ( len ( x_train ) ,
row_image∗col_image ) ) , y_train , )
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y_predsqr = model_svmsquare . p r ed i c t ( x_test . reshape (
( len ( x_test ) , row_image∗col_image ) ) )

y_predsqr

"""Metricas d e l modelo l i n e a l """

print ( " accuracy " , accuracy_score ( y_test , y_pred ) )

f1_score ( y_test , y_pred , average=’ weighted ’ )

"""Metricas d e l modelo sqr """

print ( " accuracy " , accuracy_score ( y_test , y_predsqr ) )

f1_score ( y_test , y_predsqr , average=’ weighted ’ )

"""Metricas d e l modelo gauss iano """

print ( " accuracy " , accuracy_score ( y_test , y_predgauss ) )

f1_score ( y_test , y_predgauss , average=’ weighted ’ )

#Codigo de l modelo VGG−16

### Bi b l i o t e c a s

import numpy as np
import matp lo t l i b . pyplot as p l t
import matp lo t l i b . image as mpimg
from s k l e a rn . mode l_se lect ion import t r a i n_te s t_sp l i t
import os
import seaborn as sns
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import pandas as pd
import matp lo t l i b . image as mpimg
import sys
from os import l i s t d i r
from os . path import i s f i l e , j o i n
! pip i n s t a l l pydicom
import pydicom
# Tener acceeso a l d i r e c t o r i o de l o s datos
from goog l e . co lab import dr iv e
d r i v e . mount ( ’ / content / dr iv e ’ )

"""### Code"""

path = "/ content / dr iv e /MyDrive/ imgsdosgrupos "

image_dir = sorted ( os . l i s t d i r ( path ) )
images = [ ]
for i in image_dir :
#image_path = pydicom . r ead_f i l e ( os . path . j o i n ( path , i ) )
image_path = os . path . j o i n ( path , i )
img = pydicom . dcmread ( image_path )
images . append ( img . p ixe l_array )

images = np . array ( images ) #Convertimos nues tra l i s t a
de imagenes en un np . array ( )

images . shape

image_num = 167
normo_num = 85
# Hacer e l v e c t o r de e t i q u e t a s en t re obes idad y normopeso
normopeso = np . repeat (0 , normo_num)
obes idad = np . repeat (1 , image_num−normo_num)
l a b e l s = np . hstack ( ( normopeso , obes idad ) )
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x_train , x_test , y_train , y_test=t r a i n_t e s t_sp l i t ( images ,
l ab e l s , t e s t_s i z e =0.20 , random_state=0, s t r a t i f y=l a b e l s )
#separar e l conjunto en entrenam , prueba ( con s p l i t )
x_train = np . expand_dims ( x_train , ax i s=3)

x_train = np . repeat ( x_train , r epea t s =3, ax i s=3)
x_test = np . expand_dims ( x_test , ax i s=3)
x_test = np . repeat ( x_test , r epea t s =3, ax i s=3)
y_train = np . array ( y_train )
y_test = np . array ( y_test )

print ( x_train . shape , x_test . shape , y_train . shape ,
y_test . shape )

print ( x_train . shape , x_test . shape , y_train . shape ,
y_test . shape )

"""## Keras t r an s f e r l e a rn ing & f ine−tuning

### Databases

import t en so r f l ow as t f
from t en so r f l ow import keras
from t en so r f l ow . keras . a p p l i c a t i o n s . vgg16 import VGG16
from t en so r f l ow . keras . a p p l i c a t i o n s . vgg16
import preprocess_input
#from t en so r f l ow . keras . p r ep roce s s ing import image
from t en so r f l ow . keras . models import Model
from t en so r f l ow . keras . l a y e r s import Dense ,
GlobalAveragePooling2D
from t en so r f l ow . keras . l a y e r s import Input

from keras . u t i l s import np_ut i l s
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from t en so r f l ow . keras import op t im i z e r s
from keras . u t i l s . v i s_u t i l s import plot_model
import t en so r f l ow . keras . backend as TF
TF. f l o a t x ( )

"""### Preprocesamiento de l o s d a t a s e t s """
#transformammos datos
x_train = x_train . astype (TF. f l o a t x ( ) ) / 255

#transformammos datos en t re 0 y 1
x_test = x_test . astype (TF. f l o a t x ( ) ) / 255

"""### Def in i c i on de l Modelo"""

base_model = VGG16( weights=’ imagenet ’ , include_top=False )
x = base_model . output
x = GlobalAveragePooling2D ( ) ( x ) #se aplana aqui
#capa de s a l i d a dos c l a s e s
p r e d i c t i o n s = Dense (1 , a c t i v a t i o n=’ s igmoid ’ ) ( x )
#siempre se pone una capa dense a l f i n a l

# t h i s i s the model we w i l l t r a i n
model = Model ( inputs=base_model . input , outputs=p r ed i c t i o n s )

"""### Vi sua l i z a c i on de l Modelo"""

for l a y e r in base_model . l a y e r s :
l a y e r . t r a i n ab l e = False

#Veri f icamos que so l o l a u l t ima capa se va a
ent renar para nuest ro modelo
print (model . summary ( ) )
# Visua l i z a c i on

plot_model (model , t o_ f i l e=’VGG16REDcompl . png ’ ,
show_shapes=True , show_layer_names=True )
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# compi le the model ( shou ld be done ∗ a f t e r ∗
s e t t i n g l a y e r s to non−t r a i n ab l e )
model . compile ( opt imize r=opt im i z e r s .RMSprop(
l ea rn ing_rate =0.001) , l o s s=’ b inary_crossentropy ’ ,
met r i c s=[ ’ accuracy ’ ] ) #l o s s es para cuando tenemos
problema b ina r i o l e a rn i ng ra t e es e l paso de
descenso que tan rapido va a i r bajando
#con un l ea rn ing ra t e de 0.01 e s t a b ien a veces
e s t e parametro s i g n i f i c a muy bueno o mal rendimiento
del modelo para que me asegure que voy a l l e g a r mas
abajo en e l descenso ( pasote o pa s i t o s )
#alpha = 0.0001 # razon de aprend i za j e
#decay = 0.0001
#model . compi le ( op t imi ze r =op t im i z e r s .Adam( l r=alpha ,
decay=decay ) , l o s s = ’ b inary_crossentropy ’ ,
met r i c s = [ ’ accuracy ’ ] )

import time
t i c = time . time ( )
h i s t o r y = model . f i t ( x_train , y_train ,
epochs=500 , batch_size=64, v a l i d a t i o n_sp l i t =0.2 , verbose=1)
#x t r a i n i n c l y e a l v a l i d a t i on , l o separo de nuevo .
toc = time . time ( )
print ( ’ seconds=’ , toc−t i c )
#p l o t e a r va l_ lo s s y val_acc

"""### Vi sua l i z a t i o n o f Training """

# t r a i n i n g h i s t o r y
l o s s = h i s t o r y . h i s t o r y [ ’ l o s s ’ ]
acc = h i s t o r y . h i s t o r y [ ’ accuracy ’ ]

s t a r t = 0
end = len ( l o s s )
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epochs = range ( s t a r t , end )
p l t . f i g u r e (2 , f i g s i z e =(32 ,10))
p l t . subp lot ( 1 , 2 , 1 )
p l t . p l o t ( epochs , l o s s [ s t a r t : end ] , ’ r . ’ ,
l a b e l=’ Train ing ␣ l o s s ’ )
#p l t . p l o t ( epochs , va l_ lo s s [ s t a r t : end ] , ’ r . ’ ,
l a b e l=’ Train ing ␣ va l_los s ’ )
#p l t . p l o t ( epochs , val_acc [ s t a r t : end ] , ’ b ’ ,
l a b e l=’ Va l idat i on ␣val_accuracy ’ )
p l t . p l o t ( epochs , acc [ s t a r t : end ] , ’ b ’ ,
l a b e l=’ Va l idat i on ␣ accuracy ’ )
p l t . t i t l e ( ’ Train ing ␣and␣ va l i d a t i o n ␣BCE␣ l o s s ’ )
p l t . x l ab e l ( ’ Epochs ’ )
p l t . y l ab e l ( ’ Loss ␣ (BCE) ’ )
p l t . l egend ( )
p l t . show ( )

"""### Evaluate on Test """

t e s t_ lo s s , test_acc = model . eva luate ( x_test ,
y_test , verbose=1)
print ( "Test ␣ l o s s : " , t e s t_ l o s s )
print ( "Test ␣ accuracy : " , test_acc )

model . p r ed i c t ( x_test ) . shape

"""### Saving Model

"""

model . save ( "VGG16RED500epocs . h5" )
model = keras . models . load_model ( "myVGG16500epocs . h5" )
del model

model . p r ed i c t (np . expand_dims ( x_test [ 1 1 ] , ax i s =0))
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x_test . shape

#Codigo de l modelo VGG−19
### Bi b l i o t e c a s
import numpy as np
import matp lo t l i b . pyplot as p l t
import matp lo t l i b . image as mpimg
from s k l e a rn . mode l_se lect ion import t r a i n_te s t_sp l i t
import os
import seaborn as sns
import pandas as pd
import matp lo t l i b . image as mpimg
import sys
from os import l i s t d i r
from os . path import i s f i l e , j o i n
! pip i n s t a l l pydicom
import pydicom
# Tener acceeso a l d i r e c t o r i o de l o s datos
from goog l e . co lab import dr iv e
d r i v e . mount ( ’ / content / dr iv e ’ )

"""### Code"""
path = "/ content / dr iv e /MyDrive/ imgsdosgrupos "

image_dir = sorted ( os . l i s t d i r ( path ) )
images = [ ]
for i in image_dir :
#image_path = pydicom . r ead_f i l e ( os . path . j o i n ( path , i ) )
image_path = os . path . j o i n ( path , i )
img = pydicom . dcmread ( image_path )
images . append ( img . p ixe l_array )

images = np . array ( images )
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images . shape

image_num = 167
normo_num = 85
# Hacer e l v e c t o r de e t i q u e t a s en t re obes idad y normopeso
normopeso = np . repeat (0 , normo_num)
obes idad = np . repeat (1 , image_num−normo_num)
l a b e l s = np . hstack ( ( normopeso , obes idad ) )

x_train , x_test , y_train , y_test=t r a i n_t e s t_sp l i t ( images ,
l ab e l s , t e s t_s i z e =0.20 , random_state=0, s t r a t i f y=l a b e l s )
x_train = np . expand_dims ( x_train , ax i s=3)
x_train = np . repeat ( x_train , r epea t s =3, ax i s=3)
x_test = np . expand_dims ( x_test , ax i s=3)
x_test = np . repeat ( x_test , r epea t s =3, ax i s=3)
y_train = np . array ( y_train )
y_test = np . array ( y_test )

print ( x_train . shape , x_test . shape , y_train . shape , y_test . shape )

print ( x_train . shape , x_test . shape , y_train . shape , y_test . shape )

"""## Keras t r a n s f e r l e a rn ing \& f ine−tuning

### Databases
"""

import t en so r f l ow as t f
from t en so r f l ow import keras
from t en so r f l ow . keras . a pp l i c a t i o n s . vgg19 import VGG19
from t en so r f l ow . keras . a pp l i c a t i o n s . vgg19
import preprocess_input
#from ten so r f l ow . keras . p r eproce s s ing import image
from t en so r f l ow . keras . models import Model
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from t en so r f l ow . keras . l a y e r s import Dense ,
GlobalAveragePooling2D
from t en so r f l ow . keras . l a y e r s import Input

from keras . u t i l s import np_uti l s
from t en so r f l ow . keras import opt im i z e r s
#v i s u a l i z a c i o n de l Modelo
from keras . u t i l s . v i s_u t i l s import plot_model
import t en so r f l ow . keras . backend as TF
TF. f l o a t x ( )

"""### Preprocesamiento de l o s d a t a s e t s """

x_train = x_train . astype (TF. f l o a t x ( ) ) / 255
x_test = x_test . astype (TF. f l o a t x ( ) ) / 255

"""### Def in i c i on de l Modelo"""

base_model = VGG19( weights=’ imagenet ’ , include_top=False )
x = base_model . output
x = GlobalAveragePooling2D ( ) ( x ) #se aplana aqui
#capa de s a l i d a dos c l a s e s
#siempre se pone una capa dense a l f i n a l
p r e d i c t i o n s = Dense (1 , a c t i v a t i o n=’ s igmoid ’ ) ( x )

# t h i s i s the model we w i l l t r a i n
model = Model ( inputs=base_model . input , outputs=p r ed i c t i o n s )

"""### Visua l i z a c i on de l Modelo"""

for l a y e r in base_model . l a y e r s :
l a y e r . t r a i n ab l e = False

#Veri f icamos que so l o l a u l t ima capa se va entrenar
para nuest ro modelo
print (model . summary ( ) )
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# Visua l i z a c i on

plot_model (model , t o_ f i l e=’VGG19RED. png ’ , show_shapes=True ,
show_layer_names=True )

# compi le the model ( despues de con f i gu ra r l a s capas
del no ent r enab l e )
model . compile ( opt imize r=opt im i z e r s .RMSprop( l ea rn ing_rate=
0 . 001 ) , l o s s=’ b inary_crossentropy ’ , met r i c s =[ ’ accuracy ’ ] )
#alpha = 0.0001 # razon de aprend i za j e
#decay = 0.0001
#model . compi le ( op t imi ze r =op t im i z e r s .Adam( l r=alpha ,
decay=decay ) , l o s s = ’ b inary_crossentropy ’ ,
met r i c s = [ ’ accuracy ’ ] )

import time
t i c = time . time ( )
h i s t o r y = model . f i t ( x_train , y_train , epochs=700 ,
#x t r a i n i n c l y e a l v a l i d a t i o n
batch_size=64, v a l i d a t i o n_sp l i t =0.2 , verbose=1)

toc = time . time ( )
print ( ’ seconds=’ , toc−t i c )
#p l o t e a r va l_ lo s s y val_acc

"""### Vi sua l i z a t i o n o f Training """

# t r a i n i n g h i s t o r y
l o s s = h i s t o r y . h i s t o r y [ ’ l o s s ’ ]
acc = h i s t o r y . h i s t o r y [ ’ accuracy ’ ]

s t a r t = 0
end = len ( l o s s )
epochs = range ( s t a r t , end )
p l t . f i g u r e (2 , f i g s i z e =(32 ,10))
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p l t . subp lot ( 1 , 2 , 1 )
p l t . p l o t ( epochs , l o s s [ s t a r t : end ] , ’ r . ’ ,
l a b e l=’ Train ing ␣ l o s s ’ )
#p l t . p l o t ( epochs , va l_ lo s s [ s t a r t : end ] , ’ r . ’ ,
l a b e l=’ Train ing ␣ va l_los s ’ )
#p l t . p l o t ( epochs , val_acc [ s t a r t : end ] , ’ b ’ ,
l a b e l=’ Va l idat i on ␣val_accuracy ’ )
p l t . p l o t ( epochs , acc [ s t a r t : end ] , ’ b ’ ,
l a b e l=’ Va l idat i on ␣ accuracy ’ )
p l t . t i t l e ( ’ Train ing ␣and␣ va l i d a t i o n ␣BCE␣ l o s s ’ )
p l t . x l ab e l ( ’ Epochs ’ )
p l t . y l ab e l ( ’ Loss ␣ (BCE) ’ )
p l t . l egend ( )
p l t . show ( )

"""### Evaluate on Test """

t e s t_ lo s s , test_acc = model . eva luate ( x_test ,
y_test , verbose=1)
print ( "Test ␣ l o s s : " , t e s t_ l o s s )
print ( "Test ␣ accuracy : " , test_acc )

model . p r ed i c t ( x_test ) . shape

"""### Saving Model

"""

’ ’ ’ model . save ("myVGG19RED. h5 ")
d e l model
model = keras . models . load_model ("myVGG19. h5 ") ’ ’ ’

’ ’ ’ model . p r e d i c t (np . expand_dims ( x_tes t [ 8 7 ] , a x i s =0)) ’ ’ ’
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