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Resumen

El problema de la descripción automática de imágenes con comprensión lectora
consiste en obtener descripciones textuales dada una imagen de entrada, con la
condición de que dichas descripciones deben tomar en cuenta el texto presente en la
escena visual. Para resolver este problema, es necesario que los sistemas sean capaces
de leer, comprender y utilizar el texto léıdo, además de comprender la escena, los
actores y los objetos involucrados en la misma, por último, el sistema debe ser capaz
de integrar todo y describirlo en lenguaje natural.

Dada la complejidad del problema, los sistemas y propuestas disponibles en la
literatura hacen uso de técnicas y modelos que resultan sumamente costosos, tanto
en términos de memoria como de procesamiento. En este trabajo se proponen dos
arquitecturas de aprendizaje profundo (L-M4C y L-CNMT) que son capaces de
resolver el problema, obteniendo puntajes cercanos al estado-del-arte y superando a
los diversos métodos disponibles en la literatura, todo esto mientras se reduce el uso
de memoria (del módulo de lectura) hasta en un 94 %. La principal aportación se
encuentra en el reemplazo del modelo de representación de texto, originalmente se
utilizaban vectores FastText, mientras que las propuestas de este trabajo utilizan
vectores GloVe.

La segunda aportación de este trabajo consiste en presentar la primera arquitec-
tura bilingüe (ML M4C) para el problema de la descripción automática de imágenes
con comprensión lectora. Dicha arquitectura es capaz de alcanzar puntajes cercanos
al estado-del-arte en el idioma inglés, y, además, es capaz de resolver el problema
para el idioma español. ML M4C está diseñada para resolver el problema hasta en
102 idiomas distintos, sin necesidad de realizar cambios mayores al diseño.
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Hay enseñanzas que toman años para comprender, pero que marcan significativa-
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CAP�ITULO1

Introducci�on

En los humanos, la percepci�on es la forma en la que el cerebro interpreta las

se~nales que recibe a trav�es de los sentidos. En [Efron, 1969] se de�ne como la forma

primaria del ser humano para el contacto cognitivo con el mundo que le rodea. La

importancia de la percepci�on como parte de la conciencia y el razonamiento ha

sido resaltada en doctrinas �los�o�cas como el empirismo de Bacon o el aforismo

de Locke: \No existe nada en la mente que no haya pasado antes por los sentidos"

[Russell and Norvig, 2002]. En las m�aquinas funciona de forma similar, la percepci�on

(dada a trav�es de sensores) les proporciona informaci�on sobre el mundo que les rodea,

la percepci�on computacional implica dotar a las m�aquinas de la capacidad de recibir

est��mulos de su entorno, de forma que sea capaz de procesarlos, entenderlos y, en

algunos casos, de razonar con ellos.

Las m�aquinas pueden emular sentidos como el o��do, el tacto y la visi�on, pero

adem�as, tienen acceso a formas de percepci�on que no son naturales para los humanos:

ondas de radio, infrarrojos, posicionamiento global y se~nales inal�ambricas. El enfoque

principal de este trabajo se encuentra en la intersecci�on, entre en la percepci�on visual

(o visi�on por computadora) y el procesamiento del lenguaje natural.

Es claro que se han realizado avances signi�cativos en diversas �areas de la

1



visi�on por computadora, sin embargo, la descripci�on de im�agenes con lenguaje

natural (conocido como \image captioning" en ingl�es) contin�ua siendo un problema

extremadamente complejo, pues su soluci�on est�a compuesta por una combinaci�on de

t�ecnicas de visi�on computacional y procesamiento del lenguaje natural. Adem�as, esta

�area cuenta con una gran variedad de problemas pendientes de resolver (e.g. adici�on

de comprensi�on lectora, procesamiento de idiomas distintos al ingl�es, eliminaci�on

de sesgos en el texto generado, uso de relaciones complejas entre objetos, entre

otros.)[Kumar and Goel, 2017]. La integraci�on de comprensi�on lectora a los sistemas

de subtitulado autom�atico de im�agenes se puede considerar dentro de esos problemas.

La descripci�on autom�atica de im�agenes tradicional (DAI) es un problema de

la inteligencia arti�cial que se enfoca en generar descripciones en lenguaje natural,

de pr�acticamente cualquier escena visual o imagen dada como entrada al modelo.

Por otra parte, la descripci�on autom�atica de im�agenes con comprensi�on lectora

(DAICL) es un reto relativamente reciente, pues el primer conjunto de datos enfocado

a este problema vio la luz en el a~no 2020 [Sidorov et al., 2020]. La DAICL consiste

en generar arquitecturas, sistemas o modelos inteligentes capaces de describir, en

lenguaje natural, cualquier escena visual dada, con la complejidad a~nadida de que

dicho sistema tiene que ser capaz de leer el texto presente en la escena, y, adem�as,

integrarlo de forma coherente en la descripci�on �nal. Una de�nici�on m�as completa

del problema se puede encontrar a continuaci�on.

1.1. De�nici�on del problema

El problema se puede de�nir de manera formal como sigue: Encontrar una funci�on

f que, dada una imagen de entradaI n sea capaz de generar una descripci�on en

lenguaje natural deI n , esto es, generar un conjunto de palabrasf p1; p2; :::; pmg que

describan objetos, acciones y caracter��sticas de la imagen de entrada, de forma

coherente y respetando las reglas gramaticales del lenguaje objetivo (ingl�es y espa~nol

para este trabajo). Lo anterior se puede formalizar como sigue:

f (I n ) = f p1; p2; :::; pmg; (1.1)

2



en donde la secuencia de palabras debe cumplir lo siguiente:

El conjunto de palabrasf p1; p2; :::; pmg debe ser coherente y respetar las reglas

gramaticales del idioma objetivo, adem�as de describir objetos, acciones, detalles

o texto escrito, presentes enI n .

La funci�on f ser�a una arquitectura de aprendizaje profundo capaz de detectar

entidades, acciones y texto en una escena, y describirlos en t�erminos de lenguaje

natural.

Como ya se ha mencionado, la adici�on de la capacidad de leer a los sistemas

tradicionales de subtitulado de imagen implica retos t�ecnicos y caracter��sticas impor-

tantes que la mayor��a de propuestas en el �area de la DAI tradicional no poseen, en

[Sidorov et al., 2020] se plantean los siguientes:

Determinar las relaciones entre los diferentestokens obtenidos mediante Reco-

nocimiento �Optico de Caracteres (OCR, por las siglas en ingl�es), as�� como las

relaciones entre dichostokensy el contexto visual de la imagen.

Determinar quetokensOCR pueden a~nadirse juntos a la descripci�on, tomando

en cuenta: sem�antica, relaci�on espacial, apariencia visual y contexto.

Alternar repetidamente entre las palabras del vocabulario y las palabras obte-

nidas a partir del OCR.

Parafrasear e inferir sobre la utilidad y el signi�cado de lostokens OCR en la

descripci�on �nal.

Aprender procesar palabras OCR nunca antes vistas (zero-shot learning).

La Figura 1.1 muestra tres ejemplos de como los modelos tradicionales de des-

cripci�on de imagen carecen de la habilidad de leer e integrar el texto presente en

escenas visuales, mientras que los humanos son perfectamente capaces de enriquecer

la descripci�on utilizando el texto le��do. Como se mencion�o anteriormente, un modelo

de descripci�on autom�atica de im�agenes con comprensi�on lectora debe ser capaz de

leer y utilizar el texto le��do, de forma que las descripciones generadas sean similares
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