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Introducción
Este trabajo se centra en la aplicación de la teoría de Ban-

didos Armados a problemas de decisión de Markov, con recom-
pensas difusas. En particular, se analizará una transformación
difusa trapezoidal de la recompensa en un entorno de Bandi-
dos Armados con recompensas esperadas totales descontadas.
Este enfoque permitirá explorar la transición entre la teoría
de Bandidos Armados nítidos con su contraparte difusa, y
proporcionará una herramienta valiosa para la toma de deci-
siones en entornos inciertos.

En 1933 [40], Thompson introdujo el problema de los Ban-
didos Armados, que consiste en asignar pacientes a trata-
mientos de eficacia desconocida. El objetivo es maximizar el
número de pacientes asignados al tratamiento más efectivo.
Thompson propuso un enfoque adaptativo para resolver este
problema. En 1952 [34], Robbins propuso que el tamaño y la
composición de las muestras en experimentos de muestreo no
debían estar fijos de antemano. El objetivo de Robbins era
minimizar el arrepentimiento por la recompensa total espera-
da en un horizonte finito.

En 1956 [2], Bellman aplicó la teoría de Programación Di-
námica para resolver problemas de control óptimo. Su obje-
tivo era maximizar la recompensa total esperada descontada
en un horizonte finito. Basándose en el trabajo de Bellman,
Gittins y Jones desarrollaron el índice de Gittins, para más
información se puede consultar [23]. Este índice es una medi-
da escalar que se asocia con cada proceso en el escenario de
Bandidos Armados y nos guía hacia la estrategia óptima en
cada etapa. El controlador selecciona el proceso con el mayor
índice de Gittins, en cada etapa, lo que define la estrategia
óptima.

Por otro lado, la teoría de números difusos se originó en
el trabajo pionero de Zadeh, “Fuzzy sets”, publicado en 1965
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[42]. En este trabajo, Zadeh introdujo las definiciones funda-
mentales de la teoría difusa, incluyendo la función de perte-
nencia, y estableció las operaciones básicas. Además, el tra-
bajo de Rudin [35] proporciona un compendio detallado sobre
la teoría de los espacios métricos, ofreciendo un desarrollo sis-
temático de esta área matemática.

En “Markov decision processes on finite spaces with fuzzy
total rewards” [15] se presenta una introducción a las variables
aleatorias difusas, donde se analiza el tratamiento de funcio-
nes con valores conjuntos y se define el valor esperado de va-
riables aleatorias difusas a través de la integral en sentido de
Auman . En los últimos años, se han desarrollado funciones de
recompensa difusa en los procesos de decisión de Markov con
funciones objetivo distintas al costo total descontado, puede
consultar [15] o [19]. Este enfoque amplía el marco clásico de
la teoría de la decisión, que se basa en valores precisos y bien
definidos, y lo extiende a situaciones con incertidumbre y va-
lores difusos. Luego, en [14], [20], [28], [27], [29] y [36] se han
proporcionado resultados de Procesos de Decisión de Markov
con diferentes características difusas, pero según nuestro co-
nocimiento, en ninguno de estos trabajos se ha desarrollado
específicamente el tema de los Bandidos Armados.

Esta tesis combina la teoría de Bandidos Armados con la
teoría difusa para crear un enfoque más robusto y flexible pa-
ra la toma de decisiones en entornos inciertos. El objetivo es
desarrollar un método que pueda manejar la incertidumbre
y la vaguedad en la toma de decisiones. Para alcanzar es-
te objetivo, se desarrollan modelos y algoritmos híbridos que
combinan la teoría de Bandidos Armados con la teoría difusa.
Estos modelos y algoritmos se evalúan en diferentes escena-
rios para determinar su eficacia y eficiencia.

Se analiza específicamente la aplicación de la teoría difu-
sa en la resolución de problemas de Bandidos Armados con
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recompensas difusas. Los resultados numéricos obtenidos de-
muestran la eficacia del enfoque propuesto en términos de op-
timización de la recompesa esperada. Se examina la conexión
entre la teoría de Bandidos Armados y la teoría de decisión
bajo incertidumbre, y se analiza cómo la teoría difusa puede
ser utilizada para mejorar la toma de decisiones en entornos
inciertos, mediante la incorporación de la incertidumbre y la
vaguedad en el proceso de decisión.

En síntesis, esta tesis ofrece una contribución sobre la teo-
ría de los Bandidos Armados y la teoría difusa, al presentar
un enfoque innovador para la toma de decisiones en entornos
inciertos, que combina la teoría de Bandidos Armados con
la teoría difusa. Esta investigación puede ser de interés para
investigadores y profesionales en el campo de la toma de deci-
siones, la inteligencia artificial y la teoría de la decisión bajo
incertidumbre, debido a que nos permite modelar situaciones
de toma de decisiones o en las que se deben adaptar cambios
en el entorno o las condiciones y puede llevar a mejoras signi-
ficativas en el rendimiento y eficiencia [37].
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Capítulo 1

Procesos de Decisión de
Markov

Este capítulo ofrece los conceptos fundamentales de los
Procesos de Decisión de Markov (PDM) y la Programación
Dinámica.

Se define el modelo de PDM y se analiza la estructura de
la toma de decisiones en este contexto. Además, se introdu-
ce la Programación Dinámica como herramienta para resol-
ver problemas de control óptimo. Finalmente, se discuten las
condiciones suficientes para garantizar la convergencia de la
función de valor óptimo. Boucherie y Van Dijk (2017) en [10]
presentan una colección de aplicaciones prácticas de procesos
de decisión de Markov en diferentes campos, tales como logís-
tica y cadena de suministros, sistemas de transporte, sistemas
de salud, finanzas y economía, energía y medio ambiente, co-
municaciones y redes, manufactura y producción.

1.1. Procesos de Decisión de Mar-
kov

Los Procesos de Decisión de Markov se basan en la idea
de que un sistema puede ser modelado como una sucesión de

1
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estados y acciones. En [25] se definen los procesos de deci-
sión de Markov como un modelo matemático para la toma de
decisiones en sistemas dinámicos. Para formalizar esta idea
definimos un Modelo de Control de Markov (MCM) de la si-
guiente manera.

Definición 1.1.1. Un Modelo de Control de Markov (MCM),
estacionario, a tiempo discreto, consiste de la quíntupla:

(X,A, {A(x)|x ∈ X}, Q, r)

en donde X y A son espacios de Borel no vacíos, llamados
espacio de estados y de acciones o controles, respectivamente.
Para cada x ∈ X,A(x) es un subconjunto medible no vacío de
A conocido como un conjunto de acciones admisibles para el
estado x ∈ X. El conjunto K de parejas de estados-acciones
admisibles, está definido por:

K := {(x, a)|x ∈ X, a ∈ A},

Q(·|·) es un kérnel estocástico definido en X dado K, llamado
ley de transición. Por último, r : K → R es una función
medible llamada función de recompensa (o costo) en un paso,
que asigna a cada pareja (x, a) ∈ K una recompensa r(x, a) ∈
R.

En la Figura 1.1 podemos observar cómo es la transición
del estado xt al estado xt+1, que se elige una acción, transi-
tamos al siguiente estado mediante Q y recibimos una recom-
pensa r(xt, at).

Un MCM estacionario a tiempo discreto se puede pensar
como un sistema estocástico controlado que se observa de ma-
nera periódica en los instantes t = 0, 1, 2, . . . La dinámica que
describe a este sistema estocástico funciona de la siguiente
forma: si el sistema se encuentra en el estado xt = x ∈ X
en el tiempo t y se aplica la acción at = a ∈ A(x), entonces
ocurren dos cosas:
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Figura 1.1: Diagrama de un Proceso de Decisión de Markov.

se recibe una recompensa (o se paga un costo) r(x, a)
(c(x, a)) y,

el sistema se traslada a un nuevo estado xt+1 mediante la
distribución de probabilidad Q(·|x, a) sobre X, es decir,

Q(B|x, a) = P (xt+1 ∈ B|xt = x, at = a),

B ∈ B(X), donde B(X) denota la σ−álgebra de Borel de
X. Es decir, la probabilidad de que el sistema se traslade
a un nuevo estado que se encuentre en el conjunto B,
dado que se encuentra en el estado x ∈ X y se aplica la
acción a ∈ A(x), se denota por Q(B|x, a).

Una vez hecha esta transición a un nuevo estado, se elige
una nueva acción y el proceso anteriormente descrito se repite.
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1.1.1. Políticas de control
Para introducir el concepto de estrategia o política, con-

siderése un MCM y al espacio de las historias observadas del
proceso hasta el tiempo t, denotado por Ht, y definido como
H0 = X y Ht = K × Ht−1, para t = 1, 2, . . . Un elemento de
Ht, llamado la historia hasta el tiempo t, es un vector de la
forma

ht = (x0, a0, x1, a1, . . . , xt−1, at−1, xt)
donde (xi, ai) ∈ K para i = 0, . . . , t− 1, xt ∈ X y ai ∈ A(xi).

Definición 1.1.2. Una política aleatorizada o simplemente
política, es una sucesión π = {πt}∞t=0 de kérneles estocásti-
cos, donde cada πt está definida sobre A dado Ht y satisface
que: πt(A(xt)|ht) = 1 para toda ht ∈ Ht y t = 0, 1, 2, . . ., el
conjunto de todas las políticas se denota por Π.

De acuerdo con esta definición, se puede ver a una política
π = {πt} como una sucesión {at} de variables aleatorias sobre
A, tales que, para cada historia y t = 0, 1, 2, . . ., la distribu-
ción de at es πt(·|ht) concentrada en el conjunto de acciones
admisibles A(xt). Es decir, la acción en cualquier tiempo t es
una variable aleatoria y depende de todas las historias.

Definición 1.1.3. Una política π ∈ Π es Determinista
Markoviana, si existe una sucesión {ft} ⊂ F, donde

F = {f : X → A|f es medible y f(x) ∈ A(x) para cada x ∈ X},

con la característica de que πt(·|ht) está concentrada en ft(xt)
para cada ht ∈ Ht y t = 0, 1, 2, . . ., si existe f ∈ F tal que para
toda t = 0, 1, 2, . . ., ft = f , entonces a π se le conoce como
una política Determinista Markoviana Estacionaria.

De la definición, se deduce que π(·|h) está concentrada en
f(x) si, πt(C|h) = IC(f(x)) para cada C ∈ B(A). Donde B(A)
denota la σ-álgebra de Borel de A e IC es la función indica-
dora sobre C.
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Dados π ∈ Π y x0 = x ∈ X, por el Teorema de Ionescu-
Tulcea (puede consultar [32]) existe una única medida de pro-
babilidad P π

x definida en el espacio canónico (Ω,F), donde
Ω := (X × A)∞ y F es su correspondiente σ-álgebra pro-
ducto, tal que para cada C ∈ B(A), B ∈ B(X), ht ∈ Ht y
t = 0, 1, 2, . . ., se tiene que

P π
x (at ∈ C|ht) = πt(C|ht) (1.1)

P π
x (xt+1 ∈ B|ht, at) = Q(B|xt, at) (1.2)

El proceso estocástico ((Ω,F , P π
x ), {xt}) es llamado un Pro-

ceso de Control de Markov a tiempo discreto o Proceso de
Decisión de Markov (PDM).

De acuerdo a (1.2), la distribución del estado xt+1 solo
depende de la pareja estado-acción (xt, at), dicha condición es
una propiedad tipo Markov. La esperanza con respecto a P π

x

será denotada por Eπ
x .

1.1.2. Criterio de Rendimiento
Cada PDM estará dotado de una función real, llamada

función objetivo o criterio de rendimiento, que medirá en al-
gún sentido la calidad de cada política, a través de la sucesión
de recompensas que genera.

Considere un PDM fijo y el conjunto de políticas Π. Se de-
fine el criterio de rendimiento Recompensa (o costo) total
descontada para π ∈ Π y x ∈ X, como sigue

υ(π, x) := Eπ
x

[ ∞∑
t=0

αtr(xt, at)
]
,

con x0 = x y α ∈ (0, 1). A α se le conoce como factor de
descuento. Cuando α = 1, el criterio es conocido como Re-
compensa (o costo) Total Acumulada. Al entero positivo
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N se le llama horizonte del problema, el cual representa el nú-
mero de etapas en el cual el sistema está operando y puede
ser finito o infinito.

Definición 1.1.4. Una política π∗ ∈ Π, es óptima, si para
cada x ∈ X

υ(π∗, x) = sup
π∈Π

υ(π, x).

La función V definida para x ∈ X como

V (x) := sup
π∈Π

υ(π, x)

se le llama función de valor óptimo.

El problema de control óptimo consiste en determinar a la
política óptima.

1.1.3. Programación Dinámica
La programación dinámica es una técnica utilizada para

resolver problemas de optimización en sistemas dinámicos. En
este contexto, se consideran problemas de control óptimo en
los que se busca maximizar una función de recompensa total
esperada.

En problemas con horizonte finito, se define la función de
valor óptimo como la máxima recompensa total esperada. El
teorema de programación dinámica establece que esta función
puede ser calculada de manera recursiva mediante la resolu-
ción de subproblemas más pequeños, [7].

En problemas con horizonte infinito, se define la función
de valor óptimo como la máxima recompensa total desconta-
da esperada. En este caso, se introduce el operador de pro-
gramación dinámica, que es una contracción en el espacio de
funciones medibles y acotadas.
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Se demuestra que la función de valor óptimo es un pun-
to fijo del operador de programación dinámica [32], lo que
permite aproximarse a ella mediante problemas con horizonte
finito. Además, se establece que existe una política óptima,
puede consultar [38], que satisface la ecuación de programa-
ción dinámica. Para ésto se asume que las recompensas de
cada bandido son independientes entre sí, las distribuciones
de recompensa de cada bandido son estacionarias en el tiem-
po y además las recompensas están acotadas en un intervalo
finito.

1.2. Modelo de Bandidos Armados
(BA)

El modelo de Bandidos Armados es un ejemplo clásico en
la teoría de decisión, [2], [24] y [34]. Consiste en un conjunto
de brazos (acciones), cada uno tiene una distribución de re-
compensas desconocida y un agente debe elegir un brazo en
cada instante de tiempo. El objetivo es maximizar la recom-
pensa total obtenida. Un modelo de Bandidos Armados es un
caso particular de un Proceso de Decisión de Markov, pues
tiene la misma estructura y la decisión (ati) que se toma en
el instante t no depende de toda la historia sino del estado Xt.

Primero se presenta la estructura del modelo de Bandidos
Armados, más adelante hablamos del índice de Gittins, que
es una estrategia o algoritmo para dar una solición óptima al
problema de Bandidos Armados, propuesta en [23].

1.2.1. Modelo
Sea x(t) = (x1(t), x2(t), . . . , xk(t)) el estado de una fami-

lia simple de procesos Bandidos Armados, donde para cada
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t ∈ {0, 1, . . .}, xi(t), es el estado del i-ésimo Bandido Armado
en el tiempo t, que es una variable aleatoria discreta definida
en el espacio de probabilidad (Ω,F , P ) y que toma valores en
un conjunto no vacío X, para i ∈ {1, 2, . . . , k}. X es llamado
el espacio de estados y se supone que es un conjunto finito.

Una vez que se observa el estado de un proceso de Bandi-
dos Armados se selecciona una acción a(t) = (a1(t), a2(t), . . . ,
ak(t)) por el controlador en el tiempo t. Para cada t ∈ {0, 1, . . .},
ai(t), es la acción seleccionada para el i-ésimo Bandido Arma-
do en el tiempo t, es una función binaria, que toma el valor 1
(ai(t) = 1) si el controlador elige el i−ésimo proceso Bandido,
el espacio de acciones se puede definir para cada instante t

como A(t) := {(a1(t), a2(t), . . . , ak(t)) :
k∑
i=1

ai(t) = 1}.

Además, el estado del proceso seleccionado transita a un
nuevo estado con cierta probabilidad Pi = [pi(x, y)] := P (xi(t+
1) = y|xi(t) = x), x, y ∈ X y i ∈ {1, 2, . . . , k}, mientras que
los procesos no seleccionados no cambian de estado. Así, la
dinámica del proceso estocástico se puede describir de la si-
guiente manera: en cada instante el jugador observa el esta-
do del sistema x(t) = (x1(t) = x1, x2(t) = x2, . . . , xi(t) =
x, . . . , xk(t) = xk) ∈ Xk y elige la acción a(t) ∈ A(t), con
ai(t) = 1, para i ∈ {1, 2, . . . , k}, es decir, si el i−ésimo Bandi-
do Armado es activado, entonces se obtiene una recompensa
ri(ai(t)) y dicho Bandido Armado se mueve del estado x al es-
tado y de acuerdo con la ley de transición pi(x, y). Y, para los
bandidos armados restantes no habrá cambio en sus estados,
de esta manera x(t+ 1) = (x1(t) = x1, x2(t) = x2, . . . , xi(t) =
y, . . . , xk(t) = xk). La Figura 1.2.1 ilustra éste proceso.

Defina Π := {{a(t) : t = 0, 1, . . .}|a(t) ∈ A(t)} el conjunto
de todas las políticas admisibles (o estrategias de activación).
Entonces, para π ∈ Π y x ∈ Xk definimos la función de valor
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Figura 1.2: Diagrama de un Modelo de Bandidos Armados.

esperado total descontado como sigue:

V (π,x) := Eπ
x

[ ∞∑
t=0

βt
k∑
i=1

ri(xi(t))ai(t)
]

(1.3)

donde 0 < β < 1 es un factor de descuento. Análogo a la
sección anterior, el operador de esperanza Eπ

x está asociado
con la medida producto P π

x definido en (Ωk,Fk), que se induce
mediante el Teorema de Ionescu-Tulcea. Entonces el problema
de Bandidos Armados consiste en determinar una estrategia
de activación π ∈ Π tal que maximice la recompensa total
esperada descontada, es decir,
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V (π0,x) = sup
π∈Π

V (π,x), (1.4)

x ∈ Xk. La función V0(x) := V (π0,x) se llama función de
valor óptimo.

Un ejemplo clásico de Bandidos Armados es el de las má-
quinas tragamonedas, ver [39], tenemos una serie de máquinas
tragamonedas cada una con una probabilidad desconocida de
pagar una recompensa. Cada vez que jugamos en alguna de
las máquinas podemos perder o ganar dinero. El objetivo es
maximizar las ganancias totales jugando en las máquinas. En
este problema no contamos con las probabilidades de pagar
una recompensa para cada máquina y se busca equilibrar la
exploración de las máquinas para obtener información sobre
sus probabilidades de pagar una recompensa. El modelo de
Bandidos Armados proporciona una solución óptima para es-
te problema. La idea de asignar un índice de valor a cada
máquina, que refleje el valor esperado de recompensa y su in-
certidumbre. Luego, se elige la máquina con el índice de valor
más alto.

1.2.2. Índice de Gittins
El problema descrito anteriormente puede abordarse me-

diante la metodología de programación dinámica que puede
mostrar la existencia de políticas óptimas estacionarias. Sin
embargo, el índice de Gittins resulta una buena opción para
resolver este problema, debido a que maximiza la recompen-
sa total obtenida que es el objetivo principal del problema,
brinda un equilibrio entre la exploración y explotación de los
brazos (o bandidos), se puede aplicar a problemas con hori-
zonte finito o infinito, es simple y flexible.

Gittins y Jones propusieron un enfoque para remediar este
problema en su trabajo “A dynamic allocation index for se-
quential desing of experiments” [23], donde se demuestra que
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una política óptima es del tipo índice (o política prioritaria),
es decir, para el problema de Bandidos Armados se puede cal-
cular el índice de asignación dinámica (o simplemente índice
de Gittins), que depende solo de ese proceso, y luego en cada
momento el jugador opera en el proceso Bandido con el ín-
dice más alto, para facilitar la escritura se considerará cada
proceso Bandido fijo y por lo tanto, se omitirá el subíndice de
la etiqueta. Para cada proceso Bandido se define el índice de
Gittins de la siguiente manera

G(x) = sup
τ>0

G(x, τ) = sup
τ>0

Ex
[∑τ−1

t=0 β
tr(X(t))

]
Ex
[∑τ−1

t=0 β
t
] , x ∈ X (1.5)

donde τ es un tiempo de paro asociado con el proceso esto-
cástico {X(t)}, es decir, para cada n ∈ N, [τ = n] ∈ Fn :=
σ(X(1), X(2), . . . , X(n)).

Además, se considera la suposición siguiente sobre la fun-
ción de recompensa de cada proceso Bandido, para trabajar
sobre los estados en los que la recompensa es mayor o igual
a cero y tener recompensas comparables lo que nos permitirá
poder optimizar.

Suposición 1.2.1. a) r(·) ≥ 0 y r(·) tiene soporte finito,
es decir F := {x ∈ X : r(x) > 0} es finito .

b) Ex
[ ∞∑
t=0

r(X(t))
]
<∞ para todo X ∈ X.

Observación 1.2.1. a) Se cumple la Suposición 1.2.1, por
ejemplo, bajo una condición transitoria de Markov ([13],
[30]) , es decir, existe una partición de X, que consta de
los subconjuntos X̂ y M , tal que las siguientes condi-
ciones se satisfacen:

i)
∞∑
t=0
Px(X(t) = y) <∞ para toda y ∈ X̂,

ii) p(x, y) = 0 para x ∈M y y ∈ X̂, y
iii) r(x) = 0, x ∈M .
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b) Además, observe que la Suposición 1.2.1 b) implica que

0 ≤
∞∑
t=0

βtr(X(t)) ≤
∞∑
t=0

r(X(t)) <∞, Px − c.s. (1.6)

Si el lector desea estudiar más sobre el cálculo del índice de
Gittins, Chakraborty y Mahajan nos presentan diferentes al-
goritmos en su trabajo “Multi-Armed Bandits, Gittins Index,
and Its Calculation” [17].

Prueba del Teorema del índice de Gittins

El teorema de Gitttins es la herramienta que nos da una
política de decisión óptima comom se enuncia a continuación.

Teorema 1.2.1. En cualquier instante de decisión t ≥ 0,
el Proceso Bandido Armado que debe seleccionarse para ser
activado es el que tiene el índice de Gittins más alto.

En [22] se muestran 4 pruebas sobre la regla de prioridad
del índice de Gittins que es óptima para procesos de Bandidos
Armados Multiarmados, aunque no son las únicas que existen.
A continuación damos una breve descripción de 3 y presenta-
mos por completo una de ellas (la tercer prueba), porque es
la más directa ya que la finalidad de esta sección es la presen-
tación del resultado y no de sus distintas pruebas.

Primer prueba: Argumentos de intercambio. Podemos des-
cribir esta prueba en 4 pasos, en el primero se define la política
del índice de Gittins y se establecen las políticas π(s) que con-
vergen a π∗. En el segundo paso, se demuestra que la política
π(s) coincide con π∗ durante al menos las primeras s unidades
de tiempo. Para el tercer paso, se utiliza un argumento de
intercambio por pares para demostrar que Vπ(1)(i) ≤ Vπ(0)(i).
Por último, se concluye que la política de Gittins es óptima.

Segunda prueba: Entrelazamiento de cargos prevalentes:
Se define la política del índice de Gittins y se establece la
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igualdad entre la recompensa total esperada descontada y la
suma de los cargos justos. Se usa la desigualdad de Hardy
Littlewood Polya para demostrar que la recompensa total es-
perada descontada es mayor o igual a la suma de los cargos
prevalentes. Después se muestra que, bajo la política del índi-
ce de Gittins, la desigualdad anteior se cumple como igualdad.
Y se concluye que la política del índice de Gittins es óptima.

Cuarta prueba: El enfoque de la región alcanzable. Esta
prueba consite en formular un programa lineal que descri-
be la región alcanzable, demostrar que cualquier política de
prioridad óptima es un punto extremo de la región alcanzable,
utilizar el algoritmo de Klimov para encontrar una política de
prioridad óptima que corresponde a cada punto extremo de la
región alcanzable y concluir que la región alcanzable coincide
con la región factible del programa lineal.

Tercera prueba: Opción de retiro. Consideramos el pro-
blema de los Bandidos Multiarmados con opción de retiro.
Se consideran N brazos en el estado inicial Z(0) = i y una
recompensa por retiro M. Para el brazo n, definimos:

Mn(in) = ı́nf {M : Vn(in,M) = M} (1.7)

.
Teorema 1.2.2 (Wittle). Para el problema multiarmado con
opción de retiro, la política óptima es:
(a) Si M ≥Mn(in) para toda n = 1, . . . , N retirarse.

(b) De lo contrario, activa el brazo n∗ para el cualMn∗ para
el cual Mn∗(in∗) = máxn=1,...,N Mn(in).

Las ecuaciones de optimalidad para el problema de los
Bandidos Multiarmados con opción de retiro son:

V (i,M) = máx
n=1...,N

M,R(in) + α
∑
j∈E

p(in, j)V (i1, . . . , j, . . . , iN ,M)

.
(1.8)
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Si se siguen (a) y (b), se puede especular sobre la forma
de V (i,M). Sea τn(in,M) el tiempo de retiro para el ban-
dido individual n con recompensa total M . Denotemos por
T (M) el tiempo de retiro para todo el sistema de Bandidos
Multiarmados. Entonces, (a) y (b) implican:

T (M) =
N∑
n=1

τn(in,M) (1.9)

Ahora,

∂

∂M
V (i,M) = E

[
αT (M)

]
= E

[
α
∑N

n=1 τn(in,M)
]

= ΠN
n=E

[
ατn(in,M)

]
= ΠN

n=1
∂

∂M
Vn(in,M),

(1.10)
donde las igualdades se siguen facilmente por el Lema 4 pre-
sentado en el artículo, por (1.9) y por la independencia de las
variables aleatorias τn(in,M).

También tenemos que V (i,M) = M para M ≥ c
1−α . Inte-

grando (1.10), obtenemos la siguiente forma conjeturada para
la función de valor óptima:

V̂ (i,M) = c

1− α −
∫ c

1−α

M
ΠN
n=1

∂

∂M
Vn′(in′ ,M)dm. (1.11)

Para cada n, definimos

Qn(i,M) = Πn′ 6=n
∂

∂M
Vn′(in′ ,M). (1.12)

Por el Lema 3, que aparece en el artículo,Qn es no negativo
y no decreciente, variando desde 0 cuando M ≤ − c

1−α a 1
cuando M ≥ c

1−α . Sustituyendo (1.12) en (1.11) e integrando
por partes, obtenemos para cada n:

V̂ (i,M) = Vn(in,M)Qn(i,M) +
∫ c

1−α

M
Vn(in,m)dQn(i,m).

(1.13)
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Para completar la prueba necesitamos demostrar que V̂ =
V mostrando que V̂ satisface la ecuación de optimalidad. Pri-
mero demostremos que V̂ (i,M) ≤ M . Usando que Vn(in,m)
es monótona en m y usando (1.13), tenemos

V̂ (i,M) ≥ Vn(in,M)Qn(i,M) + Vn(in,M)
∫ c

1−α

M

Vn(in,M)dQn(i,m)

= Qn(i, c

1− α )Vn(in,M) = Vn(in,M) ≥M.

(1.14)

Demostramos ahora que ∆n ≥ 0 para cualquier n, donde:

∆n = V̂ (i,M)−R(in)− α
∑
j∈E

p(in, j)V̂ (i1, . . . , j, . . . , iN ,M).

(1.15)
Observamos que Qn(i,m) no depende del valor de in, es

decir

Qn(i,m) = Qn(i1, . . . , in−1, j, in+1, . . . , iN ,m).

Sustituyendo (1.13) en (1.15), ∆n se escribe como:

∆n = Qn(i,M)(Vn(in,M)−R(in)− α
∑
j∈E

p(in, j)Vn(j,M))

+
∫ c

1−α

M
(Vn(in,m)−R(in)− α

∑
i∈E

p(in, j)Vn(j,m)dQn(i,m))

≥ 0
(1.16)

donde

Vn(in,m) ≥ R(in) + α
∑
j∈E

p(in, j) (1.17)

por la ecuación de optimalidad para Vn(in,m).

La igualdad se cumple en 1.14 y 1.16, exactamente bajo la
política de Whittle. Consideramos M,m > Mn∗(in∗), enton-
ces Qn(i,M) = 1 y dQn(i,m) = 0. Observando (1.13), vemos
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que (1.14) se cumple como igualdad para M > Mn∗(in∗).

Consideramos M ≤ m ≤ Mn(in), para el cual (1.17) se
cumple como igualdad. Sustituyendo esto en (1.16), tenemos
que para tal M :

∆n =
∫ c

1−α

Mn(in)
(Vn(in,m)−R(in)

− α
∑
j∈E

p(in, j)Vn(j,m))dQn∗(i,m).
(1.18)

En particular, si tomamos n∗ tenemos

∆n∗ =
∫ c

1−α

Mn∗ (in∗ )
(Vn∗(in∗ ,m)−R(in∗)

− α
∑
j∈E

p(in∗ , y)Vn∗(j,m))dQn∗(i,m)

=0

(1.19)

desde dQn∗(i,m) = 0 para m ≥ Mn∗(in∗). Y con esto se con-
cluye la demostración.



Capítulo 2

Teoría Difusa

La teoría difusa es una herramienta matemática que per-
mite modelar y analizar la incertidumbre y la vaguedad en sis-
temas complejos. En este capítulo, se exploran los conceptos
básicos de la teoría difusa. Para una revisión más detallada,
véase [42].

Algunos ejemplos de la teoría difusa pueden ser: la eva-
luación de la probabilidad de que un sistema de transporte
público funcione correctamente, los números difusos pueden
representar la incertidumbre en la evaluación de la probabili-
dad; cuando se considera invertir en una empresa que tiene un
futuro incierto, los números difusos pueden representar la in-
certidumbre en la evaluación de la rentabilidad de la inversión.

La primera sección de este capítulo se enfoca en la intro-
ducción de conceptos básicos relacionados con la teoría difusa.

2.1. Números Difusos
En la teoría de conjuntos, cada elemento de un universo

puede pertener o no a un conjunto. Sin embargo, en la teoría
de conjuntos difusos, se introduce un concepto al que le llama-
mos “grado de pertenencia” definido a partir de una “función

17
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de pertenencia”, que se encarga de asignar un valor entre 0 y 1
indicando el grado en el que el elemento pertenece al conjunto.

Por ejemplo, considere un conjunto de personas que son
“jóvenes”. En la teoría de conjuntos difusos, se puede asignar
un grado de pertenencia y decir que una persona de 20 años
podría tener un grado de pertenencia de 0.8, mientras que una
persona de 60 años podría tener un grado de pertenencia de
0.2.

Intuitivamente un número difuso es una representación
matemática de un valor incierto o vago, que se define mediante
una función de pertenencia. Sea Λ un conjunto no vacío. En-
tonces un conjunto difuso Γ sobre Λ es definido en términos de
una función de pertenencia Γ′, que asigna a cada elemento de
Λ un valor real del intervalo [0, 1]. El α−corte de Γ, denotado
por Γα, es definido por el conjunto Γα := {x ∈ Λ|Γ′(x) ≥ α}
(0 ≤ α ≤ 1 y Γ0 es la cerradura de {x ∈ Λ|Γ′(x) > 0} deno-
tado por cl{x ∈ Λ|Γ′(x) > 0}.

Definición 2.1.1. Un número difuso Γ es un conjunto di-
fuso definido sobre el conjunto de los números reales R, que
satisface:

a) Γ′ es normal, es decir, que existe x0 ∈ R tal que Γ′(x0) =
1;

b) Γ′ es convexa, es decir, Γα es convexa para toda α ∈
[0, 1];

c) Γ′ es semi-continua superiormente;

d) Γ0 es compacto.

En la Figura 2.1 se ilustra un número trapezoidal Γ donde
podemos apreciar el α-corte para el α dado (Γα) y el conjunto
Γ0 que fueron definidos con anterioridad.
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Figura 2.1: Gráfico de un número difuso Γ.

El símbolo F(R) representa el conjunto de todos los núme-
ros difusos que se pueden definir en el conjunto de los números
reales R.

Definición 2.1.2. Un número difuso Γ se clasifica como tra-
pezoidal si su función de pertenencia tiene la forma siguiente:

Γ′(x) =



0 si x ≤ l
x−l
m−l si l < x ≤ m

1 si m < x ≤ n
p−x
p−n si n < x ≤ p

0 si p < x.

(2.1)

donde l,m, n y p son números reales, tales que l < m ≤ n < p.
Un número trapezoidal es denotado por (l,m, n, p).

La Figura 2.1 ilustra la Definición 2.1.2.

Observación 2.1.1. a) El caso en el que m = n en (2.1)
se denominará número difuso triangular y se denotará
como (l,m, p). Y, considerando el caso degenerado en el
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Figura 2.2: α-corte de un número difuso trapezoidal Γ.

que l = m = p en un número triangular, la representa-
ción difusa del número real m se obtiene con la función
de pertenencia dada por:

m′(x) =
{

1 si x = m
0 si x 6= m

(2.2)

b) Para un número difuso trapezoidal Γ = (l,m, n, p) pue-
de demostrarse que los correspondientes α−cortes están
dados por

Γα = [(m− l)α + l, p− (p− n)α], α ∈ [0, 1]

2.2. Aritmética Difusa
En esta sección, se presentan las operaciones básicas de la

aritmética difusa incluyendo la suma y el producto de números
difusos.

Definición 2.2.1. Sean Γ y Υ números difusos. Si “?” denota
la adición o multiplicación entre números difusos, entonces
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se define el conjunto difuso en R, Γ ? Υ, por la función de
pertenencia:

(Γ ?Υ)′(u) = sup
u=x?y

mı́n{Γ′(x),Υ′(y)}, (2.3)

para todo u ∈ R [21].

Como consecuencia de la Definición 2.2.1, es posible obte-
ner el siguiente resultado para números trapezoidales.

Lema 2.2.1. Si H = (al, am, an, ap) e I = (bl, bm, bn, bp) son
dos números difusos trapezoidales y λ un número real positivo,
entonces tenemos lo siguiente:

a) H +∗ I = (al + bl, am + bm, an + bn, ap + bp),

b)
N∑∗

t=0
(atl , atm, atn, atp) =

(
N∑
t=0

atl ,
N∑
t=0

atm,
N∑
t=0

atn,
N∑
t=0

atp

)
,

c) λH = (λal, λam, λan, λap).

Para realizar la prueba de este lema se usa la definición
de α-cortes de un número trapezoidal, como se expresa en
el inciso b) de la Observación 2.1.1 para encontrar la su-
ma de dos números difusos trapezoidales (H, I). Se mues-
tra que la suma es un número trapezoidal con parámetros
H +∗ I = (al + bl, am + bm, an + bn, ap + bp). Para la parte
b) se prueba por inducción que la suma de los N números
difusos trapezoidales es un número difuso trapezoidal con pa-
rámetros

(∑N
t=0 a

t
l ,
∑N
t=0 a

t
m,
∑N
t=0 a

t
n,
∑N
t=0 a

t
p

)
. Y para la par-

te c) se aplica el resultado de la parte b) para probar que el
producto de un número real positivo λ y un número difuso
trapezoidal H con parámetros λal, λam, λan, λap).

Es posible dotar a los números difusos de una estructu-
ra de espacio métrico a partir de una métrica definida en el
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conjunto de intervalos compactos. Sea D el conjunto de to-
dos los intervalos acotados y cerrados en la recta real R. Para
Ψ = [al, au], Φ = [bl, bu] ∈ D definimos

d(Ψ,Φ) = máx(|al − bl|, |au − bu|). (2.4)

Es posible verificar que d define una métrica sobre D y que
(D, d) es un espacio métrico completo [1]. Ahora, si η̃ ∈ F(R),
entonces η̃α es un conjunto compacto porque su función de
pertenencia es semi-continua superiormente y tiene soporte
compacto. Por lo tanto, se define la función d̂ : F(R)×F(R)→
R por

d̂(η̃, µ̃) = sup
α∈[0,1]

d(η̃α, µ̃α), para η̃, µ̃ ∈ F(R). (2.5)

Se puede ver que d̂ es una métrica en F(R).

Lema 2.2.2. [33] El espacio métrico (F(R), d̂) es completo.

Una vez definida una métrica en el conjunto de números
difusos, es posible introducir la noción de convergencia.

Definición 2.2.2. Una sucesión {η̃t}∞t=0 de números difusos se
dice que es convergente al número difuso µ̃, escribimos como
ĺım∗t→∞ η̃t = µ̃ si y solo si d̂(η̃t, µ̃)→ 0 cuando t→∞.

Del Lema 2.2.1 b) y de la métrica (2.5), se puede verirficar
el siguiente lema.

Lema 2.2.3. Si {yk = (lk,mk, nk, pk) : k ≥ 1} es una suce-

sión de números difusos tr´pezoidales tales que
∞∑
k=1

lk,
∞∑
k=1

mk,
∞∑
k=1

nk, y
∞∑
k=1

pk convergen, entonces
t∑∗

k=1
yk converge cuando

t→∞ al número trapezoidal:( ∞∑
k=1

lk,
∞∑
k=1

mk,
∞∑
k=1

nk,
∞∑
k=1

pk

)
.
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Ahora, para poder establecer una comparación entre nú-
meros difusos trapezoidales, consideremos η̃, µ̃ ∈ F(R), con
α−cortes η̃α = [aα, bα] y µ̃α = [cα, dα], α ∈ [0, 1], respectiva-
mente y definimos el orden parcial sobre F(R) “(≤∗)” por

η̃ ≤∗ µ̃ si y solo si aα ≤ cα y bα ≤ dα para todo α ∈ [0, 1].
(2.6)

Observación 2.2.1. Sean w, z ∈ R, y w̃ y z̃ números difusos
con función de pertenencia dada por (w̃)′(x) = 1, x = w y
(w̃)′(x) = 0, x 6= w y (z̃)′(x) = 1, x = z y (z̃)′(x) = 0 x 6= z.
Entonces, se puede ver que w̃ ≤∗ z̃ es equivalente a w ≤ z.

También es posible comparar números difusos mediante la
denominada “ranking promedio”, dado para el número difuso
η̃ = (al, am, an, ap) por

R(η̃) := 1
4(al + am + an + ap).

Por tanto, se dirá que los números difusos trapezoidales
η̃ = (al, am, an, ap) y µ̃ = (a1

l , a
1
m, a

1
n, a

1
p) son tales que η̃ ≤∗∗ µ̃

si y sólo si R(η̃) ≤ R(µ̃).

2.3. Probabilidad Difusa
Una probabilidad difusa es una función que asigna a cada

evento de un espacio de probabilidad un conjunto difuso de
números reales, en lugar de un número real.

En este capítulo se establecen definiciones necesarias para
formalizar los conceptos concernientes a la probabilida difu-
sa, siendo particularmente relevantes las variables aleatorias
difusas y sus correspondientes esperanzas difusas. Para esto,
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C(R) denota la clase de subconjuntos compactos no vacíos
de R, y si (Ω1,A1) y (Ω2,A2) son espacios medibles, enton-
ces A1

⊗A2 denota la correspondiente σ−álgebra producto
asociada al espacio producto Ω1 × Ω2.

Definición 2.3.1. Sean (Ω,F) un espacio medible y (R,B(R))
el espacio medible del conjunto de los números reales. Una
función Ỹ : Ω→ F(R) se dice que es variable aleatoria difusa
si Gr(Ỹα) = {(ω, x) ∈ Ω×R|x ∈ (Ỹ (ω))α} ∈ F

⊗B(R), para
todo α ∈ [0, 1].

Figura 2.3: Gráfica de (Ỹ )α.

La Definición 2.3.1 se ilustra en la Figura 2.3, para algún
ω ∈ Ω fijo y α ∈ [0, 1].

Es decir, una variable aleatoria difusa es una función que
asigna a cada resultado de un experimento aleatorio un con-
junto difuso de números reales. La siguiente definición será de
ayuda para poder definir la esperanza de variables aleatorias
difusas.
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Definición 2.3.2. Dado un espacio de probabilidad (Ω,A,P)
una variable aleatoria difusa Ỹ asociada a (Ω,A) se dice que
es una variable aleatoria difusa integrablemente acotada con
respecto a (Ω,A,P) si existe una función h : Ω → R, h ∈
L1(Ω,A,P) tal que |x| ≤ h(ω), para todo (ω, x) ∈ Ω×R con
x ∈ (Ỹ (ω))0 := Ỹ0(ω).

Definición 2.3.3. Dada una variable aleatoria difusa inte-
grablemente acotada Ỹ asociada con respecto al espacio de
probabilidad (Ω,A,P), se define el valor esperado difuso de
Ỹ en el sentido de Aumann como el único conjunto difuso de
R, E∗[Ỹ ] tal que para cada α ∈ [0, 1]:

(E∗[Ỹ ])α =
{∫

Ω
f(ω)dP(ω)|f : Ω→ R, f ∈ L1(P), f(ω) ∈ (Ỹ (ω))α [P] c.s.

}
.

(2.7)

Ahora que hemos definido la esperanza de una variable
aleatoria difusa, podemos considerar un caso específico en el
que la variable aleatoria difusa se define en términos de una
variable aleatoria clásica.

Lema 2.3.1. Sean (Ω,A,P) un espacio de probabilidad fijo y
Y una variable aleatoria no negativa asociada a (Ω,A,P) tal
que E[Y ] existe. Entonces, Ỹ := Y (B,C,D, F ) (donde 0 ≤
B ≤ C ≤ D ≤ F ) es una variable aleatoria difusa asociada a
(Ω,A,P) y

E∗[Ỹ ] = E[Y ](B,C,D, F ). (2.8)

Demostración. Sea Y una variable aleatoria discreta no ne-
gativa con rango finito o numerable denotado por Y [Ω] =
{y1, y2, . . .} y consideremos los conjuntos medibles [Y = yj] :=
{ω ∈ Ω : Y (ω) = yj}, j = 1, 2, . . . Sea Γ = (B,C,D, F ) con
α-cortes Γα = [q(α), s(α)], α ∈ [0, 1]. Fijamos α ∈ [0, 1]. Con-
sideramos la siguiente multifunción dada por:

Ỹ := (Ỹ (ω))α
= (Y (ω)Γ)α
= Y (ω)[q(α), s(α)], ω ∈ Ω.

(2.9)
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Ahora notemos que

Gr(Ỹα) = {(ω, x) ∈ Ω×R|x ∈ Ỹα(ω)}
= {(ω, x) ∈ Ω×R|x ∈ Y (ω)[q(α), s(α)]}
=
⋃
j

([Y = yj]× yj[q(α), s(α)]) .

Por lo tanto, Gr(Ỹα) ∈ A⊗B(R). Como α es arbitraria, de
la Definición 2.3.1 se deduce que Ỹ es una variable aleatoria
difusa. Note que, para cada ω ∈ Ω, Ỹ0(ω) = Y (ω)[B,F ].
Definamos h : Ω → R dada por h(ω) := Y (ω)F , ω ∈ Ω.
Entonces, |x| ≤ h(ω), (ω, x) ∈ Ω × R con x ∈ Y (ω)[B,F ].
Además, claramente E[h] = FE[Y ] es finito. De la Definición
2.3.2, Ỹ es una variable aleatoria difusa integrable acotada
con respecto a (Ω,A,P). Ahora, a partir de Definición 3.9,
existe un único valor esperado difuso E∗[Ỹ ], para cada α,

E[Y ]Γα =
∫

Ω
Y (ω)dP(ω)[q(α), s(α)]

=
∫

Ω
Y (ω)dP(ω){x : x ∈ [q(α), s(α)]}

=
{∫

Ω
Y (ω)xdP(ω) : Y (ω)x ∈ Y (ω)[q(α), s(α)]

}
=
{∫

Ω
f(ω)dP(ω)|f : Ω→ R, f ∈ L1(P),

f(ω) ∈ (Ỹ (ω))α c.s.[P]
}

=(E∗[Ỹ ])α,

por lo que, (E∗[Ỹ ])α = E[Y ][q(α), s(α)] para cada α, es el α-
corte del número trapezoidal dado para E[Y ](B,C,D, F ), es
decir, E∗[Ỹ ] = E[Y ](B,C,D, F ). �

Algunas propiedades de la esperanza con variables aleato-
rias difusas (trapezoidales) se presentan en el siguiente lema.

Lema 2.3.2. Sean X̃ y Ỹ variables aleatorias difusas (trape-
zoidales). Entonces,
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a) E[X̃] ∈ F(R),

b) E[X̃ + Ỹ ] = E[X̃] + E[Ỹ ],

c) E[λX̃] = λE[X̃], λ ≥ 0.

La teoría difusa ofrece una herramienta poderosa para mo-
delar y analizar la incertidumbre y la imprecisión en diversos
campos. Hemos presentado los conceptos fundamentales de la
teorá difusa, incluyendo variables aleatorias difusas y espe-
ranza difusa, que consideramos son una base sólida para los
siguientes capítulos.





Capítulo 3

Modelo de Bandidos
Armados con
Recompensas Difusas
Trapezoidales

En este capítulo, se presenta una extensión del problema
de Bandidos Armados, en donde las recompensas son repre-
sentadas por números difusos trapezoidales. Se define el mo-
delo de Bandidos Armados Difusos y se presenta la noción
de recompensa total esperada descontada difusa. También se
calcula de supremo difuso, aprevechando el orden parcial an-
tes definido, para representar el máximo valor posible de la
recompensa total difusa. Finalmente, se establecen las bases
para la definición de un índice de Gittins difuso, que permitirá
caracterizar la política de selección óptima en este entorno di-
fuso. Éste capítulo está basado en el trabajo “Fuzzy Rewards
on the Multi-Armed Bandits Model” [12].

29
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3.1. Modelo BA con recompesa di-
fusa

En muchas ocasiones, las recompensas asociadas con las
posibles opciones no son precisas y pueden variar en un ran-
go determinado. Para capturar esta incertidumbre, se pueden
utilizar números difusos trapezoidales para representar las re-
compensas. En primer lugar considere la suposición:

Suposición 3.1.1. Sean ∆ = (b, d, f, k) y ∆1 = (b1, d1, f1, k1)
dos números difusos trapezoidales fijos, con 0 ≤ b < d ≤ f <
k y 0 ≤ b1 < d− 1 ≤ f1 < k1. También se supone que

r̃(x) = r(x)∆ + ∆1, (3.1)

con x ∈ X, y r es una función de recompensa como se con-
sideró en el Capítulo 3, y tal que se cumple la Suposición
1.2.1.

Esta suposición se utiliza para garantizar que las recom-
pensas difusas sean no negativas y tengan un rango finito.

En resumen, r(x) es una función de recompensa que asig-
na una recompensa a cada estado x, ∆ es un número difuso
trapezoidal que representa la incertidumbre en la recompensa
y ∆1 es un número difuso trapezoidal que representa la incer-
tidumbre adicional en la recompensa.

La siguiente observación destaca algunas propiedades im-
portantes de la recompensa difusa r̃(x) definida en la ecuación
(3.1).

Observación 3.1.1. a) Tenga en cuenta que 0 ≤∗ r(x), x ∈
X, como una consecuencia de las Suposiciones 1.2.1 y
3.1.1 y Definición 1.

b) Observe que los α−cortes de los números difusos tra-
pezoidales ∆ y ∆1 están dados para α ∈ (0, 1], por:
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∆α = [b(α), c(α)] y (∆1)α = [b1(α), c1(α)], donde b(α) =
α(d− b)+ b, c(α) = k−α(k−f), b1(α) = α(d1− b1)+ b1
y c1(α) = k1 − α(k1 − f1).

c) La intuición detrás de la expresión (3.1) es que en lu-
gar de recibir una recompensa r(x), uno obtendrá una
recompensa que está aproximadamente dentro del inter-
valo [dr(x)+d1, fr(x)+f1]. Esta expresión se utiliza para
representar la recompensa total esperada descontada di-
fusa porque permite capturar la incertidumbre asociada
con las recompensas, al mismo tiempo que mantiene la
estructura básica de la recompensa esperada descontada
clásica.

Siguiendo una lógica similar a (1.3), se define; para π ∈
Π, con Π el conjunto de todas las políticas posibles para el
modelo de Bandidos Armados en donde π una política que
define la acción a tomar en cada estado x ∈ XK donde XK y
Xi significan lo mismo Capítulo ??. Así, la recompensa total
esperada descontada difusa se representa por:

Ṽ (π,x) := E∗x

 ∞∑∗

t=0
βt

K∑∗

i=1
r̃i(Xi(t))ai(t)

 . (3.2)

Donde la esperanza y las sumas son en el sentido difuso 2.2.3.

Entonces, el problema de Bandidos Armados Difusos con-
siste en determinar una estrategia de activación π0 ∈ Π que
maximice para cualquier criterio de orden difuso (basado en
alguno de los dos criterios considerados), la recompensa total
descontada difusa, es decir, tal que

Ṽ (π,x) = sup∗
π∈Π

Ṽ (π,x), (3.3)

x ∈ XK . La función Ṽ0(x) := Ṽ (π0,x) se llama función de
valor óptimo difuso.



32

Ésta función representa el máximo valor posible de la re-
compensa total descontada difusa que se puede obtener si-
guiendo la política óptima π0 con estado inicial x. Es decir,
la función de valor óptimo difuso proporciona la recompensa
total descontada difusa máxima que se puede obtener en cada
estado inicial x, asumiendo que se sigue la política óptima π0.
Esto permite evaluar la eficiencia de diferentes políticas en
términos de la recompensa total descontada difusa.

El objetivo ahora es proponer una versión difusa del índice
de Gittins para caracterizar la política de selección óptima en
el marco difuso. Para esto, considere los siguientes conjuntos:

SF := {ω ∈ Ω :
∞∑
t=0

r(X(t, ω)) <∞} y

SI := {ω ∈ Ω :
∞∑
t=0

r(X(t, ω)) =∞}

. Luego, definimos la variable aleatoria:

Y (ω) =


τ−1∑
t=0

βtr(X(t, ω)) si ω ∈ [τ <∞]
⋃

([τ =∞]
⋂
SF )

0 si ω ∈ [τ =∞]
⋂
SI

(3.4)

Observe que Y (ω) es una función bien definida debido a

Ω = [τ <∞]
⋃

([τ =∞] ∩ SF )
⋃

([τ =∞] ∩ SI) y

P ([τ =∞] ∩ SI) = 0.
Como consecuencia,

τ−1∑
t=0

βtr(X(t)) = Y, PX − c.s. (3.5)

En la siguiente subsección, vamos a definir una variable
aleatoria difusa Ỹ que nos permita modelar la recompensa
total descontada difusa.
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3.2. Índice de Gittins difuso
Se presentará ahora alguna notación necesaria para discu-

tir de forma apropiada sobre el rango de la variable aleatoria
Y dada por (3.4). Es decir, Y está definida como la suma de
las recompensas instantáneas descontadas hasta el tiempo τ ,
o como 0 si el proceso estocástico X(t, ω) no converge a una
recompensa finita en el infinito.

Para esto, tenga en cuenta que [τ < +∞] =
+∞⋃
n=1

[τ = n].

Por lo tanto, el comportamiento de Y restringido a cada uno
de los elementos de la partición del espacio muestral son los
siguientes:
(a) En [τ = n]; para n ≥ 1, la imagen de Y se denota por

Y [τ = n] = {yn1 , yn2 , . . .}.

(b) Además, Y [[τ = +∞] ∩ SF ] = Y

[+∞⋃
n=1

[τ = n]
]
que es un

conjunto numerable.

1. Y, finalmente, Y [[τ = +∞] ∩ SI ] = {0}.
Ahora, consideremos la variable aleatoria:

Z :=
τ−1∑
t=0

βt <∞, Px − c.s., (3.6)

cuyo rango adopta la notación Z[τ = n] = {zn}, n = 1, 2, . . .,
y Z[τ = +∞] = {z}.

Los hechos anteriores se utilizarán en la prueba del siguien-
te Lema, que es el primer paso para proponer una versión
difusa del índice de Gittins.
Lema 3.2.1. Sea

Ỹ (ω) :=


τ−1∑∗

t=0

βtr̃(X(t, ω)) si ω ∈ [τ <∞]
⋃

([τ =∞] ∩ SF )

z∆1 si ω ∈ [τ =∞] ∩ SI

(3.7)
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Entonces Ỹ es una variable aleatoria difusa.

Demostración. Fijemos α ∈ [0, 1]. En primer lugar observe
que Ỹ definida en (3.7) se puede representar como

Ỹ = Y∆ +∗ Z∆1 (3.8)

como consecuencia de (3.4) y (3.6).

Entonces, según la Observación 3.1.1, el α−corte de Ỹ esta
dado por

Ỹα = Y∆α + Z(∆1)α
= [Y b(α) + Zb1(α), Y c(α) + Zc1(α)].

Así, la gráfica de Ỹα se puede escribir de la siguiente ma-
nera:

Gr(Ỹα) = {(ω, x) ∈ Ω×R : x ∈ Ỹ (ω)α}

=
{

(ω, x) ∈ [τ < +∞]
⋃

([τ = +∞] ∩ SF )×R : x ∈ Ỹ (ω)α
}

⋃
{(ω, x) ∈ ([τ = +∞] ∩ SI)×R : x ∈ Ỹ (ω)α}

=
∞⋃
n=1

∞⋃
j=1

((
[Y = ynj ] ∩ [Z = zn]

)
× [ynj b(α) + znb1(α), yni c(α) + znc1(α)]

)
⋃

(([Y = 0] ∩ [Z = z])× [zb1(α), zc1(α)]) .

En consecuencia, Gr(Ỹα) ∈ F⊗B(R). Como α es arbi-
traria, se obtiene como consecuencia de la Definición 2.3.1 que
Ỹ es una variable aleatoria difusa.

�

Lema 3.2.2. En el contexto antes descrito se obtiene que Ỹ es
una variable aleatoria difusa integrable acotada con respecto
a (Ω,F ,Px) y además

E∗x[Ỹ ] = Ex[Y ]∆ + Ex[Z]∆1, x ∈ X. (3.9)
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Demostración. Sea x ∈ X fija. Para demostrar que Ỹ es inte-
grablemente acotada, note que de (3.8) y la Observación 3.1.1,
se cumplen las siguientes identidades

(Ỹ (ω))0 = (Y (ω)∆ + Z(ω)∆1)0

= (Y (ω)(b, d, f, k) + Z(ω)(b1, d1, f1, k1))0

= (Y (ω)b+ Z(ω)b1, Y (ω)d+ Z(ω)d1, Y (ω)f + Z(ω)f1, Y (ω)k + Z(ω)k1)0

para cada ω ∈ Ω. Por lo tanto, (Ỹ (ω))0 = [bY (ω)+Z(ω)b1, Y (ω)k+
Z(ω)k1], ω ∈ Ω.

Definimos la función h : Ω→ R dada por,

h(ω) = Y (ω)k + Z(ω)k1, ω ∈ Ω.

Entonces, si (ω, x) ∈ Ω×R con x ∈ Ỹ0(ω), se obtiene que:

bY (ω) + Z(ω)b1 ≤ x ≤ Y (ω)k + Z(ω)k1,

esto implica que |x| ≤ h(ω). Dado que Ex[h] <∞, en primer
lugar observe que para α ∈ [0, 1], las siguientes igualdades son
válidas.

(E∗x[Ỹ ])α =
{∫

Ω
fdP|f ∈ L1, f(ω) ∈ (Ỹ (ω))αPx − c.s.

}
=

{∫
Ω
fdP|f : Ω→ R, f ∈ L1, f(ω) ∈ [Y (ω)b(α) +

Y (ω)c(α) + Z(ω)c1(α)]} .

Se tiene entonces que,

Y (ω)b(α)+Z(ω)b1(α) ≤ f(ω) ≤ Y (ω)c(α)+Z(ω)c1(α), Px−c.s.,

al tomar esperanzas encontramos que

Ex[Y ]b(α) + Ex[Z]b1(α) ≤
∫
fdPx ≤ Ex[Y ]c(α) + Zc1(α).

(3.10)
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Sea Iα el α−corte del número difuso Ex[Y ]∆ + Ex[Z]∆1,
es decir,

Iα := [Ex[Y ]b(α) + Ex[Z]b1(α),Ex[Y ]c(α) + Ex[Z]c1(α)].

En consecuencia, de (3.10) se deduce que

(Ex[Ỹ ])α ⊆ Iα. (3.11)

Por otro lado, sean y ∈ Iα y f : Ω→ R dada por f(ω) = y,
ω ∈ Ω. Ahora, supongamos que ∀ω ∈ Ω y /∈ [Y (ω)b(α) +
Z(ω)b1(α), Y (ω)c(α) + Z(ω)c1(ω)], entonces∫

Ω
fdPx = y /∈ Iα,

lo cual es una contradicción. Por tanto, existe ω̄ ∈ Ω tal que:
y ∈ [Y (ω̄)b(α) + Z(ω̄)b1(α), Y (ω̄)c(α) + Z(ω̄)c1(α)]

sin embargo, dado que f(ω) = y, para todo ω ∈ Ω, esto
implica que:

y ∈ [Y (ω)b(α) + Z(ω)b1(α), Y (ω)c(α) + Z(ω)c1(α)], ∀ω ∈ Ω.

En consecuencia, y ∈ (E∗x[Ỹ ])α, es decir,

Iα ⊆ (E∗[Ỹ ])α. (3.12)

Entonces, de (3.11) y (3.12) se obtiene que, (E∗[Ỹ ])α =
Iα. Dado que x ∈ X es arbitrario, los argumentos anteriores
demuestran la validez de (3.9). �

En el Capítulo 1 vimos que el índice de Gittins es un con-
cepto fundamental en el modelo de Bandidos Armados, que
se utiliza para evaluar la eficiencia de diferentes estrategias de
decisión en entornos estocásticos. En el contexto de la teoría
de Bandidos Armados difusa, el índice de Gittins difuso se
define como una extensión del índice de Gittins clásico, que
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incorpora la indertidumbre y la imprecisión de la información
disponible. Esto permite evaluar la eficiencia de diferentes es-
trategias de decisión en entornos estocásticos difusos, donde
la información disponible es incierta o imprecisa.

Ahora se definirá una versión difusa del índice de Gittins
analizado en el Capítulo 3.

Definición 3.2.1. Sea τ un tiempo de paro asociado al pro-
ceso estocástico {X(t)}. El índice difuso de Gittins se define
como:

G̃(x) = sup∗
τ>0

G̃(x, τ) = sup∗
τ>0

E∗x

[
τ−1∑∗

t=0

βtr̃(X(t))

]

Ex

[
τ−1∑
t=0

βt

] (3.13)

para todo x ∈ X.

El siguiente teorema relaciona las versiones nítida y difusa
del índice de Gittins. Además, muestra que el tiempo óptimo
de paro en ambos paradigmas coincide.

Teorema 3.2.1. En el contexto abordado, las siguientes afir-
maciones son válidas.

(a) G̃(x, τ) = G(x, τ)∆+∗∆1, x ∈ X y τ un tiempo de paro
respecto al proceso estocástico {X(t)}.

(b) Si τ0 es un tiempo de paro tal que G(x) = G(x, τ0),
x ∈ X entonces G̃(x) = G̃(x, τ0), x ∈ X.

Demostración. Sean x ∈ X y τ un tiempo de paro fijo. La
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validez de (a) es una consecuencia de las siguientes igualdades:

G̃(x, τ) =
E∗x

 τ−1∑∗

t=0
βtr̃(X(t))


Ex

[
τ−1∑
t=0

βt
]

= Ex[Y ]∆ +∗ Ex[Z]∆1

Ex[Z]

= Ex[Y ]
Ex[Z]∆ +∗ ∆1

= G(x, τ)∆ +∗ ∆1.

Es decir, el índice de Gittins difuso es una extensión del
índice de Gittins clásico, en él se incorpora la incertidumbre
y la imprecisión de la información disponible a través de los
números difusos ∆ y ∆1.

Para probar (b) observe que

(G̃(x, τ))α = [G(x, τ)b(α) + b1(α), G(x, τ)c(α) + c1(α)].

Entonces,

G(x, τ)b(α) + b1(α) ≤ G(x, τ0)b(α) + b1(α) = G(x)b(α) +
b1(α) y

G(x, τ)c(α) + c1(α) ≤ G(x, τ0)c(α) + c1(α) = G(x)c(α) +
c1(α).

Por lo tanto, dado que x y τ son arbitrarios, el resul-
tado se sigue como consecuencia de la relación G̃(x, τ0) =
G(x)∆ +∗ ∆1 observado de la parte (a) de este Teorema y de
la Definición 3.2.1.

De manera similar, se puede proporcionar la prueba corres-
pondiente considerando el método de rankig promedio. Para
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ello observe que

R(G̃(x, τ)) = R(G(x, τ)∆ + ∆1)

=
BG(x, τ) +DG(x, τ) + FG(x, τ) +KG(x, τ) +B1 +D1 + F1 +K1

4
= R(∆)G(x, τ) +R(∆1)
≤ R(∆)G(x) +R(∆1).

Con esto se concluye la demostración del Teorema. �

Este Teorema posee implicaciones relevantes para comple-
tar la estructura difusa del modelo de Bandidos Armados con
recompensa difusa.

Corolario 3.2.1. Las consecuencias inmediatas del Teorema
3.2.1 son

1. El tiempo de paro óptimo de los modelos nítido y difuso
coinciden.

2. La estrategia de asignación para continuar con el proce-
so Bandido con el índice más alto (con respecto a cual-
quier orden considerado en este trabajo), es óptima.

3. Las funciones de valor óptimo difusa y nítida se relacio-
nan de la siguiente manera

Ṽ0(x) = V0(x)∆ +∗ ∆1

con x ∈ XK .

Las consecuencias inmediatas del Corolario 3.2.1 son im-
portantes porque proporcionan una conexión directa entre la
versión clásica y la versión difusa del índice de Gittins. Esto
permite aplicar los resultados y técnicas desarrollados en el
contexto clásico a problemas que involucran incertidumbre e
imprecisión.

Observación 3.2.1. La parte 3 del Corolario anterior afirma
que la función de valor óptimo está aproximadamente en el
intervalo [dV0(x) + d1, fV0(x) + f1] para x ∈ XK .
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3.3. Ejemplo
En esta Sección se trabajará un problema de programa-

ción propuesto por Gittins [23]. Para este fin considere una
máquina capaz de procesar un trabajo a la vez de un total de
N ≥ 1. Al inicio de cada periodo de procesamiento; digamos
t,se debe seleccionar uno de estos trabajos para ser ejecutado
independientemente de que el trabajo anterior se haya com-
pletado o no. Asociado con el trabajo i y su correspondiente
tiempo de procesamiento (el número de veces que el trabajo i
ha sido elegido para su ejecución durante las primeras t uni-
dades de tiempo) ti ≥ 1, existe una probabilidad Pi(ti) de que
ti + 1 periodos sean necesarios para completar dicho trabajo
dado que se necesitan más de ti periodos. Por lo tanto, para
un trabajo incompleto, su estado coincide con su tiempo de
procesamiento.

Además, se supondrá que, si en el tiempo de procesamiento
ti ≥ 1 el trabajo i no se ha completado y ha sido seleccionado
para ser procesado, entonces se recibirá la recompensa difusa
siguiente:

Pi(ti)Vi∆ + ∆1 (3.14)

en donde ∆ = (b, d, f, k) y ∆1 = (b1, d1, f1, k1) son númers
difusos tales que 0 ≤ b y 0 ≤ b1, con Vi ≥ 0 para cada i. Una
vez que se haya terminado algún trabajo,éste se producirá una
recompensa nula en caso de que se elija este trabajo para ser
procesado.

Es importante destacar que la recompensa difusa definida
en la ecuación (3.14) combina la probabilidad de completar el
trabajo con la recompensa asociada a él.

De aquí en adelante, se considerará que la Suposición 1.2.1
se cumple para todos los trabajos susceptibles de ser procesa-
dos, esto nos permitirá aplicar la teoría de procesos de Bandi-
dos Armados difusos y obtener resultados óptimos en entornos
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estocásticos difusos. Algunas situaciones en las que se cumple
tal supuesto son:

1. (Paciencia finita) Para cada trabajo i, existe un tiem-
po máximo para su conclusión (Mi); no necesariamente
el mismo. Esta suposición implica que todo espacio de
estados es finito.

2. (Probabilidad constante de conclusión) Para cada tra-
bajo i, y cada tiempo de procesamiento; ti, se tiene que
Pi(ti) = Pi.

3. (Capacidad limitada de conclusión) Para cada trabajo,
existe un valor máximo de probabilidad para completar-
lo.

Formalmente, para el trabajo i, sea Si = {0, 1, 2, . . . , Li}
⋃{C}

donde Li = Mi o Li = ∞ y C es un estado absorbente aso-
ciado con la finalización del trabajo correspondiente.

Además considere que:
P[{C}|xi = C] = 1, P[{C}|xi = ti], P[{ti + 1}|xi = ti] =
1− Pi(ti), r̃i(C) = ∆1, r̃i(ti) = Pi(ti)Vi∆ + ∆1, ti ≥ 1.

Si además, bajo el paradigma de la “paciencia finita”, se
obtiene que P[{Mi}|xi = Mi] = 1 y r̃i(Mi) = ∆1.

3.3.1. Caso con deterioro
En algunos casos, se puede considerar que mientras más

intentos se realicen para llevar a cabo un trabajo, la probabili-
dad de que se termine disminuye: ∀i and ∀t : Pi(t−1) ≥ Pi(t).

En este caso, para cada trabajo no completado (y que aún
continúa en el caso de “paciencia finita”:t < Mi) el índice de
Gittins difuso coincide con la recompensa inmediata, ya que
en el contexto tanto clásico como difuso, el tiempo óptimo de
detención para el trabajo i es τi = 1.
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A continuación, tenemos el índice de Gittins difuso del
trabajo i en el tiempo de procesamiento ti, denotado por de-
notado por iG̃(ti).

iG̃(ti) = iG(ti)∆ + ∆1 = Pi(ti)Vi∆ + ∆1

y iG̃(C) = ∆1, donde tj 6= C (y tj 6= Mi en el marco del
“entorno de paciencia finita”). Se puede ver que el índice de
Gittins nítido es Pi(ti)Vi.

Por lo tanto, la estrategia de Gittins difusa es: seleccionar
un trabajo no completado con el mayor valor, con respecto
a ambos órdenes considerados de: Pi(ti)Vi∆ + ∆1, de manera
que no se haya alcanzado el tiempo límite (en caso de que
aplique). O de manera equivalente, dado 0̃ ≤ ∆ y 0̃ ≤ ∆1, se
selecciona un trabajo incompleto de manera que Pi(ti)Vi sea
el mayor.

Observación 3.3.1. El marco de deterioro se vuelve impor-
tante en vista del teorema 2D en [26], que establece una equi-
valencia entre cualquier Proceso de Bandidos Armados (bajo
condiciones adecuadas) y con deterioro, en el sentido de que
el valor de ambos bandidos es igual y las clases de estrategias
óptimas para ambos bandidos coinciden.

3.3.2. Resultados numéricos
En esta sección, se presentará una implementación numé-

rica de la estrategia óptima de selección de trabajos en el con-
texto difuso con probabilidades no decrecientes de alcanzar el
estado C en el caso de “paciencia finita” con β = 0.3 donde
S1 = {0, 1, 2, 3, 4, 5, 6, 7}∪{C} y S2 = {0, 1, 2, 3, 4, 5, 6}∪{C}.

Para esto, considere dos procesos de bandidos y dos núme-
ros difusos ∆ y ∆1. Además, considere las siguientes matrices
de transición correspondientes a los trabajos 1 y 2, respecti-
vamente:
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Figura 3.1: Descripción de los tiempos de paro.

P1 =



1 0 0 0 0 0 0 0 0
0.1 0 0.9 0 0 0 0 0 0
0.35 0 0 0.65 0 0 0 0 0
0.15 0 0 0 0.85 0 0 0 0
0.5 0 0 0 0 0.5 0 0 0
0.05 0 0 0 0 0 0.95 0 0
0.01 0 0 0 0 0 0 0.99 0
0.8 0 0 0 0 0 0 0 0.2
0 0 0 0 0 0 0 0 1


y

P2 =



1 0 0 0 0 0 0 0
0.19 0 0.81 0 0 0 0 0
0.22 0 0 0.78 0 0 0 0
0.5 0 0 0.5 0 0 0 0
0.35 0 0 0 0.65 0 0 0
0.6 0 0 0 0 0.4 0 0
0.01 0 0 0 0 0 0.99 0

0 0 0 0 0 0 0 1

 .

Además, las recompensas difusas pueden ser condensadas
en los siguientes vectores:

r̃1 := (∆1, 0.1∆ + ∆1, 0.35∆ + ∆1, 0.15∆ + ∆1,

0.5∆ + ∆1, 0.05∆ + ∆1, 0.01∆ + ∆1, 0.8∆ + ∆,∆1)

y

r̃2 := (∆1, 0.19∆ + ∆1, 0.22∆ + ∆1, 0.5∆ + ∆1,

0.35∆ + ∆1, 0.6∆ + ∆1, 0.01∆ + ∆1,∆1).
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Figura 3.2: Descripción de los tiempos de paro para el trabajo
1 (frecuencia absoluta).

Por lo tanto, al suponer que x(0) = (0, 0), se obtiene que
los índices de Gittins difusos correspondientes son

G̃1 := (∆1, 0.1565∆ + ∆1, 0.35∆ + ∆1, 0.2211∆ + ∆1,

0.5∆ + ∆1, 0.088∆ + ∆1, 0.191∆ + ∆1, 0.8∆ + ∆1,∆1)

y

G̃2 := (∆1, 0.2106∆ + ∆1, 0.277∆ + ∆1, 0.5∆ + ∆1,

.3908∆ + ∆1, 0.6∆ + ∆1, 0.01∆ + ∆1,∆1).

Se consideran 50, 000 repeticiones del proceso de selección
de trabajos bajo las condiciones anteriores. En la Figura 3.1
se puede observar un diagrama de puntos en el que los valo-
res centrales tienen líneas más densas, una situación que se
corrobora en el histograma a continuación; además, el valor
promedio de los tiempos de paro observados asociados con el
proceso global es de 6.763.

Ahora presentamos un análisis de la información relacio-
nada con el tiempo de paro de cada trabajo por separado.

Para el trabajo 1, en la Figura 3.2 se muestra un histo-
grama donde se presenta la frecuencia absoluta del tiempo de
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Figura 3.3: Descripción de los tiempos de paro para el trabajo
1 (frecuencia relativa).
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Figura 3.4: Descripción de los tiempos de paro para el trabajo
2 (frecuencia absoluta).

proceso en el que dicho trabajo se detiene. Se observa un pico
en el valor "2", ya que es altamente probable que el trabajo 1
no se termine en la primera selección y existe una probabilidad
de 0.35 de que el trabajo 1 se termine en su segunda elección.
Además, la Figura 3.2 ilustra el histograma correspondiente
de frecuencia relativa asociada a las frecuencias absolutas de
la Figura 3.2, donde se puede interpretar la altura de cada
barra como una aproximación a la probabilidad de finalizar el
trabajo 1 dado que no ha sido completado anteriormente (la
primera columna de la matriz de transición P1) Por otro lado,
se presenta una descripción gráfica similar para el trabajo 2,
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Figura 3.5: Descripción de los tiempos de paro para el trabajo
2 (frecuencia absoluta).

que se encuentra en las Figuras 3.4 y 3.5.

La Figura 3.6 ilustra una trayectoria de la evolución de los
estados de ambos trabajos durante el procedimiento de selec-
ción, donde el estado asociado con la finalización de cualquier
trabajo está etiquetado con “1”.
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Figura 3.6: Evolución vs estados.

omo complemento de la Figura 3.6, la Figura 3.7 ilustra el
desarrollo de la selección de trabajos a través de una trayec-
toria de muestra.
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Figura 3.7: Evolución de estados.





Conclusiones

Zadeh nos da las bases en [42] del estudio de la teoría difu-
sa, que ha sido de gran interés en diferentes áreas debido a su
utilidad para trabajar con problemas que involucran incerti-
dumbre. Desde entonces nos hemos enfocado en su desarrollo
y aplicación en diferentes campos de la matemática.

Por ejemplo en la probabilidad difusa, conceptos como va-
riables aleatorias, probabilidad condicional, esperanza, se han
extendido al contexto difuso, en particular en [14], [20], [28],
[27], [29] y [36] encontramos procesos de Decisión de Markov
difusos con diferentes características. Esto nos ha permitido
ampliar el repertorio de herramientas disponibles para dar so-
lución a problemas difusos a través de problemas nítidos.

La importancia de este trabajo radica en el estudio de
Bandidos Armados, si bien el modelo de Bandidos Armados
es un caso particular de los Procesos de Decisión de Markov,
no existen trabajos previos que nos den resultados con una
relación entre la solución del modelo nítido y difuso..

Nosotros aprovechamos los resultados dados para los Pro-
cesos de Decisión de Markov para extenderlo a los modelos de
Bandidos Armados difusos, lo que nos permite utilizar como
herramienta el índice de Gittins en este entorno y definir tam-
bién su versión difusa. Es decir, logramos encontrar la solución
óptima de un modelo de Bandidos Armados difuso mediante
su versión nítida, lo que simplifica el proceso.
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Como trabajo a futuro se buscarán problemas susceptibles
de ser modelados mediante Bandidos Armados difusos. Tam-
bién se puede explorar otros órdenes difusos y la difuminación
en otros elementos del modelo de Bandidos Armandos.
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