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Director de tesis: Dr. Guillermo De Ita Luna.

Co-director: Dr. Luis Carlos Altamirano Robles
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Resumen

En los últimos años se han propuesto diferentes enfoques para resolver el problema de la

reconstrucción 3D. Sin embargo, Nvdiffrec [9] ha demostrado ser particularmente preciso de

acuerdo a los estándares de la industria. Esto se debe principalmente a que el algoritmo ge-

nera las texturas que se utilizan para el desarrollo de videojuegos de forma predeterminada.

Aun aśı, algunas partes del proceso de reconstrucción 3D se pueden optimizar para obte-

ner más precisión. También es importante tener en cuenta que los modelos 3D producidos

por Nvdiffrec no son fáciles de usar para editar, principalmente porque genera sólo mallas

trianguladas. En comparación con nuestro algoritmo optimizado, tenemos la intención de

generar una malla que sea más fácil de editar para artistas 3D y también para producir una

salida más precisa tanto para la malla como para todas las texturas. Intentamos lograr esto

mediante la implementación adecuada de algoritmos de retopoloǵıa 3D, con la intención de

evitar la triangulación de la malla, y de ésta manera generar un resultado más preciso antes

de proceder a la formación de las texturas.

Palabras clave: Reconstrucción 3D, Retopoloǵıa, Redes neuronales.
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1. Introducción

La creación de modelos 3D siempre ha sido una tarea realizada por artistas 3D profesionales,

esto se debe principalmente a las complicaciones que pueden surgir durante el proceso de

creación. Sin embargo, dentro de la creación 3D a veces se requiere recrear objetos que ya

existen en el mundo real, para esto ya se han desarrollado muchas herramientas. Desafortu-

nadamente, la mayoŕıa de estas herramientas brindan resultados que no son óptimos para

un uso frecuente (como renderizar animaciones o desarrollar juegos).

Esta es la razón por la que NVdiffrec [9] es un gran avance en el campo de los algoritmos de

reconstrucción 3D. A pesar de esto, todav́ıa hay muchas mejoras que se pueden hacer a este

algoritmo, por lo que proponemos comenzar con la generación de una mejor topoloǵıa que

le permita al artista 3D trabajar con la malla inmediatamente después de generar la salida.

Para el proceso de mallado, se decidió utilizar el algoritmo de retopoloǵıa octree debido a su

rapidez de ejecución.

Ha habido muchos trabajos para mejorar el rendimiento de la reconstrucción 3D, algunos

incluso hacen uso de redes neuronales para resolver este problema. Sin embargo, el método

clásico para manejar este problema es la reconstrucción 3D multi-vista donde la principal

herramienta utilizada para reconstruir es la correspondencia entre imágenes.

Nvdiffrec [9] aborda este problema como un problema de renderizado inverso en el que da-

da una imagen (o renderizado) queremos encontrar los datos necesarios para generar dicho

renderizado (el modelo 3D y sus mapas de textura correspondientes). Aunque esto produce

resultados impresionantes, tiene el problema de que, dado que ahora los mapas y el modelo

están estrechamente vinculados, el error en el proceso de reconstrucción de la malla o en la

generación de texturas se propaga a lo largo de todos los demás mapas de texturas.

Debido a esto, creemos que tener una mejor topoloǵıa reducirá el error en todos los mapas

y en la malla 3D.



2. Trabajo relacionado

Si bien hay muchos trabajos en la tarea de reconstrucción 3D, no hay tantos orientados a

la industria de la animación y el desarrollo de juegos. Esto se debe principalmente a que

al ser un problema de inversión, no hay garant́ıa de que la solución obtenida sea única o

estable, además de necesitar de grandes cantidades de memoria gráfoca asi como velocidad

de procesamiento. Por estas razones, hasta hace algunos años era inviable el proporcionar

una solución precisa. Debido a esto, decidimos mencionar algunos de los trabajos más re-

cientes relacionados con la reconstrucción 3D y los algoritmos de mallado, incluso si están

destinados a aplicaciones de propósito general.

2.1. Reconstrucción 3D

Como mencionamos antes, el problema de la reconstrucción 3D se ha abordado de muchas

maneras diferentes. El enfoque clásico es la reconstrucción 3D multi-vista, generalmente ha-

blando, se genera una nube de puntos para crear los vértices de la malla. Luego, esta nube

de puntos se conecta para crear una malla. Debido a esto, los métodos para encontrar la

correspondencia son variados, uno de ellos es la selección de vista Pixelwise para imágenes

estéreo multivista no estructuradas [11], que utiliza colecciones de imágenes no estructuradas

para recuperar la profundidad y la información normal.

Sin embargo, existen otros enfoques para este problema, como el uso de representaciones

volumétricas en lugar de una malla para la reconstrucción 3D. NeRF [2, 4, 8, 14] es uno de

los principales algoritmos que adoptan este enfoque. Hace uso de campos de radiación que

representan cada imagen como un vector 5D para reconstruir la escena completa basándose

únicamente en sus imágenes.

También hay muchos algoritmos para la representación expĺıcita de superficies, lo que signi-

fica que dan una malla como salida. Uno de los ejemplos más recientes de estos algoritmos es

el renderizador diferenciable h́ıbrido [1], que tiene en cuenta los modelos de materiales que

vaŕıan espacialmente y la iluminación ambiental para crear materiales realistas.
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2.1.1. Retopoloǵıa

Dentro del modelado 3D, siempre ha sido de interés lograr la representación topológica más

adecuada de la figura que se está modelando. Por esta razón, ha habido muchos trabajos

relacionados con el aprendizaje geométrico y la retopoloǵıa.

Uno de los enfoques para el aprendizaje geométrico 3D es obtener un conjunto desordenado

de proyecciones de la figura 3D y usar esas proyecciones para crear una representación 3D

diferente de la misma. Esta metodoloǵıa se conoce como enfoque Multi-vista para el recono-

cimiento de formas en 3D utilizando Redes Neuronales Convolucionales. También existen las

CNN dinámicas de gráfos (DGCNN) para el aprendizaje en nubes de puntos [16] utiliza este

enfoque para su proceso de retopoloǵıa. Aunque la principal ventaja de este enfoque es el

hecho de que podemos usar redes neuronales convolucionales 2D para resolver el problema.

De igual manera, es posible usar CNN tridimensionales y procesar directamente los datos

como una nube de puntos volumétricos. La reconstrucción de formas 3D texturizadas de alta

calidad con redes convolucionales en cascada [6] es un ejemplo de este enfoque.

Con la mejora constante en el Aprendizaje Profundo, también ha habido muchos trabajos

relacionados con el Aprendizaje Profundo en mallas. Sin embargo, es importante mencio-

nar que las mallas tienen 3 propiedades geométricas diferentes de las que las computadoras

pueden aprender: vértices, aristas y caras. dependiendo de la propiedad elegida, el algoritmo

cambiará en consecuencia.

En los algoritmos de aprendizaje profundo basados en vértices, tenemos sistemas como las

redes neuronales convolucionales duales de malla [7] que hacen uso de la vecindad de vértices

locales para crear una representación diferente de la malla.

Cuando el proceso de aprendizaje profundo se basa en aristas, se requiere una malla trian-

gulada. Esto se debe principalmente a que aprovecha la propiedad de que cada arista es

adyacente a dos caras y cuatro aristas para poder realizar una convolución 2D. PD-MeshNet

[7] usa esta propiedad para crear una convolución invariable de orden y luego generar la

nueva malla como resultado.

Finalmente, tenemos Aprendizaje Profundo basado en las caras de la malla. Este enfoque

consiste en obtener la mayor cantidad de información posible de las caras vecinas. La śıntesis

de texturas geométricas profundas hace uso de este enfoque para realizar una convolución

de 3 caras.



3. Fundamento teórico

3.1. Renderizado Basado en F́ısicas(PBR)

Muchos programas de edición 3D tienen su implementación para el renderizado PBR (Ren-

derizador por Ciclos para Blender, IRay para herramientas de Autodesk, etc.). PBR utili-

za muchos mapas de textura para incorporar diferentes propiedades del material. Los más

importantes (y comúnmente utilizados) de estos mapas de textura son los mapas difuso,

metálico y de rugosidad y también el mapa normal. Enseguida explicaremos la función de

cada uno de estos mapas de textura.

El mapa difuso tiene los datos de color del material sin verse afectado por ninguna fuente

de luz. También se le llama mapa de color base.

El mapa metálico como su nombre lo indica contiene información sobre que tan metálico es

el material. A veces puede usar la misma imagen que utiliza el mapa de rugosidad. Este es

el caso de Unity, donde la aspereza está incrustada en el canal alfa de la imagen.

El mapa de normales contiene detalles geométricos sobre la malla. Este mapa es extremada-

mente útil cuando se utilizan materiales muy detallados. Principalmente porque no necesita

cambiar la topoloǵıa de la malla para dar la ilusión de detalle (ver Figura 3-1).

Figura 3-1.: Efecto de los mapas normales (0 intensidad en la izquierda, 0,5 en el medio y

1 en la derecha).
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La combinación de estos mapas de texturas nos permite crear modelos 3D fotorrealistas (con-

sulte la Figura 3-2) que son compatibles con diferentes herramientas de modelado. Debido

a esto, se volvió importante automatizar el proceso de diseño de materiales para la industria

del modelado 3D. Substance Painter es una de las herramientas más utilizadas que consiguen

esto con resultados fotorrealistas y compatibilidad entre todas las herramientas de modelado

3D.

Figura 3-2.: Ejemplo de un objeto 3D fotorrealista.

Aqúı podemos ver los resultados del uso de todos los mapas de textura disponibles para

lograr renderizados más realistas. Esto ha sido particularmente útil en el campo de la arqui-

tectura y el diseño de interiores, donde es importante una representación precisa del espacio

y la iluminación.

3.2. Topoloǵıa en el modelado 3D

En el modelado 3D, la topoloǵıa se refiere a la estructura de la malla y cómo se distribuyen

los bordes dentro de ella. Esto significa que incluso si dos mallas se ven similares, es posible

que tengan una topoloǵıa completamente diferente (consulte la Figura 3-3).



6 3 Fundamento teórico

Figura 3-3.: Comparación de diferencia de topoloǵıa

Como podemos ver, ambas figuras representan casi la misma forma. Sin embargo, la topo-

loǵıa (resaltada en negro) es muy diferente. Además, es importante saber que, en términos

generales, se prefiere tener cuadriláteros sobre triángulos.

Estas son algunas de las principales razones por las que los profesionales del 3D trabajan

principalmente con cuadriláteros:

La ecuación de interpolación de sombreado suave tiene comportamientos inesperados

cuando se trabaja con triángulos.

Los modificadores de subdivisión funcionan mejor con cuadriláteros.

Loop-Cutting (véase Apéndice C) solo funciona en cuadriláteros. Esto sucede porque

los cuadriláteros tienen 2 direcciones, los triángulos no tienen ninguna.

El uso mayoritario de cuadriláteros también es usado para mantener un buen flujo de las

aristas es algo muy importante para el proceso de elaboración de modelos 3D. Esto se debe

a la carencia de dirección en los triángulos, ya que al no tener dirección estos rompen el flujo

de aristas.

Aunque las mallas triangulares de sombreado plano funcionan correctamente, como podemos

ver en la Figura 3-4, el sombreado suave en mallas trianguladas produce resultados no

deseados.
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Figura 3-4.: Comparación de sombreado suave de diferencia de topoloǵıa

Como podemos ver en 3-4, el sombreado suave tiene resultados de iluminación inesperados

cuando usamos mallas trianguladas como la que está en púrpura. También es importante

notar que estos problemas tienden a escalar a medida que aplicamos más modificadores sobre

mallas con una topoloǵıa incorrecta.

Sin embargo, con solo abstenerse de utilizar triángulos no es suficiente para asegurar una

buena topoloǵıa. Por esta razón, existe un estándar topológico para la representación de

figuras básicas (como planos, cubos, cilindros, esféras y conos).

Este estándar tiene como finalidad principalmente el garantizar que el proceso de subdivisión

sea correcto. No obstante, la mayor parte de los modelos 3D diseñados por profesionales están

lejos de ser las figuras básicas. Por está razón es importante el desarrollo de una heuŕıstica

que genere buena topoloǵıa.

El problema principal al aplicar el modificador de subdivisión a mallas trianguladas es que

al efectuarla en triángulos genera cuadrados. Esto significa que a medida que aumentamos

los niveles de subdivisión, el comportamiento de la malla cambia. Debido a esto, podemos

tener problemas de sombreado (consulte la figura 3-4) y una conservación deficiente de la

forma después de la subdivisión (consulte la figura 3-5).
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Figura 3-5.: Topoloǵıa después de la subdivisión

Como podemos ver, la figura de la izquierda comienza presentando algunos artefactos debido

a la subdivisión del triángulo. Además, se nota que ya no tenemos bordes rectos en los lados

de la forma (en comparación con la subdivisión basada en cuadriláteros).

Por todas estas razones, es preferible tener una malla compuesta mayoritariamente por cua-

driláteros. AdemÃ¡s de que facilita el proceso de edición y generar una malla triangulada a

partir de una malla cuádruple ya es un proceso automatizado.

3.3. Redes neuronales

Las redes neuronales artificiales (ANNs) son una rama del aprendizaje automático. Las redes

neuronales pueden considerarse una herramienta bÃ¡sica para el aprendizaje profundo. Las

redes neuronales consisten de una capa de entrada, una o más capas ocultas, y una capa de

salida. La primer propuesta de un sistema parecido a lo que son la redes neuronales hoy en

d́ıa fue el perceptrón de Rosenblatt [10].

3.3.1. Redes neuronales convolucionales

Las redes neuronales convolucionales han sido la mejor opción para el reconocimiento de

patrones en imágenes dentro de la rama de aprendizaje profundo.

Las redes neuronales convolucionales reciben su nombre debido a que realizan una operación

conocida como convolución a través de sus capas. Las CNNs son una versión regulada de los
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perceptrones multicapa.

Las CNNs consisten de una capa de entrada, varias capas ocultas y una capa de salida. En

estas capaz se realiza el producto punto con el kernel de la convolución y la capa de entrada.

El kernel nos sirve como filtro para el reconocimiento de caracteŕısticas en la matriz, por lo

general se usa como kernel una matriz de 3× 3, esto se debe a que al anidar convoluciones,

el campo receptivo de cada kernel aumenta. Por ejemplo, al realizar la convolución de una

matriz de 5× 5 con un kernel de 3× 3 se obtiene como resultado una matriz de 3× 3 la cuál

tiene como campo perceptivo la mtriz de 5× 5 con la cual se generó.

La razón por la cual este tipo de redes dominan en el reconocimiento de patrones en imágenes

es debido a que una vez que la imagen es procesada por la primera capa, esta se abstrae

en sus rasgos caracteŕısticos. Este proceso de abstracción es conocido como pooling (Figura

3-6).

Figura 3-6.: Ejemplo de pooling en redes neuronales convolucionales

Las redes neuronales convolucionales se especializan en el reconocimiento de patrones para

entradas en forma matricial. Esto se debe a la naturaleza de la operación de convolución, la

cual realiza un barrido por toda la matriz para generar la entrada a la siguiente capa.

3.3.2. ResNet 50

Las redes tipo ResNet son conocidas como redes neuronales residuales, estas son bastante

similares en arquitectura a las redes neuronales convolucionales, con la diferencia de que estas

tienen una retro alimentación hacia adelante que ayuda a la red a no tener que recordar el

vector de entrada (Figura 3-7).



10 3 Fundamento teórico

Figura 3-7.: Ejemplo de una sola capa de las redes tipo ResNet

3.3.3. Desvanecimiento del Gradiente

EL principal problema mitigado por las redes tipo ResNet es el del vanishing gradient. Es-

te problema consiste en el hecho de que al retropropagar el gradiente en redes neuronales

recurrentes (RNN) cuando el gradiente pasa a través de muchas capas este se vuelve extre-

madamente pequeño.

Debido a esto el entrenar redes neuronales residuales se vuelve much́ısimo mas eficiente en

comparación a las RNN tradicionales. Ya que al tener una conexión directa hacia el siguiente

grupo de capas el gradiente crece considerablemente.

Entre las redes tipo ResNet la Resnet50 ha sido la dominante en tareas de reconocimiento

de imágenes. Esta red esta caracterizada por tener 50 capas como la descrita en la figura

3-7.

3.3.4. Graph Convolutional Network

Las GCN [5] son redes especializadas en segmentación semántica. En particular en el caso

de [5] se utiliza un conjunto de Splines para describir el contorno del objeto sin la necesidad

de una gran cantidad de puntos.

Para inicializar la red neuronal se asume que el contorno puede ser descrito de una manera

aceptable con N puntos de control.

Sea cpi = [xi, yi]
T la ubicación del i-ésimo punto de control y V = {cp0, cp1, ..., cpN−1} el

conjunto de puntos de control. Se define un grafo con el conjunto de nodos V y el conjunto

de aristas E. Entonces la propagación hacia adelante se realiza de la manera siguiente:
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f l+1
i = wl

0f
l
i +

∑
cpj∈N(cpi)

wl
1f

l
j (3-1)

Ya que las GCN también son un tipo de red residual (ResNet) tienen una función especial

para agregar el residuo durante la propagación hacia adelante.

rli = ReLU(wl
0f

l
i +

∑
cpj∈N(cpi)

wl
1f

l
j) (3-2)

rl+1
i = w̃l

0r
l
i +

∑
cpj∈N(cpi)

w̃l
1r

l
j (3-3)

f l+1
i = ReLU(rl+1

i + f l
i ) (3-4)

Donde rli es el residuo conectado a f l+1
i . Debido a esta conexión, al igual que en las redes

tipo ResNet tenemos un mejor desempeño en el tiempo de entrenamiento.

3.3.5. Red Neuronal Convolucional Punto-Vóxel

Las PVCNN (por sus siglas en inglés) son redes neuronales convolucionales dedicadas al

proceso de reconstrucción 3D. Son un h́ıbrido de las PCNN y las VCNN. Las principales

ventajas de esta red por encima de las mencionadas previamente es mejorar el desempeño

tanto en tiempo como en memoria.

Estas redes funcionan representando la información 3D como x = {xk} = {(pk, fk)} donde

pk son las coordenadas en 3D del k-ésimo voxel.

Debido a la representación utilizada para los datos, se puede utilizar la misma fórmula para

la convolución tanto de los puntos como de los vóxeles.

yk =
∑

xi∈N(xk)

K(xk, xi)× F (xi). (3-5)

Donde xk es el centro de cada vóxel, N(xi) el centro de los vóxeles vecinos, K el kérnel y F

las caracteŕısticas de los vecinos.

Además, como parte el proceso de inicialización, se normaliza la nube de puntos para asegu-

rar que las coordenadas (x, y, z) de nuestro objeto estén dentro del rango [0, 1]. Para asegurar
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esto, se calcula el centro de masa de la figura, y se toma este centro como el origen (0, 0, 0).

Después se calcula el valor mas lejano del conjunto de puntos x, y y z de manera indepen-

diente para evitar deformaciones y finalmente se hace p̂k = pk/max(||pk||).

Finalmente, se transforma la nube de puntos p̂k en un conjunto de vóxeles tomando el

promedio de las caracteŕısticas de cada punto que este dentro del vóxel. Este promedio se

realiza de la manera siguiente:

Vu,v,w,c =
1

Nu,v,w

n∑
k=1

I[⌊x̂k × r⌋ = u, ⌊ŷk × r⌋ = v, ⌊ẑk × r⌋ = w]× fk,c (3-6)

Donde I[·] nos indica si la coordenada de p̂k pertenece o no al grid de vóxeles (en formato

binario).



4. NVDiffrec

4.1. Optimización

En general, la optimización se calcula mediante la diferencia entre el renderizado del obje-

to creado por NVDiffrec Iϕ y el original Iref . Esta función de optimización por Nvidia es

realizado como sigue:

argminϕEc[L(Iϕ(c), Iref (c))] (4-1)

Donde argminϕ es el valor mı́nimo del argumento, Ec la función de riesgo emṕırico, Iref es

la imagen de referencia ϕ es el conjunto de parámetros a optimizar c es la pose de la cámara

de la imagen a renderizar L la función de pérdida. A su vez la función de pérdida se define

como sigue:

L = Limage + Lmask + ΛLre (4-2)

Donde, Limage es la pérdida en el espacio de la imagen (normalizada), Lmask es la pérdida de

la imagen al cuadrado y ΛLre que es una función regularizadora para mejorar la geometŕıa.

Finalmente, para la optimización se usa el optimizador Adam con el gradiente ∂L/∂ϕ garan-

tizando aśı que nos acerquemos al mı́nimo de pérdida posible ajustando el set de parámetros

ϕ.

4.2. Aprendizaje de topoloǵıa

Para el aprendizaje de la topoloǵıa se realiza un proceso de regresión usando la función

SDF mediante el método de los Deep Marching Tetrahedrons (DMTet). Este método es un

equivalente al método conocido como Marching Cubes, con la exepción de que el primero

nos dará siempre una malla triangulada.

4.2.1. Deep Marching Tetrahedrons

El algoritmo de los DMTet es un método de reconstrucción 3D que usa supervisión en 2D

para el proceso de generación de la malla.
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Este proceso consiste en generar una malla deformable la cual consiste únicamente de te-

traedros. Una vez creada la malla se procede a deformarla usando el renderizado de la figura

como método de supervisión en 2D.

El algoritmo DMTet es similar al algoritmo Marching Cubes con la única diferencia de que

DMTet utiliza tetraedros en vez de cubos. Esto es importante ya que no existe forma de

cortar un tetraedro sin que el corte tenga forma de triangulo. Sin embargo, para el caso de

MC (Marching Cubes) los cortes pueden tener distintas formas como resultado.

El hecho de que el corte a los tetraedros siempre tenga forma triangular nos garantiza que

se obtendrá una malla triangulada como resultado.

Figura 4-1.: Ejemplo del algoritmo DMTet en 2D (tomado de [13])

El algoritmo DMTet hace uso de un tipo de red convolucional conocida como PVCNN (

Point-Voxel Convolutional Neural Network) para generar la entrada del algoritmo como un

conjunto de caracteŕısticas del volumen 3D.

Una vez obtenido este conjunto de caracteŕısticas se realiza una primera estimación de la fun-

ción de distancia con signo (SDF) con el fin de generar una primera representación impĺıcita

de la malla.

Después se utiliza esta estimación inicial para definir cuales tetraedros se subdividirán. Esta

predicción es realizada mediante un Perceptrón Multicapa. Para realizar esta predicción,

primero se identifica cuáles tetraedros están tocando la superficie de la figura.

Finalmente, mediante una GCN (Graph Convolutional Network) se calcula hacia donde se

tiene que deformar la malla de tetraedros para encajar mejor con la figura original.



5. Octree remeshing

Los octree son un tipo de árbol en el cual cada nodo tiene exactamente 8 hijos. debido a que

un cubo tiene exactamente 8 vértices, los octrees son mayormente usados para subdividir

figuras tridimensionales.

Para hacer remeshing con octrees se requiere de dos cosas. El objeto original al que se le

realizará el proceso y la profundidad que tendrá el octree.

Después para decidir como se subdividirá el objeto, se divide en 3 casos distintos:

Los 8 vértices se encuentran dentro de la figura.

Algunos vértices se encuentran adentro y algunos afuera.

Los 8 vértices se encuentran afuera

Dados estos 3 casos el algoritmo funciona de la manera siguiente:

1. Se genera un cubo que encierre a la figura que se va a someter al proceso de remeshing.

2. Luego este cubo se divide en 8 cubos

3. Se evalúa en que caso queda cada uno de los cubos.

4. Todos los cubos que tienen el caso 2 se subdividen

5. Se aumenta el contador de profundidad del árbol en 1. En caso de no haber llegado a

la profundidad esperada ir al paso 2.

6. Se mueven los vértices de los cubos que estén en el caso dos lo mas cercano a la figura

original mediante un proceso de interpolación.
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Figura 5-1.: Ejemplo del algoritmo octree en 2D (quadtree)

Uno de los beneficios mas importantes del método octree para retopoloǵıa es que su com-

plejidad es independiente a la cantidad de nodos con los que se forma la figura original y

depende únicamente de la profundidad del árbol.



6. El estándar de Turbosquid para

evaluar modelos 3D

Debido a la naturaleza creativa del trabajo de modelado 3D no existe a la fecha un estándar

en el procedimiento adecuado para realizar un modelo 3D.

Sin embargo, el estándar más proĺıfero actualmente para este proceso es el estándar Check-

mate Pro de Turbosquid. Algunas de las compañ́ıas que utilizan este estándar actualmente

son:

Ford

General Motors

Ethan Allen

Google

Saleen

Walmart

Zamboni

El estándar Checkmate pro se divide en tres secciones principales:

Limitaciones de la certificación Checkmate Pro

Estándares en la inspección del modelo 3D

Estándares para presentación del producto

Las optimizaciones realizadas en este proyecto se enfocan en el segundo bloque de esta cer-

tificación.

Esto se debe a que el bloque uno es el conjunto de reglas y caracteŕısticas mı́nimas del mo-

delo para poder aplicar a la certificación.



18 6 El estándar de Turbosquid para evaluar modelos 3D

Además, el último bloque cubre toda la parte de marketing y los estándares de presentación

establecidos por Turbosquid. Debido a que ambas secciones son espećıficas de turbosquid nos

enfocamos en la segunda sección en la cuál se especifican las caracteŕısticas de un modelo de

calidad.

6.0.1. Estándares en la inspección del modelo 3D

Para que un modelo apruebe esta sección, es necesario satisfacer los puntos que se mencionan

a continuaćıon:

1. Geometŕıa

No tener vértices aislados

No tener vértices coincidentes (en la misma ubicación)

No tener caras coincidentes o coplanares

Normales apuntando hacia afuera

No tener objetos vaćıos

La geometŕıa no debe tener aberturas en las que se pueda ver a través

2. Topoloǵıa

Cuadriláteros y triángulos solamente

Uso mayoritario de Cuadriláteros. Un uso máximo de 20% de triángulos es con-

siderado aceptable.

Buen flujo de aristas

El modelo debe ser subdividible: Esto significa que al subdividir el objeto no se

pierde la forma original y se adquiere un mayor detalle.

3. Escala 1:1 con el objeto real

4. Posición y orientación

5. La matriz de transformación (posición, rotación y escala) debe estar en sus valores

predeterminados.

6. Nombrado y organización

7. Texturas y materiales

Todos los objetos deben de tener un material.

Las texturas deben estar aplicadas donde sea necesario

8. UVs
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Las texturas no deben presentar un estiramiento notable.

Las divisiones del mapa de UVs deben estar en las zonas menos visibles del modelo

9. Rigging

10. Animación

Las optimizaciones realizadas al trabajo de Nvidia estan enfocadas en su mayor parte a la

sección de topoloǵıa del estándar Checkmate Pro.



7. Implementación

Dado que el objetivo principal de esta optimización es hacer que el algoritmo sea más útil

para la industria 3D, decidimos ejecutar ambos algoritmos en una computadora con es-

pecificaciones que coincid́ıan con las utilizadas por los profesionales en el campo. Dado que

PyTorch fue la herramienta utilizada para ambos algoritmos, la consideración más importan-

te fue la GPU. La PC que usamos para compilar estos algoritmos teńıa una Nvidia Geforce

RTX 2070 con Max-Q Design y 8 gigabytes de memoria GPU.

De forma predeterminada, NVdiffrec es un algoritmo que utiliza mucha memoria. Por esta

razón, aunque originalmente se usaron 8 epoch con fines de entrenamiento, decidimos limitar

el algoritmo a 2 epoch. El algoritmo normalmente utiliza 8 epoch, pero esto haria que se

necesitara un total de 24Gb de GPU lo cual excede por mucho las especificaciones de un

equipo promedio (8 Gb de GPU). Sin embargo, debido a esto, nuestros resultados son más

ruidosos que los originales (ver Figura 7-1). Aún aśı, este ruido también se reduce a través

del proceso de remallado.

Figura 7-1.: Resultados ruidosos usando 2 epoch

Para la implementación, primero se obtiene una malla subdividida del algoritmo de recons-

trucción de NVDiffrec. Después, insertamos esta malla en CNN de ajuste utilizando siluetas

de la figura como supervisión.
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Una vez obtenida la malla, mediante el algoritmo retopoloǵıa Octree se obtiene una nueva

malla retopologizada. Finalmente, mediante ray tracing obtenemos las propiedades del ma-

terial de NVdiffrec [9] y las traspasamos a nuestra malla optimizada. La principal ventaja

de este enfoque es que no tenemos que preocuparnos por el resto del algoritmo, ya que no

tenemos que hacer grandes cambios en la forma en que funciona.

Para minimizar los cambios realizados en ambos algoritmos, decidimos insertar un nuevo

bloque dedicado a la retopoloǵıa (Figura 7-2) inmediatamente después de que NVdiffrec [9]

realice el proceso de reconstrucción de la malla. El enfoque es conveniente porque el bloque

anterior proporciona una malla como salida, que es la entrada esperada del octree. Además,

ya que el algoritmo de octree también proporciona una malla como salida, que es la entrada

esperada del siguiente paso en el algoritmo NVdiffrec [9].
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Figura 7-2.: Optimización de NVDiffrec (resaltado en amarillo)

Como podemos ver, los únicos cambios necesarios con este enfoque son la forma en que co-
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nectamos ambos algoritmos y hacemos que la ecuación de gradiente funcione con la salida

de SubDivNets en lugar del bloque original de NVdiffrec. [3].

El objetivo principal de este paso es adquirir una representación más precisa de la malla y

también transformar las caras de los triángulos en cuadrados (este proceso se conoce como

destriangulación). Esto es importante porque la mayoŕıa del software de edición 3D prefiere

los cuadrados para fines de edición, incluso si se triangulan una vez que se genera el resulta-

do final. Como podemos ver en la Figura 7-3, después del proceso de remallado se logra el

propósito principal de este paso.

Figura 7-3.: Remallado y destriangulación

La nueva malla ahora se procesará con el resto del algoritmo NVdiffrec para generar los

mapas difuso, normal y de rugosidad del material.

Para hacer la malla original mas precisa, se utilizó la red neuronal para detección de profun-

didad del algoritmo NVDiffrec.

Al utilizar la malla generada por NVDiffrec en combinación con las imágenes con profundi-

dad nos permite realizar de manera muy precisa un proceso conocido como fusión de mapas

de profundidad.



24 7 Implementación

Figura 7-4.: Ejemplo de una imagen con profundidad

Luego utilizamos una red neuronal convolucional para realizar la regresión de la función

de distancia truncada con signo (TSDF por sus siglas en inglés) y obtenemos una nube de

puntos del objeto con mayor resolución a la que obtendŕıamos directamente de NVDiffrec.

Figura 7-5.: Ejemplo de la nube de puntos
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Una vez generada la nube de puntos hacemos el pareo con las imágenes de la silueta para

reacomodar los vértices de la nueva figura. Una vez realizado este proceso se obtiene la figura

con mayor resolución y una mejor aproximación a la imagen real.

Al procesar nuestro conjunto de imágenes con NVDiffrec garantizamos que nuestra red neu-

ronal converja a uno de los mı́nimos de la función de error entre las imágenes de entrada y la

renderización de la figura reconstruida. Este algoritmo nos ayuda a mejorar la precisión de

la topoloǵıa debido a que después de habernos asegurado que converge a uno de los mı́nimos

del error, se incrementa la resolución de la malla y se realiza otro proceso de optimización

con la red neuronal propuesta, esto nos sirve como refinamiento para acercarnos a un más

al mı́nimo encontrado por NVDiffrec.



8. Resultados

8.1. Precisión del renderizado inverso

Se eligió el error cuadrático medio (MSE) para calcular la precisión del algoritmo optimizado.

La manera de calcular el error cuadrático medio es como sigue:

Sea IO el conjunto de C imágenes renderizadas del modelo por nuestro algoritmo optimiza-

do ,IN el conjunto de imágenes de NVDiffrec y IT el conjunto original de renderizaciones.

Además, ya que todas las imágenes del mismo tamaño m × n. La ecuación para el error

cuadrático medio se define como:

MSEOpt =

C∑
i=0

mn∑
j=0

(
(IOjR

− ITjR
)2 + (IOjG

− ITjG
)2 + (IOjB

− ITjB
)2

3mn

)
(8-1)

Para la versión optimizada, y para NVDiffrec queda como sigue:

MSEOpt =

C∑
i=0

mn∑
j=0

(
(INjR

− ITjR
)2 + (INjG

− ITjG
)2 + (INjB

− ITjB
)2

3mn

)
(8-2)

NVDiffrec NVDiffrec optimizado

3.55 1.88

Además, se generó la vizualización del error cuadrático haciendo la resta entre el resultado

esperado y el obtenido en cada pixel.
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Figura 8-1.: Resultados obtenidos. Renderizado original, NVDiffrec, NVDiffrec optimizado,

respectivamente)

8.2. Calidad del modelo reconstruido

Para medir la calidad del modelo reconstruido se utilizó el estándar de certificación de Check-

mate Pro, en el cual se obtuvieron los Resultados siguientes:
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Caracteŕısticas NVDiffrec NVDiffrec optimizado

No tener vértices

aislados

No tener vértices

coincidentes

No tener caras

coincidentes o

coplanares

Normales apuntando

hacia afuera

No tener objetos

vaćıos

20% de triángulos o

menos

Buen flujo de aristas

Escala 1:1

Posición y orientación

Modelo subdividible

Texturas sin

estiramiento notable

Las divisiones del

mapa de UVs no

visibles

8.3. Análisis de complejidad en tiempo

Debido a que el algoritmo consta de tres partes diferentes, en análisis en tiempo del algoritmo

esta dividido en cada uno de sus subsistemas.

8.3.1. Redes neuronales

El sistema final consta de 3 redes neuronales convolucionales distintas. Nvdiffrec utiliza una

para la generación de la topoloǵıa y otra para el mapeo de las distintas texturas que utiliza

el modelo Phong de renderizado.

Además de las redes neuronales utilizadas por NVDiffrec, se agregó una mas para el proce-

so de optimización del algoritmo, la cual se encarga de mejorar la regresión de la función SDF.

Para el análisis de complejidad de tiempo de las redes neuronales convolucionales se utilizo
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la fórmula obtenida en [12] que nos permite saber la complejidad en tiempo en base a los

elementos que componen a nuestra CNN.

f∑
l=1

D ·W ·H ·N (8-3)

Siendo f la profundidad de la red neuronal, D las dimensiones de la entrada, W el ancho de

la entrada, H el alto de la entrada y N el número de salidas.

Red Neuronal SDF (NVDiffrec)

NVDiffrec implementa una red neuronal para su algoritmo DMTet (Deep Marching Tetra-

hedrions). Esta red neuronal usa como entrada un grid de tetraedros de tamaño fijo.

Sabemos que la profundidad de la red neuronal no cambia en ningún momento del proceso,

por lo que podemos asumir a f como un valor constante.

Como la red neuronal genera un nuevo grid de tetraedros que es del mismo tamaño que el

de la entrada, tanto los dimensiones de la entrada como de la salida son constantes.

Entonces, al tomar la ecuación 8-3, podemos ver que las 5 variables son constantes en la

forma en la cual utilizamos nuestra red, resultando en una complejidad computacional de

O(1).

Podemos saber con certeza que la complejidad de O(1) es correcta, porque aun si la figura

requiere muchos detalles, la resolución del resultado final no cambia. Esto significa que se

mantiene una complejidad de O(1) a costo de perder resolución entre mas compleja sea la

figura a reconstruir.

Red Neuronal para texturizado (NVDiffrec)

NVDiffrec además de utilizar una red para la regresión de la SDF, implementa una red neu-

ronal para la reconstrucción de las texturas del material.

Las texturas entregadas por el algoritmo NVDiffrec consisten en 3 mapas diferentes de

2048× 2048. Por lo tanto, N es constante.
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También sabemos que como entrada se recibe la malla de tetraedros generada en la iteración

pasada, por lo cual W , D y H también son constantes.

Finalmente, la red neuronal designada para esta tarea al igual que la red neuronal anterior

es de estructura fija. Esto causa que también tengamos una f constante.

Debido a que la ecuación 8-3 en este caso esta también compuesta únicamente de constantes

la complejidad es de O(1).

Red Neuronal de optimización SDF

Finalmente, tenemos la red neuronal que se implementó como proceso de optimización para

generar una topoloǵıa más adecuada.

Esta red al igual que las anteriores es de estructura fija, con entrada y salida constantes. Sin

embargo, esta red neuronal esta colocada dentro de un ciclo de optimización.

Para evitar que el algoritmo se cicle de manera permanente, este se detiene al alcanzar las

5000 iteraciones. En caso contrario, se detendrá al estar dentro de cierto umbral de error.

Debido a que para datos muy complejos el algoritmo se mantendrá constante en 5000 itera-

ciones obteniendo aśı una complejidad de O(1) en nuestra optimización.

8.3.2. Octree

Como se mencionó en el marco teórico el algoritmo de octree para remeshing implica como

mı́nimo la visita en cada uno de los hijos para un árbol octal, además de eso para cada hoja

se lleva acabo un proceso de interpolación para ubicar los vértices en la mejor ubicación del

cuadrante.

Este proceso de interpolación se realiza de la manera siguiente: Sea el Vn el conjunto de los

últimos 8 nodos del árbol de forma tal que las aristas son V1V2, V1V3, V1V4, V2V5, V2V6, V5V7,

V6V7, V7V8, V3V6, V4V5,V3V8, V4V8.

Debido a que en una malla triangulada todas las caras están compuestas de triángulos basta

con considerar el caso donde un plano descrito por 3 puntos atraviesa el cubo formado por

el ultimo conjunto de nodos. Siendo estos puntos P1, P2, P3 se quiere averiguar a que altura

las aristas del cubo se intersectan con el plano.
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Para resolver este problema, primero se obtiene la ecuación que describe al plano mediante

las ecuaciones siguientes:

A1 = P2x − P1x (8-4)

B1 = P2y − P1y (8-5)

C1 = P2z − P1z (8-6)

A2 = P3x − P1x (8-7)

B2 = P3y − P1y (8-8)

C2 = P3z − P1z (8-9)

a = B1C2 −B2C1 (8-10)

b = A2C1 − A1C2 (8-11)

c = A1B2 −B1A2 (8-12)

d = (−aP1x − bP1y − cP1z) (8-13)

Después, obtenemos la ecuación que describe las aristas que se intersectan con el plano. Por

lo tanto, para cada una de ellas se resuelven las ecuaciones siguientes:

dx = VPx − VQx (8-14)

dy = VPy − VQy (8-15)

dz = VPz − VQz (8-16)

Finalmente, se encuentra el punto de intersección entre la recta y el plano:

nu =
P1

|P1|
·

dxdy
dz

 (8-17)

w = VP − P1 (8-18)

si = − P1

|P1|
· wPsi = w + si ∗

dxdy
dz

+ P1 (8-19)

Debido a que estas operaciones se repiten una vez por cada hoja del árbol la complejidad

final es O(8n) dónde n es el nivel de profundidad del octree.

La mayor ventaja de este algoritmo es que no depende de la malla de entrada. Por esta razón,

la complejidad en tiempo del algoritmo octree en referencia a la entrada es de O(1). Esto se

debe a que no importa que tan grande sea la entrada, el algoritmo siempre se detendrá al

nivel n independientemente del tamaño de la entrada.
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8.3.3. Ray tracing

El algoritmo de ray tracing es el método mas común para renderizado utilizado hoy en d́ıa.

Este algoritmo funciona emitiendo haces de luz desde la cámara (el punto elegido para visua-

lizar la escena). Luego se calcula la dirección del haz de luz usando el pixél como referencia.

Una vez que se realizó lo anterior, se emite el haz de luz y rebota en la escena un número

predeterminado de veces

El algoritmo funciona de la manera siguiente:

1. Se define la cantidad de rebotes que tendrá el haz

2. Se selecciona un pixél de la imagen.

3. Se obtiene la dirección del haz dependiendo del pixél asignado.

4. Se rebota el haz en el primer material.

5. Si el material es vidrio el haz se divide en refracción y difracción. Y se realiza otro

rebote hasta que rebote en un material difuso o se exceda la cantidad máxima de

rebotes.

6. Si el objeto es un material difuso, se computa la iluminación.

7. Si faltan pixéles por procesar se pasa al siguiente pixél y se vuelve al paso 3.

Figura 8-2.: Visualización del algoritmo de Ray Tracing (Imagen tomada de la documen-

tación de desarrollo de Nvidia [15]

Por lo tanto, sea n la cantidad total de ṕıxeles y k la cantidad máxima de rebotes. La com-

plejidad computacional del mejor caso es de O(n) (cuando todos los materiales son difusos)

y el peor de los casos O(2kn) (cuando todos los materiales son vidrio).
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Sin embargo, ya que en nuestro caso tanto la cantidad de rebotes como el tamaño de la

imagen final son constantes. La imagen conserva sus dimensiones para ser compatible con

las distintas capas de la red neuronal. Por otro lado, la cantidad de rebotes se trunca a un

número predefinido, esto se debe a que la cantidad de rebotes que hace la luz en la vida real

es demasiado grande como para poder computarla. Debido a esto, se obtiene una compleji-

dad de O(1).



9. Conclusión y trabajo a futuro

Se logró incrementar la precisión del algoritmo de reconstrucción de NVDiffrec y al mismo

tiempo mejorar la topoloǵıa resultante del algoritmo. Además, se obtuvo una complejidad

final de O(1).

Además de tener una mejor precisión se obtuvo una figura final que encaja mejor con los

estándares de calidad utilizados por los profesionales en la industria del modelado 3D. Nues-

tro algoritmo está un paso más cerca de ser implementado en la industria, debido a que

nuestro resultado final se acerca mas a satisfacer las exigencias de TurboSquid.

El haber hecho uso de herramientas mas tradicionales del renderizado de modelos 3D (como

el algoritmo de Raycasting y el Octree) en conjunto con las redes neuronales nos sirvió para

poder incrementar considerablemente la precisión sin sacrificar la complejidad en tiempo del

algoritmo.

9.1. Trabajo a futuro

Como se pudo observar en la sección de resultados, a pesar de que se logró una mejoŕıa sobre

el algoritmo original de NVDiffrec, aún faltan muchos requisitos a satisfacer para automati-

zar el proceso de reconstrucción 3D al nivel de un artista 3D profesional.

Los principales puntos a mejorar es la disminución del estiramiento y la generación de las

divisiones de UVs en las partes mas ocultas de la malla.

Además falta mejorar también que la reconstrucción sea automaticamente en escala 1:1 con

el objeto real y la posición y orientación correcta.

Finalmente, también seŕıa importante la demostración o refutación de si el algoritmo Oc-

tree para retopoloǵıa nos va a generar que no pierda resolución al subdividirse si se usa la

profundidad adecuada para el mismo.



A. Anexo: Imágenes de la retopoloǵıa

Figura A-1.: Topoloǵıa original (Morado), topoloǵıa optimizada (Rojo)



B. Anexo: Imágenes de los resultados

Este anexo contiene las imágenes ampliadas de los resultados.

Figura B-1.: Resultado antes de optimizar
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Figura B-2.: Resultado antes de optimizar
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Figura B-3.: Mejoŕıa de nuestro algoritmo en comparación con NVDiffrec (calculado me-

diante B-1)

Sea H(x) la función escalón de Heaviside, MSEDelta la mejóıa de nuestro algoritmo en

comparacioń con el original, MSEOpt la matriz (512 × 512 × 3) del error cuadrático medio

del algoritmo optimizado y MSEOrig la matriz (512 × 512 × 3) del error cuadrático medio

del algoritmo original.

MSEDelta = H(MSEOpt −MSEOrig)(MSEOpt −MSEOrig) (B-1)



C. Anexo: Ejemplo de loop-cutting

Como se mencionó en el documeto, los cuadrilateros tienen dos direcciones en los motores

de edición de modelos 3D.

Figura C-1.: Ejemplo de las dos direcciones de corte que posee un cuadrilátero



40 C Anexo: Ejemplo de loop-cutting

Figura C-2.: Como se puede observar el corte se propaga automáticamente sobre la direc-

ción del cuadrilátero
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Figura C-3.: Como se puede observar al aparecer triángulos en la figura la propagación se

interrumpe debido a la carencia de dirección de los mismos
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