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“Porque en él fueron creadas todas las cosas, las que hay en los

cielos y las que hay en la tierra, visibles e invisibles; sean tronos,

sean dominios, sean principados, sean potestades; todo fue creado

por medio de él y para él”. “Porque las cosas invisibles de él,

su eterno poder y deidad, se hacen claramente visibles desde la

creación del mundo, siendo entendidas por medio de las cosas

hechas, . . . ”. “Al que está sentado en el trono, y al Cordero, sea la

alabanza, la honra, la gloria y el poder, por los siglos de los siglos”.

Amén.

Col. 1:16, Ro. 1:20, Ap. 5:13.

“El cient́ıfico no estudia la naturaleza porque es útil; él la estudia

porque se deleita en ella, y se deleita en ella porque es hermosa.

Si la naturaleza no fuera hermosa, no seŕıa digna de ser conocida,

y si la naturaleza no fuera digna de ser conocida,

la vida no seŕıa digna de ser vivida”.

Henry Poincaré.



Resumen

La lagunaridad es una medida fractal que permite diferenciar fractales con la mis-

ma dimensión fractal pero diferente apariencia, por ello es considerada una medida

de heterogeneidad o textura y puede ser calculada en patrones fractales, no frac-

tales o multifractales. El objetivo de este trabajo es implementar algoritmos para

el cálculo de lagunaridad en imágenes binarias y en escala de grises, aśı como ana-

lizar su comportamiento en imágenes médicas con objetos fractales. Las pruebas

realizadas con estos algoritmos corresponden a imágenes de resonancia magnética

de un simulador de cerebros sanos y cerebros con esclerosis múltiple. Se utilizaron

también imágenes de resonancia magnética de cerebros de neonatos prematuros e

imágenes de la retina con segmentaciones del nervio óptico. Los resultados mues-

tran que el ı́ndice de lagunaridad detecta cambios en las estructuras aśı como en

el desarrollo del cerebro. Con las pruebas realizadas también se confirma que la

lagunaridad es una buena medida para discriminar imágenes con diferentes de tex-

turas de patrones fractales o no fractales y, al ser una medida dependiente de la

escala, su análisis puede realizarse en rangos espećıficos de los tamaños de escalas.
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Caṕıtulo 1

Introducción

La esperanza de vida en México ha mejorado debido a cambios sociales y económi-

cos que han dado lugar a un envejecimiento de la población o una mayor sobre-

vivencia a edades adultas. Sin embargo, este envejecimiento demográfico también

hace que los individuos estén expuestos a otros factores de riesgo, y da lugar a la

presencia de padecimientos crónicos y degenerativos.

Según la Organización Mundial de la Salud [50], las enfermedades no transmi-

sibles o crónicas (ENT) se caracterizan porque su duración es prolongada y su

progresión es lenta. Las cuatro principales son las siguientes: enfermedades car-

diovasculares (como los infartos al miocardio o accidentes cerebrovasculares), el

cáncer, enfermedades respiratorias crónicas, y la diabetes.

Mientras mayor sea la sobrevivencia a edades adultas también aumentará el ries-

go asociado con las enfermedades crónico degenerativas (ECD), y en la manera

que aumente la proporción de personas de edad avanzada también aumentará la

presencia de padecimientos crónicos y degenerativos.

Estas enfermedades son responsables de un 63 % de muertes anuales a nivel mun-

dial, es decir 36 de 57 millones de defunciones globales, por lo que son consideradas

la causa de defunción más importante en el mundo. Es importante destacar de esta

cantidad que casi el 80 % de estas muertes se dan en páıses de ingresos bajos y

medios [50].

1
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Las ECD no sólo deben ser consideradas como un problema de salud sino un

desaf́ıo para los páıses en desarrollo, pues esto puede llevar a las personas a una

permanente pobreza debido a las grandes dimensiones de los gastos médicos que

éstas implican [51, 52].

El proceso de degeneración en este tipo de enfermedades hace que un órgano o

tejido vaya perdiendo sus caracteŕısticas más importantes que provoca la disminu-

ción de su actividad. Pueden ser congénitas o hereditarias y aunque en general se

presentan en personas de edad avanzada también pueden afectar a personas entre

20 y 40 años.

Algunas de estas enfermedades están asocidas con la edad como el Alzheimer y el

Parkinson que afectan el cerebro; enfermedades degenerativas articulares como la

artrosis de cadera, columna o rodilla; degenerativas oculares de la córnea o de la

retina; entre otras como la osteoporosis, la hipertensión, diabetes, cáncer y hasta

el SIDA [1].

Mientras mayor sea la sobrevivencia a edades adultas también aumentará el ries-

go asociado con ECD, y en la manera que aumente la proporción de personas

de edad avanzada también aumentará la presencia de padecimientos crónicos y

degenerativos.

Si bien es un problema mundial, a nivel nacional debe ser una prioridad para el

sector salud, es importante trabajar en su prevención, control y un tratamiento

eficaz con el objetivo de reducir la mortalidad consecutiva a las ECD. Es necesa-

rio considerar además que para la población este tipo de enfermedades son muy

complejas y su tratamiento tiene un costo elevado por lo que la mayoŕıa de las

instituciones de salud no están preparadas para brindar los cuidados necesarios

[13].

Esto obliga a analizar la magnitud de los costos, el impacto social y laboral impli-

cados en el proceso salud-enfermedad, para realizar una adecuada planeación, con

el objetivo de que los servicios de salud tengan la capacidad de atender de forma
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adecuada la creciente demanda de servicios médicos especializados, que actual-

mente requieren cada vez más de las nuevas tecnoloǵıas, que si bien son un apoyo

innegable para el actuar médico, también aumentan los costos de una forma muy

importante y, al ser inaccesible a toda la población, su impacto en la seguridad

social es mucho más bajo del que se desea alcanzar.

Es importante que en México se atienda esta necesidad de apoyar la investigación

para desarrollar y optimizar las herramientas para el diagnóstico de enfermedades

en el sector salud. Ya que de esta manera, se contribuye al desarrollo de técnicas

basadas en el análisis de imágenes médicas con métodos propios, que apoyen a los

especialistas como a la población en general.

En la actualidad muchos sistemas de diagnóstico son usados, y el diseño, imple-

mentación y validación de estos sistemas implica el trabajo tanto de médicos y

biólogos, como ingenieros, f́ısicos, y cient́ıficos en computación. Los sistemas ba-

sados en imágenes médicas analizan diferentes tipos de imágenes como rayos X,

resonancia magnética (RM), tomograf́ıa axial computarizada (TAC), tomograf́ıa

por emisión de positrones (Positron Emision Tomography, PET).

El proceso de extraer, cuantificar e interpretar efectivamente el contenido de una

imagen, aśı como su análisis, permite adquirir una mayor comprensión y conoci-

miento acerca de la estructura y función de los órganos de los que se adquiere la

imagen, lo que ayuda en el diagnóstico de diferentes enfermedades [16] (figura 1.1).

Figura 1.1: Puntos importantes en el proceso de sistemas de diagnóstico.
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El análisis inicial de las imágenes resultantes de estos sistemas hecho por huma-

nos es visual, sin embargo un análisis cuantitativo puede ayudar a evitar ciertas

limitaciones como errores por fatiga, distracción, o una experiencia limitada. Un

análisis computacional, con el cuidado y lógica apropiados, puede potencialmente

mejorar la precisión del diagnóstico.

Es importante enfatizar que los estudios de imagen en śı mismos no tienen valor

diagnóstico si no son analizados a la luz del conocimiento y juicio de un médico

entrenado, quien dará valor a los hallazgos obtenidos en la imagen con base en

su conocimiento de los śıntomas, signos y la semioloǵıa de los mismos dentro del

contexto cĺınico de cada paciente y es el médico quien finalmente establecerá el

diagnóstico definitivo.

La tecnoloǵıa entonces nos ha llevado a explorar el cuerpo humano desde un nivel

celular (microscópico) hasta el nivel de órganos y sistemas (macroscópico). En la

naturaleza y en particular en el cuerpo humano se han podido observar estructuras

que inevitablemente y naturalmente, poseen una estructura fractal [37].

Un fractal es un objeto matemático que a pequeñas y grandes escalas posee la

misma apariencia o sigue un mismo patrón de forma, textura o color. Este término

fue introducido en 1975 por el matemático polaco Benoit Mandelbrot, considerado

como el padre de la geometŕıa fractal, cuando publicó su libro “Fractales: forma,

azar y dimensión”[46]. Algunos ejemplos pueden verse en la figura 1.2, la imagen

muestra fractales naturales y otros que han sido creados artificialmente a partir de

las reglas que establece la geometŕıa fractal. La geometŕıa fractal permite analizar

de una manera eficiente estructuras bio-sistémicas, y comprender muchos procesos

reales, desde estructuras f́ısico-qúımicas hasta los sistemas económicos [37].

La geometŕıa fractal ha tráıdo una nueva visión al diseño de las estructuras biológi-

cas, ya que por su complejidad es más fácil describirlas y entender su funciona-

miento y desarrollo, y por su caracteŕıstica de autosimilitud, su construcción de

aparentemente alta complejidad mediante la geometŕıa fractal se reduce a un sim-

ple código. Algunas de estas que se encuentran en el cuerpo humano pueden ser

muy notorias como: la red vascular, el árbol tráqueo-bronquial, la red biliar, los



Caṕıtulo 1. Antecedentes 5

Figura 1.2: (a) Brocoli y el conjunto de Mandelbrot, (b) Helecho natural y
helecho de un sistema de funciones iteradas (Iterated Function Systems IFS), (c)
Vasos sangúıneos (del pulmón) y ramas de un IFS, y (d) Montaña Llullaillaco

y simulación generada por computadora del valle de la muerte [5].

ductos pancreáticos, el sistema His-Purkinje, entre otras [30]. Estas geometŕıas o

estructuras biológicas son conocidas como fractales de llenado del espacio, cuyo

diseño tiene el objetivo de producir sistemas funcionales y eficientes. En [60, 42],

encontramos que las redes de distribución como la de los vasos sangúıneos y las

v́ıas respiratorias son fractales y la naturaleza de sus ramificaciones es porque

deben alcanzar cada rincón del organismo, es decir, deben cumplir la tarea de

llenar el espacio (Figura 1.3). En cuanto a eficiencia, los acinares en los pulmo-

nes de mamı́feros tienen un tamaño que es justo el adecuado para asegurar un

eficiente intercambio de gas, no más, no menos. Lo anterior es sólo un ejemplo de

cómo los conceptos fractales permiten entender los principios de construcción y

funcionamiento de los organismos que trabajan aún con toda su complejidad.

Al igual que los ejemplos previos, el cerebro humano y su complejidad geométri-

ca, se puede asumir posee una estructura auto-similar. En diferentes trabajos el

análisis tanto estructural como funcional ha sido realizado para comprobar que el

cerebro es fractal. En [28] realizan un análisis fractal tridimensional para cuan-

tificar la complejidad de la superficie de la sustancia blanca, concluyendo que la

dimensión fractal puede describir la superficie sobre un estrecho y espećıfico rango

de escalas y además medir la complejidad de la misma. También en [62, 45] se

hace un análisis más extenso midiendo la estructura interior y su esqueleto, la su-

perficie y la estructura general de la sustancia blanca que incluye tanto al cerebro
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Figura 1.3: (Imágenes superiores) Modelo del árbol de Koch de las v́ıas res-
piratorias comparado con el modelo del árbol de las v́ıas respiratorias de un
humano, (imágenes inferiores) modelo de las ramas de un árbol arterial del co-
razón comparada con la red de Peano simulando la estructura la arteria y la red

vascular (adaptado de [60]).

como al cerebelo. El método utilizado calcula la dimensión fractal tridimensional

y demuestra ser sensible a cambios estructurales relacionados con la edad. En [38]

se analiza la corteza cerebral para probar estad́ısticamente que se trata de una

estructura auto-similar. Su método volumétrico basado en la transformada rápida

de Fourier considera escalas espaciales, desde la corteza completa como tamaño

inicial hasta una de 3mm. Aśı, los resultados obtenidos confirman la naturaleza

fractal de la corteza cerebral humana. Para complementar la información anterior

en [32] se realizó un análisis de la superficie cortical del cerebro en IRM calculan-

do la dimensión fractal tridimensional y con esto se comprueba que la dimensión

fractal puede ser un indicador de alto valor para estudiar las anormalidades estruc-

turales del cerebro en desórdenes mentales. Kontos et al. [39] provee un estudio de

activación de imágenes de resonancia magnética (IRM) usando curvas que llenan

el espacio para relacionar las estructuras del cerebro con las funciones del cerebro.

El enfoque propuesto está basado en un mapeo del espacio 3D al espacio de 1D

usando una transversal de la curva de llenado del espacio de Hilbert.

La dimensión fractal como se puede notar ha sido ampliamente usada como un
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descriptor de la complejidad de estructuras biológicas ya que permite cuantificar la

forma de dichas estructuras. También se puede resaltar que en varios de los estudios

anteriores fueron enfocados a detectar anormalidades consecuencia de desordenes

mentales como esquizofrenia, desorden obsesivo-compulsivo [32], Alzheimer [39], o

para detectar o medir los efectos de desarrollo de una enfermedad, la progresión

del envejecimiento o la intervención médica en la sustancia blanca del cerebro

[62, 38]. En [45] se remarca cómo la dimensión fractal (DF) puede servir como un

ı́ndice para cuantificar la complejidad funcional y estructural del sistema neural

en las etapas de desarrollo, degeneración, reorganización o evolución ya que la DF

puede estar cambiando dinámicamente en esos procesos. Estos estudios del cerebro,

por otro lado, también se direccionaron a analizar estructuras macroscópicas de

la sustancia gris, surcos de la superficie y la estructura interior de la sustancia

blanca.

La mayoŕıa de estudios en medicina que tratan con fractales se han enfocado al

cálculo de dimensión fractal, y esto es válido dependiendo de cada aplicación, sin

embargo, para los casos en que la dimensión fractal no permite discriminar una

vez que se tiene el mismo patrón fractal, se complementa haciendo el cálculo de

lagunaridad. La lagunaridad aśı, permite diferenciar entre fractales que siguen el

mismo patrón de forma pero que en apariencia o textura son diferentes.

Encontramos en [33] la combinación de estas dos medidas para detectar la si-

metŕıa plana en neuro-imágenes de RM. En [35] se realiza también el cálculo de

la DF y lagunaridad con el objetivo de clasificar células microgliales del cerebro,

lo que les permite mejorar la comprensión de la participación de dichas células

en varios trastornos. Los estudios implican entonces una investigación más allá de

sus resultados actuales, ya que aún se necesitan pruebas que consideren estados

de transición que pueden ser relevantes para las enfermedades crónicas neuro-

degenerativas y las respuestas prolongadas tales como la respuesta inicial y más

tarde la curación después de un accidente cerebrovascular o un traumatismo. En

general, el estudio del cerebro humano es amplio y a pesar de la gran variedad de

trabajos que han sido hechos, muchos siguen presentando deficiencias de acuerdo
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a su utilidad en el entorno cĺınico, ya que el objetivo de cada método es cumplir

con las siguientes caracteŕısticas: ser rápido, robusto, preciso y automático.

El objetivo de este trabajo es la implementación de algoritmos para el cálculo de

lagunaridad y poder analizar esta propiedad fractal, aśı como su comportamiento

en imágenes médicas binarias y en escala de grises que contienen objetos fractales

naturales. Esto se hace con el propósito de analizar si la lagunaridad puede com-

plementar a la dimensión fractal como caractarizador de la forma de los objetos

fractales en el cuerpo humano.

En los siguientes caṕıtulos se abordarán los siguientes temas: en el caṕıtulo dos se

habla acerca de la geometŕıa fractal y se da una explicación de dimensión fractal y

lagunaridad con conceptos generales. Una vez explicado lo anterior, en el caṕıtulo

tres se describe el método para el cálculo de lagunaridad en imágenes binarias,

aśı como las variantes del método de la caja deslizante aplicado a imágenes en

escala de grises. En el caṕıtulo cuatro se presentan los resultados y análisis al

aplicar el algoritmo implementado a imágenes simuladas del cerebro y el nervio

óptico. Finalmente en el caṕıtulo cinco se dan las conclusiones considerando las

limitaciones de este trabajo aśı como el trabajo a futuro.



Caṕıtulo 2

Geometŕıa Fractal

La geometŕıa fractal nace bajo la concepción de una nueva geometŕıa de la na-

turaleza, permitiendo describir de manera cuantitativa términos como “rugoso”,

“irregular” o “intermitente”[44].

Un fractal es un objeto matemático que a grandes y pequeñas escalas tiene la mis-

ma forma o sigue el mismo patrón, de manera que si se observa el objeto completo

o parte de él, tiene la misma apariencia. De otra forma, podemos decir que un

fractal es una forma geométrica que posee una estructura irregular y autosimilar

a un rango amplio de escalas [44].

Benoit B. Mandelbrot (1924-2010), matemático nacido en Varsovia, Polonia, fue

quien acuñó este término para hacer referencia a objetos que presentaban una

estructura compleja, publicado por primera vez en su libro “Fractales: forma, azar

y dimensión” en 1975 en el idioma francés. El mismo libro fue publicado en inglés

en 1977, y posteriormente daŕıa una nueva versión con el t́ıtulo “La geometŕıa

fractal de la naturaleza”, en 1982 [7].

Dentro de la historia de las matemáticas podemos hacer notoria la crisis que su-

frió de 1875-1925, tiempo en el cual matemáticos como George Cantor (1872),

Giussepe Peano (1890), David Hilbert (1891), Helge von Koch (1904), Waclaw

Sierpinski (1916), Gaston Julia (1918) y Felix Hausdorff (1919), jugaron un papel

clave para el trabajo de Mandelbrot [53]. Los anteriormente mencionados tuvieron

9
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aportaciones fundamentales para la construcción de una nueva geometŕıa o el com-

plemento de lo que hasta entonces se conoćıa como geometŕıa, que sólo consideraba

los formalismos de Euclides. Sus creaciones fueron consideradas como una pato-

loǵıa, como algo extravagante, y en algún momento nombrados como: una galeŕıa

de monstruos (Figura 2.1) [46]. Y esta consideración la merecieron ya que estas

creaciones veńıan a demostrar que las matemáticas no estaban listas para explicar

comportamientos diferentes a los conocidos, se pod́ıan considerar contraejemplos

de lo regular y suave de las formas, y lo limitado de éstas.

Dentro de esta galeŕıa podemos nombrar algunos que no se pueden pasar por alto

en la historia de los fractales, todos ellos haciendo alusión a su creador, tenemos: el

conjunto o polvo de Cantor (figura 2.1 (a)), la carpeta y el triángulo de Sierpinski

(figura 2.1 (b)), las curvas llenando el espacio de Hilbert y Peano (figura 2.1 (c)),

los conjuntos de Julia (figura 2.1 (d)) y la curva de Koch (figura 2.1 (e)), entre

otros.

Figura 2.1: Galeŕıa Fractal. (a) Polvo de Cantor, (b) Triángulo y carpeta de
Sierpinski, (c) Curvas llenando el espacio de Hilbert, (d) Conjuntos de Julia, (e)

Curva de Koch. (Adaptado de [53])

Mandelbrot ha sido considerado como el Padre de esta geometŕıa, debido a que fue

él quién formalizó todos los conceptos necesarios para establecerla con un lenguaje

matemático. Sin quitar mérito a los creadores de los fractales, aunque los fractales

existieron mucho antes de que pudiese haber nombre para ellos.

Benoit B. Mandelbrot falleció el 14 de Octubre de 2010 en Cambridge, Massa-

chusetts, a la edad de 85 años. En 2006, 2007 y 2009 se llevó a cabo el concurso
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de arte fractal donde él fue presidente honorario, sin embargo, en 2011 hubo un

concurso más dedicado a su memoria, en el que su esposa Aliette Mandelbrot y

Michael Barnsley fueron nombrados presidentes en su lugar. En la figura 2.2 se

pueden observar imágenes muestra de estos concursos.

Figura 2.2: Muestras de imágenes que participaron en el concurso de arte
fractal Benoit B. Mandelbrot, en: a)2006, b)2007, c)2009, d)2011. (Adaptado

de [22, 23, 25, 27])

2.1. Fractales

Un fractal es una estructura o forma geométrica que presenta auto-similud en un

amplio rango de escalas. Pero de manera formal Mandelbrot dio, en un princi-

pio, la siguiente definición: un fractal es por definición un conjunto para el que la

dimensión Hausdorff excede estrictamente su dimensión topológica. Tiempo des-

pués esta aseveración la reemplazó por: un fractal es una forma hecha de partes

similares al todo en alguna manera [2].

La ráız de la palabra fractal, viene del adjetivo en lat́ın fractus, y del verbo fran-

gere, que significa romper o fragmentar, es decir, crear fragmentos irregulares;

un significado muy adecuado para el tipo de estructuras que Mandelbrot queŕıa

nombrar [46].

Cuando se hace referencia a un fractal, es bajo las siguientes consideraciones [18]:
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1) tiene una estructura fina, es decir, tiene detalles en escalas pequeñas arbi-

trariamente;

2) es tan irregular tanto local como globalmente, como para ser descrito me-

diante un lenguaje geométrico tradicional;

3) presenta de alguna manera autosimilitud, aproximada o estad́ıstica;

4) es en general más grande que su dimensión topológica;

5) puede ser definido de una manera simple o recursiva.

Los fractales, a simple vista o en primera instancia pueden ser percibidos como

imágenes o formas, pero en realidad, son un concepto matemático. De la misma

forma como sucede en la geometŕıa euclidiana, ellos permiten modelar y relacionar

caracteŕısticas del mundo real.

Los fractales se crean bajo los principios de iteración y retroalimentación, y pueden

ser generados a partir de algoritmos recursivos con o sin la ayuda de computadoras

dependiendo de su complejidad, ya que pueden ser necesarios cálculos exhaustivos

para finalmente poder visulizarlos.

Estos objetos pueden ser encontrados fácilmente en la naturaleza, en el cuerpo

humano, incluso en el espacio; van desde lo microscópico hasta las galaxias, mon-

tañas, nubes, árboles, son ejemplos de ellos.

Tomemos como ejemplo un brócoli, si de éste a su vez tomamos una rama o una

parte considerable, notaremos que tiene la misma forma que el brócoli completo

inicialmente. Si repetimos el proceso con la rama de tamaño menor, y tomamos

de él también una rama, seguiremos viendo el mismo patrón de forma (ver figura

2.3). Por lo tanto podemos decir que el brócoli tiene estructura fractal. Esto mismo

puede ser observado si se toma una coliflor o un romanescu.

Debido a la irregularidad que presentan y sus caracteŕısticas, los fractales pueden

seguir el mismo patrón a diferentes escalas considerando algunas excepciones. De
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Figura 2.3: Autosimilitud a diversas escalas en fractales naturales. De arriba
hacia abajo: coliflor, romanescu, brócoli, romanescu. (Adaptado de [21, 26, 20,

24] )

aqúı la importancia de analizar en ellos sus rasgos de auto-similitud y escalabili-

dad, y aśı poder clasificarlos en deterministas, aleatorios y multifractales. En la

figura 2.4 se muestran algunos fractales creados con sistemas de funciones iteradas

(Iterated Function Systems, IFS).

El proceso mediante el que se van generando es más importante y útil, que sólo su

forma, pues al considerarlo, éste puede ser relacionado fácilmente con fenómenos

en la naturaleza. Por ejemplo, en la botánica, al observar los cambios que presenta

una planta a través del tiempo, es de gran utilidad ya que se tendŕıa el plan de

crecimiento dinámico de ella y no sólo su forma final [44].

2.2. Dimensión Fractal

Definir el concepto de dimensión puede ser un poco dif́ıcil de tal manera que

es posible encontrar una gran cantidad de ellas. Podemos mencionar algunas co-

mo: dimensión topológica, dimensión de auto-similitud, dimensión de capacidad,
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Figura 2.4: Fractales generados con matrices de sistemas de funciones iteradas.

dimensión de Hausdorff, dimensión fractal, dimensión box-counting, entre otras.

Cada una analiza una caracteŕıstica especial en los fractales, y en algunos casos

puede coincidir, pero no siempre es aśı [53].

Para introducir el concepto de dimensión se puede considerar un ejemplo muy

básico. Dado un segmento de recta unitario, éste se divide en tres partes y se

borra el tercio medio, en los tercios restantes el proceso de división y borrado se

repite, y aśı sucesivamente con cada una de las partes que van quedando. Después

de llevar a cabo muchas veces este proceso, si al principio era una ĺınea con una

longitud de una unidad, ahora son una gran cantidad de puntos que se extienden

al infinito y no pertenecen ya a la dimensión uno y su dimensión estará entre

cero y uno. Este conjunto es conocido como el polvo de Cantor (ver figura 2.1). En

general los fractales tienen dimensión fraccionaria ya que no llenan completamente

el plano o el espacio.

Hablar de dimensión fractal es asociar a este tipo de estructuras un número que

refleja, entre otras cosas, sus propiedades de escala, es decir, cómo cambia su

estructura cuando es magnificado. Podŕıamos decir también, que la dimensión es

una medida cuantitativa de cuán rugoso es el fractal [44]. En otras palabras con

la dimensión podemos saber cuán fractal es una forma o estructura.
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2.2.1. Dimensión Hausdorff

La dimensión de Hausdorff está definida como una estimación de cuánto es-

pacio ocupa un conjunto cerca de cada uno de sus puntos. Es relativamente fácil

de manipular, pero tiene la desventaja de que en muchos casos es dif́ıcil calcularla

computacionalmente.

La dimensión de Hausdorff puede ser definida para cualquier conjunto F ⊂ Rn

formalmente como:

dimHF = inf {s ≥ 0 : Hs(F) = 0} = sup{s : Hs(F) =∞} (2.1)

donde s es considerado un número real positivo (s ≥ 0).

Esto significa, que para un conjunto dado F , hay un único valor dimH ∈ [0,∞]

tal que:

Hs(F) =

∞ Si 0 ≤ s < dimHF

0 Si s > dimHF ,

(2.2)

donde Hs(F) se refiere a la medida de Hausdorff [18].

2.2.2. Dimensión de Auto-Similitud

Esta definición de dimensión es de gran ayuda para entender cómo se da la relación

en un cuerpo geométrico de la geometŕıa euclidiana, y a la vez, como eso puede

ser adaptado a un fractal.

En la geometŕıa tradicional podŕıamos medir en curvas, superficies y volúmenes,

su longitud, área o volumen, respectivamente. Pero estas medidas en un fractal no

entran en función a menos de que se analice como van creciendo con respecto a

escalas cada vez más pequeñas, debido a la complejidad de su forma.
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De lo anterior, la idea principal es que existe una relación entre la escala y longitud,

o superficie, o volumen, que nos permiten cuantificar una de la otra, mediante una

ley que veremos más adelante.

Como su nombre lo dice, esta dimensión analiza la auto-similitud en un objeto

fractal. En general, una estructura se dice estrictamente auto-similar si puede ser

fragmentada en piezas pequeñas arbitrariamente, y cada una de esas piezas es

una copia de la estructura entera, y a su vez estas piezas pueden ser obtenidas

o generadas a partir de la estructura entera, mediante una transformación de

similitud.

Aunque esta caracteŕıstica se encuentra todo el tiempo en los fractales, no todas

las figuras o estructuras que la presentan lo son. Como ejemplo tomemos una ĺınea,

un cuadrado y un cubo. Éstos pueden ser divididos o fragmentados de tal forma

que obtengamos pequeñas réplicas a partir de transformaciones de similitud, pero

no son fractales, (figura 2.5).

Figura 2.5: Principio de autosimilitud de una ĺınea, un cuadrado y un cubo.
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Para este caso, cada pieza es obtenida a partir de la reducción en 1
3

de cada una

de las dimensiones que se manejan, y cada pieza representa 1
N

del todo, donde N

es el número de piezas en que se ha dividido ya sea la ĺınea, el cuadrado o el cubo.

La relación que vemos en cada uno de ellos, es un factor de reducción s y el número

de piezas resultantes a, que llevan a esta ley [53].

a =
1

sD
(2.3)

donde D puede ser 1,2 o 3, para la ĺınea, cuadrado o cubo respectivamente, coin-

cidiendo con su dimensión en la geometŕıa euclidiana.

Para hacer más entendible la relación, se puede ver la fórmula anterior de otra

manera:

1 = a · sD (2.4)

donde por ejemplo, aplicando esta fórmula a un cuadrado que es dividido en nueve

partes, tenemos:

1 = 9 ·
(

1

3

)2

= 9 ·
(

1

9

)
=

(
9

9

)
= 1

lo que inicialmente era una unidad, es decir un todo, es equivalente a tener 9

piezas, cada una de ellas obtenidas al reducir en 1/3 las dimensiones del cuadrado,

en este caso 2 (figura 2.6).
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Figura 2.6: Auto-similitud en el cuadrado y la curva de Koch.

Ahora, este mismo proceso puede ser aplicado a la curva de Koch. Partimos de

una ĺınea inicialmente, y esta es dividida en tres partes iguales, pero por ser de

naturaleza fractal, además de ser dividido, tiene una transformación donde el tercio

medio se elimina y es reemplazado por dos segmentos de la misma longitud, que

se unen formando un ángulo de 60 grados (figura 2.6).

Los datos con los que contamos ahora son, un factor de reducción s = 1/3 y un

número total de piezas a = 4. Pero desconocemos el exponente D que permita se

mantenga la equivalencia de la ecuación 2.3.

Despejando D en la ecuación 2.3 tenemos que:

D =
log(a)

log(1/s)
(2.5)

donde D es llamada dimensión de auto-similitud.

Realizando los cálculos para la curva de Koch con la ecuación 2.5, finalmente

obtenemos D ≈ 1.2619, que es su respectiva dimensión de auto-similitud [53].
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2.2.3. Dimensión Box Counting

Esta dimensión es de las más usadas, ya que su cálculo matemático y estimación

emṕırica son fáciles de calcular. Su definición se remonta hacia la década de 1930 y

fue conocida con diferentes nombres como entroṕıa de Kolmogorov, dimensión de

entroṕıa, dimensión de capacidad, dimensión métrica, dimensión de información o

densidad logaŕıtmica.

Ahora se define de manera formal la dimensión de conteo de cajas o dimensión

box counting. Sea F un subconjunto no vaćıo acotado en Rn y sea Nδ(F ) el número

más pequeño de conjuntos con un diámetro a lo más de tamaño δ con el que se

puede cubrir F . Si las dimensiones box counting inferior y superior de F son

iguales, entonces nos referimos al valor común como la dimensión box counting o

dimensión de conteo de cajas de F [18]:

dimBF = ĺım
δ→∞

logNδ(F )

−logδ
. (2.6)

El concepto de esta dimensión está relacionado a la dimensión de auto-similitud,

en algunos casos pueden coincidir sus valores, y en otros diferir, sólo que la dimen-

sión box counting propone una dimensión sistemática, que se aplica a cualquier

estructura en el plano y puede ser adaptada fácilmente a estructuras en el espacio.

De manera sencilla, para calcular esta dimensión podemos decir que colocamos

una “rejilla”, con un tamaño de malla s o un conjunto de cajas de tamaño s, sobre

la superficie de la estructura si se trabaja en el plano. Este valor hace referencia

al factor de escala, si se compara con la dimensión de auto-similitud.

A continuación se hace un conteo del número de cajas en la “rejilla”que contienen

algo de la estructura y tendremos N , que seŕıa el número de piezas necesarias que

forman el fractal. Como para cada valor de s se tiene una correspondencia con N ,

se denotará como N(s).

Ahora s deberá tomar diferentes valores decrementando su tamaño inicial, y por

cada uno de esos valores tendremos su correspondiente número de piezas N(s)
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asociado. El siguiente paso será graficar N(s) contra 1/s en la escala log-log. La

pendiente de la recta que mejor se ajuste a la gráfica corresponde a la dimensión

box counting, Db.

Podemos notar que en la dimensión de auto-similitud sólo se realiza el cálculo

una vez, es decir, sólo necesitamos el valor de s y N para encontrar D, y en la

dimensión box counting D es obtenida a partir de diferentes valores para s y su

respectivo N .

2.3. Lagunaridad

Esta medida viene a complementar el concepto de dimensión fractal, y hace refe-

rencia hacia la textura de un objeto, ya que dos fractales pueden tener la misma

dimensión porque siguen el mismo patrón para ser generados, pero su apariencia

es diferente al presentar huecos o lagunas en una mayor o menor cantidad.

Para entender este concepto se puede considerar el siguiente ejemplo, dado un

triángulo inicialmente lleno de un color oscuro (ver figura 2.7), se toman los tres

puntos medios de cada uno de sus lados para formar cuatro triángulos congruentes

y se elimina el triángulo de en medio. Ahora con cada uno de los triángulos restan-

tes se vuelve a repetir este proceso de división y borrado varias veces. El resultado

del proceso anterior después de cinco repeticiones será algo como la figura 2.7. El

patrón es el mismo en todos los triángulos (su dimensión fractal será la misma),

pero su apariencia es diferente, por lo tanto, su lagunaridad es la que los diferenćıa.

Un ejemplo similar se da tomando ahora un cuadrado, como el de la figura 2.8.

Mandelbrot hace referencia a la ráız del término lagunaridad, diciendo al mismo

tiempo que la geometŕıa fractal bien podŕıa pasar como un estudio impĺıcito de la

textura. Lacuna (relacionada a lago) es la palabra en Lat́ın para laguna o hueco,

por lo tanto un fractal puede ser llamado lacunar si sus lagunas o huecos tienden a

ser grandes, en el sentido de que ellos incluyen grandes intervalos (discos, o esferas)

[46].



Caṕıtulo 2. Geometŕıa Fractal 21

Figura 2.7: Triángulo de Sierpinski en diferentes etapas. En cada triángulo
se observará el mismo patrón fractal, pero para poder diferenciarlos se puede
medir cómo vaŕıan al llenar el espacio, es decir, analizando su lagunaridad [53].

Figura 2.8: Carpeta de Sierpinski en diferentes etapas. Ambas corresponden
al mismo patrón fractal, pero su apariencia es diferente [46].

La lagunaridad en los fractales, asocia un número que proporciona una medida

de qué tan bien llena el espacio un fractal. Una definición formal se puede hallar

en [54] que explica que la lagunaridad es un método multiescalado para describir

patrones de dispersión espacial, y aunque originalmente fue desarrollado para ob-

jetos fractales, puede aplicarse tanto a patrones fractales como no fractales. En

[4, 55] se menciona que es una medida dependiente de la escala, que indica la

heterogeneidad de una textura.
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2.3.1. Definición

La lagunaridad es una función que analiza la fluctuación de una distribución de

frecuencias de masa asociado a un tamaño de escala r, y queda definida estad́ısti-

camente en términos de su primer y segundo momentos como:

Λ(r) =
Z2(r)

[Z1(r)]2
. (2.7)

También se puede definir como la amplitud o rango de la función de distribución

de masa para el conjunto de puntos dado. De manera cuantitativa en [4, 36], la

lagunaridad se define como la desviación de la media al cuadrado de las fluctua-

ciones de la función de distribución de masa dividido por la media al cuadrado.

Lo anterior queda expresado como:

Λ(r) =
V + µ2

µ2
=
V

µ2
+ 1, (2.8)

donde, el primer momento es igual a la media (Z1(r) = µ) y el segundo momento

queda expresado en términos de la varianza y la media como Z2 = V + µ2. Al

mismo tiempo la lagunaridad queda expresada en términos de la varianza relativa

V/µ2 [55], y es equivalente al cuadrado del coeficiente de variación [35], es decir:

V

µ2
=

(
σ

µ

)2

, (2.9)

donde σ es la desviación estándar.

La varianza es una medida de dispersión absoluta, que nos da información de la

variabilidad de una distribución. Tanto la varianza como la desviación estándar

proporcionan una medida del punto hasta el cual los datos están dispersos con

respecto a la media. Cuanto más grande sea la varianza los valores están más

alejados de la media y vaŕıan mucho entre ellos, es decir, los datos son más dispersos

[48, 59]. Sin embargo, lo son con respecto a una sola muestra o distribución.
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El coeficiente de variación (cv) por otro lado, es una medida de dispersión relativa

que permite analizar la variabilidad en los datos de varias muestras y es inde-

pendiente de las unidades de medición [59]. Esto permite hacer la comparación a

diferentes escalas. La lagunaridad entonces al quedar expresada como el cuadrado

del cv, es también una medida adimensional de la dispersión de los datos.

2.3.2. Análisis de lagunaridad

2.3.2.1. Textura

La textura es una propiedad que frecuentemente se utiliza en muchas aplicaciones

de visión por computadora. Aunque no existe una definición ampliamente acepta-

da para textura, en muchas investigaciones se utilizan palabras como, “órden” u

“homogeneidad”para definirla[36].

La lagunaridad es una medida fractal de la heterogeneidad de una textura, y es

aplicable para el análisis de imágenes, y ya que las texturas son definidas como

dependientes de la escala [36], esta medida se adapta muy bien.

Si la lagunaridad es alta, indica que en la textura es heterogénea y se observarán

pixeles agrupados con una amplia variedad de tamaños de islas, rodeados por una

gran variedad de lagunas, ya sea que se hable de imágenes en escala de grises o

binarias.

Por el contrario, si la lagunaridad es baja, es muy invariante translacionalmente

y significa que la textura es homogénea. Lo anterior se observa para el caso de

imágenes en escala de grises, donde la masa de sus niveles de gris no presenta

mucha variedad [36].

2.3.2.2. Invarianza translacional

La invarianza translacional es un concepto útil que permite entender la lagunari-

dad, y para expresarla en términos de esta medida, se puede decir que un patrón
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invariante translacionalmente no exhibe agrupamiento, porque todos los tamaños

de las lagunas son iguales.

Consideremos el siguiente ejemplo, dada una secuencia de 1’s y 0’s alternados

como 10101010... hasta una longitud deseada. Esta secuencia seguirá siendo la

misma si se toma una copia y ésta se traslada o mueve dos d́ıgitos, de manera

que el original no pueda ser distinguido de la copia trasladada. Esta propiedad es

llamada invarianza translacional.

El comportamiento anterior no es observado en el caso de una secuencia un poco

más heterogénea, como 101000101..., donde las lagunas tienen un rango de ta-

maños, incluyendo un grupo de tres lagunas en medio. Cuanto mayor sea el grado

de agrupamiento de lagunas, mayor es la lagunaridad [56].

Es importante resaltar que invarianza translacional no es lo mismo que autosimi-

litud. En [55] se nos da el ejemplo del polvo de Cantor, y aunque es generado bajo

un proceso que garantiza auto-similitud, la secuencia entera tiene un amplio rango

de tamaños de lagunas, por lo que no es translacionalmente invariante.

2.3.2.3. Dependencia de la escala

La lagunaridad nos dice que tan heterogénea es una textura analizando su inva-

rianza translacional a una escala dada, sin embargo, un sólo valor de lagunaridad

da información limitada de un conjunto en el mejor de los casos. Podemos resaltar

entonces que su utilidad viene al calcularla sobre un amplio rango de escalas o

tamaños de caja, ya que si una textura es homogénea a pequeñas escalas, también

puede suceder que cuando se examina a escalas más grandes sea heterogénea, o

viceversa. Por la razón anterior, la lagunaridad se considera una medida depen-

diente de la escala, que nos da información de la heterogeneidad o textura de un

conjunto [55].
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Método para el cálculo de

lagunaridad

3.1. Introducción

La lagunaridad, es una propiedad fractal, que nos indica la capacidad que tiene el

fractal de llenar el espacio y además describe la textura del objeto. Su análisis fue

inicialmente introducido por Mandelbrot [46], para diferenciar entre varios objetos

fractales que presentan la misma dimensión, Df , por seguir el mismo patrón de

forma, pero su apariencia es diferente al presentar huecos o lagunas en una mayor

o menor cantidad. Sin embargo, su análisis se ha extendido hasta ser usada como

una técnica general para determinar la textura asociada con patrones de dispersión

espacial, sean éstos o no fractales, o multifractales. Y puede ser usada tanto para

datos binarios como cuantitativos, en una, dos o tres dimensiones [54].

3.2. Cálculo de lagunaridad

Existen varios métodos para el cálculo de los valores de lagunaridad en imágenes,

el más conocido es el de Allain y Cloitre llamado algoritmo de caja deslizante

[4]. En [54, 55], este método de estimación se generaliza para cualquier conjunto

25
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de datos y lo que se analiza son la variaciones de la función de distribución de

masa de un patrón dado.

3.2.1. Método de la caja deslizante o Gliding Box

En general el método trabaja de la siguiente manera, dada la distribución espacial

del patrón o la imagen:

Una caja de tamaño r se desliza por toda la imagen y cada vez que la caja

es posicionada, se hace el conteo de los puntos del patrón que caen en ella,

produciendo una distribución de frecuencias de masa q(s, r), que indica el

número de cajas con masa s dado el tamaño de caja r.

Esta distribución de frecuencias q(s, r), se convierte en una distribución de

probabilidad Q(s, r) al dividir q(s, r) entre N(r), donde N(r) que es el núme-

ro de cajas de tamaño r usadas para cubrir toda la imagen.

Ahora se calculan el primer y segundo momento Z1 y Z2 de la distribución

de probabilidad:

Z1(r) =
smax∑
s=1

sQ(s, r) (3.1)

y

Z2(r) =
smax∑
s=1

s2Q(s, r). (3.2)

De los momentos se calcula la lagunaridad Λ con respecto a una escala r

como el segundo momento entre el primero al cuadrado (3.1).

La función Λ(r) se evalúa entonces para diferentes valores de r, es decir, para

diferentes escalas, con un valor inicial de r que después debe irse decremen-

tando a intervalos y puede llegar a la unidad mı́nima del conjunto, en este

caso, el valor mı́nimo es un pixel.
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Finalmente para obtener un sólo valor λ que describa el comportamiento de

la lagunaridad considerando diferentes escalas, se grafica r contra Λ(r), con o

sin escala log-log. El valor de λ será igual a la recta que mejor se ajuste a los

puntos de lagunaridad en la gráfica, y puede obtenerse calculando mı́nimos

cuadrados o con la siguiente derivada [4, 19]:

λ =
d log(Λ(r))

d log(r)
. (3.3)

Aunque el ajuste de mı́nimos cuadrados fue la opción implementada en este

trabajo, también hay trabajos en los que el ajuste se realiza con una exponen-

cial [36] o una hipérbola [61] (ver figura 3.1). Es importante mencionar que

antes de este paso también puede haber una normalización para la función

de lagunaridad Λ(r) [56, 17, 16].

Figura 3.1: El valor de λ se puede encontrar ajustando una ĺınea recta, una
exponencial o una hipérbola a la gráfica de r contra Λ(r) (Adaptado de [4, 61,

36]).

El algoritmo de la caja deslizante de Allain y Cloitre [4], se diseñó para datos

binarios, sin embargo, hay adaptaciones del mismo para poder aplicarlo a imágenes

en escala de grises donde q(s, r) se obtiene de diferentes maneras, pero los cálculos

del resto del algoritmo se mantienen. Ésto será explicado en la siguiente sección.

3.2.2. Cálculo de la masa de la caja deslizante

Hay varias adaptaciones al algoritmo de caja deslizante para el cálculo de laguna-

ridad con datos cuantitativos, de ellas se han considerado tres para este trabajo
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de tesis y se dará una breve explicación de cómo cada una hace el cálculo de la

masa q(s, r) de la caja deslizante.

3.2.2.1. Analizando alturas relativas

Este método también es llamado conteo de cajas diferencial (DBC - Differential

Box Counting) [6, 49], donde los valores dentro de la caja deslizantes r×r se verán

como relieves. Aśı para calcular la masa q(s, r), una columna de cajas r × r × r

se construye apilando u cajas para cubrir el valor mı́nimo dentro de la caja y v

cajas para el valor máximo. La altura relativa para esa columna seŕıa entonces

h(r) = v − u+ 1.

Finalmente q(s, r) seŕıa la distribución de las frecuencias de las alturas relativas

encontradas en la imagen, es decir, tendŕıamos q(h, r).

Figura 3.2: El valor de la masa de la caja deslizante para el método DBC
(conteo de cajas diferencial) es calculando las alturas relativas (Adaptado de

[49]).

3.2.2.2. Promedio de los valores dentro de la caja

En [36, 6], para calcular q(s, r), cada vez que la caja c de dimensiones r × r se

desliza, se calcula el promedio de los valores dentro de ella. Por lo tanto, la masa

de caja se calcula como:
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q(s, r) =

r∑
i=1,j=1

c(i, j)

r2
. (3.4)

3.2.2.3. Creación de una “nube”de puntos

En este método propuesto recientemente en [19], se hace un modelo tridimensional

de la imagen, donde el plano o la superficie, corresponde a las coordenadas de los

pixeles (x, y), y el valor del pixel con respecto a esas coordenadas es mapeado al

eje z.

Figura 3.3: En este método propuesto en [19], antes de hacer el conteo de masa,
se genera una nube de puntos, donde los ejes X e Y tienen una correspondencia
con la posición de cada pixel en la imagen de M , y en el eje Z se debe indicar

el nivel de gris de cada pixel.

Lo anterior resulta en una nube de puntos contenida en un prisma de dimensiones

M × N × Imax, donde M,N son las dimensiones de la imagen, e Imax es el valor

de intensidad máximo encontrado en la imagen completa.

Aśı, una caja cúbica de dimensiones r×r×r, se desliza por todo el prisma haciendo

el conteo de los puntos de la nube que caen dentro de ella, y esa cantidad será la

correspondiente a q(s, r).
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Figura 3.4: Método de la caja deslizante mapeando una textura a 3D, gene-
rando una nube de puntos, (Adaptado de [19]).

3.3. Descriptores de lagunaridad

En [19] se encuentra una propuesta para analizar la textura de imágenes a través

del cálculo de lagunaridad, obteniendo descriptores al aplicar a la función de lagu-

naridad una transformación de espacio de escala. Esto logra mostrar la diferencia

de patrones y subpatrones, detalles e irregularidades.

Para obtener los descriptores se hace la convolución de la función de lagunari-

dad con un filtro gaussiano, aśı la funcion de descriptores queda formulada de la

siguiente manera:

D(σ) = Λ(t) ∗ gσ(t) (3.5)

donde t debe ser adaptada a log(r) para que Λ(t) pueda tomar los mismos valores

que Λ(r), y gσ es la función Gaussiana:

gσ(t) =
1√
2πσ

exp(−t2/2σ) (3.6)

donde σ es la desviación estándar, o en este caso el parámetro de “suavidad”.
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Experimentos

4.1. Pruebas con imágenes binarias

4.1.1. Pruebas con matrices y mapas simulados

Para probar qué tan correcta fue la implementación del algoritmo de la caja des-

lizante para imágenes binarias se consideraron los experimentos de Plotnick et al.

[55] dadas 3 matrices de dimensiones 12×12 (ver figura 4.1) y cinco mapas más

grandes (figura 4.2). Tanto las matrices como los mapas simulados, son usados para

interpretar el ı́ndice de lagunaridad dependiendo de la cantidad de sitios ocupados

y su distribución. Para el caso de los mapas, éstos se generaron con un algoritmo

derivado de métodos de geometŕıa fractal [55].

En las tres matrices de la figura 4.1, sólo la mitad de los 144 sitios disponibles son

ocupados, y están representados por un uno. Los 72 sitios a ocupar se seleccionaron

de manera aleatoria en Mat1, en Mat2 formando una gran laguna en el centro y

en Mat3 de forma regular alternando unos y ceros. Lo anterior se hizo para probar

que la lagunaridad es susceptible a los cambios en la distribución de la misma

cantidad de puntos en diferente forma.

El valor de lagunaridad para la matriz Mat1 (figura 4.1-a) para un tamaño de caja

(escala) dos es igual a Λ(2) = 1.2157. Los cálculos de la distribución de frecuencias

31
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Figura 4.1: Matrices de 12x12: a) Matriz aleatoria (Mat1), b) Matriz con una
laguna grande (Mat2), c) Matriz perfectamente regular (Mat3), d) Gráfica de
lagunaridad de las tres matrices, donde se pueden observar los cambios en las
curvas de lagunaridad con sólo colocar de diferente manera la misma cantidad

de puntos, representados por el número 1.

s q(s, r) Q(s, r) sQ(s, r) s2Q(s, r)
0 3 0.0248 0 0
1 35 0.2893 0.2893 0.2893
2 46 0.3802 0.7603 1.5207
3 29 0.2397 0.7190 2.1570
4 8 0.0661 0.2645 1.0579

Σ = 2.0331 Σ = 5.0248

Tabla 4.1: Cálculo de lagunaridad para r = 2 en mat1. N(2) = 121, Z1 =
2.0331, Z2 = 5.0248 y Λ(2) = 1.2157.

de masa para Λ(2) de Mat1 se muestran en la tabla 4.1. En este caso el número de

sitios N(r) donde se debe colocar la caja a través de toda la matriz es N(2) = 121,

considerando un corrimiento de una unidad. Ahora s, que es la masa que puede

contener la caja, tomará su rango de valores entre 0-4. De esta manera en q(s, r) las
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Figura 4.2: Arriba: Mapas simulados tomados de [55] que fueron generados
con algoritmos fractales para analizar las propiedades de la lagunaridad. Abajo:

Gráfica de lagunaridad para los mapas simulados.

121 cajas quedan distribuidas como se muestra en la tabla 4.1, y esta distribución

es la frecuencia con la que apareció cada uno de los valores de masa en las cajas.

Los valores que puede tomar q(s, r) son importantes, porque dependiendo de la

variabilidad o varianza en la distribución de las masas de caja, la lagunaridad

tomará valores más grandes o pequeños.

En Q(s, r) tenemos entonces la probabilidad al dividir esta frecuencia q(s, r) entre

N(r). Por ejemplo, la frecuencia con que apareció una cantidad de masa s = 1

dado el tamaño de caja r = 2 es q(1, 2) = 35, y al dividirlo entre N(r) = 121 tiene

una probabilidad de aparecer Q(1, 2) = 0.2893 (tabla 4.1 segunda fila). El primer

y segundo momentos de probabilidad son entonces calculados con las fórmulas de

las ecuaciones (3.1) y (3.2), donde Z1 = 2.0331 y Z2 = 5.0248. Como se explica
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en la sección 2.3.1, el cociente del segundo momento entre el primer momento al

cuadrado, definen a la lagunaridad como una medida adimensional que indica la

proporción en que los datos se alejan o se acercan a la media. Finalmente el valor

de Λ(2) = 1.2157.

Los valores de Z1 y Z2 para Mat1 evaluados desde r = 1 hasta r = 12 se muestran

en la tabla 4.2, junto con el valor respectivo de lagunaridad y su varianza relativa.

r Z1 Z2 Λ(r) V/µ2

1 0.5 0.5 2 1
2 2.0331 5.0248 1.2157 0.2157
3 4.54 22.54 1.0936 0.0936
4 8.0864 67.8148 1.0371 0.0371
5 12.6250 162.6250 1.0203 0.0203
6 18.2245 335.9388 1.0115 0.0115
7 24.8056 619.5833 1.0069 0.0069
8 32.32 1046.880 1.0022 0.0022
9 40.9375 1680.1875 1.0026 0.0026
10 50.4444 2548 1.0013 0.0013
11 61.50 3784.5 1.0006 0.0006
12 72 5184 1 0

Tabla 4.2: Cálculo de lagunaridad en mat1, para escalas donde r = 1 hasta
12, sin logaritmo.

s q(s, r)
0 3
1 35
2 46
3 29
4 8

s q(s, r)
0 56
1 0
2 30
3 4
4 31

s q(s, r)
0 0
1 0
2 121
3 0
4 0

Tabla 4.3: Distribución de frecuencias de masa de las matrices de la figura
4.1, para un tamaño de caja r=2. De izquierda a derecha, distribución de Mat1,

Mat2 y Mat3.

Los cálculos anteriores se realizaron para las tres matrices (Mat1, Mat2, Mat3) de

la figura 4.1, y aśı poder hacer el mismo análisis de Plotnick et al. Las gráficas de

lagunaridad se muestran en la misma figura 4.1. Las distribuciones para las tres

matrices cuando r = 2 y r = 3 se muestran en las tablas 4.3 y 4.4 respectivamente.

Analizando los cálculos de las tres matrices, se confirmó lo dicho en [55], donde

indican que la lagunaridad es una función dependiente del tamaño de caja, ya
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s q(s, r)
0 0
1 0
2 6
3 20
4 24
5 23
6 19
7 7
8 1
9 0

s q(s, r)
0 42
1 0
2 0
3 26
4 0
5 4
6 20
7 6
8 2
9 0

s q(s, r)
0 0
1 0
2 0
3 0
4 50
5 50
6 0
7 0
8 0
9 0

Tabla 4.4: Distribución de frecuencias de masa de las matrices de la figura
4.1, para un tamaño de caja r=3. De izquierda a derecha, distribución de Mat1,

Mat2 y Mat3.

que conforme se incrementa el tamaño de la caja, la lagunaridad decrece. Esto

sucede porque al incrementar su tamaño, la caja puede contener una cantidad

más grande de masa y menos cajas son necesarias para recorrer la imagen, por lo

que estos cambios provocan que el primer momento (Z1) o masa promedio también

se incremente. Luego, la probabilidad de que la masa difiera considerablemente del

promedio decrece al punto en que la varianza es igual a cero para un tamaño de

caja igual al del conjunto entero, y de la fórmula (2.8) sólo se tendŕıa µ2/µ2 = 1,

que es el punto al que llegan todas las gráficas sin aplicar logaritmo cuando r

toma el valor del tamaño de caja más grande. Lo anterior se observa para el caso

de Mat1, en el último renglón de la tabla 4.2 cuando r = 12. En ese caso, Z1 es

el promedio máximo de cajas y [Z12] es igual a Z2, y esto indica que en Z2 la

varianza es cero (el coeficiente de variación es cero) y por lo tanto Λ(12) = 1.

En [55] se indica que la lagunaridad es una función del promedio de sitios ocupados

P (se llega a P cuando se calcula Λ(1)). Para el caso de las tres matrices P = 0.5, y

esto se ve reflejado para Mat1 cuando r = 1 en el primer renglón de la tabla 4.2. Se

puede observar que los valores más altos de lagunaridad se obtendrán conforme la

media (Z1) se acerca a cero, y esto corresponde a tamaños de caja más pequeños.

El valor de lagunaridad entonces tiende a infinito conforme el número de sitios

ocupados tiende a cero [55, 54].

Finalmente la lagunaridad también es una función de la geometŕıa del mapa, ya
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que cuanto más grande sea su valor, indica que hay más pocas lagunas pero más

grandes (alto contagio). Para analizar esto, se pueden observar las tablas 4.3 y 4.4,

cuando r = 2 los valores que puede tomar s van de 0-4 y las distribuciones para

cada matriz son diferentes. Mientras que para Mat1 q(0, 2) = 3 y q(4, 2) = 8, en

Mat2 q(0, 2) = 56 y q(4, 2) = 31, es decir, hay mayor agrupamiento en Mat2 de

sitios ocupados y de lagunas.

Por el contrario, cuando el valor de lagunaridad es más pequeño hay más lagunas

pero de menor tamaño. Aśı cuanto más pequeño sea su valor, el conjunto es más

invariante translacionalmente y se usa menos el rango de valores que puede haber

dentro de la caja. Es decir, el conjunto es altamente regular como el caso de Mat3

(ver tabla 4.3), donde para r = 2 la masa de la caja es constante, en este caso 2.

Cuando r = 3 (ver tabla 4.4), la masa siempre es 4 o 5.

Superior Todos Medio Aleatorio Inferior
-0.2015 -0.1588 -0.1417 -0.0484 -0.0456

Tabla 4.5: Cálculo de lagunaridad para cinco mapas simulados tomados de
[55].

El análisis anterior de lagunaridad puede ser aún más gráfico y entendible con

las siguientes pruebas de Plotnick et al. [55], usando cinco mapas simulados (ver

figura 4.2). Estos mapas vaŕıan en la fracción de sitios ocupados y su distribución

para las escalas 36, 6 y 1 (escala de aleatoriedad). Para calcular la lagunaridad en

estos mapas los tamaños de caja fueron desde r = 2 hasta 128, en múltiplos de 2.

En la tabla 4.5 aparecen en orden decreciente los valores de lagunaridad de cada

mapa. Estos valores corresponden a la pendiente de la recta que mejor se ajusta a

cada una de las curvas de la lagunaridad de los mapas en la gráfica de la figura 4.2.

A pesar de que el porcentaje de sitios ocupados es un poco similar, en la gráfica

la forma de las curvas es diferente. Cada punto en las curvas para un tamaño de

caja en particular, representa el valor lagunaridad como una medida de contagio.

Valores más altos de lagunaridad representan más grande agrupamiento relativo a

sitios ocupados, o bien, un amplio rango de tamaños de lagunas en la distribución.
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Si las cajas son más pequeñas que la escala de aleatoriedad, el mapa se verá hete-

rogéneo a esa escala y el valor de lagunaridad será más grande. Por el contrario,

si los tamaños de las cajas son más grandes que la escala de aleatoriedad, la lagu-

naridad decrece rápidamente a cero.

En la gráfica 4.2, para el caso del mapa Superior, la escala de aleatoriedad es 36

y se confirma que valores de cajas más pequeños a ln(36) = 3.58 dan valores muy

altos de lagunaridad, y una vez que se excede esta escala los valores decrecen muy

rápido. Para el mapa Medio, en el que la escala de aleatoriedad es 6, la curva

decrece más rápido después de que se llega a ln(6) = 1.79. En el caso de los

mapas Inferior y Aleatorio, la escala de aleatoriedad es 1, entonces su valores en

la gráfica declinan muy rápido a cero ya que todos los tamaños de caja exceden

la escala de aleatoriedad, es decir, este decremento es casi inmediato mientras que

en el mapa Superior sucede hasta que se excede la escala 36. El mapa Todos,

tiene la misma probabilidad de aleatoriedad para las tres escalas y la curva de

lagunaridad es más bien muy lineal y muy cercana a ser autosimilar [55, 4]. Otra

caracteŕıstica a observar en la gráfica de los mapas es que mientras más lagunares

sean, la curvas son cóncavas hacia arriba, y para valores bajos de lagunaridad las

curvas son cóncavas hacia abajo.

Con el análisis anterior se confirma y concluye lo establecido en [55, 29]. Objetos

geométricos con baja lagunaridad son homogéneos y translacionalmente invarian-

tes porque todos los tamaños de lagunas son el mismo. En contraste, objetos con

un amplio rango de tamaños de lagunas son heterogéneos y no invariantes transla-

cionalmente, y por lo tanto, tienen alta lagunaridad. Aśı la lagunaridad puede ser

pensada como una medida de los huecos o lagunas de una estructura geométrica

o como una medida de la desviación de un objeto geométrico de ser invariante

translacionalmente, esto es, a una escala dada, cuán similares son las partes de

diferentes regiones de otras en un objeto geométrico.
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4.1.2. Pruebas con imágenes de curvas de llenado del es-

pacio

Imágenes binarias de curvas de llenado del espacio de Hilbert en diferentes etapas

fueron usadas para analizar el valor de lagunaridad [57]. En las gráficas de las

figuras 4.3, 4.4, se puede observar que a mayores iteraciones para el llenado del

cuadrado, el valor de la lagunaridad va decreciendo (ver tabla 4.6,4.7). La figura 4.3

muestra la gráfica de los cálculos de lagunaridad sin aplicar logaritmo al tamaño

de la caja r y a Λ(r) y donde se puede observar que conforme el tamaño de caja

incrementa, la lagunaridad decrece hasta 1, y en general para imágenes binarias,

en las gráficas de lagunaridad sin la escala log-log sucede lo mismo. Nuevamente,

esto se hizo para mostrar experimentalmente que este es el punto al que llegan

todas las gráficas sin aplicar logaritmo cuando r toma el valor del tamaño de caja

más grande, de acuerdo a la fórmula (2.8).

Figura 4.3: Izquierda: Imágenes de diferentes iteraciones del llenado del es-
pacio de un cuadrado tomadas de [57]. Derecha: Gráfica de lagunaridad sin
logaritmo para diferentes iteraciones del llenado del espacio de un cuadrado.
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Figura 4.4: Izquierda: Imágenes de diferentes iteraciones del llenado del espa-
cio de un cuadrado tomadas de [57]. Derecha: Gráfica de lagunaridad en escala

log-log, para diferentes iteraciones del llenado del espacio de un cuadrado.

Iteración 1 2 3 4 5 6
Lagunaridad -0.1456 -0.0580 -0.0217 -0.0087 -0.0028 -0.0006

Tabla 4.6: Cálculo de lagunaridad sin logaritmo para imágenes binarias que
corresponden a 6 iteraciones de la curva de llenado del espacio de Hilbert.

Iteración 1 2 3 4 5 6
Lagunaridad -1.0582 -0.7739 -0.4928 -0.2864 -0.1320 -0.0396

Tabla 4.7: Cálculo de lagunaridad con logaritmo para imágenes binarias que
corresponden a 6 iteraciones de la curva de llenado del espacio de Hilbert.

4.1.3. Pruebas con imágenes de RM de cerebros sanos

Las pruebas de lagunaridad siguientes corresponden a imágenes binarias de reso-

nancia magnética (RM) del cerebro de dos sujetos (figura 4.5). Las imágenes fueron

tomadas de una base de datos de cerebros sanos simulados llamada BrainWeb [12].

Los valores de lagunaridad se calcularon para tres segmentaciones: sustancia blan-

ca (SB), sustancia gris (SG) y ĺıquido cefalorraqúıdeo (LCR). Como se puede ver

en la gráfica 4.5, las curvas de lagunaridad separan cada una de las segmentaciones

y numéricamente esto se comprueba con los valores de la tabla 4.5, los valores para
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el LCR se diferencian por dos décimas de las otras dos segmentaciones, y la SB

y la SG vaŕıan entre ellas en centésimas. El valor de lagunaridad en esta prueba

logra una buena discriminación.

Figura 4.5: Izquierda: Imágenes simuladas binarias de RM de cerebros sanos,
tomadas de [12]. Derecha: Gráfica de lagunaridad para la sustancia blanca,

sustancia gris y ĺıquido cefalorraqúıdeo, de dos cerebros sanos simulados.

Sujeto Sustancia Blanca Sustancia Gris LCR
4 -0.5789 -0.5189 -0.7182
5 -0.5777 -0.5269 -0.7206

Tabla 4.8: Lagunaridad calculada para imágenes binarias simuladas de RM de
cerebros sanos de dos sujetos, basada en promedios.

4.2. Pruebas con imágenes en escala de grises

Para trabajar con imágenes en escala de grises para el cálculo de lagunaridad

se implementaron tres adaptaciones (ver sección 3.2.2) del algoritmo de la caja

deslizante: por promedios, creando una nube de puntos y con alturas relativas. La

diferencia en el conteo de la masa de caja es porque en imágenes binarias sólo
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pod́ıan haber dos valores, cero o uno, y en una imágen en escala de grises, cada

pixel puede tomar 256 valores.

4.2.1. Pruebas con imágenes de texturas

Figura 4.6: Texturas: D1(Clase1), D4(Clase2) y D7(Clase3). Tomadas de la
base de datos Brodatz [9].

En esta primera prueba para imágenes en escala de grises se usaron las texturas

de libro Texturas de Brodatz [9], en particular las imágenes D1, D4 y D7. Estas

imágenes con dimensiones de 640×640 pixeles se consideraron como clases, y para

probar el ı́ndice de lagunaridad en la clasificación de texturas del mismo tipo, se

tomaron dos sub-imágenes de dimensiones 200×200 pixeles de cada clase.

Las gráficas 4.7,4.9,4.10 y las tablas 4.9,4.11,4.12 corresponden a los cálculos de

lagunaridad con los tres algoritmos basados en: promedios, una nube de puntos,

y alturas relativas. Para esto, r toma un valor inicial de 100 pixeles, y se va

decrementando en 2 pixeles, y el corrimiento de la caja es sin traslape, igual al

tamaño de la caja. Con los valores anteriores, el cálculo por promedios tiene valores

similares para la clase 2 y la clase3 (ver tabla 4.7). El cálculo simulando una nube

de puntos y con alturas relativas en esta prueba tienen mejores resultados ya que
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los valores en las tablas están notablemente agrupados aunque en algunas clases

sea por centésimas.

Para el caso de la prueba con promedios se puede usar una escala menor para

poder discriminar las texturas, ya que se puede observar que la clase 2 es muy

invariante y sus valores decáen muy rápido en la gráfica 4.7. Si ahora se considera

un tamaño inicial de 50 pixeles para r con un decremento de 1 pixel, los resultados

son aún mejores a esta escala (ver figura 4.8 y tabla 4.10).

Se concluye que haciendo un análisis para el ajuste de la escala y dependiendo del

algoritmo, la lagunaridad también puede discriminar mejor entre estas texturas.

Figura 4.7: Gráfica de lagunaridad de imágenes de texturas en escala de grises,
basada en promedios.

———————————————————–
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Figura 4.8: Gráfica de lagunaridad de imágenes de texturas en escala de grises
basada, en promedios. Para este cálculo se consideró una escala más pequeña

para obtener mejores resultados de discriminación entre las texturas.

Figura 4.9: Gráfica de lagunaridad de imágenes de texturas en escala de grises,
basada en una nube de puntos.
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Figura 4.10: Gráfica de lagunaridad de imágenes de texturas en escala de
grises basada, en alturas relativas.

Clase 1 Clase2 Clase3
-0.0106 -0.0275 -0.0317
-0.0110 -0.0253 -0.0250

Tabla 4.9: Cálculo de lagunaridad de imágenes de texturas en escala de grises,
basado en promedios.

Clase 1 Clase2 Clase3
-0.0162 -0.0461 -0.0296
-0.0160 -0.0431 -0.0274

Tabla 4.10: Cálculo de lagunaridad de imágenes de texturas en escala de grises,
basado en promedios. Para este cálculo se consideró una escala menor a la de

4.9, para obtener mejores resultados de discriminación entre las texturas.

Clase 1 Clase2 Clase3
-0.1194 -0.0548 -0.2280
-0.1228 -0.0453 -0.1987

Tabla 4.11: Cálculo de lagunaridad de imágenes de texturas en escala de grises,
basado en una nube de puntos.
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4.2.2. Pruebas con imágenes de RM de cerebros sanos

Las mismas imágenes de la sección anterior de resonancia magnética (RM) de

cerebros sanos simuladas obtenidas de [12], fueron usadas con estos algoritmos

pero en escala de grises (figuras 4.12,4.13,4.14). Aunque en las gráficas es un poco

dif́ıcil distinguir entre las curvas de lagunaridad, en las tablas 4.13, 4.14, 4.15, hay

una separación entre los valores con los tres algoritmos, aunque la variación no es

tan grande, pero es suficiente para confirmar cuantitativamente que la SB y la SG

son más parecidas entre śı que al LCR, lo que se aprecia en los valores de la SB y

SG para el caso de promedios y una nube de puntos.

Figura 4.11: Imágenes de RM de la sustancia blanca en cerebros sanos tomadas
de [12].

4.2.3. Pruebas con imágenes de RM de neonatos prema-

turos

Las siguientes pruebas se realizaron con imágenes de un atlas cerebral neonatal (ver

figura 4.15) [41]. Los atlas probabiĺısticos se usan ampliamente como herramienta,

dando un espacio estándar, para la comparación de sujetos y tejidos con el objetivo

de mejorar la clasificación de imágenes de RM del cerebro basada en intensidades.

Este atlas probabiĺıstico fue creado a partir de la segmentación de 142 sujetos

neonatales a diferentes edades y provee mapas probabiĺısticos de tejido para seis
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Figura 4.12: Gráfica de lagunaridad en imágenes de RM de cerebros sanos,
basada en promedios.

Figura 4.13: Lagunaridad en imágenes de RM de cerebros sanos, basada en
una nube de puntos.
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estructuras, pero en este caso sólo se usó la sustancia blanca. Las imágenes de RM

van desde la semana 29 hasta la semana 44 de gestación de sujetos que nacieron

prematuramente (ver figura 4.16).

En las gráficas 4.16,4.17,4.19, se puede observar que la lagunaridad va decrecien-

do conforme incrementa el tamaño del cerebro y la sustancia blanca ocupa más

espacio. Numéricamente, se puede observar también en las tablas 4.16, 4.17, 4.19,

que la lagunaridad va decreciendo gradualmente cada semana.

Analizando numéricamente la lagunaridad para estas imágenes, en la tabla del

algoritmo promedios 4.16 se observa que dicho algoritmo da como resultado un

decremento gradual de la lagunaridad, desde la primera hasta la última semana.

Esto es visible con las imágenes donde el tamaño del cerebro era pequeño y confor-

me se desarrolla va incrementando de volumen y la sustancia blanca va llenando

más el espacio. Para el caso del algoritmo simulando una nube de puntos, la la-

gunaridad va decreciendo durante las primeras 7 semanas, y en las siguientes su

valor va cambiando, incrementando y decrementando. Estos cambios pueden ser

debidos también a que las imágenes del atlas son un promedio de varios sujetos y

no se analiza el crecimiento en uno sólo. En el caso del algoritmo de alturas rela-

tivas, cada cuatro semanas se detecta un cambio donde la lagunaridad aumenta

para después ir decreciendo en las tres semanas restantes.

Un ajuste hecho para la gráfica con el algoritmo de una nube de puntos, fue poner

un ĺımite para el valor mı́nimo de la caja con r = 10, que es donde se comienzan

a separar las curvas en la gráfica (ln(10) = 2.30 en 4.17). El resultado se ve en

la gráfica 4.18, donde las curvas son muy parecidas a las de la tabla promedios y

los valores de λ para esas curvas en la tabla 4.18, también se van decrementando

gradualmente como en el algoritmo de promedios.

Con esta prueba se puede notar que la lagunaridad puede analizarse en un rango

intermedio de escalas, aśı que dependiendo de las imágenes hay varios parámetros

que se pueden ajustar para obtener mejores resultados. Este análisis además seŕıa

de gran valor si a la vez es supervisado por médico experto.
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Figura 4.14: Lagunaridad en imágenes de RM de cerebros sanos, basada en
alturas relativas.

Figura 4.15: Imágenes de RM de la sustancia blanca de neonatos prematuros,
que van de la semana 29 a la semana 44 de gestación [41].
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Figura 4.16: Lagunaridad de imágenes de RM de neonatos prematuros, basada
en promedios.

Figura 4.17: Lagunaridad de imágenes de RM de neonatos prematuros, basada
en una nube de puntos.
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Figura 4.18: Lagunaridad de imágenes de RM de neonatos prematuros, basada
en una nube de puntos. A diferencia de la gráfica 4.17, el valor más pequeño
que puede tomar la caja es 10, que es donde se comienzan a separar las curvas
de lagunaridad y da un resultado parecido a las gráficas de los otros algoritmos.

Figura 4.19: Lagunaridad de imágenes de RM de neonatos prematuros, basada
en alturas relativas.
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4.2.4. Pruebas con imágenes de RM de esclerosis múltiple

La lagunaridad también fue obtenida en imágenes cerebrales de RM de tres sujetos

con esclerosis múltiple, con lesiones de tres tipos: leve, moderada y severa [12]. A

la vez se compararon los resultados con imágenes de RM de tres sujetos sanos.

Las gráficas 4.20,4.21,4.22, muestran valores de lagunaridad muy parecidos para

los tres tipos de lesión, en las tres gráficas las curvas de lagunaridad no logran

separarse, excepto para el caso del algoritmo basado en una nube de puntos, donde

los cerebros sanos se separan de los cerebros dañados. Numéricamente también

se puede observar en las tablas que los valores calculados con el algoritmo de

promedios 4.20 y alturas relativas 4.22 tienen valores similares que no permiten

agrupar los tipos de lesiones. Y en la tabla del algoritmo simulando una nube de

puntos 4.21, sólo los valores para los cerebros sanos son mayores y más alejados

que los valores de lagunaridad para los cerebros enfermos. Esto se debe a que los

valores en los pixeles son muy parecidos, es decir el rango dinámico que usan de

la escala de grises es muy pequeño.

4.2.5. Pruebas con imágenes del nervio óptico

Imágenes del nervio óptico de cuatro sujetos obtenidas de [58], fueron usadas

para analizar si el ı́ndice de lagunaridad es capaz de discriminar entre imágenes

que corresponden a tres diferentes segmentaciones de la imagen original con los

algoritmos de: Chaudhuri, Niemeijer y Staal. Estas imágenes se consideraron ya

que los patrones ramificados de los vasos sangúıneos en la circulación de la retina

humana normal son fractales y tienen una estructura auto-similar [47].

En las gráficas 4.23,4.24,4.25, se comparan los resultados de lagunaridad con los

tres algoritmos de segmentación y el canal verde de la imagen original, este canal se

usa ya que tiene un alto contraste entre las venas y el fondo de la imagen [58, 43].

De las gráficas se puede observar que el algoritmo de promedios separa las curvas

de lagunaridad de acuerdo a los tipos de segmentación, y los otros dos algoritmos
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(a)

(b)

Figura 4.20: (a): Imágenes de RM de tres sujetos con esclerosis múltiple con
tres tipos de lesiones: leve, moderada y severa, e imágenes de tres sujetos con
cerebros sanos [12]. (b): Lagunaridad de imágenes en escala de grises de RM
de tres sujetos con esclerosis múltiple y tres sujetos sanos, cálculo basado en

promedios.



Caṕıtulo 4. Experimentos 53

Figura 4.21: Lagunaridad de imágenes en escala de grises de RM de tres
sujetos con esclerosis múltiple y tres sujetos sanos, cálculo basado en una nube

de puntos.

Figura 4.22: Lagunaridad de imágenes en escala de grises de RM de tres
sujetos con esclerosis múltiple y tres sujetos sanos, cálculo basado en alturas

relativas.
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separan a ciertas escalas las segmentaciones de Niemeijer y Staal, pero las curvas

de lagunaridad para el canal verde y la segmentación de Chaud son muy parecidas.

Revisando los valores de λ en las tablas 4.23,4.24,4.25, se puede ver que en efec-

to, en la tabla del algoritmo de promedios los valores son muy parecidos en cada

columna, agrupando los valores de la lagunaridad por tipo de segmentación. Sin

embargo, para el algoritmo simulando una nube de puntos, los valores de la co-

lumna del canal verde son parecidos a los de la segmentación de Chaudhuri, y las

segmentaciones de Niemeijer y Staal son similares numéricamente. Además, de los

datos en la tabla de este algoritmo, se puede observar que se forman dos grupos

de las imágenes por su rango dinámico. Para el algoritmo de alturas relativas en

todas las columnas se ven resultados parecidos, lo que evita poder hacer alguna

agrupación.



Caṕıtulo 4. Experimentos 55

Figura 4.23: Arriba: Imágenes de la retina de cuatro sujetos, por columnas
de izquierda a derecha se tienen: imagen original, canal verde de la imagen origi-
nal, segmentación de Chaudhuri, segmentación de Niemeijer, y segmentación de
Staal [58]. Abajo: Gráfica de lagunaridad calculada para tres segmentaciones
y el canal verde de imágenes del nervio óptico de 4 sujetos, cálculo basado en

promedios.
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Figura 4.24: Gráfica de lagunaridad calculada para tres segmentaciones y el
canal verde de imágenes del nervio óptico de 4 sujetos, cálculo basado en una

nube de puntos.

Figura 4.25: Gráfica de lagunaridad calculada para tres segmentaciones y el
canal verde de imágenes del nervio óptico de 4 sujetos, cálculo basado en alturas

relativas.
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Clase 1 Clase2 Clase3
-0.1469 -0.0322 -0.0969
-0.1371 -0.0317 -0.1254

Tabla 4.12: Cálculo de lagunaridad de imágenes de texturas en escala de grises,
basado en alturas relativas.

Sujeto Sustancia Blanca Sustancia Gris LCR
4 -0.4952 -0.4674 -0.6301
5 -0.4908 -0.4735 -0.6226

Tabla 4.13: Lagunaridad calculada para imágenes en escala de grises simuladas
de RM de cerebros sanos de dos sujetos, basada en promedios.

Sujeto Sustancia Blanca Sustancia Gris LCR
4 -0.5204 -0.5034 -0.4781
5 -0.5179 -0.5094 -0.4714

Tabla 4.14: Lagunaridad calculada para imágenes en escala de grises simuladas
de RM de cerebros sanos de dos sujetos, basada en una nube de puntos.

Sujeto Sustancia Blanca Sustancia Gris LCR
4 -0.5683 -0.4893 -0.5545
5 -0.5649 -0.5005 -0.5553

Tabla 4.15: Lagunaridad calculada para imágenes en escala de grises simuladas
de RM de cerebros sanos de dos sujetos, basada en alturas relativas.

Semana
29 32 -0.4919 -0.4869 -0.4800 -0.4716
33 36 -0.4622 -0.4500 -0.4362 -0.4222
37 40 -0.4111 -0.4030 -0.3971 -0.3923
41 44 -0.3877 -0.3826 -0.3771 -0.3703

Tabla 4.16: Cálculo de lagunaridad para neonatos prematuros de la semana
29 a la 32, basado en promedios.

Semana
29 32 0.0234 0.0196 0.0146 0.0075
33 36 0.0050 -0.0010 -0.0021 -0.0244
37 40 -0.0306 -0.0362 -0.0347 -0.0375
41 44 -0.0366 -0.0364 -0.0359 -0.0395

Tabla 4.17: Cálculo de lagunaridad para neonatos prematuros de la semana
29 a la 32, basado en una nube de puntos.
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Semana
29 32 -0.7734 -0.7675 -0.7588 -0.7515
33 36 -0.7342 -0.7240 -0.6925 -0.7027
37 40 -0.6925 -0.6896 -0.6731 -0.6677
41 44 -0.6582 -0.6514 -0.6420 -0.6350

Tabla 4.18: Cálculo de lagunaridad para neonatos prematuros de la semana
29 a la 32, basado en una nube de puntos. A diferencia de la gráfica 4.17, el
valor más pequeño que puede tomar la caja para este cálculo es 10, que es donde
se comienzan a separar las curvas de lagunaridad. Al igual que en la tabla de

promedios 4.16, los valores van decreciendo gradualmente.

Semana
29 32 -0.5189 -0.4548 -0.3592 -0.3135
33 36 -0.5050 -0.4340 -0.3417 -0.3063
37 40 -0.4901 -0.4112 -0.3304 -0.2983
41 44 -0.4740 -0.3847 -0.3213 -0.2885

Tabla 4.19: Cálculo de lagunaridad para neonatos prematuros de la semana
29 a la 32, basado en alturas relativas.

Esclerosis leve Moderada Severa
Sujeto 1 -0.5372 -0.5374 -0.5366
Sujeto 2 -0.5364 -0.5371 -0.5376
Sujeto 3 -0.5381 -0.5393 -0.5412

Sujeto Normal
-0.5116
-0.5076
-0.5102

Tabla 4.20: Cálculo de lagunaridad para imágenes de RM de tres sujetos con
esclerosis múltiple y tres sujetos sanos, basado en promedios.

Esclerosis leve Moderada Severa
Sujeto 1 -0.4949 -0.4900 -0.4827
Sujeto 2 -0.5070 -0.5028 -0.4931
Sujeto 3 -0.5160 -0.5116 -0.5008

Sujeto Normal
-0.6337
-0.6317
-0.6457

Tabla 4.21: Cálculo de lagunaridad para imágenes de RM de tres sujetos con
esclerosis múltiple y tres sujetos sanos, basado en una nube de puntos.

Esclerosis leve Moderada Severa
Sujeto 1 -0.5785 -0.5756 -0.5700
Sujeto 2 -0.5886 -0.5854 -0.5784
Sujeto 3 -0.5981 -0.5977 -0.5900

Sujeto Normal
-0.5616
-0.5604
-0.5704

Tabla 4.22: Cálculo de lagunaridad para imágenes de RM de tres sujetos con
esclerosis múltiple y tres sujetos sanos, basado en alturas relativas.
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Sujeto Canal verde Chaudhuri Niemeijer Staal
6 -0.0928 -0.0688 -0.4102 -0.3617
7 -0.0973 -0.0202 -0.4239 -0.3520
8 -0.0984 -0.0196 -0.4274 -0.3804
10 -0.0803 -0.0133 -0.4223 -0.3597

Tabla 4.23: Lagunaridad calculada para tres segmentaciones y el canal verde
de imágenes del nervio óptico de 4 sujetos, basada en promedios.

Sujeto Canal verde Chaudhuri Niemeijer Staal
6 -0.1782 -0.0762 -0.5951 -0.5775
7 -0.0683 -0.1902 -0.5826 -0.5637
8 -0.2116 -0.0577 -0.5762 -0.5826
10 -0.1271 -0.2155 -0.6117 -0.5772

Tabla 4.24: Lagunaridad calculada para tres segmentaciones y el canal verde
de imágenes del nervio óptico de 4 sujetos, basada en una nube de puntos.

Sujeto Canal verde Chaudhuri Niemeijer Staal
6 -0.3551 -0.3495 -0.3056 -0.2586
7 -0.2677 -0.2821 -0.2816 -0.2423
8 -0.3149 -0.3087 -0.2904 -0.2770
10 -0.2456 -0.2715 -0.3163 -0.2492

Tabla 4.25: Lagunaridad calculada para tres segmentaciones y el canal verde
de imágenes del nervio óptico de 4 sujetos, basada en alturas relativas.
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Conclusiones y trabajo a futuro

5.1. Discusión

De los resultados obtenidos en los experimentos, se puede observar que las imágenes

usadas del simulador no son adecuadas para este tipo de pruebas ya que el rango

dinámico que usan es muy bajo. Para el caso de cerebros sanos obteniendo el

histograma de una de las imágenes (ver figura 5.1), se puede ver que la mayoŕıa de

los pixeles se concentran en dos valores de la escala de grises, y una cantidad muy

pequeña de pixeles queda distribuida a lo largo del rango. Algo similar sucede con

las imágenes de esclerosis múltiple tomadas del mismo simulador (ver figura 5.2).

Obteniendo el histograma de dichas imágenes se observa que su rango dinámico

también es bajo y los valores de lagunaridad son demasiado similares.

Contrario a las imágenes del simulador, las imágenes usadas del atlas de neonatos

prematuros, dieron más información para poder diferenciar las semanas de desa-

rrollo. Comparando también el histograma de una de éstas imágenes, se puede

ver que una cantidad mayor de pixeles está distribuida a través de todo el rango

dinámico (ver figura 5.3). Con esto, se puede inferir que la lagunaridad dará me-

jores resultados mientras mayor información tenga por tener un rango dinámico

más completo.

60
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Figura 5.1: Histograma muestra de imágenes de cerebros sanos del simulador
BrainWeb [12].

Figura 5.2: Histograma muestra de imágenes de cerebros son esclerosis múlti-
ple del simulador BrainWeb [12].

Figura 5.3: Histograma muestra de imágenes de cerebros de neonatos prema-
turos, obtenidas de [41].
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Trabajando con imágenes binarias, al realizar las pruebas base de Plotnick et al.

[55] usando mapas simulados se comprueba que la lagunaridad es una medida de

la textura de un conjunto o imagen (ver sección 4.1). Tomando imágenes de curvas

llenando el espacio de Hilbert, también se confirma que la lagunaridad es un ı́ndice

que mide el grado en que un fractal llena un espacio acotado. Este experimento

se realizó como una primera prueba para ejemplificar la analoǵıa de este tipo de

curvas con la forma del cerebro. Al usar imágenes binarias simuladas de cerebros

sanos (ver experimentos en 4.1), la lagunaridad es capaz de discriminar entre las

segmentaciones de sustancia blanca, sustancia gris y ĺıquido cefalorraqúıdeo.

De los primeros experimentos utilizando imágenes en escala de grises del libro de

texturas Brodatz, se puede decir que la definición dada en Plotnick et al. [55],

de considerar la lagunaridad como una medida de la desviación de un objeto

geométrico de ser invariante translacionalmente, se cumple. Esto se ve reflejado

en las gráficas de las texturas (ver figuras 1.2.3), donde puede verse que la clase1

(ĺıneas verdes) y la clase3 (ĺıneas rosas) son más similares entre ellas que con la

clase2 (ĺıneas azules). Este hecho se debe a que con tamaños pequeños de caja el

patrón en esos casos no se nota hasta que dicho tamaño aumenta, mientras que

en el caso de la clase2 con una escala pequeña el patrón puede ser distinguido

fácilmente.

Al probar con imágenes de RM en el plano axial de cerebros sanos, el cálculo de

lagunaridad con promedios dio mejores resultados. En el caso de imágenes de RM

de la sustancia blanca en el plano axial de neonatos prematuros los tres algoritmos

detectaron los cambios en la lagunaridad en cada semana. Sin embargo, para el

caso de las imágenes de RM de esclerosis múltiple en las que las lesiones afectan

una región o zona espećıfica y no son muy notorias, los algoritmos no son capaces

de detectar cambios pequeños en este tipo de imágenes.

En los últimos experimentos realizados con imágenes de la retina, el algoritmo

de promedios y el que simula una nube de puntos hacen cuatro y dos grupos de

acuerdo a los valores de lagunaridad obtenidos, ya que ambos hacen mejor uso del

rango dinámico en las imágenes.
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5.2. Conclusiones

La lagunaridad es una medida fractal que mide cuán bien llena un fractal el es-

pacio, y su cálculo es con respecto a la variación de la función de distribución de

frecuencias de masa de un patrón dado. En esta distribución, mientras la masa

promedio disminuya la lagunaridad aumenta, su coeficiente de variación es más

grande, e indica que la imágen o conjunto a analizar es disperso o heterogéneo. De

lo contrario es denso u homogéneo, es decir, es más invariante translacionalmente.

En este trabajo se implementó el algoritmo de la caja deslizante para imágenes

binarias, y aśı poder analizar esta propiedad fractal y analizar su comportamiento

en imágenes médicas con objetos fractales. El algoritmo propuesto por Allain and

Cloitre [4], inicialmente se diseñó para imágenes binarias, pero en la literatura se

encuentran adaptaciones de éste para aplicarlo a imágenes en escala de grises de

los cuales se implementaron tres: con promedios, alturas relativas y simulando una

nube de puntos. La diferencia en estos algoritmos recae en la forma en la que se

hace el cálculo de la masa de la caja deslizante.

Aśı que con imágenes del simulador utilizado, donde no se tiene suficiente informa-

ción en la imágen para que los algoritmos trabajen correctamente, la lagunaridad

no es una medida muy sensible para detectar estos cambios y discriminar entre

tipos de estructuras y niveles de lesiones por enfermedad.

El ı́ndice de lagunaridad detecta cambios tanto en las estructuras (SB, SG y LCR)

como en el desarrollo del cerebro (por ejemplo, en neonatos), sin embargo, también

se necesita la colaboración de médicos expertos que puedan hacer un análisis de

la relación numérica con datos reales, en busca de una aplicación más definida en

el contexto médico.

Con las pruebas realizadas también se confirma que la lagunaridad es una buena

medida para discriminar imágenes con diferentes de texturas de patrones fractales

o no fractales y, al ser una medida dependiente de la escala, su análisis puede rea-

lizarse en rangos espećıficos de los tamaños de caja, como se hizo con las imágenes

de texturas y las imágenes de neonatos.
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5.3. Trabajo a futuro

Como trabajo a futuro se pretende usar el ı́ndice de lagunaridad para analizar

imágenes de RM de sujetos reales, mismas que no fueron probadas en este trabajo

ya que es dif́ıcil obtenerlas y además requieren ser segmentadas, lo que implica

mayor tiempo. Se espera que con imágenes de mejor resolución y mayor rango

dinámico se puedan obtener mejores resultados, y la lagunaridad pueda ser probada

de manera global en la imagen o por regiones, ya que algunas enfermedades se dan

en zonas espećıficas del cerebro. Por ejemplo, aunque para el caso de las pruebas

con esclerósis múltiple el método no es muy sensible, se requiere la ayuda de

especialistas que den orientación de dichas regiones espećıficas donde se puede

trabajar para que los cambios por el daño de la enfermedad sean detectados. Algo

similar puede ser probado con imágenes de RM de pacientes con Alzheimer.

Se pretende trabajar también con imágenes de otro tipo, como imágenes satelita-

les donde la lagunaridad pueda dar información de heterogeneidad urbana y con

otros patrones fractales. Para complementar el análisis, se espera también obte-

ner el ı́ndice λ ajustando una hipérbola o una exponencial, y también hacer una

normalización a los valores de Λ [56, 17, 16].

Otra posible dirección para extender el trabajo es probar el concepto de los descrip-

tores de lagunaridad presentado en [19], donde se utiliza la medida de lagunaridad

para crear una manera alternativa de describir la textura de las imágenes.

Finalmente, se puede extender este análisis a imágenes en tres dimensiones adap-

tando el algoritmo simulando una nube de puntos. En [15] se menciona otra medida

fractal denominada sucolaridad que complementa a la dimensión fractal y a la la-

gunaridad, por lo que se puede explorar su uso en imágenes médicas.
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[24] Śıntomas, atractores y fractales. http://pacotraver.wordpress.com/2008/

11/13/sintomas-atractores-y-fractales/, Nov 2008.

[25] Benoit mandelbrot fractal art contest 2009. http://www.

fractalartcontests.com/2009/, 2009.

[26] La ciencia de la complejidad. http://fractalesphinito.blogspot.mx/,

2009.

[27] Benoit mandelbrot fractal art contest 2011. http://www.

fractalartcontests.com/2011/, 2011.

http://www.iac.es/gabinete/difus/ciencia/silbia/c3.htm
http://www.iac.es/gabinete/difus/ciencia/silbia/c3.htm
http://www.cientec.or.cr/matematica/fractales.html
http://www.cientec.or.cr/matematica/fractales.html
http://www.fractalartcontests.com/2006/
http://www.fractalartcontests.com/2006/
http://www.fractalartcontests.com/2007/
http://www.fractalartcontests.com/2007/
http://pacotraver.wordpress.com/2008/11/13/sintomas-atractores-y- fractales/
http://pacotraver.wordpress.com/2008/11/13/sintomas-atractores-y- fractales/
http://www.fractalartcontests.com/2009/
http://www.fractalartcontests.com/2009/
http://fractalesphinito.blogspot.mx/
http://www.fractalartcontests.com/2011/
http://www.fractalartcontests.com/2011/


Bibliograf́ıa Fractales 68

[28] S. L. Free, S. M. Sisodiya, M. J. Cook, D. R. Fish, and S. D. Shorvon. Three-

dimensional fractal analysis of the white matter surface from magnetic reso-

nance images of the human brain. Cerebral Cortex, 6(6):830–836, 1996.

[29] Yuval Gefen, Yigal Meir, Benoit B. Mandelbrot, and Amnon Aharony. Geo-

metric implementation of hypercubic lattices with noninteger dimensionality

by use of low lacunarity fractal lattices. Phys. Rev. Lett., 50:145–148, Jan

1983.

[30] Ary L Goldberger and Bruce J West. Fractals in physiology and medicine.

The Yale journal of biology and medicine, 60(5):421, 1987.
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