Benemérita Universidad Autéonoma
de Puebla

Facultad de Ciencias de la
Computacioén

Tesis presentada para obtener el grado de Maestria en
Ciencias de la Computacion.

Titulo: Metodologia para la clasificacion de alumnos en
riesgo de abandonar la universidad a través del analisis de
datos con técnicas de Inteligencia Artificial.

Presenta: Liosbel Cabrera Hernandez.

Director de Tesis: Dr. Mario Rossainz Lopez

Asesor de Tesis: Dr. lIvo Humberto Pineda Torres

Agosto de 2023



Resumen.

Uno de los grandes problemas que afecta a la educacion es la desercién escolar.
Es alto el numero de estudiantes que abandonan las instituciones educativas sin
haber culminado sus estudios. En particular, en la educacion superior, cerca del
50% de los alumnos de Latinoamérica que inician una carrera universitaria no
llegan a graduarse, tal situacion impacta de manera directa en la vida de los
joévenes y sus familias, en las universidades y en la sociedad en general. Por
esto, en los ultimos afos son varios los autores que realizan investigaciones
encaminadas a tratar de detectar de manera temprana a aquellos estudiantes
que tienen riesgo de abandonar la educacién superior. Gracias al desarrollo
creciente de los equipos de computo y de las herramientas de software, hoy es
posible almacenar grandes volumenes de informacién relacionada con los
universitarios y se cuenta con técnicas avanzadas para procesar esta
informacion. Esto ha posibilitado el surgimiento de varios sistemas
computacionales que utilizando datos de los estudiantes intentan clasificar a
alumnos en riesgo de abandonar la universidad, aplicando técnicas de
Inteligencia Artificial. Pero aun queda mucho por trabajar en esta area, la
diversidad de criterios en cuanto a la recopilacidon de informacién y su posterior
uso para efectos de prediccion, las diversas vertientes en el preprocesamiento
de los datos, la escasa utilizacion de técnicas Aprendizaje Profundo (Deep
Learning) para la clasificacion asi como la variedad de posibles métricas a utilizar
para medir la calidad de los resultados; son algunos de los aspectos identificados
en la revision bibliografica y que dejan aun un amplio margen de mejora.

Por esta razon, la presente investigacion propone una metodologia de
clasificacion de los estudiantes en riesgo de abandonar la universidad,
basandose en el andlisis de datos académicos y no académicos, para el caso
particular del Tecnolégico de Monterrey. El conjunto de datos seleccionado para
probar la metodologia propuesta es el que puso a disposicion de la comunidad
cientifica dicha instituciéon el 25 de agosto del 2022 en un articulo llamado
“Student Dataset from Tecnologico de Monterrey in Mexico to Predict Dropout in
Higher Education”. Se realiz6 un amplio preprocesamiento para mejorar la
calidad de los datos y quedaron conformados cuatro conjuntos para realizar una
clasificacion de abandono a largo plazo y también una en el primer afio de la
carrera, de igual modo la clasificacion se ejecuta en dos momentos, luego de la
matricula y posterior al primer semestre en la universidad. Se compararon los
resultados de la clasificacion obtenida a partir del uso de cinco técnicas Random
Forest, XGBoost, Support Vector Machine, Deep Neural Network y ResNet. Los
mejores resultados se lograron con el clasificador Support Vector Machine, el
cual logré un accuracy del 97.657 % para el Conjunto 1, 95.770 % para el
Conjunto 2, 99.493 % para el Conjunto 3 y un 98.718 % para el Conjunto 4.
Adicionalmente, se aplica un modelo de votacidbn compuesto por los tres
clasificadores de mejores resultados para cada conjunto. Este modelo demostré
poder llegar a tener muy buenos resultados en situaciones especificas.
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1 Introduccion.
1.1 Antecedentes del Proyecto.

La desercidn estudiantil es uno de los grandes problemas existentes en el ambito
educativo. La educacion superior no escapa de ello, segun reportes del Banco
Mundial, se calcula que en América Latina solo el 50% de los estudiantes que
inician sus estudios superiores llegan a terminar y se graduan [1]. México el
escenario es similar, en 2015 la Organizacion para la Cooperacion y el Desarrollo
Econdomicos (OCDE) informaba que México presenta un indice de desercion
escolar de casi 50% [2], incluyendo todos los niveles educativos, las cifras de la
educacioén superior evidencian la magnitud del problema, por ejemplo, en el ciclo
escolar 2018-2019 previo a las afectaciones provocadas por la Covid-19,
abandonaron la educacion superior aproximadamente 327314 alumnos, segun
datos presentados por la SEP para ese periodo [3].

Esta situacion se ha visto agudizada aun mas como resultado de la pandemia,
provocando el aumento de los indices de abandono escolar y de las
consecuencias que este problema trae consigo. Un ejemplo del impacto que
puede tener la desercion lo tenemos en el ambito econdmico, la OCDE estima
que en los proximos 80 afos este fendmeno podria costarle a México un monto
acumulado de hasta el 136 % del producto interno bruto de 2019, lo que equivale
a una pérdida de 3,426 miles de millones de USD para el pais en ese periodo
[4].

El Tecnoldgico de Monterrey presenta un escenario favorable en comparacion
con otras instituciones de educacion superior, sobre todo con respecto a otras
universidades privadas donde los indicadores de desercion son mas elevados.
Pero, aun asi, la desercion no deja de ser una preocupacion para la direccion de
la universidad, producto de esto se pone a disposicidén de la comunidad cientifica
internacional un conjunto de datos recopilado para hacer frente al fendbmeno de
la desercion.

A partir del documento publicado por el Tecnolégico de Monterrey, se evidencia
que un numero no despreciable de alumnos dejan cada afno las aulas. Porque,
aunque la tasa de abandono en el nivel de licenciatura es relativamente baja con
un 8%, las altas matriculas que se manejan en la institucion generan un alto
numero de estudiantes no completen su periodo universitario.

Es evidente la necesidad de disponer de mecanismos automaticos que permitan
anticipar la desercidn escolar; desarrollar investigaciones y proyectos que
aporten soluciones para contribuir a la paulatina disminucién de los indices de
desercion, y de todos los problemas que esto trae consigo.

Problema: Existencia de altas tasas de desercion estudiantil en la educacién
superior, lo cual afecta a los estudiantes y sus familias, a universidades y a la
sociedad.



Pregunta de Investigacion: ;Sera posible crear una metodologia para la
identificacion de los estudiantes que presenten un mayor riesgo de abandonar la
universidad utilizando sus datos?

Objetivos Generales y Especificos del Proyecto.
Objetivo General:

e Disefiar una metodologia de analisis de datos para la clasificacion de
alumnos en riesgo de abandonar la universidad utilizando técnicas de
inteligencia artificial.

Objetivos especificos:

e Preparar los datos necesarios para el entrenamiento de los modelos
aplicando métodos de procesamiento de datos.

e Seleccionar técnicas de clasificacion en el area del Machine Learning y
Deep Learning a partir del analisis de investigaciones anteriores para
obtener los mejores resultados posibles.

e Seleccionar las métricas que evaluen los resultados de la clasificacion en
diferentes aspectos para verificar el correcto funcionamiento de los
modelos.

1.2 Infraestructura.

El proyecto se llevara a cabo utilizando el equipamiento del Laboratorio Nacional
de Supercomputo del Sureste de México, el cual se encuentra ubicado en la
BUAP y dispone de avanzados recursos de computo, con altas prestaciones. Los
recursos especificos de los que se haran uso para el desarrollo de la
investigacion dependeran de la asignacion particular que se destine para este
trabajo.

1.3 Impacto Socioeconémico.

La desercion escolar tiene un impacto directo en el alumno, al cual se le frustran
sus posibilidades de superacidon y sus opciones futuras de tener acceso a un
mejor empleo. De acuerdo con el Banco Mundial, en estudio realizado para
simular el impacto de la Covid-19 en la educacion, se estima que el estudiante
promedio que sale del sistema educativo pierde el equivalente al 8% del ingreso
que podria haber percibido a lo largo de su vida [5].

El Informe sobre la Educacién Superior en América Latina y el Caribe 2000-2005,
“La Metamorfosis de la Educacion Superior”, patrocinado por la UNESCO,
comenta que las implicancias de la desercion en la educacion superior se pueden
distinguir tres categorias: sociales, institucionales y personales [6].

e Entre las sociales esté la retroalimentacion del circulo de la pobreza y la
gestacion de una “capa social” de frustrados profesionales, con posible
disminucién del aporte intelectual y el potencial aumento del subempleo.
Adicionalmente, se incrementa el costo para el pais de la educacion
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asociada a una suboptimizaciéon de los recursos debido al costo de la
desercion.

e Entre las institucionales esta la limitacion para cumplir la misién
institucional y un descenso en los indices de eficiencia y calidad. De igual
manera, tiene implicaciones econdmicas debido a los menores ingresos
por matricula.

e Entre las personales esta el disgusto, la frustracion y la sensacion de
fracaso de los repitentes y desertores con los consiguientes efectos en su
salud fisica y mental. Asimismo, se produce una pérdida de oportunidades
laborales dadas las menores posibilidades de conseguir empleos
satisfactorios y la postergacion econdmica por salarios mas bajos.

Como se puede apreciar, el problema de la desercion escolar tiene
consecuencias de gran magnitud, que abarcan a la sociedad en general. Por
tanto, desarrollar proyectos que puedan contribuir a mejorar esta realidad, puede
tener gran repercusion en presente y futuro de la sociedad. Con cada alumno en
riesgo de abandonar la universidad, que se logre identificar de manera temprana,
con la metodologia que se esta proponiendo, existira la posibilidad de aplicar
medidas institucionales que intenten evitar la salida del estudiante del sistema
educativo y con ello influir de manera positiva en la vida del alumno y la de su
familia, mejorar los parametros de la institucion educativa, asi como disminuir
sus gastos y los gastos del presupuesto nacional, en resumen, se estara
contribuyendo a tener un mejor pais.



2 Estado del Arte

En los ultimos afos, han crecido el numero de investigaciones que tratan de
realizar una prediccion temprana de la desercion escolar a través del analisis de
datos de los estudiantes utilizando técnicas de aprendizaje automatico. La
deteccion temprana de estudiantes en riesgo permite a las instituciones de
educacion superior ofrecer asistencia individualizada en diversas formas,
incluidos cursos de recuperacion y sesiones de tutoria para mitigar el fracaso
académico [7]. Se decide analizar el estado actual de la investigacion siguiendo
dos lineas a) Tipos de datos y predictores y b) Técnicas empleadas vy tipos de
analisis.

2.1 Datos y predictores

Un primer punto que se tiene en cuenta para este tipo de problemas es la
seleccion de los atributos para tener en cuenta o predictores, al respecto existe
una gran diversidad en la bibliografia consultada. Los autores [8-10] solo utilizan
informacion académica de los estudiantes en sus modelos de prediccion, en aras
de trabajar con informacion que normalmente resulta mas asequible. En el
analisis de los datos escolares se reportan resultados sorprendentes en [11]
demostrando que el rendimiento escolar en humanidades tiene impacto incluso
en el desempefio universitario en carreras de ingenieria. En [10] se concluye que
el rendimiento académico previo, el rendimiento académico de primer afo, la
asistencia a clases y la fecha de matriculacién son variables que se relacionan
directamente con la desercion.

Pero queda demostrado en numerosas investigaciones la importancia de
informacion adicional para mejorar los resultados de la deteccion del abandono
escolar. En [7] aportan un analisis estadistico acerca de las variaciones de las
tasas de desercion en dependencia de las actividades extracurriculares
realizadas por los alumnos. En [12] detectan que el puntaje educativo
preuniversitario y el indice de pobreza comunitaria son variables predictivas
importantes. Adicionalmente, [13, 14] demostraron la importancia de los
parametros no académicos para predecir o estimar el rendimiento de los
estudiantes. Especificamente, en [13] se disefiaron dos conjuntos de datos para
demostrar la importancia de los atributos no académicos, utilizando unicamente
datos académicos lograron un 79,6 % en la clasificacién y usando todos los
parametros se alcanzé un 93,8 %. Otro grupo de publicaciones como [15-17]
incluyen varios tipos de variables sociodemograficas, socioeconémicas y de
comportamiento estudiantil.

En lo referente al nUmero de atributos a utilizar existe una gran diversidad en los
articulos sobre el tema, la mayoria de los consultados reportan haber tenido en
cuenta entre 10 y 20 parametros [9, 13, 15, 16]. Existen otros que consideran
mas aspectos para la deteccion de abandono, ubicandose en un rango entre 21
y 40 [8, 11, 12].



Otro aspecto muy variable en los datos es la cantidad de estudiantes que se
tienen en los diferentes experimentos. Varias referencias cuentan con cifras
cercanas a las 6000 instancias para sus pruebas [12-14]. También se encuentran
trabajos con menor numero de individuos, por ejemplo [10, 16] tienen entre 2500
y 4500 alumnos. Pero en este tipo de problema esta demostrado que cuanto
mayor sea el numero de instancias con que se cuenta para el entrenamiento,
mas precisos suelen ser los resultados, en esta revision los valores mas altos
encontrados rondan los 15000 y son los casos de [11, 15].

Los modelos revisados siguen diferentes criterios con respectos a cuantos
semestres del alumno en la universidad se deben incluir en los conjuntos de
datos para efectuar la prediccion. En varios casos se crean varios modelos
donde cada uno se entrena con un conjunto de datos distinto. En [8] se crea 5
modelos predictivos distintos, uno para el momento de la inscripcion, otro
terminado el primer semestre donde ya van incluyendo los resultados del alumno
en esa etapa, terminado el primer afio, terminado el tercer semestre y terminado
el segundo afio. Algo similar hace [12] evaluando cuatro modelos predictivos, un
modelo global para la prediccion de la retencidn estudiantil, independientemente
del nivel (afio) en el que se produzca la desercion. El segundo modelo para los
que abandonaron sus estudios durante el primer afo. Los modelos tercero y
cuarto para predecir la retencion durante el segundo y tercer afio de estudio.
Otros autores como [11] utilizan otro enfoque en el que solo utilizan datos
captados en el momento de la inscripcion. El resumen de los datos utilizados en
la bibliografia consultada se muestra en la Tabla 1.

En esta investigacion se pretenden utilizar datos académicos y no académicos
debido a que se ha demostrado que esto influye positivamente en la prediccién.
Por tanto, se empleara informacion general del estudiante, sociodemografica,
datos de la educacion anterior, resultados de las pruebas de ingreso, resultados
del primer semestre y participacion en actividades extracurriculares. Se pretende
analizar un gran numero de atributos de cada alumno, buscando obtener mayor
exactitud en la clasificacion. Se crearan cuatro conjuntos de datos, que
efectuaran una prediccion en diferentes momentos y con distintos objetivos. Con
estos cuatro modelos se pretende incidir de manera oportuna en la desercién
general y en la del primer afio de estudio, que segun estadisticas internacionales
es la que mas impacta en la educacion superior.

El siguiente aspecto que se tiene en cuenta en la literatura una vez que se
determinan los predictores que se utilizaran como entrada del modelo es la
preparacion de los datos. En [8] se hace hincapié en el procesamiento de los
datos debido a que cuentan con pocos atributos, aplicaron todas las técnicas de
ingenieria de caracteristicas e ingenieria de instancias para obtener el mayor
provecho posible del conjunto de caracteristicas. Ademas, aplican otras técnicas
como son la codificacion y la normalizacién. De igual manera, [10, 11] acometen
acciones para manejar los datos faltantes, transformar y generar atributos,
reducir dimensiones y redundancias y la limpieza de los datos. Los autores de
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[15] demuestran que es conveniente excluir a los estudiantes activos, porque no
se sabe de antemano si abandonaran o se graduaran en el futuro. En [8, 9, 11-
13] se reporta el problema del desequilibrio entre clases, dado porque el
porciento de estudiantes que terminan sus estudios universitarios es
normalmente mayor que el de los que abandonan, estas investigaciones prueban
que esta diferencia produce problemas en la clasificacion de la clase minoritaria
y aplican diversas técnicas para el equilibrio de clases.

Se demuestra en la revision realizada la importancia del preprocesamiento de
los datos y la necesidad de resolver problemas siempre presentes en este tipo
de problemas como el desequilibrio de clases y los ruidos que producen los
estudiantes activos.

Tabla 1. Caracteristicas de los datos en el estado del arte.

Articulo Datos utilizados # Atributos | # Alumnos Periodo de anélisis
Académico No Previo | 1. | 2.° | 3.5 | 4.°
académico
[8] X 22 1418 X X X X X
[9] X 16 N/A X X X X
[10] X N/A 4434 X X
[7] X X 50 143326 N/A
[12] X X 41 6656 X
X
[15] X X 19 15720 Todos los semestres de la
carrera
[11] X X 35 15825 X
Todos los semestres de la
carrera
[13] X X 20 6807 X
[14] X X 30 6000 X
Todos los semestres de la
carrera
[16] X X 11 2670 N/A
[17] X X 23 6078 X X
[18] X X 27 8319 X

2.2 Técnicas empleadas y tipos de analisis

En cuanto a las técnicas de aprendizaje automatico, para resolver este tipo de
problemas, existe una gran diversidad de opiniones en la comunidad cientifica.
Muchas fuentes eligen algoritmos llamados clasicos, por ejemplo [8] compara 3
algoritmos disponibles en la libreria scikit-learn de Python que fueron: Gradient
Boosting (GB), Random Forest (RF) y Support Vector Machine (SVM), se




aplicaron diferentes conjuntos de datos y las tres técnicas se superaron
indistintamente dependiendo de los datos de entrada. También [12] compara
varias técnicas utilizando Weka y agrega a dos de las mencionadas
anteriormente (RF y SVM) las siguientes: Decision Trees (DT), K-nearest
Neighbors, Logistic Regression (LR) y Naive Bayes (NB). RF fue la que presenté
los mejores resultados en la clasificacion. En [10] se repite la utilizacion de cuatro
de estos algoritmos LR, NB, SVM y RF, agregando ademas la técnica de
Adaptive Boosting (AB), la biblioteca scikit-learn vuelve a ser la elegida por los
autores para implementar estas técnicas. Trabajaron con dos conjuntos de datos,
para el mas pequefo los mejores resultados se obtuvieron con LR y para el mas
grande con AB. Otros autores siguen la tendencia de emplear algoritmos
clasicos, es el caso de [9] que compara LR y DT, este ultimo demostré tener
ligeramente mejores resultados.

Existe otro grupo de investigadores que incorpora el uso de redes neuronales
para resolver este problema. Este es el caso de [13, 15] que ademas de continuar
el trabajo con RF, LR y SVM, implementan una red neuronal de tipo Perceptron
Multicapa (PM), aunque los mejores resultados los obtuvieron con RF. La
investigacion de [16] basa su trabajo solo en las redes neuronales, comparando
el rendimiento de un PM y una Red de Base Radial (RBR), la precision de esta
ultima es ligeramente superior a la del PM. En el caso de [11] ya emplean un
algoritmo de Deep Learning (DL), una Deep Neural Network (DNN) que compara
contra RF y GB, trabajaron con dos conjuntos de datos, uno con mas datos que
el otro, sus resultados evidencian que la DNN obtiene mejor resultado que el
resto cuando se emplea en el conjunto de datos mas grandes. Otra investigacion
que compara algoritmos clasicos con técnicas de DL es [18] que utiliza RF, GB y
ademas implementa tres arquitecturas de DL, que son Fully Connected Neural
Network (FCNN), TabNet y BaggingFCNN, la que logré mejores métricas en la
clasificacion fue la FCNN. En [14] continda aplicando técnicas de DL
comparando la efectividad de una CNN con una Red Bayesiana (RB).
Demostrando que usar CNN da mejores resultados. En las CNN profundiza [17]
comparando tres arquitecturas distintas, ResNet, VGG y una combinacion de
ambas propuesta por los autores; los resultados de las 3 redes fueron muy
similares, siendo ligeramente mejor ResNet. El resumen de las diferentes
técnicas empleadas por los investigadores en la revision que se realizé se
muestra en la Tabla 2.

De esta parte de la investigacion se ha podido concluir que la gran mayoria de
los investigadores eligen los algoritmos clasicos como método para determinar
la desercion escolar. Esta eleccidon suele estar dada por varios aspectos, el bajo
consumo de recursos computacionales, la simplicidad de la implementacion de
este tipo de técnicas y los buenos resultados que presentan estos algoritmos en
mucho de los casos. En algunos articulos se introduce el uso de las redes
neuronales tradicionales. Son muy pocas las publicaciones que utilizan técnicas
de DL, pero en ellas se evidencia que pueden ser muy efectivas cuando se tienen
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conjuntos de datos de gran magnitud. Solo una de las bibliografias consultadas
[8] emplea un método que integra mas de una técnica de Aprendizaje Automatico
para dar un resultado conjunto, se toman las salidas de tres técnicas aplicadas
al mismo grupo de datos y se da como salida del sistema el resultado donde
coincidan dos o mas de ellas.

Tabla 2. Técnicas utilizadas en el estado del arte.

Referencia

Técnica 18] 1221 [ 1207 [ 191 [ 120, 217 [ 126] [ [22] [[24] [ [27]

[18]

Gradient Boosting X X

Random Forest X

Support Vector Machine X

K-nearest Neighbors

Decision Trees

Logistic Regression

X | X| X| X| X| X

x

Naive Bayes

Adaptive Boosting X

Perceptrén Multicapa X X

Red de Base Radial X

Red Neuronal Profunda X

CNN X X

Red Bayeciana X

Para este proyecto se prevé contar con una gran cantidad de datos, por ello se
cree que utilizar técnicas de DL, como las Redes Neuronales Convolucionales y
Redes Neuronales Profundas, pueden producir muy buenos resultados. Por otra
parte, para esta investigacion se cuenta con grandes recursos computacionales,
esto elimina la principal limitacion que tienen los autores para aplicar métodos
que implican el uso simultaneo de varios algoritmos, lo cual puede llevar a
obtener una mayor exactitud en la prediccion.

Un ultimo debate que se repite en la bibliografia es el referente al tipo de métricas
a utilizar para medir la calidad de los resultados. Aunque la mayoria de los
autores expresan sus resultados finales en términos de Accuracy, se utilizan
otras formulas que cobran gran importancia a la hora de determinar el
rendimiento de un algoritmo. En [10, 14] se emplean Accuracy, Precision, Recall
y F1 para evaluar sus resultados. Los primeros dan mayor importancia a los
valores de F1, que se usa para mezclar la Precision y el Recall en un unico valor.
Mientras que los segundos considera la desercién como la clase positiva y la no
desercion como la clase negativa. Y quieren minimizar los falsos negativos (los
estudiantes que abandonan la escuela y se predicen como estudiantes que no
abandonan) por tanto, seleccionan los modelos con mayor Recall. F1 también
es el valor priorizado para comparar los diferentes resultados obtenidos por [13].
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En [8, 11] utilizan las 3 primeras métricas de la 4 citadas inicialmente. Los
segundos ademas incorporan el analisis de las curvas ROC para evaluar el
comportamiento de sus modelos. Tendencia que siguen [9, 16] incluyendo de
igual manera la curvas ROC que son una representacién grafica de la
sensibilidad frente a la especificidad para un sistema clasificador binario, ademas
ambas utilizan la Especificidad y el Recall. Otro caso es el de [15] que emplea
estas dos ultimas y ademas incorpora el coeficiente Kappa que mide el grado de
concordancia de las evaluaciones nominales u ordinales realizadas por multiples
evaluadores cuando se evaluan las mismas muestras. Los investigadores de [12]
van un poco mas alla y utilizan otros instrumentos como Error Cuadratico Medio,
k-statistic y Valor de Friedman, ademas de seguir empleando otras de las
mediciones aqui expuestas. En practicamente todas las publicaciones se hace
uso de la Matriz de Confusién para tener mayor claridad del comportamiento de
los modelos planteados. La Tabla 3 resume las métricas empleadas en la
bibliografia consultada.

Tabla 3. Métricas utilizadas en el estado del arte.

Métricas [10, 14] |[13] |[5] |[18] |[9,16] |[15] |[12]
Accuracy X X X X X
Precision X X X X X
Recall X X X X X X

F1 X X X
Curvas ROC X X

Especificidad X X

Kappa X

Error cuadréatico medio X
k-statistic X
Valor de Friedman X

Para nuestra propuesta se ha decidido adoptar las métricas mas empleadas en
la literatura que fueron Accuracy, Precision, Recall y F1.

Fueron consultados articulos que estudian el problema especificamente en
México, en los que proponen sistemas para la deteccidn temprana de las bajas
en el nivel superior. En [19] se propone un modelo que utiliza informacién
obtenida del examen de admision EXANI I, su base de catos cuenta con 671
registros. Utilizando el software Weka se comparan los comportamientos de 5
algoritmos NB, PM, J48, RF y Random Tree. Los mejores resultados se
obtuvieron con RF mostrando una precision de un 86%. Por su parte, [20] realiza
un estudio comparativo de cuatro algoritmos: LR, Cluster, DT y Red Neuronal de
Microsoft. Se utiliza informacion personal y académica de los alumnos. Los
resultados indican que el algoritmo de LR es el mas adecuado. El analisis se



lleva a cabo con 134 alumnos, obteniéndose valores de Accuracy cercanos al 95
%.

Ambas investigaciones utilizan algoritmos clasicos en sus modelos, con la
problematica de que en los dos casos se cuenta con los datos de pocos
estudiantes para el entrenamiento de los modelos, lo cual le resta fiabilidad a los
valores que obtuvieron en la clasificaciéon. En el primer articulo solo emplean
datos de los exdmenes de ingreso, los cuales pueden ser de mucha utilidad en
la prediccién, pero ha quedado demostrada la importancia de incorporar datos
no académicos de los estudiantes. En el segundo no se describen con claridad
los predictores que utilizan, se menciona que se emplea también informacion
personal de los alumnos, pero no se detallan los atributos.

Es evidente que en este campo aun existe mucho trabajo por hacer para lograr
sistemas mas robustos y que arrojen resultados realmente certeros que ayuden
a las universidades a enfrentar el problema de la desercidén. Muchas instituciones
en México muestran una preocupacion creciente en este aspecto, muestra de
ello es la reciente publicacién realizada por el Tecnolégico de Monterrey en el
pasado mes de agosto [7], donde ponen a disposicion de la comunidad cientifica
un Dataset de 143,326 registros que contiene datos de estudiantes del TEC, para
que puedan ser estudiados y realizar propuestas que intenten predecir de forma
efectiva el problema aqui tratado.
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3 Metodologia Propuesta

Se propone una metodologia para la deteccion de alumnos en riesgo de
abandonar la universidad. La misma esta compuesta por cuatro etapas, las
cuales se describen a continuacion.

3.1 Analisis preliminar de datos.

En este primer momento se definen los parametros necesarios que permitiran la
deteccion de estudiantes en riesgo de abandonar la universidad. En la revisidon
realizada, se han identificado categorias de atributos que impactan de forma
positiva en la solucion de este problema, por ejemplo:

e Generales (edad, sexo, carrera, etc.).

e Sociodemogréficas (municipio, colonia, ingreso mensual familiar, etc.).

e Educacion anterior y examenes de ingreso (escuela de procedencia, tipo
de educacion, promedio final, etc.).

e Resultados del primer semestre (promedio, ausencias, inscripcion a
actividades deportivas, etc.).

Luego de contar con un conjunto de datos que cuente con estas categorias. Se
separan para la obtencion de cuatro conjuntos.

e Conjunto 1: Contendra todos los atributos vélidos del alumno para realizar
una prediccién del abandono a lo largo de la carrera.

e Conjunto 2: Contendra todos los atributos validos del alumno hasta el
momento de su ingreso a la universidad para realizar una prediccion
temprana del abandono a lo largo de la carrera.

e Conjunto 3: Contendré el total de atributos validos del alumno para realizar
una prediccién del abandono en el primer afo.

e Conjunto 4: Contendra el total de atributos validos del alumno hasta el
momento de su ingreso a la universidad para realizar una prediccion del
abandono en el primer afio.

Los conjuntos 1y 2 permitiran realizar una prediccién del abandono a largo plazo,
en dos momentos distintos, en el caso del primero se ejecutara una vez
terminado el primer semestre del primer afo y el segundo se ejecutara antes de
que el alumno comience la carrera.

Los conjuntos 3 y 4 permitiran realizar una prediccion del abandono en el primer
afio. De igual forma en dos momentos, el Conjunto 3 luego del primer semestre
y el 4 antes de iniciar la carrera. Ambos conjuntos serviran para realizar un
prondstico en una de las etapas criticas en cuanto a desercion universitaria se
refiere, el primer afo, donde como se afirma en [24], se producen el 58% de los
abandonos.

3.2 Preprocesamiento de los datos.

Para esta etapa se emplearan varias técnicas identificadas en la revision de la
literatura, que trabajan a profundidad la limpieza y preparacion de los datos.
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3.2.1 Procesamiento inicial.

Valores atipicos: Valores que se encuentren fuera de rango o resulten
il6gicos dentro de la variable que lo contenga.

Codificacion: Los modelos de aprendizaje automatico requieren que todas
las variables de entrada y salida sean numéricas. Esto significa que si los
datos contienen datos categoricos, deben codificarse en nimeros antes
de poder probar y evaluar un modelo [21].

3.2.2 Ingenieria de caracteristicas.

Es la idea que subyace tras la busqueda de caracteristicas particulares que
puedan resultar clave para resolver problemas concretos [22].

Caracteristicas inatiles: Seran aquellas variables que por una razén u otra
no aporte absolutamente nada al conjunto de datos.

Correlacion: La correlacion es una medida de como dos variables
cambian juntas. Quizas la medida de correlacion mas comdn es la
correlacion de Pearson, que supone una distribucion gaussiana para cada
variable e informa sobre su relacién lineal. Las puntuaciones de
correlacion lineal suelen tener un valor entre -1y 1, donde 0 no representa
ninguna relacion [21].

Caracteristicas de alta cardinalidad: Algunas variables pueden tener una
alta cardinalidad, donde las variables categodricas tienen numerosos
niveles. La alta cardinalidad puede ser muy problemética en modelos
analiticos como regresion o redes neuronales porque para cada nivel crea
una estimacion de parametro o0 un parametro ponderado,
respectivamente. Estos niveles esencialmente crean modelos que son
mucho mas complejos al final del proceso [23].

Valores faltantes: Los datos del mundo real a menudo tienen valores
faltantes. Esto puede suceder por varias razones, como observaciones
gue no se registraron y corrupciéon de datos. EI manejo de los datos
faltantes es importante, ya que muchos algoritmos de aprendizaje
automatico no admiten datos con valores faltantes [21].

3.2.3 Ingenieria de instancias.

Tiene la capacidad de mejorar el rendimiento de los modelos a través de la
seleccién y manipulacién adecuada de las instancias [8].

Agrupamiento: También conocido como categorizacién o discretizacion,
es el proceso de traducir una variable cuantitativa en un conjunto de dos
0 mas cubos cualitativos (es decir, categorias). Los valores de la variable
se agrupan en contenedores discretos y a cada contenedor se le asigna
un namero entero unico, de modo que se conserva la relacion ordinal
entre los contenedores. El mapeo proporciona una clasificacién de valores
de alto orden que puede suavizar las relaciones entre las observaciones
[21].
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e Desequilibrio de clases: En los problemas de clasificacion,
tradicionalmente, se supone que disponemos de ejemplos de distintas
clases. En determinadas aplicaciones, unas clases son mucho mas
frecuentes que otras. Entonces es cuando hablamos de clasificacion no
balanceada [22]. El desequilibrio de clases puede tener un impacto
negativo en la precision y el rendimiento de los modelos de aprendizaje
automatico. Cuando las clases estan desequilibradas, los modelos
tienden a sesgarse hacia la clase mayoritaria y tienen dificultades para
predecir con precision las muestras de la clase minoritaria.

3.2.4 Procesamiento final.
Ultima técnica que se aplicaran al conjunto de datos.

e Escalado: Los modelos de aprendizaje automatico aprenden una
asignacion de variables de entrada a una variable de salida. Como tal, la
escala y la distribucién de los datos extraidos del dominio pueden ser
diferentes para cada variable. Las variables de entrada pueden tener
diferentes unidades (por ejemplo, pies, kilbmetros y horas) que, a su vez,
pueden significar que las variables tienen diferentes escalas. Las
diferencias en las escalas entre las variables de entrada pueden aumentar
la dificultad del problema que se esta modelando [21].

3.3 Seleccion de las técnicas.

La carrera universitaria de un estudiante puede resultar en la graduacion o la
desercion. Por lo tanto, el problema se puede plantear como un modelo de
clasificacion binaria supervisada [9].

Se utilizaran dos técnicas de Deep Learning, debido a los resultados favorables
que producen este tipo de algoritmos con grandes cantidades de datos. También
se utilizaran tres de los algoritmos clasicos de Machine Learning con mayor
presencia en la literatura revisada.

Ademas de utilizar estas cinco técnicas por separado, se propone analizar los
resultados de un modelo que integre las tres técnicas de mejores resultados para
cada conjunto, modelo que se aplica en la investigacion llevada a cabo por [8],
pero en su caso integra solo algoritmos clasicos de Machine Learning.

Las técnicas seleccionadas seran implementadas en el lenguaje Python, el cual
es el mas utilizado en este tipo de investigaciones segun la bibliografia
consultada e incluye librerias que facilitan la implementacion de cada una de
estas tecnologias.

3.3.1 Redes Neuronales Profundas.

Las DNN son modelos computacionales que consisten en muchas unidades de
procesamiento simples que funcionan en paralelo y estan dispuestas en capas
interconectadas. Las redes neuronales simples constan de una capa de entrada
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y una capa de salida; cuando se apilan mas capas, las redes se denominan
profundas [26].

Para la seleccion de este modelo se tuvo en cuenta un analisis comparativo entre
varias arquitecturas de DNN realizado por [18], donde se emplean tres tipos de
DNN en la prediccion de la desercion estudiantil. Los mejores resultados se
obtuvieron con una red neuronal profunda simple totalmente conectada capaz
de lograr un rendimiento alto en conjuntos de datos tabulares.

3.3.2 DNN que imita el comportamiento de ResNet.

En este proyecto se utilizara la arquitectura que imita el comportamiento de
ResNet propuesta por [37], variantes de Resnet han sido probadas para este tipo
de problemas por [14, 17], obteniendo buenos resultados.

3.3.3 Random Forest.

RF es un clasificador que consta de una coleccién de clasificadores con
estructura de arbol donde cada arbol es un vector aleatorio independiente
distribuido de forma idéntica y cada uno emite un voto unitario para la clase mas
popular en la entrada x [27].

3.3.4 Support Vector Machines.

Las maquinas de vectores de soporte son una familia de métodos de aprendizaje
automatico, introducidas por Vapnik y colaboradores en la década de 1990. Se
basan en los principios de la teoria del aprendizaje estadistico y la optimizacion
convexa para encontrar un limite adecuado en el espacio de datos para separar
las dos clases de puntos [28].

3.3.5 XGBoost.

XGBoost es la abreviatura de eXtreme Gradient Boosting. Es una
implementacion eficiente y escalable del marco de refuerzo de gradiente
propuesto por Friedman et al. en el afio 2000. El paquete incluye un eficiente
solucionador de modelos lineales y un algoritmo de aprendizaje de arboles. Es
compatible con varias funciones objetivas, incluidas la regresion y la clasificacion
[29].

3.3.6 Modelo integrado.

En este modelo de las cinco técnicas anteriormente mencionadas se elegiran las
tres que obtengan mejores resultados y cada una realizara una clasificacion
sobre cada una de las instancias del conjunto de datos. La salida del modelo
para cada registro sera aquella en la que coincidan al menos dos de las tres
tecnologias.

3.4 Evaluacion de resultados.

Solo existen cuatro posibilidades en la clasificacion binaria, que podemos
representar en una matriz de confusion:

14



Verdaderos positivos [TP: True Positive]: Los ejemplos de la clase positiva
gue nuestro clasificador es capaz de clasificar correctamente.

Falsos positivos [FP: False Positive]: Los ejemplos que, aun no siendo de
la clase positiva, nuestro clasificador predice que si lo son.

Falsos negativos [FN: False Negative]: Los errores que comete nuestro
clasificador en sentido contrario, diciéndonos que no son de la clase
positiva cuando en realidad si que lo son.

Verdaderos negativos [TN: True Negative]: Los ejemplos de la clase
negativa que nuestro clasificador clasifica correctamente.[22]

Tabla 4. Matriz de confusion.

Prediccion
P N

Clase Real P TP FN

N |FP | TN

Partiendo de esto se analizaran los resultados con las métricas de:

TP+TN
acurracy =
TP+TN+FP+FN
. . TP
precision =
TP+FP
TP
recall =
TP+FN
2sprecision*recall
F1==F [22]

precision+recall

Las cuales son las elegidas por la mayoria de los autores en las investigaciones
de este tipo. Porque permiten tener una idea clara del comportamiento de los

modelos.
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4 Implementacion y Resultados
4.1 Conjunto de Datos.

El conjunto de datos seleccionado para probar la metodologia propuesta es el
que puso a disposicion de la comunidad cientifica el Tecnolégico de Monterrey
el 25 de agosto del 2022 en un articulo llamado “Student Dataset from
Tecnologico de Monterrey in Mexico to Predict Dropout in Higher Education”.

La conformacion del conjunto de datos es la siguiente:

e 121,584 estudiantes de preparatoria y/o licenciatura.

e 143,326 registros.

e 50 variables.

e 77,517 registros de pregrado.

e 65,809 registros de preparatoria.

e Siete cohortes de ingreso a la institucion del 2014 al 2020.

Para el caso especifico de los datos del Tecnoldégico de Monterrey
descartaremos los 65809 registros pertenecientes a preparatoria y se comenzara
el procesamiento de datos con 50 variables y 77,517 instancias.

A lo largo de esta etapa de preprocesamiento se necesita medir el impacto de
cada una de las pruebas que se realizaran en la clasificacion, para esto se
utilizara XGBClassifier perteneciente a la libreria xgboost con sus parametros
por defecto, que es el Unico de los algoritmos clasicos seleccionados que admite
datos faltantes, que aun poseen nuestro conjunto. La métrica de evaluacién a
utilizar para comparar resultados sera el Accuracy, empleando accuracy score
perteneciente a la libreria sklearn.metrics.

4.2 Preparacién del Conjunto 1:

Como se explica en la metodologia, este es un conjunto para una prediccion a lo
largo de la duracion de la carrera. Por tanto, solo debemos tener estudiantes que
hayan matriculado en una fecha anterior a 4 afios, para eliminar la incertidumbre
que producen los estudiantes que no cumplen con el tiempo minimo para
graduarse, los cuales no conocemos si terminaran la carrera o abandonaran. Se
eliminan las instancias correspondientes a las generaciones 2019 y 2020. Con
la eliminacion quedan 56233 instancias.

4.2.1 Procesamiento inicial:
e Valores atipicos.

Se analizaron los valores dentro del conjunto y se identificé que admission.test
presenta dos escalas distintas. Segun la descripcion de los datos, una escala es
de 1-100 (en periodo COVID-19) y otra de 400-1600 (examen presencial en
periodo normal). Resulta conveniente convertir el primer rango al segundo para
lograr homogeneidad en los datos.
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Para este fin se disefid una funcidn en Python que escala los valores
pertenecientes al examen en linea, llevandolos al rango entre 400 y 1600.

e Codificacion.

La conversién de datos categoricos a datos numéricos es un proceso comun en
este tipo de investigaciones. En muchos casos ente proceso se realiza en una
etapa posterior, en este trabajo se decide efectuar al inicio, porque muchas de
las herramientas de Python que se utilizaran en los préximos puntos del
preprocesamiento solo admiten datos numeéricos. A continuacion, se describen
los métodos mas comunes de codificacion.

» Caodificaciéon ordinal.

En la codificacion ordinal, a cada valor de categoria unico se le asigna un valor
entero. Por ejemplo, el rojo es 1, el verde es 2 y el azul es 3. Esto se denomina
codificacion ordinal o codificacion entera y es facilmente reversible [21].

» Caodificacion en caliente.

Cada bit representa una categoria posible. Si la variable no puede pertenecer a
varias categorias a la vez, entonces solo un bit del grupo puede estar on. En el
ejemplo de la variable de color, hay tres categorias y, por lo tanto, se necesitan
tres variables binarias. Se coloca un valor 1 en la variable binaria para el color y
valores 0 para los otros colores [21].

Se ejecutan estas dos variantes de codificacion utilizando OrdinalEncoder
incluido en sklearn.preprocessing y OneHotEncoder perteneciente a la misma
libreria. En este primer momento las dos variantes lograron un accuracy del 100
%. Como el impacto de la codificacién no demostro ser relevante para este caso
en particular, se decide adoptar OrdinalEncoder como técnica de codificacion.
Debido a ser un conjunto de grandes dimensiones, el método OneHotEncoder
aumenta en gran medida el numero de columnas llevandolo hasta 4387, lo cual
dificulta el trabajo con los datos.

4.2.2 Ingenieria de caracteristicas.
e Caracteristicas inutiles.
Se eliminaran los siguientes atributos:

o level - Al eliminar los estudiantes de preuniversitario del conjunto de datos,
level asume un mismo valor para el resto de las instancias.

o educational.model - Al eliminar las generaciones 2019 y 2020,
educational.model asume un mismo valor para el resto de las instancias.

o online.test - Al eliminar las generaciones 2019 y 2020, online.test asume
un mismo valor para el resto de las instancias.

e Valores faltantes, eliminacion de variables.

Aunque este punto del analisis esta planteado en la metodologia como ultimo en
la ingenieria de caracteristicas, en particular este conjunto de datos contiene
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variables que tienen un porcentaje de datos faltantes extremadamente altos,
estos casos vale la pena analizarlos en este momento por si es pertinente
eliminarlas del conjunto y del resto del analisis.

Realizando un analisis l6gico y analizando las recomendaciones de autores que
han profundizado en el tema [30], se determin6é que las variables que posean
mas de un 50 % de valores faltantes seran eliminadas. Para conocer el total de
datos faltantes que presenta cada una de las variables se utilizara la funcién
isnull de la libreria Pandas en Python.

Se eliminaran los siguientes atributos:

Las siguientes seis variables tienen un 100 % de datos faltantes, esto se debe a
que es informacién que solo se capta en las generaciones 2019 y 2020, las
cuales fueron eliminadas para este primer conjunto.

social.lag — 100 %.
average.first.period — 100 %
failed.subject.first.period - 100 %
dropped.subject.first.period - 100 %
zone.type - 100 %
socioeconomic.level - 100 %

O O O O O O

Las siguientes seis variables tienen un 79 % de datos faltantes, esto se debe a
que es informacion que solo se capta en las generaciones 2018, 2019 y 2020,
de las cuales solo se mantuvo la 2018 para este primer conjunto.

art.culture - 79 %
total.life.activities - 79 %
wellness.activities - 79 %
athletic.sports - 79 %
life.work.mentoring - 79 %
student.society.leadership - 79 %

o O O O O ©O

En el caso de first.generation tienen un 70 % de datos faltantes, esto se debe a
que es informacion que solo se capta en las generaciones 2017, 2018, 2019 y
2020, de las cuales solo se mantuvieron las de 2017 y 2018 para este primer
conjunto.

o first.generation - 70 %

De las cinco caracteristicas siguientes se encuentran datos en todas las
generaciones, pero en las ultimas es donde existe mayor presencia, por esto
luego de la eliminaciéon de estas el porcentaje de datos faltantes es cercano al
70 %.

mother.education.summary - 68 %
mother.education.complete - 68 %
father.education.summary - 68 %
father.education.complete - 68 %

0 O O O
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o max.degree.parents - 66 %

Para el resto de las variables con ausencia de datos se probaran diferentes
técnicas de completamiento al final de la etapa de ingenieria de caracteristicas,
cuando ya se hayan ejecutado el resto de los pasos, para solo aplicarlo en las
columnas seleccionadas para la version final de este conjunto. Ademas de evitar
que los valores generados para completar la informacion influyan en el resto de
proceso.

e Correlacion.

Con los analisis realizados en las etapas anteriores se eliminaron 21 atributos
del total de 50. Se medira la correlacion entra las restantes 29 variables utilizando
la funcidn corr de la libreria Pandas, los resultados se muestran en la Figura 1.

Figura 1.Matriz de correlacion del Conjunto 1.
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Como se puede apreciar, hay variables que presentan una correlacion préxima
al 90 % la cual es muy elevada. Se realizara un andlisis de cada caso y la
eliminacién de alguna si procede.

Caso 1: parents.exatec tiene una correlaciéon del 97 % con father.exatec y un 98
% con mother.exatec. Esta variable muestra si uno o ambos padres son
egresados del Tecnologico de Monterrey, que es lo mismo que seleccionar un
valor positivo de una de las dos variables o negativo en caso de que ambas
columnas mother.exatec y father.exatec tengan valor negativo.

Se decide eliminar:

o parents.exatec: porque ademas de estar altamente correlacionada con
otras dos columnas, repite el valor de una de estas, sin aportar nueva
informacion.

Caso 2: total.scholarship.loan y scholarship.perc presentan una correlacion de
un 91 %, analizando la informacion que se proporciona en la descripcién del
conjunto de datos, los autores explican que: total.scholarship.loan es el resultado
de sumar scholarship.perc y loan.perc. Esto justifica la alta correlacion entre
estos dos atributos.

Se decide eliminar:

o total.scholarship.loan: porque ademas de estar altamente correlacionada
con scholarship.perc, es una caracteristica calculable que no aporta
informacion nueva.

Caso 3: dropout.semester y retention presentan una correlacién de un 89 %, se
revisaron los diferentes valores que puedes asumir ambas variables y el
problema esta dado porque en todos los casos en los que el alumno permanece
en la carrera (retention = 1), la variable dropout.semester = 0 debido a que es el
valor determinado para los casos de no abandono. Esta correlacion elevada con
la variable objetivo retention, es muy perjudicial para la clasificaciéon porque solo
con la variable dropout.semester ya se obtendrian altos resultados en la
prediccion de abandono o retencidn, pero estos resultados carecerian totalmente
de validez.

Se decide eliminar:

o dropout.semester: porque ademas de estar altamente correlacionada con
retention, presenta un impacto negativo para la clasificacion.
e Caracteristicas de alta cardinalidad.

Primero se contaran la cantidad de valores unicos que presentan las diez
variables categdéricas con mayor cardinalidad. Como se aprecia en la Tabla 5,
hay varios atributos que presentan una alta cardinalidad, se analizaran los casos
con mas de 1000 valores unicos y se excluiran las variables pertinentes.
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Tabla 5. Cantidad de valores Unicos en variables categoricas del Conjunto 1.

Variable Valores Unicos Variable Valores Unicos
student.id 52962 school.cost 6
id.school.origin 4208 region 5
program 66 school 5
scholarship.type 9 Generation 5
english.evaluation | 8 foreign 3

student.id: presenta la mayor cardinalidad del conjunto con 52962, como era de
esperar por ser el identificador del alumno y es unico, pero es el atributo que
permite detectar al estudiante dentro del grupo, por esto se prefiere mantenerlo.

id.school.origin: tiene una gran variedad, 4208 valores distintos que son muchos
siendo una variable categorica, esto puede dificultar la capacidad de inferir
conocimiento de los algoritmos. Pero antes de decidir extraer esta caracteristica
del conjunto se analizara el impacto de la variable en el conjunto de datos.

Correlacién con la variable objetivo: en una etapa anterior se midio la correlacion
entre variables, analizando los valores de cada una con respecto a retention. Si
se toman todos los valores como absolutos, id.school.origin tiene una correlacion
de 0.044 con retention, ocupando el puesto numero 12 si se ordenan las 24
caracteristicas en orden descendente. Esto la ubica a mediado de tabla, dejando
a otras en una posicion muy por detras.

Evaluacion en modelo: utilizando un modelo de clasificacion se realizara la
prediccion con el conjunto de datos, incluyendo id.school.origin y excluyéndolo,
para determinar si beneficia o perjudica a la clasificacion.

Los resultados son:

Accuracy: 91.473 %, con id.school.origin.
Accuracy: 91.632, sin id.school.origin.
Se decide eliminar:

1. id.school.origin: Porque se demostré que la alta cardinalidad de esta
variable afecta los resultados de la clasificacion.
e Valores faltantes, completamiento de variables.

En un analisis anterior se eliminaron las caracteristicas del conjunto que
contenian mas de un 50% de datos faltantes. En este momento se trabajara con
aquellas que tienen una ausencia de datos inferior al 50%, para las cuales se
probaran diferentes técnicas de completamiento y se probaran los conjuntos
resultantes en un clasificador. Primeramente, se muestra en la Tabla 6 un listado
de las variables que quedan con datos faltantes y su porcentaje.
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Tabla 6. Valores faltantes del Conjunto 1.

Variable Total de faltantes | Porcentaje (%)
admission.rubric 24376 46
father.exatec 20866 39
mother.exatec 20704 39
admission.test 18124 34
student.society 11854 22
cultural.diffusion 11854 22
physical.education | 11854 22
general.math.eval 7847 15

Existen una gran variedad de técnicas para solucionar el problema de los datos
faltantes, a continuacion, se mencionan algunas de las mas utilizadas.

» Imputacion estadistica.

Un enfoque simple y popular para la imputacion de datos implica el uso de
meétodos estadisticos para estimar un valor para una columna a partir de los
valores que estan presentes, luego reemplazar todos los valores que faltan en la
columna con la estadistica calculada. Las estadisticas comunes calculadas
incluyen el valor medio de la columna, el valor de la mediana de la columna y el
valor de la moda de la columna [21].

Este es un método bastante simple y rapido, pero no se utilizara porque no tiene
en cuenta las relaciones entre los datos, a diferencia de los dos que se enuncian
a continuacion.

» Imputacion K- Nearest Neighbors (KNN).

Una técnica popular para la imputaciéon es un modelo de KNN. Se imputa una
nueva muestra encontrando las muestras en el conjunto de entrenamiento "mas
cercano" y se promedian estos puntos cercanos para completar el valor. La
imputaciéon KNN parece proporcionar un método mas solido y sensible para la
estimacioén de valores faltantes [21].

Para la implementacién de esta técnica se utilizara la clase KNNImputer que
ofrece la libreria sklearn. El parametro fundamental de KNNImputer es
n_neighbors que indica el numero de vecinos que tendra en cuenta el algoritmo
para el completamiento de los datos, por defecto este valor es 5, pero resulta
conveniente realizar pruebas con varios valores. Para poder evaluar el impacto
de cada una de las pruebas de completamiento se implementara XGBClassifier.

Se disefid un experimento donde se asigné a n_neighbors todos los valores
impares entre 5 y el total de variables, sin incluir este ultimo. Los resultados se
muestran en la Tabla 7.
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Tabla 7. Resultados de aplicar distintos valores de n_neighbors en KNNImputer.

n_neighbors | Accuracy | n_neighbors | Accuracy
5 91.375% 15 91.496 %
7 91.443 % 17 91.488 %
9 91.549 % 19 91.496 %
11 91.450 % 21 91.503 %
13 91.345 % 23 91.526 %

El mayor accuracy obtenido fue de 91.549 % y se consigui6 con tres valores
distintos de n_neighbors = 9.

» Imputacion iterativa.

La imputacion iterativa se refiere a un proceso en el que cada caracteristica se
modela en funcién de las otras caracteristicas, un problema de regresion en el
que se predicen los valores faltantes. Cada caracteristica se imputa
secuencialmente, una tras otra, lo que permite que los valores imputados
anteriores se utilicen como parte de un modelo para predecir caracteristicas
posteriores. Es iterativo porque este proceso se repite varias veces, lo que
permite calcular estimaciones cada vez mejores de los valores perdidos a
medida que se estiman los valores perdidos en todas las caracteristicas [21].

En la implementacion de este método se continua haciendo uso de la libreria
Sklear, pero esta vez con la clase lterativelmputer. La clase contiene varios
parametros, pero las pruebas a realizar se concentraran en variar el niumero de
iteraciones del algoritmo, esto se puede lograr modificando el valor de max_iter
que por defecto es 10. De igual manera que en el caso anterior, la evaluacién de
los resultados se realizara con XGBClassifier. El experimento disefiado evalua
los resultados de los conjuntos obtenidos al realizar corridas del algoritmo
variando max_iter entre 5y 25.

El mejor resultado se repitié para varios valores de max_iter, incluyendo en valor
por defecto, lograndose un accuracy de 92.612 %. Se puede apreciar que los
resultados obtenidos al aplicar imputacién iterativa fueron mejores que los
logrados con KNN, por tanto, se define lterativelmputer con un max_iter por
defecto como la técnica de imputacién a aplicar en el conjunto de datos.

4.2.3 Ingenieria de instancias.
e Agrupamiento.

Se pueden usar diferentes métodos para agrupar los valores en k contenedores
discretos. Las técnicas comunmente incluyen los siguientes métodos:

» Uniforme: cada contenedor tiene el mismo ancho en el intervalo de valores
posibles para la variable.

» Cuantil: cada contenedor tiene el mismo numero de valores, divididos en
percentiles.
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> Agrupados: se identifican los cllsteres y se asignan ejemplos a cada
grupo [21].

Analizando las variables que aun permanecen en el conjunto, se encontré el caso
de la columna age que por la diversidad de valores que presenta y experiencias
de otros autores en trabajos similares, puede verse favorecida al aplicarle un
agrupamiento y pudiera mejorar los resultados de clasificacion del conjunto.

Se probaran las tres técnicas de discretizacion mencionadas anteriormente
utilizando KBinsDiscretizer que se encuentra en la libreria sklearn. Inicialmente,
se mantendran todos sus parametros por defecto, exceptuando strategy, el cual
se variara para poder aplicar el agrupamiento uniforme, cuantil y agrupados.
Luego se realizara la clasificacién con los tres conjuntos resultantes de aplicar
KBinsDiscretizer con las tres opciones de strategy.

Los resultados fueron los siguientes:

Con strategy = 'uniform’, accuracy = 92.590 %.
Con strategy = 'quantile’, accuracy = 92.718 %.
Con strategy = 'kmeans', accuracy = 92.771 %.

El mejor resultado se obtuvo con strategy = 'kmeans'logrando un 92.771 % que
mejora el 92.612 % que se habia obtenido en el conjunto sin aplicar la técnica
de agrupamiento en la variable age.

A continuacion, se realizan pruebas modificando otro parametro importante como
n_bins que especifica el numero de contenedores en los que se dividira una
caracteristica durante la discretizacion. Se probaran valores de n_bins desde 2
hasta 10, siempre con strategy = 'kmeans' que fue la técnica seleccionada. Los
resultados se muestran en la Tabla 8.

Tabla 8. Resultados de aplicar distintos valores de n_bins en KBinsDiscretizer.

n_bins | Accuracy | n_bins | Accuracy
2 92.703 % 7 92.794 %
3 92.703 % 8 92.673 %
4 92.741 % 9 92.612 %
5 92.771 % 10 92.612 %
6 92.771 %

El mayor valor de accuracy fue de 92.794 % y se obtuvo con n_bins = 7. Por
tanto, se decide aplicar KBinsDiscretizer para la variable age con strategy =
'kmeans'y n_bins = 7.

e Desequilibrio de clases.

En el estudio del abandono estudiantil, los conjuntos de datos en la mayoria de
las ocasiones presentan desequilibrio de clases, como se pudo constatar en la
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revision bibliografica. Este conjunto no es la excepcion, la Figura 2 muestra el
comportamiento del conjunto en este aspecto.

Figura 2. Representacion de clases en el Conjunto 1.
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Esto constituye un gran problema porque, aunque se estan logrando porcientos
de clasificacién cercanos al 93 %, para la clase minoritaria que es la de mayor
interés las tasas son muy bajas.

Figura 3. Matriz de confusion del Conjunto 1.
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Como se puede apreciar en la matriz de confusion, el clasificador falla en la
prediccion de la gran mayoria de casos de la clase minoritaria, logrando solo un
23.46%. Esto también se puede evidenciar utilizando la métrica Recall que para
este conjunto con clases desbalanceadas es de 61%. Existen varias vias para
abordar el problema del desequilibrio de clases en conjuntos de datos. Dos de
las principales técnicas son las siguientes:
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Sobremuestreo: funciona volviendo a muestrear las instancias de la clase
minoritaria para que el conjunto de entrenamiento resultante contenga el mismo
numero de instancias positivas y negativas [31].

Submuestreo: funciona al disminuir el numero de instancias de la clase
mayoritaria. Elimina elementos de la clase mayoritaria hasta que haya el mismo
numero de instancias positivas y negativas [31].

Existe una gran variedad de técnicas en Python para enfrentar este problema, a
continuacion, se mencionan las que seran empleadas en este trabajo, todas
estan incluidas en la libreria imblearn.

RandomOverSampler: clase para realizar un sobremuestreo aleatorio. Para
realizar sobremuestreo de la(s) clase(s) minoritaria(s) seleccionando muestras
al azar con reemplazo [32]. Funciona duplicando aleatoriamente ejemplos de
la(s) clase(s) minoritaria(s) hasta que el nUmero de ejemplos en cada clase esté
mas equilibrado. Esto se hace seleccionando aleatoriamente muestras de la(s)
clase(s) minoritaria(s) con reemplazo, lo que significa que algunos ejemplos
pueden duplicarse, mientras que otros pueden no ser seleccionados. El proceso
de sobremuestreo continua hasta que el numero de ejemplos en cada clase
alcance una proporcion deseada o hasta que la(s) clase(s) minoritaria(s) tengan
el mismo tamano que la clase mayoritaria.

RandomUnderSampler: clase para realizar submuestreo aleatorio. Submuestreo
de la(s) clase(s) mayoritaria(s) seleccionando muestras al azar con o sin
reemplazo [33]. Aborda el desequilibrio eliminando aleatoriamente ejemplos de
la clase mayoritaria hasta alcanzar un nivel de equilibrio deseado. Esto se logra
seleccionando de forma aleatoria los ejemplos de la clase mayoritaria hasta que
el numero de ejemplos de la clase mayoritaria se reduce para igualar el numero
de ejemplos de la clase minoritaria o alcanzar el ratio deseado.

SMOTE (Synthetic Minority Over-sampling Technique): Propuesto por Chawla,
N.V. et al. La clase minoritaria se sobremuestrea creando ejemplos "sintéticos"
en lugar de sobremuestrear con reemplazo [34]. El proceso de SMOTE comienza
seleccionando un ejemplo de la clase minoritaria y buscando sus vecinos mas
cercanos en el espacio de caracteristicas. Luego, se elige aleatoriamente uno de
€s0s vecinos y se genera un nuevo ejemplo sintético en el espacio entre el
ejemplo seleccionado y su vecino. Este proceso se repite para un numero
deseado de ejemplos sintéticos.

SMOTEENN: Sobremuestreo con SMOTE vy limpieza con Edited Nearest
Neighbours (ENN). Combina el sobremuestreo y el submuestreo con SMOTE y
ENN [35]. La primera etapa de SMOTEENN es aplicar SMOTE, donde se
generan ejemplos sintéticos de la clase minoritaria. La segunda etapa es la
aplicaciéon de ENN. Se utiliza el algoritmo de vecinos mas cercanos para evaluar
cada ejemplo sintético y los ejemplos originales en el conjunto de datos. Los

26



ejemplos que son clasificados incorrectamente o que tienen vecinos mas
cercanos de la clase mayoritaria se eliminan del conjunto de datos.

TomekLinks: Submuestreo eliminando los enlaces llamados Tomek [36], apellido
del investigador que los describe en 1976. La idea principal detras de este
método es que si hay un par de ejemplos de clases diferentes que son vecinos
cercanos, se considera que esos ejemplos estan en una region de incertidumbre
0 superposicidon entre las clases. Estos pares de ejemplos se llaman enlaces de
Tomek. Finalmente, los ejemplos que forman parte de los enlaces de Tomek se
eliminan del conjunto de datos.

Se aplicaron las cinco técnicas anteriormente mencionadas en el conjunto de
datos y posteriormente se realizo la clasificacion de los conjuntos resultantes, los
resultados se muestran en la Tabla 9.

Tabla 9. Comparacién de técnicas para tratar el desbalance de clases en el Conjunto 1.

Técnica Instancias | Accuracy | Recall
Sobremuestreo
RandomOverSampler 96650 90.733% | 91 %
SMOTE 96650 95.824% | 96 %
Submuestreo
RandomUnderSampler 9370 72.684% | 76 %
TomekLinks 50853 92.276 % | 62 %
Combinado
SMOTEENN 66776 95.357% | 96 %

Como demuestra la comparativa anterior, los mejores resultados fueron
obtenidos al aplicar SMOTE con un accuracy resultante de 95.824 %. El
problema de la clasificacion de la clase minoritaria se ha resuelto como evidencia
el 96 % de recall logrado por este mismo método.

Figura 4. Matriz de confusién posterior a resolver el desbalance del Conjunto 1.
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Este efecto positivo se puede apreciar también en la matriz de confusion
representada en la Figura 4. Finalmente, la Figura 5 muestra como quedaron
representadas las clases luego de aplicar la técnica de balanceo de clases
SMOTE en este Conjunto 1.

Figura 5. Representacion de clases después del balanceo en el Conjunto 1.
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4.2.4 Procesamiento final.
e Escalado

Las dos técnicas mas populares para escalar datos numéricos antes del
modelado son la normalizacién y la estandarizacion.

Normalizacion: escala cada variable de entrada por separado al rango 0-1, que
es el rango de valores de punto flotante donde tenemos la mayor precision.

Estandarizacién: escala cada variable de entrada por separado restando la
media (llamado centrado) y dividiendo por la desviacion estandar para cambiar
la distribucién y tener una media de cero y una desviacion estandar de uno [21].

Tanto la normalizacion como la estandarizacion se pueden lograr mediante la
biblioteca sklearn. En el caso de la primera se puede ejecutar utilizando la clase
MinMaxScaler, mientras que para la segunda se puede aplicar StandardScaler.
A continuacidn, se realiza el escalamiento del conjunto de datos empleando
estas dos variantes y posteriormente se evalua el impacto de cada
transformacion para la clasificacion. Para realizar la clasificacion se empleara
Support Vector Machine con sus parametros por defecto, por ser mas sensible
al escalado de los datos, en su implementacién se utiliza la libreria sklearn.

Los resultados fueron los siguientes:

» Clasificacion de conjunto sin escalar: 52.783 % de accuracy.

» Clasificacion de conjunto escalado con MinMaxScaler: 87.915 % de
accuracy.

» Clasificacion de conjunto escalado con StandardScaler: 89.558 % de
accuracy.
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Como se evidencia para el caso del clasificador SVM, el escalado tiene un gran
impacto positivo en los resultados. La técnica de estandarizacion StandardScaler
logré el mayor accuracy que fue de 89.558 %, por tanto, es la seleccionada para
aplicar al conjunto.

4.2.5 Resumen de preprocesamiento en Conjunto 1.

» En la etapa de ingenieria de caracteristicas se eliminaron por diferentes
razones 25 variables de las 50 iniciales.

» Durante la ingenieria de instancias el nimero de registros aumento hasta
96650.

» Para favorecer el proceso de clasificacion, el conjunto fue codificado,
escalado y reequilibrado.

4.3 Preparacion del Conjunto 2.

Como se explica en la metodologia, este conjunto es para lograr una prediccién
temprana del abandono a lo largo de la carrera. Por tanto, al igual que en el
Conjunto 1, solo debemos tener estudiantes que hayan matriculado en una fecha
anterior a 4 afnos. Por otra parte, el objetivo de este conjunto es poder realizar la
prediccion en el momento de la matricula, entonces se deben eliminar las
variables que correspondan al estudiante dentro de la universidad.

Por la similitud del Conjunto 2 con el Conjunto 1, se tomara como punto de
partida el conjunto anterior ya preprocesado y la unica operaciéon que realizara
es la eliminacién de las variables que pertenecen a un momento posterior a la
matricula.

Se eliminaran las siguientes variables:

cultural.diffusion.
student.society.
scholarship.type.
loan.perc.
physical.education.

Resumen de preprocesamiento en Conjunto 2.

De las 25 variables del Conjunto 1 se eliminaron 5 quedando en 20.
Se mantienen las 96650 instancias.

P
w
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4.4 Preparacion del Conjunto 3.

Como se explica en la metodologia, este es un conjunto para realizar una
prediccion del abandono en el primer afio. En este caso el requisito para poder
integrar el conjunto es llevar mas de un afo en la universidad, como la ultima
generacion del conjunto de datos original es la correspondiente al 2020, y los
datos fueron actualizados hasta 2022, inicialmente todos los estudiantes pueden
integrar el conjunto. Se quieren emplear todas las variables validas del conjunto,
incluyendo varios resultados del primer semestre que solamente estan
disponibles para las generaciones 2019 y 2020. Por esta razén, se eliminan el
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resto de las generaciones, el conjunto resultante consta de 24507 instancias. La
prediccion se realizara una vez concluido el primer semestre para poder emplear
los resultados académicos del semestre y otras variables relacionadas con la
vinculacion del alumno a la vida universitaria. Entonces debemos excluir también
del analisis los estudiantes que abandonaron durante el primer semestre, que en
el caso del total de 24507 solo fueron 257, al eliminarlos quedan 24250. Hay que
realizar otro analisis con los registros de los estudiantes que abandonaron en el
segundo aifo, como la intencién es clasificar el abandono del primer afio, estas
instancias deben modificarse a no abandono, debido a que en el primer afio no
dejaron la carrera.

Como el Conjunto 3 tiene caracteristicas diferentes a los dos anteriores, se
repetiran las etapas del preprocesamiento, pero aplicando las técnicas que
dieron los mejores resultados anteriormente.

4.41 Procesamiento inicial.
Se repiten los pasos ejecutados en el Conjunto 1 para esta etapa.
4.4.2 Ingenieria de caracteristicas.
e Caracteristicas inutiles.
Se eliminaran los siguientes atributos:

o level - Al eliminar los estudiantes de preuniversitario del conjunto de datos,
level asume un mismo valor para el resto de las instancias.

o educational.model - Al solo tener las generaciones 2019 y 2020,
educational.model asume un mismo valor para todas las instancias.

o online.test - De las 24250 instancias que tiene este conjunto se repite el
mismo valor para 23530, por lo que aporta muy poca informacion.

e Valores faltantes, eliminacién de variables.

Se eliminaran los siguientes atributos:

Las siguientes tres variables tienen un 100 % de datos faltantes, esto se debe a
que esta informacion se captura de la generacién 2014 a la 2017, las cuales
fueron eliminadas para este tercer conjunto.

o cultural.diffusion— 100 %.
o physical.education— 100 %.
o student.society- 100 %.

La variable que le sigue en porcentaje de datos faltantes es socioeconomic.level
que presenta un 55 %, valor que se encuentra un poco por encima del umbral
que se definié para eliminar una columna por datos faltantes en el analisis inicial.
Pero como no se excede por mucho, se decide mantener en el conjunto. El resto
de las variables presentan porcentajes menores y seran completadas
posteriormente.

e Correlacion.
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Se mide la correlacion entra las restantes 44 variables en la Figura 6.4

Figura 6. Matriz de correlacion del Conjunto 2.
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Hay variables que presentan una correlacion muy elevada. Se realizara un
analisis de cada caso y la eliminacion de alguna si procede.

Caso 1: parents.exatec tiene una correlacion del 86 % con father.exatec y un 68
% con mother.exatec.

Se decide eliminar:
o parents.exatec: por el andlisis realizado para el Conjunto 1.

Caso 2: program y school presentan una correlacion de un 93 %, se revisaron
los diferentes valores que puedes asumir ambas variables y el problema esta
dado porque la variable program nombra el programa académico al que
pertenece el estudiante y school nombra la escuela a la que pertenece el
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programa académico del estudiante. Y particularmente para las generaciones
que contiene este conjunto, estas dos columnas tienen una estrecha relacion.

Se decide eliminar:

o program: porque ademas de estar altamente correlacionada con school,
presenta una cardinalidad alta.

Caso 3: total.scholarship.loan y scholarship.perc presentan una correlacion de
un 94 %.

Se decide eliminar:

o total.scholarship.loan: por el analisis realizado para el Conjunto 1.
Caso 4: dropout.semestery retention presentan una correlacion de un 95 %.
Se decide eliminar:

o dropout.semester: por el andlisis realizado para el Conjunto 1.
e Caracteristicas de alta cardinalidad.

Se realiza un conteo de los valores unicos que presenta las diez variables con
mayor cardinalidad de este conjunto, los resultados se muestran en la Tabla 10.

Tabla 10. Cantidad de valores Unicos del Conjunto 3.

Variable # Unicos Variable # Unicos
student.id 24244 father.education.complete 8
id.school.origin 4248 socioeconomic.level 7
scholarship.type 10 english.evaluation 7
dropped.subject.first.period 10 failed.subject.first.period 6
mother.education.complete 8 school 6

Se decide eliminar:

o id.school.origin: Por el analisis realizado para el Conjunto 1.
e Valores faltantes, completamiento de variables.

En la Tabla 11 se presenta un listado de las variables que quedan con datos
faltantes y su porcentaje. Para resolverlo se aplica Iterativelmputer con un
max_iter por defecto como la técnica de imputacién, la cual fue elegida
anteriormente.

4.4.3 Ingenieria de instancias
e Agrupamiento.

Se aplica KBinsDiscretizer para la variable age con strategy = 'kmeans'y n_bins
=7.

e Desequilibrio de clases.
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Al igual que en el conjunto anterior, en este existe un gran desequilibrio de clases
como muestra la Figura 7.

Tabla 11. Valores faltantes en el Conjunto 3.

Variable Total de faltantes | Porcentaje (%)
socioeconomic.level 13297 55
social.lag 10855 45
admission.test 7055 29
admission.rubric 5441 22
zone.type 1695 7
mother.education.complete 974 4
mother.education.summary 974 4
father.education.complete 745 3
father.education.summary 745 3
father.exatec 254 1
mother.exatec 83 0.3
max.degree.parents 54 0.2
first.generation 54 0.2
athletic.sports 30 0.1
total.life.activities 30 0.1
art.culture 30 0.1
student.society.leadership 30 0.1
life.work.mentoring 30 0.1
wellness.activities 30 0.1

Figura 7. Representacion de clases en el Conjunto 3.
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La Figura 8 muestra como quedd el conjunto luego de aplicar la técnica de
balanceo de clases SMOTE.

33



Figura 8. Representacion de clases luego del balanceo en el Conjunto 3.
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Después de esta etapa el conjunto queda con 46584 instancias.
4.4.4 Procesamiento final.

e Escalado
Como ultimo paso se aplica StandardScaler al Conjunto 3.
4.4.5 Resumen de preprocesamiento en Conjunto 3.

» En la etapa de ingenieria de caracteristicas se eliminaron por diferentes
razones 11 variables, quedando con 39 finalmente.

» Durante la ingenieria de instancias el nUmero de registros aumento6 hasta
46584.

» Como en los casos anteriores, el conjunto fue codificado, escalado y
reequilibrado.

4.5 Preparacion del Conjunto 4.

Como se explica en la metodologia, este es un conjunto para realizar una
prediccion del abandono en el primer afo, pero solo con los datos registrados
hazte el momento de la matricula. Al igual que en el anterior, el requisito para
poder integrar este conjunto es llevar mas de un afo en la universidad e
inicialmente todos los estudiantes estan incluidos. Como no se empleara ninguna
informacion del estudiante dentro de la universidad, datos que solo se registran
en los ultimos afios, de momento no se elimina ninguna generacion como si se
hizo en el Conjunto 3, se parte de un total de 77517 instancias. La prediccion se
realizara en un momento posterior a la matricula, antes del ingreso a la
universidad. Los registros de los estudiantes que abandonaron en el segundo
afio deben modificarse a no abandono, debido a que en el primer afio no dejaron
la carrera.

Se repetiran las etapas del preprocesamiento, aplicando las técnicas que dieron
los mejores resultados anteriormente. Pero primero se eliminaran las variables
que aportan informacién del alumno dentro de la universidad, que son un total
de 16.
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Se eliminaran los siguientes atributos:

cultural.diffusion.
student.society.
total.life.activities.
athletic.sports.

art.culture.
student.society.leadership.
life.work.mentoring.
wellness.activities.

scholarship.perc.
scholarship.type.

loan.perc.
total.scholarship.loan.
average.first.period.
failed.subject.first.period.
dropped.subject.first.period.
physical.education.

0 O O 0O O 0o 0 O
O O O 0O O 0O O O

4.5.1 Procesamiento inicial.
Se repite los pasos ejecutados en el conjunto 1 para esta etapa.
4.5.2 Ingenieria de caracteristicas.
e Caracteristicas inutiles.
Se eliminaran los siguientes atributos:

o level - Al eliminar los estudiantes de preuniversitario del conjunto de datos,
level asume un mismo valor para el resto de las instancias.

o online.test - De las 77517 instancias que tiene este conjunto se repite el
mismo valor para 76776, por lo que aporta muy poca informacion.

e Valores faltantes, eliminacion de variables.

Se eliminaran los siguientes atributos:
Las siguientes tres variables tienen mas de un 70 % de datos faltantes.

socioeconomic.level — 86 %.
social.lag — 83 %.

zone.type — 71 %.

e Correlacion.

o O O

Se mide la correlacidon entra las restantes 29 variables, la matriz se muestra en
la Figura 9. Hay variables que presentan una correlaciéon muy elevada. Se
realizara un analisis de cada caso y la eliminacidén de alguna si procede.

Caso 1: parents.exatec tiene una correlacion del 86 % con father.exatec y un 67
% con mother.exatec.

Se decide eliminar:

o parents.exatec: por el analisis realizado para el Conjunto 1.
Caso 2: dropout.semestery retention presentan una correlacién de un 90 %.
Se decide eliminar:

o dropout.semester: por el andlisis realizado para el Conjunto 1.
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Figura 9. Matriz de correlacion del Conjunto 4.

e Caracteristicas de alta cardinalidad.

Se realiza un conteo de los valores unicos que presenta las diez variables con
mayor cardinalidad de este conjunto, los resultados se muestran en la Tabla 12.

Tabla 12. Cantidad de valores unicos del Conjunto 4.

Variable # Unicos Variable # Unicos
student.id 77437 father.education.complete 8
id.school.origin 6534 Generation 7
Program 72 School 6
english.evaluation 8 school.cost 5
mother.education.complete 8 region 5
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Se decide eliminar:

o id.school.origin: Por el andlisis realizado para el conjunto 1.
e Valores faltantes, completamiento de variables.

La Tabla 13 muestra un listado de las variables que quedan con datos faltantes
y su porcentaje.

Tabla 13. Valores faltantes en el Conjunto 4.

Variable Total de faltantes | Porcentaje (%)
first.generation 37372 48
mother.education.complete 37282 48
mother.education.summary 37282 48
father.education.summary 36742 47
father.education.complete 36742 47
max.degree.parents 35255 45
admission.rubric 29851 39
admission.test 25255 33
father.exatec 21123 27
mother.exatec 20789 27
general.math.eval 7847 10
school.cost 5687 7

4.5.3 Ingenieria de instancias
e Agrupamiento.

Se aplica KBinsDiscretizer para la variable age.
e Desequilibrio de clases.

En este conjunto también existe un gran desequilibrio de clases como muestra
la Figura 10.

Figura 10. Representacién de clases en el Conjunto 4.
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Luego de aplicar la técnica de balanceo de clases SMOTE en conjunto, quedd
representado como muestra la Figura 11.

Figura 11. Representacion de clases luego del balanceo en el Conjunto 4.
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Después de esta etapa el conjunto queda con 147912 instancias.
4.5.4 Procesamiento final.
e Escalado
Como ultimo paso se aplica StandardScaler al Conjunto 4.
4.5.5 Resumen de preprocesamiento en Conjunto 4.

» En la etapa de ingenieria de caracteristicas se eliminaron por diferentes
razones 23 variables, quedando con 27 finalmente.

» Durante la ingenieria de instancias el niUmero de registros aumento hasta
147912.

» Como en los casos anteriores, el conjunto fue codificado, escalado y
reequilibrado.

4.6 Implementacion de Clasificadores.

Como se describe en la metodologia, se implementaran cinco clasificadores y un
modelo integrado, a continuacion, se describe las herramientas que se
emplearan para la implementacion de cada uno de los algoritmos.

Ramdon Forest se implementara utilizando la clase RandomForestClassifier
disponible en la libreria sklearn. En esta misma libreria se encuentra la clase
SVC que es la elegida para el trabajo con Support Vector Machine. Distinto es el
caso de XGBoost donde se utilizara la clase XGBClassifier de la libreria xgboost.
Para la Deep Neural Network se empleara la libreria Keras. En el caso del
modelo ResNet se trabajara de forma diferente porque las librerias que la
implementan estan enfocadas al trabajo con imagenes, se aplicara una
propuesta de red que imita el comportamiento de ResNet y fue concebida para
el trabajo con datos tabulares por [37] en el sitio web Kaggle.
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4.6.1 Division estratificada de los conjuntos.

Para la division de cada conjunto en entrenamiento y prueba se utilizara una
proporcién 75% - 25%, que esta dentro del rango que recomiendan la mayoria
de los autores. Para realizar esta division se disefidé una particioén estratificada
que consta de los siguientes pasos:

Paso 1: se realiza un analisis de la importancia de cada una de las variables del
conjunto que se vaya a particiona. Para esto se utilizara la importancia basada
en arboles, esta se calcula al medir cuanto contribuye cada variable a la
reduccion de la impureza (como la ganancia de Gini o la ganancia de
informacion) en los nodos de los arboles. Las variables que mas contribuyen a
la reduccidn de la impureza se consideran mas importantes.

Paso 2: una vez que las variables se encuentren organizadas por su importancia
de la mas a la menos, se tomaran las 5 variables mas importantes y se identifican
los distintos valores que puede asumir cada una.

Paso 3: se realiza una particion inicial utilizando train_test _split perteneciente a
la libreria sklearn. Una vez realizado este procedimiento se calcula la proporcion
en porciento que representa la cantidad de cada valor unico de las variables mas
importante con respecto al total de instancias, esto se ejecutara para el conjunto
de entrenamiento y el de prueba resultantes de la particion.

Paso 4:

a) si los valores unicos de las variables mas importantes se encuentran
proporcionalmente repartidos. Se mantienen la division realizada en el paso 3.

b) si los valores unicos de las variables mas importantes no se encuentran
proporcionalmente repartidos. Empezando por la variable mas importante de las
cinco, se reparte proporcionalmente entre entrenamiento y prueba las instancias
de cada valor distinto que pueda asumir la variable. Este proceso se repite para
las restantes 4 variables en orden de importancia, manteniendo la proporcion de
las variables ya ubicadas.

4.6.1.1 Implementacion de la divisidon estratificada.

Conjunto 1: se ejecutaron los pasos 1, 2 y 3 de la estrategia planteada con los
cuales se obtuvieron las 5 variables identificadas como mas importantes para
este conjunto, los valores mas representativos que puede tomar cada una de las
variables y ademas el porcentaje que representan estos valores en el conjunto
de pruebay el conjunto de entrenamiento. Los resultados obtenidos se muestran
en la Tabla 14.

Como se demuestra para el Conjunto 1, en los conjuntos de entrenamiento y
prueba los valores mas representativos de las variables mas importantes se
encuentran proporcionalmente repartidos después de aplicar el paso 3, por tanto,
se mantiene esta particiéon como indica el paso 4 a).
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Tabla 14. Resultados de la aplicacién de la division estratificada en el Conjunto 1.

Variable Valor X train | X test
physical.education -1.486455724217135 | 21.40% | 21.27 %
1.0232588135211829 | 36.53 % | 36.71 %
gender 0.9533037967935296 | 45.59 % | 45.48 %
-1.2260169992458114 | 32.98 % | 33.04 %
english.evaluation 0.5990151250033899 | 47.04 % | 46.77 %
1.16533612895379 6.03% | 6.03%
cultural.diffusion -1.047677840839518 | 31.60% | 31.76 %
1.381935842633231 | 26.77 % | 26.60 %
scholarship.type 0.0227687768343917 | 43.99 % | 44.16 %
0.9884659403108952 | 21.58 % | 21.50 %

Conjunto 2: se ejecutaron los pasos 1, 2 y 3 de la estrategia y se analizan los
resultados que se muestran en la Tabla 15.

Tabla 15. Resultados de la aplicacion de la division estratificada en el Conjunto 2.

Variable Valor X _train X test
gender 0.9533037967935296 4559% | 45.48%
-1.2260169992458114 | 32.98% | 33.04 %
school 1.4596128936326829 | 20.70% | 19.91 %

-0.2850369090918992 | 33.64 % | 34.17 %
english.evaluation | 0.5990151250033899 | 47.04 % | 46.77 %
1.16533612895379 6.03 % 6.03 %

FTE 0.1893104259068211 | 60.69 % | 60.72 %
1.3101812142649123 9.94 % 9.89 %
school.cost -0.787989874982546 50.90 % | 50.82 %

0.424663211759172 8.11 % 8.24 %

Como se demuestra, el Conjunto 2 muestra el mismo comportamiento que el
anterior, por tanto, se mantiene esta particion como indica el paso 4 a).

Conjunto 3: se ejecutaron los pasos 1, 2 y 3 de la estrategia y se analizan los
resultados que se muestran en la Tabla 16. Como se demuestra, el Conjunto 3
muestra el mismo comportamiento que los anteriores, por tanto, se mantiene
esta particion como indica el paso 4a).

Conjunto 4: se ejecutaron los pasos 1, 2 y 3 de la estrategia y se analizan los
resultados que se muestran en la Tabla 17. Como se demuestra, el Conjunto 4
muestra el mismo comportamiento que los anteriores, por tanto, se mantiene
esta particion como indica el paso 4a). Asi concluye la particion de los conjuntos
en entrenamiento y prueba, quedando listos para su posterior uso.
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Tabla 16. Resultados de la aplicacion de la division estratificada en el Conjunto 3.

Variable Valor X train | X test
max.degree.parents 0.9533786899068616 | 41.09% | 41.76 %
-1.546213684960993 | 17.45% | 17.19%
mother.education.summary 0.994532773836934 38.86 % | 39.17 %
-0.9144009231947134 | 21.21 % | 20.65 %

gender 1.025836198818541 | 41.25% | 41.38 %
-1.1589695007856335 | 35.21 % | 35.33 %
average.first.period 0.657234347119095 2.02 % 1.78%

0.4858188561799288 | 1.91% | 1.65%
father.education.summary 1.0116487837157186 | 37.44 % | 38.06 %
-0.7405340697255566 | 14.80 % | 14.71 %

Tabla 17. Resultados de la aplicacion de la division estratificada en el Conjunto 4.

Variable Valor X train X test
gender 0.9934889252774424 | 42.93% | 42.70 %
-1.1939660965287109 | 33.75% | 33.84 %
mother.education.summary | 1.3662207768468704 | 19.69% | 19.47 %
-1.2079643977946293 | 11.30% | 11.50 %

school.cost -0.8694540459214085 | 45.08 % | 44.92 %
0.6629849214142396 8.38 % 8.25 %
school -0.2686266163868226 | 31.90% | 32.21 %

1.4322834380177374 | 19.87 % | 20.00 %
father.education.complete 1.177520543269303 19.17 % | 19.50 %
-0.0875002838191877 | 7.08 % 6.91 %

4.6.2 Validacion cruzada.

En todas las pruebas se utilizara la validacion cruzada para evaluar los modelos
de manera robusta y evitar el sobreajuste. Se decidié trabajar con un K = 5. El
conjunto de datos se divide en 5 pliegues y se realizan 5 iteraciones, utilizando
un pliegue diferente como conjunto de prueba en cada iteracion.

4.6.3 Clasificacion inicial.

Inicialmente, se clasificaran los cuatro conjuntos conformados en la seccion
anterior con cada uno de los clasificadores. En todos los casos los algoritmos se
emplearan con sus datos por defecto. Para la DNN se iniciara con una capa
oculta y una de salida, la capa de entrada tendra 32 neuronas y la capa oculta
16, la funcion de activacion de la capa oculta sera relu y en la de salida sigmoid.
En el caso de ResNet se tomarda como configuracion inicial la obtenida de
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Kaggle. Los resultados en cuanto a accuracy de los clasificadores para cada
conjunto se muestra en la Tabla 18.

Tabla 18. Clasificacion de cada conjunto con los hiperpardmetros por defecto de cada
clasificador.

RF SVM XGBoost | DNN ResNet

Conjunto 1 | 95.849% |89.591% |95.998% | 85.804% | 77.166 %
Conjunto 2 | 94.959% | 4.145% 94.673% | 79.261% | 76.431 %
Conjunto 3 | 97.887 % | 95.998% | 97.879 % | 84.475% | 85.766 %
Conjunto 4 | 98.204 % | 92.022% | 98.247 % | 83.043 % | 80.648 %

4.6.4 Optimizacién de hiperparametros.

Existen varios métodos para la optimizacion de los hiperparametros de los
algoritmos de clasificacion, en este caso se decidio utilizar la Busqueda en
cuadricula (Grid Search): Esta técnica implica definir una cuadricula de posibles
combinaciones de valores de hiperparametros y evaluar el rendimiento del
modelo para cada combinacién utilizando validacion cruzada. Se selecciona la
combinacion de hiperparametros que proporciona el mejor rendimiento. Para su
implementacion se utilizara la clase GridSearchCV perteneciente a la libreria
Sklearn.

4.6.4.1 Optimizacion de hiperparametros de Random Forest.

RandomForestClassifier que fue la herramienta seleccionada para la
implementacion de RF presenta un alto numero de hiperparametros, tratar de
ajustarlos todos seria un proceso extremadamente largo y muy costoso
computacionalmente. Por esto se han elegido cuatro hiperparametros de los mas
significativos para la clasificacidén, con los cuales se realizaran los ajustes
pertinentes.

Segun un analisis comparativo realizado en [38] donde se evalua el impacto de
ajustar diferentes parametros de RF en una gran muestra de 38 conjuntos datos,
se demuestra que Random Forest es un algoritmo en el que la optimizacion no
impacta mucho, logrando en general una mejora de un 0.006. Los
hiperparametros mas importantes a tener en cuenta segun el estudio
comparativo fueron:

» mtry: controla el nUmero maximo de caracteristicas o variables predictoras
gue se consideran en cada arbol de decisién dentro del bosque aleatorio.

» sample.fraction: controla la proporcion de muestras que se seleccionan al
azar del conjunto de datos de entrenamiento para construir cada arbol
dentro del bosque aleatorio.

» replace: indica si se permite el muestreo con reemplazo durante la
construccion de cada arbol en el bosque aleatorio.

» num.trees: especifica el nimero de arboles que se construirdn en el
bosque aleatorio.
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» min.node.size: especifica el tamafio minimo que debe tener un nodo
terminal (hoja) en un arbol de decision dentro del bosque aleatorio.

Se identificaron los hiperparametros equivalentes a los mencionados
anteriormente para la herramienta RandomForestClassifier. Para mitry es
max_features, el de num.trees es n_estimators, en el caso de min.node.size su
par es min_samples leaf. No se encontr6 un equivalente especifico para
sample.fraction y replace, pero se identifico que con bootstrap se puede obtener
un efecto similar. Por tanto, los cuatro seleccionados son:

» n_estimators: valor por defecto 100.

» max_features: valor por defecto sqrt.

» bootstrap: valor por defecto True.

» min_samples_leaf: valor por defecto 1.

En el experimento disefiado se incluye siempre el valor por defecto de cada
hiperparametro debido a lo bien que funcionan normalmente, y se agregan otros
que también se evaluaran. Los valores seleccionados se muestran a
continuacion:

» n_estimators [100, 150, 200, 250, 300, 350, 400]. En general, un valor
mas alto mejora la precision del modelo.

» max_features [“sqrt”, “log2”, None, 3, 7, 9]. Aunque se colocan enteros,
como el niumero exacto de caracteristicas que se deben considerar en
cada division. Decidimos también mantener “sqrt” que es el valor por
defecto y devuelve raiz cuadrada del nimero total de caracteristicas. Se
probara también “log2” logaritmo en base 2 del total de caracteristicas y
None donde se consideran todas las caracteristicas en cada division.

» bootstrap: [True, False]. Al ser un pardmetro booleano solo admite estos
dos valores.

» min_samples_leaf [1, 2, 3]. Valores mas grandes generan arboles mas
pequefios y evitan un sobreajuste excesivo, por este motivo ademas de 1
gue es el valor por defecto se probara con 2y 3.

En las tablas 19, 20, 21 y 22 se muestran las cinco mejores combinaciones de
hiperparametros obtenidas para cada uno de los conjuntos.

Tabla 19. Las 5 mejores combinaciones de hiperparametros para RF del Conjunto 1.

Orden | bootstrap | max_features | min_samples_leaf | n_estimators
1 False 7 1 100
2 False 7 1 150
3 False 7 1 400
4 False 7 1 200
5 False 7 1 350

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 95.998 %.
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Tabla 20. Las 5 mejores combinaciones de hiperparametros para RF del Conjunto 2.

Orden | bootstrap | max_features | min_samples_leaf | n_estimators
1 False log2 1 300
2 False Sqrt 1 300
3 False Sqrt 1 400
4 False log2 1 250
5 False log2 1 400

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor

combinacion de hiperparametros obtenida: 95.195 %.

Para el Conjunto 3 se incluye en max_features el valor 11.

Tabla 21. Las 5 mejores combinaciones de hiperparametros para RF del Conjunto 3.

Orden | bootstrap | max_features | min_samples_leaf | n_estimators
1 False log2 1 200
2 False 5 1 300
3 False 9 1 300
4 False log2 1 400
5 False Sart 1 400

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor

combinacion de hiperparametros obtenida: 97.947.

Tabla 22. Las 5 mejores combinaciones de hiperparametros para RF del Conjunto 4.

Orden | bootstrap | max_features | min_samples_leaf | n_estimators
1 False 9 1 400
2 False 9 1 250
3 False 9 1 200
4 False 9 1 350
5 False 9 1 300

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 98.263.

4.6.4.2 Optimizacion de hiperparametros de Support Vector Machine.

SVC de la libreria sklearn fue la herramienta seleccionada para la
implementacion, presenta también un alto numero de hiperparametros. Por esto
se han elegido algunos de los hiperparametros de los mas significativos para la
clasificacion, con los cuales se realizaran los ajustes pertinentes.

Se continua empleando el analisis comparativo realizado en [38], en este caso,
su evaluacién del impacto de ajustar diferentes parametros de SVM, para este
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algoritmo la optimizacion logra una mejora de un 0.042. Los hiperparametros de
mayor importantes para tener en cuenta segun el estudio comparativo fueron:

» cost: parametro de regularizacion que controla el equilibrio entre la
capacidad del modelo para clasificar correctamente los datos de
entrenamiento y la simplicidad del modelo.

» kernel: tipo de funcion de kernel que se utiliza para transformar los datos
de entrada en un espacio de caracteristicas de mayor dimension.

» gamma: utilizado en algunas variantes de kernel para controlar la forma
de la funcion de base radial.

» degree: es utilizado con el kernel polinébmico. Especifica el grado del
polinomio que se utiliza para calcular la funcion de decision en SVM. No
se utilizara en las pruebas por ser un parametro empleado solo para un
tipo de kernel.

Se identificaron los hiperparametros equivalentes a los mencionados
anteriormente para la herramienta SVM.

» C: valor por defecto 1.
» kernel: valor por defecto rbf.
» gamma: valor por defecto scale.

Los valores seleccionados se muestran a continuacion:

» C 1, 5, 10]. Un valor mas alto de C dara un margen mas estrecho y un
modelo mas ajustado a los datos de entrenamiento, mientras que un valor
mas bajo permitira un margen mas amplio y un modelo mas suave.

» kernel ['linear’, ‘rbf’, ‘sigmoid’]. Son varios de los kernel que posee la clase
que mas recomiendan en la web.

» gamma [‘scale’, ‘auto’, 0.5]: Un valor bajo significa que los puntos lejanos
tienen una influencia alta y el hiperplano de decisién ser4 mas suave,
mientras que un valor alto significa que los puntos cercanos tienen una
influencia alta y el hiperplano de decision serd mas ajustado a los datos
de entrenamiento.

En las tablas 23, 24, 25 y 26 se muestran las cinco mejores combinaciones de
hiperparametros obtenidas para cada uno de los conjuntos.

Tabla 23. Las 5 mejores combinaciones de hiperparametros para SVM del Conjunto 1.

Orden | C | gamma | kernel
1 10 0.5 rbf
2 5 0.5 rbf
3 0.5 rbf
4 10 scale rbf
5 10 auto rbf
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Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 96.498 %.

Tabla 24. Las 5 mejores combinaciones de hiperpardmetros para SVM del Conjunto 2.

Orden | C | gamma | kernel
1 5 0.5 rbf
2 10 0.5 rbf
3 1 0.5 rbf
4 10 scale rbf
5 10 auto rbf

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 95.671 %.

Tabla 25. Las 5 mejores combinaciones de hiperparametros para SVM del Conjunto 3.

Orden | C | gamma | kernel
1 10 auto rbf
2 10 scale rbf
3 scale rbf
4 auto rbf
5 0.5 rbf

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 98.213 %.

Tabla 26. Las 5 mejores combinaciones de hiperparametros para SVM del Conjunto 4.

Orden | C | gamma | Kernel
1 5 0.5 rbf
2 10 0.5 rbf
3 1 0.5 rbf
4 10 scale rbf
5 10 auto rbf

Resultados del accuracy alcanzado al realizar la clasificaciéon con la mejor
combinacion de hiperparametros obtenida: 98.213 %.

Como se puede apreciar, en todos los casos los mejores resultados se
obtuvieron empleando kernel = rbf. En los casos de los mejores valores
resultantes para C y gamma, variaron en cada conjunto. Se disefidé un segundo
experimento donde se decidi®é mantener fijo el kernel = rbf, que fue la mejor
opcion en todos los casos. Para los valores de C y gamma se mantendran los
valores con los que se lograron los tres mejores resultados en cada conjunto y
se agregaran otros, para tratar de mejorar aun mas la clasificacion.

Los nuevos valores para evaluar seran:
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» CJ[15].
» gamma [0.01, 0.1, 0.3, 0.7].
En las tablas 27, 28, 29 y 30 se muestran las cinco mejores combinaciones de

hiperparametros obtenidas para cada uno de los conjuntos en el segundo
experimento.

Tabla 27. Las 5 mejores combinaciones de hiperparametros para SVM del Conjunto 1,
experimento 2.

Orden | C | gamma | kernel
1 5 0.3 rbf
2 15 0.3 rbf
3 10 0.3 rbf
4 1 0.3 rbf
5 10 0.5 rbf

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 97.657 %.

Tabla 28. Las 5 mejores combinaciones de hiperparametros para SVM del Conjunto 2,
experimento 2.

Orden | C | gamma | kernel
1 15 0.5 rbf
2 5 0.5 rbf
3 10 0.5 rbf
4 10 0.3 rbf
5 10 0.7 rbf

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 95.770 %.

Tabla 29. Las 5 mejores combinaciones de hiperparametros para SVM del Conjunto 3,
experimento 2.

Orden | C | gamma | kernel
1 5 0.1 rbf
2 15 0.1 rbf
3 10 0.1 rbf
4 15 scale rbf
5 15 auto rbf

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 99.493 %.
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Tabla 30. Las 5 mejores combinaciones de hiperparametros para SVM del Conjunto 4,
experimento 2.

Orden | C | gamma | kernel
1 5 0.3 rbf
2 10 0.3 rbf
3 15 0.3 rbf
4 1 0.3 rbf
5 15 0.1 rbf

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 98.718 %.

4.6.4.3 Optimizacion de hiperparametros de XGBoost.

XGBClassifier de la libreria xgboost fue la herramienta seleccionada para la
implementacion, presenta también un alto numero de hiperparametros. Por esto
se han elegido los hiperparametros mas significativos para la clasificacion, con
los cuales se realizaran los ajustes pertinentes.

Se continia empleando el analisis comparativo realizado en [38], en este caso,
su evaluacion del impacto de ajustar diferentes parametros de XGBoost, para
este algoritmo la optimizacion logra una mejora de un 0.014. Los
hiperparametros mas importantes para tener en cuenta segun el estudio
comparativo fueron:

» booster: determina el tipo de modelo de refuerzo que se utilizara durante
el entrenamiento.

» eta: controla la contribucion de cada arbol al modelo final. Determina la
magnitud con la que los pesos de los arboles se actualizan en cada
iteracion durante el entrenamiento.

» nrounds: especifica la cantidad de arboles de decisién que se deben
construir durante el entrenamiento.

» subsample: controla la proporcion de muestras utilizadas para entrenar
cada arbol de decision, determina la fraccion de los datos de
entrenamiento que se utiliza en cada ronda de construccion del arbol.

» min_child_weight: es un parametro de regularizacion que especifica el
peso minimo necesario para que un nodo hijo sea considerado en la
construccion de un arbol.

Se identificaron los hiperparametros equivalentes a los mencionados
anteriormente para la herramienta XGBClassifier.

booster: valor por defecto gbtree.
learning_rate: valor por defecto 0.1.
n_estimators: valor por defecto 100.
subsample: valor por defecto 1.
min_child_weight: valor por defecto 1.

YV YV VYV
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Los valores seleccionados se muestran a continuacion:

>

>

booster [gbtree, gblinear, dart]. Son todas las opciones que tiene esta
clase.

learning_rate [0.05, 0.1, 0.5]. Un valor mas alto permite que el modelo
aprenda mas rapidamente, por otro lado, un valor mas bajo hace que el
modelo aprenda mas lentamente.

n_estimators [100, 200, 300]. Un valor mas alto puede resultar en un
modelo mas complejo y potencialmente de mejor rendimiento, pero
también puede aumentar el tiempo de entrenamiento.

subsample [0.6, 0.8, 1]. El uso de un valor menor a 1 se conoce como
"subsampling” o "bagging", y puede ayudar a reducir el sobreajuste al
introducir variabilidad en cada arbol y promediar sus predicciones.
min_child_weight [1, 2, 3]. Un valor mas alto implica que se requiere una
mayor cantidad de instancias en un nodo hoja para que se realice una
division adicional. Esto puede ayudar a prevenir la creacion de particiones
con muy pocos ejemplos.

En las tablas 31, 32, 33 y 34 se muestran las cinco mejores combinaciones de
hiperparametros obtenidas para cada uno de los conjuntos.

Tabla 31. Las 5 mejores combinaciones de hiperpardmetros para XGBoost del

Conjunto 1.
Orden | booster | learning_rate | min_child_weight | n_estimators | subsample
1 gbtree 0.5 3 300 1
2 dart 0.5 3 300 1
3 gbtree 0.5 2 300 1
4 dart 0.5 2 300 1
5 gbtree 0.5 3 200 1

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 96.370 %.

Tabla 32. Las 5 mejores combinaciones de hiperparametros para XGBoost del

Conjunto 2.
Orden | booster | learning_rate | min_child_weight | n_estimators | subsample
1 gbtree 0.1 3 300 1
2 dart 0.1 3 300 1
3 gbtree 0.1 1 300 1
4 dart 0.1 1 300 1
5 gbtree 0.1 2 300 1

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 94.702 %.
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Tabla 33. Las 5 mejores combinaciones de hiperparametros para XGBoost del

Conjunto 3.
Orden | booster | learning_rate | min_child_weight | n_estimators | subsample
1 gbtree 0.05 3 300 1
2 dart 0.05 3 300 1
3 gbtree 0.1 1 200 1
4 dart 0.1 1 200 1
5 gbtree 0.1 2 300 1

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 97.853 %.

Tabla 34. Las 5 mejores combinaciones de hiperparametros para XGBoost del

Conjunto 4.
Orden | booster | learning_rate | min_child_weight | n_estimators | subsample
1 gbtree 0.5 2 300 1
2 dart 0.5 2 300 1
3 gbtree 0.5 3 300 1
4 dart 0.5 3 300 1
5 gbtree 0.5 1 300 1

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 98.298 %.

En busca de mejorar aun mas los resultados obtenidos y observando que en
algunos casos los mejores resultados se lograron con valores que se encuentran
en los limites planteados en el experimento inicial. Se decidié realizar una
segunda etapa de experimentos para este clasificador en la cual se mantendran
los valores con los que se lograron los tres mejores resultados y ademas se
incluiran otros que amplien los limites establecidos inicialmente teniendo en
cuenta el caso particular de cada conjunto. En esta segunda etapa de
experimentos se excluye del andlisis el hiperparametro subsample, ya que para
todos los conjuntos su valor 6ptimo fue 1, que es el maximo que puede tomar.

En las tablas 35, 36, 37 y 38 se muestran las cinco mejores combinaciones de
hiperparametros obtenidas para cada uno de los conjuntos en el segundo
experimento.

Conjunto 1. Los valores seleccionados se muestran a continuacion:

» booster [gbtree, dart].

» learning_rate [0.4, 0.5, 0.6].
» n_estimators [300, 400, 500].
» min_child_weight [2, 3, 4].
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Tabla 35. Las 5 mejores combinaciones de hiperparametros para XGBoost del

Conjunto 1, experimento 2.

Orden | booster | learning_rate | min_child_weight | n_estimators
1 gbtree 0.3 4 400
2 dart 0.3 4 400
3 gbtree 0.3 3 500
4 dart 0.3 3 500
5 gbtree 0.3 4 500

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 96.473 %.

Conjunto 2. Los valores seleccionados se muestran a continuacion:

» booster [gbtree, dart].
» learning_rate [0.09, 0.1, 0.2].
» n_estimators [300, 400, 500].

» min_child_weight [1, 3, 4].

Tabla 36. Las 5 mejores combinaciones de hiperpardmetros para XGBoost del

Conjunto 2, experimento 2.

Orden | booster | learning_rate | min_child_weight | n_estimators
1 gbtree 0.2 1 300
2 dart 0.2 1 300
3 gbtree 0.1 4 500
4 dart 0.1 4 500
5 gbtree 0.2 1 400

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 94.839 %.

Conjunto 3. Los valores seleccionados se muestran a continuacion:

» booster [gbtree, dart].
» learning_rate [0.05, 0.07, 0.1].
» n_estimators [200, 300, 400].

» min_child_weight [1, 4, 5].

Tabla 37. Las 5 mejores combinaciones de hiperparametros para XGBoost del

Conjunto 3, experimento 2.

Orden | booster | learning_rate | min_child_weight | n_estimators
1 gbtree 0.07 1 300
2 dart 0.07 1 300
3 gbtree 0.05 1 400
4 dart 0.05 1 400
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5 gbtree 0.07 1 400

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 97.887 %.

Conjunto 4. Los valores seleccionados se muestran a continuacion:

» booster [gbtree, dart].

» learning_rate [0.3, 0.5, 0.7].

» n_estimators [300, 400, 500].

» min_child_weight [2, 3, 4].
Tabla 38. Las 5 mejores combinaciones de hiperpardmetros para XGBoost del
Conjunto 4, experimento 2.

Orden | booster | learning_rate | min_child_weight | n_estimators
1 gbtree 0.3 2 400
2 dart 0.3 2 400
3 gbtree 0.3 3 500
4 dart 0.3 3 500
5 gbtree 0.3 4 400

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 98.390 %.

En todos los casos los resultados de esta segunda etapa superaron a los
primeros experimentos realizados, por tanto, se decide mantener la mejor
combinacion de hiperparametros obtenidos para cada conjunto.

4.6.4.4 Optimizacion de hiperparametros de DNN.

En la implementacion de la red neuronal se empleara la libreria Keras, que
cuenta con varias herramientas que facilitan la creacion del modelo. Se han
elegido los hiperparametros mas significativos para la clasificacion, con los
cuales se realizaran los ajustes pertinentes.

Los hiperparametros con los que se estara trabajando son:

» capas ocultas: son capas intermedias entre la capa de entrada y la capa
de salida de una red.

» neuronas: son los bloques de construccién basicos de una red neuronal.

» activation: es una funcibn matematica que se aplica a la salida de una
neurona.

» optimizer: algoritmo utilizado para ajustar los pesos y los sesgos de una
red neuronal.

» batch_size: se refiere al nUmero de muestras de datos que se utilizan en
cada paso de entrenamiento.

» epochs: se refiere a una pasada completa por todo el conjunto de datos
de entrenamiento durante el proceso de entrenamiento.
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Valores por defecto de los hiperparametros que tienen esta caracteristica en la
libreria Keras.

» activation: valor por defecto relu.
» optimizar: valor por defecto adam.
» batch_size: valor por defecto 32.
» epochs: valor por defecto 10.

Las pruebas con todos estos hiperparametros son computacionalmente costosas
y tardadas en tiempo, por esta razén inicialmente se mantendran algunos fijos y
se probaran las distintas combinaciones de otros. Los valores seleccionados
para esta primera etapa son:

» capas ocultas [1, 2, 3]. Una mayor cantidad de capas ocultas proporciona
una mayor capacidad para aprender caracteristicas complejas, pero
también aumenta complejidad y el tiempo de entrenamiento de la red.

» neuronas [16, 32, 64, 128]. Problemas mas complejos pueden requerir
mMA&s neuronas en las capas ocultas. Por otro lado, problemas mas simples
pueden requerir menos neuronas.

» activation [relu, tanh, sigmoid]. Se probaran la mayor parte de las
funciones de activacion disponibles en Keras.

En las tablas 39, 40, 41, 42, 43, 44, 45 y 46 se muestran las mejores
combinaciones de hiperparametros obtenidas para el Conjunto 1 en los 8
experimentos realizados.

Tabla 39. Las 5 mejores combinaciones de hiperparametros para DNN del Conjunto 1.

Orden | activation | hidden_layers | hidden_units
1 relu 3 128
2 relu 2 128
3 relu 3 64
4 relu 2 64
5 tanh 3 128

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 84.913 %.

Se mantendran los valores obtenidos en las 3 mejores combinaciones y se
probaran otros.

» capas ocultas [2, 3, 4].
» neuronas [64, 128, 256, 512].
» activation [relu, selu, elu].

Tabla 40. Las 5 mejores combinaciones de hiperparametros para DNN del Conjunto 1,
experimento 2.

Orden | activation | hidden_layers | hidden_units

53



1 relu 3 256
2 relu 4 512
3 relu 2 512
4 relu 3 512
5 relu 4 256

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 84.943 %.

Seguidamente, se vuelven a mantener los valores obtenidos en las 3 mejores
combinaciones en los casos de las capas ocultas y neuronas. Y se probaran las
opciones restantes de funciones de activacion.

» capas ocultas [2, 3, 4].
» neuronas [256, 512].
» activation [relu, softplus, softsign, exponentiall.

Tabla 41. Las 5 mejores combinaciones de hiperpardmetros para DNN del Conjunto 1,
experimento 3.

Orden | activation | hidden_layers | hidden_units
1 relu 4 512
2 relu 3 256
3 relu 3 512
4 relu 2 512
5 relu 4 256

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 85.647 %.

Seguidamente, se vuelven a mantener los valores obtenidos en las 3 mejores
combinaciones. Y se probaran funciones de activacion en la capa de salida.

capas ocultas [2, 3, 4].

neuronas [256, 512].

activation [relu].

output_activation [sigmoid, softmax]. Se probaran dos de las funciones
mas empleadas en la web para problemas de clasificacion binaria.

YV V VYV

Tabla 42. Las 5 mejores combinaciones de hiperparametros para DNN del Conjunto 1,
experimento 4.

Orden | activation | hidden_layers | hidden_units | output_activation
1 relu 3 256 sigmoid
2 relu 3 512 sigmoid
3 relu 4 256 sigmoid
4 relu 4 512 sigmoid
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5

relu 2 512 sigmoid

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros: 85.788 %.

Se continta con el mismo procedimiento y ahora se agregara el parametro
optimizer a las pruebas.

YV VYV VY

capas ocultas [3, 4].

neuronas [256, 512].

activation [relul].

output_activation [sigmoid, softmax].

optimizer [adam, adagrad, adamax, adafactor, nadam, ftrl, sgd, rmsprop,
adamW, adadelta]. Se probaran todas las opciones disponibles para la
libreria Keras.

Tabla 43. Las 5 mejores combinaciones de hiperparametros para DNN del Conjunto 1,
experimento 5.

Orden | activation | hidden_layers | hidden_units | output_activation | optimizer
1 relu 3 512 sigmoid nadam
2 relu 4 512 sigmoid adam
3 relu 4 512 sigmoid nadam
4 relu 3 512 sigmoid adam
5 relu 3 256 sigmoid nadam

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 86.483 %.

Se continia con el mismo procedimiento y ahora se agregara el parametro
batch_size a las pruebas.

VVVVVYY

capas ocultas [3, 4].

neuronas [256, 512].

activation [relu].

output_activation [sigmoid].

optimizer [adam, nadam].

batch_size [16, 32, 64]. Un tamafio de lote mas grande puede ayudar a
obtener estimaciones de gradiente mas estables y precisas. También
puede haber casos en los que un tamafno de lote mas pequefio resulte
beneficioso.

Tabla 44. Las 5 mejores combinaciones de hiperparametros para DNN del Conjunto 1,
experimento 6.

Orden | activation | hidden | hidden output optimizer | batch_size

layers units | activation

relu 3 512 sigmoid nadam 16
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2 relu 3 512 sigmoid nadam 32
3 relu 3 512 sigmoid nadam 64
4 relu 4 512 sigmoid adam 16
5 relu 3 256 sigmoid nadam 16

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 88.325 %.

Después de los experimentos realizados se establecen los siguientes
hiperparametros para el Conjunto 1:

» capas ocultas [3].

» activation [relul].

» optimizer [nadam].

» batch_size [16].

» output_activation [sigmoid].

En el caso del numero de neuronas los mejores resultados llegaron al utilizar los
valores 256 y 512. Por tanto, se probaran todas las combinaciones existentes en
la red neuronal resultante compuesta por la capa de entrada, tres capas ocultas
y la capa de salida.

Tabla 45. Las 5 mejores combinaciones de capas para la DNN en el Conjunto 1,
experimento 7.

Orden | Capal Capa 2 Capa 3 Capa4
1 512 512 512 256
2 512 256 256 512
3 512 256 256 512
4 512 512 256 256
5 512 512 256 512

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de neuronas: 89.541 %.

Para terminar el ajuste de la red para el Conjunto 1 se probara el entrenamiento
con los siguientes valores del hiperparametro epochs.

» epochs [40, 60, 80, 100]. Al aumentar el numero de épocas, la red
neuronal tiene la oportunidad de ajustar los pesos y mejorar gradualmente
su rendimiento. Sin embargo, es importante tener en cuenta que un
namero excesivo de épocas puede llevar al sobreajuste.

Tabla 46. Resultados de diferentes valores de epochs para la DNN en el Conjunto 1,
experimento 8.

epochs =40 epochs =60
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Como se puede apreciar en los graficos y los valores obtenidos, los mejores
resultados se logran con un entrenamiento de 80 épocas. Asi termina el ajuste
de hiperparametros de la red neuronal para el Conjunto 1.
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capas ocultas [3].
activation [relu].
optimizer [nadam].
batch_size [16].

output_activation [sigmoid].
neuronas [512 - 512 — 512 - 256].

epochs [80].

En el ajuste de la red para el resto de los conjuntos se definiran algunos
hiperparametros desde el inicio, con base en la experiencia obtenida en el trabajo
con el Conjunto 1. Los valores que se mantendran fijos seran:

>

activation [relul].

» output_activation [sigmoid].

Con el resto de hiperparametros se probaran los siguientes valores:
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» capas ocultas [2, 3, 4].
» optimizer [nadam, adam].
» neuronas [128, 256, 512].

En las tablas 47, 48, y 49 se muestran las mejores combinaciones de
hiperparametros obtenidas para el Conjunto 2 en los 3 experimentos realizados.

Tabla 47. Las 5 mejores combinaciones de hiperparametros para DNN del Conjunto 2.

Orden | hidden_layers | hidden_units | optimizer
1 3 256 adam
2 2 512 adam
3 4 512 adam
4 4 512 nadam
5 2 512 nadam

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 77.680 %.

Se fijan otros dos hiperparametros:

» capas ocultas [3].
» optimizer [adam].

Y con esa estructura de tres capas ocultas, al igual que en el Conjunto 1, se
probaran todas las combinaciones posibles de neuronas con los dos valores que
mejores resultaron 256 y 512.

Tabla 48. Las 5 mejores combinaciones de capas para la DNN en el Conjunto 2,
experimento 2.

Orden |Capal |Capa2 |Capa3 |Capa4d
1 256 256 512 512
2 512 512 512 256
3 256 512 512 512
4 256 512 256 256
5 512 256 256 256

Se elige la mejor configuracion obtenida que para este conjunto fue:
» neuronas [256 - 256 — 512 - 512].

A continuacion, se prueban varias opciones de configuracion del batch_size:
» batch_size [16, 32, 64].

Los mejores resultados se lograron con un batch_size = 16.

Tabla 49. Resultados de diferentes valores de epochs para la DNN en el Conjunto 2,
experimento 3.

epochs =40 epochs =60
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Como se puede apreciar en los graficos y los valores obtenidos, los mejores
resultados se logran con un entrenamiento de 100 épocas. Asi termina el ajuste
de hiperparametros de la red neuronal para el Conjunto 2.

» capas ocultas [3].
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activation [relu].

optimizer [adam].

batch_size [16].
output_activation [sigmoid].
neuronas [256 - 256 — 512 - 512].
epochs [100].

Conjunto 3, se probaran los siguientes valores:

YV VVVY

» capas ocultas [2, 3, 4].
» optimizer [nadam, adam].
» neuronas [128, 256, 512].

En las tablas 50, 51 y 52 se muestran las mejores combinaciones de
hiperparametros obtenidas para el Conjunto 3 en los 3 experimentos realizados.

Tabla 50. Las 5 mejores combinaciones de hiperpardmetros para DNN del Conjunto 3.

Orden | hidden_layers | hidden_units | optimizer
1 4 256 nadam
2 4 256 adam
3 4 512 nadam
4 3 256 adam
5 3 256 nadam

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 91.911 %.

Se fijan otros dos hiperparametros:

» capas ocultas [4].
» optimizer [nadam].

Y con esa estructura de cuatro capas ocultas, se probaran todas las
combinaciones posibles de neuronas con los dos valores que mejores resultaron
256y 512.

Tabla 51. Las 5 mejores combinaciones de capas para la DNN en el Conjunto 3,
experimento 2.

Orden | Capal | Capa2 | Capa3 | Capa4d | Capab
1 256 512 512 512 256
2 256 256 512 512 512
3 256 256 512 256 512
4 256 256 256 256 256
5 256 512 256 512 256

Se elige la mejor configuracion obtenida que para este conjunto fue:
» neuronas [256 - 512 - 512 - 512 - 256].
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A continuacion, se prueban varias opciones de configuracion del batch_size:

>

batch_size [16, 32, 64].

Los mejores resultados se lograron con un batch_size = 64.

Tabla 52. Resultados de diferentes valores de epochs para la DNN en el Conjunto 3,
experimento 3.
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Como se puede apreciar en los graficos y los valores obtenidos, los mejores
resultados se logran con un entrenamiento de 60 épocas. Asi termina el ajuste
de hiperparametros de la red neuronal para el Conjunto 3.

YVVYVYVVYVYY

capas ocultas [4].
activation [relu].
optimizer [nadam].
batch_size [64].

output_activation [sigmoid].
neuronas [256 - 512 — 512 — 512 - 256].

epochs [60].
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Conjunto 3, se probaran los siguientes valores:

» capas ocultas [2, 3, 4].
» optimizer [nadam, adam].
» neuronas [128, 256, 512].

En las tablas 53, 54 y 55 se muestran las mejores combinaciones de
hiperparametros obtenidas para el Conjunto 4 en los 3 experimentos realizados.

Tabla 53. Las 5 mejores combinaciones de hiperparametros para DNN del Conjunto 4.

Orden | hidden_layers | hidden_units | optimizer
1 4 512 nadam
2 4 256 nadam
3 3 512 nadam
4 4 256 adam
5 4 512 adam

Resultados del accuracy alcanzado al realizar la clasificacion con la mejor
combinacion de hiperparametros obtenida: 90.451 %.

Se fijan otros dos hiperparametros:

» capas ocultas [4].
» optimizer [nadam].

Y con esa estructura de cuatro capas ocultas, se probaran todas las
combinaciones posibles de neuronas con los dos valores que mejores resultaron
256 y 512.

Tabla 54. Las 5 mejores combinaciones de capas para la DNN en el Conjunto 4,
experimento 2.

Orden Capal Capa?2 Capa 3 Capa 4 Capab
1 512 512 512 256 512
2 512 512 512 512 256
3 512 512 256 256 512
4 512 256 256 256 512
5 256 512 256 512 256

Se elige la mejor configuracion obtenida que para este conjunto fue:
» neuronas [512 — 512 — 512 — 256 — 512].

A continuacion, se prueban varias opciones de configuracion del batch_size:
» batch_size [16, 32, 64].

Los mejores resultados se lograron con un batch_size = 32.
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Tabla 55. Resultados de diferentes valores de epochs para la DNN en el Conjunto 4,
experimento 3.

epochs =40

epochs =60

Training Performance

Training Performance

1.0

0.8

0.6

Metric

0.4

0.24

0.04

—— Training Loss

Training Accuracy

Metric

0.8

0.6 q

0.44

0.24

0.04

—— Training Loss
Training Accuracy

5 10 15 20 25 30 35
Epoch

10 20 30 40 50 60
Epoch

accuracy = 97.710 %

accuracy = 97.748 %

epochs =80

Training Performance

1.0

0.8

0.6

Metric

0.44

0.24

0.04

—— Training Loss

Training Accuracy

10 20 30 40 50 60 70
Epoch

accuracy = 97.848 %

Como se puede apreciar en los graficos y los valores obtenidos, los mejores
resultados se logran con un entrenamiento de 80 épocas. Asi termina el ajuste
de hiperparametros de la red neuronal para el Conjunto 4.

VVVYVVVYVYYY

capas ocultas [4].
activation [relu].

optimizer [nadam].
batch_size [32].
output_activation [sigmoid].

neuronas [512 — 512 — 512 — 256 — 512].

epochs [80].

4.6.4.5 Optimizacion de hiperparametros de ResNet.

Este es un caso particular porque como se menciona anteriormente, se aplicara
una propuesta de red que imita el comportamiento de ResNet y fue concebida
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para el trabajo con datos tabulares por [37] en el sitio web Kaggle. La red original
esta compuesta por nueve capas Dense divididas en tres bloques, acompafadas
por capas BatchNormalization y Dropout, todo esto implementado en la libreria
Keras.

Se eliminaron dos capas Dense del segundo bloque que contaba con cuatro
capas de este tipo. Con esto se logréo mejorar del 77.166 % obtenido inicialmente
aun 78.224 %.

La red original usaba una combinacion de funciones de activacion empleando
funciones de tipo elu, relu y selu. Por experiencia obtenida en el trabajo con la
red profunda de la seccién anterior se probara la utilizacién de la funcion relu
para todos los casos.

» activation [relul].
Con esto se mejora el accuracy logrando obtener un 81.025 %.

La red original utilizaba un optimizador SWA que ya se encuentra en desuso. Se
prueba con:

» optimizer [adam, nadam].

El mejor resultado se obtuvo con adam logrando un 81.291 %.

A continuacidn, se prueban varias opciones de configuracion del batch_size:
» batch_size [16, 32, 64].

El mejor resultado se obtuvo con un batch_size de 64, logrando un 82.034 %.

Para terminar el ajuste de la red para el Conjunto 1 se probara el entrenamiento
con los siguientes valores de epochs.

» epochs [40, 60, 80, 100, 120, 140Q].

Tabla 56. Resultados de diferentes valores de epochs para ResNet en el Conjunto 1.

epochs =60 epochs =80

Training Performance Training Performance

10 1.0

0.8 0.8 4

0.6 0.6

0.4+ 047

0.24 0.2

= Training Loss
Training Accuracy

T T T T T T T T T T T y T T T
o] 10 20 30 40 50 60 0 10 20 30 40 50 60 70
Epoch Epoch

accuracy = 96.069 % accuracy = 96.113 %

epochs =100 epochs =120
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Training Performance Training Performance
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067 0.6 4
= Training Loss
Training Accuracy
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Training Accuracy
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04 0.44

0.2 4 0.2

o] 20 40 60 80 100 o] 20 40 60 80 100 120
Epoch Epoch
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epochs =140

Training Performance

1.0+

0.8

0.6

= Training Loss
Training Accuracy

Metric

0.4

0.24

Epoch

accuracy = 96.785 %

Como se puede apreciar en los graficos y los valores obtenidos, los mejores
resultados se logran con un entrenamiento de 100 épocas. Asi termina el ajuste
de hiperparametros de ResNet para el Conjunto 1.

Conjunto 2.

En el resto de los conjuntos se eliminan las mismas capas del bloque dos de la
red con la que se mejord el funcionamiento para el Conjunto 1 y también se
mantendra relu como la funcién de activacion de todo el modelo.

Se prueban dos variantes de optimizer:
» optimizer [adam, nadam].

El mejor resultado se obtuvo con adam logrando un 77.045 %.

A continuacién, se prueban varias opciones de configuracion del batch_size:
» batch_size [16, 32, 64].

El mejor resultado se obtuvo con un batch_size de 64, logrando un 77.749 %.
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Para terminar el ajuste de la red para el Conjunto 2 se probara el entrenamiento
con los siguientes valores de epochs.

> epochs [60, 80, 100, 120, 140].

Tabla 57. Resultados de diferentes valores de epochs para ResNet en el Conjunto 2.

epochs =60 epochs =80
Training Performance Training Performance
0.9 0.9
0.84 0.8 4
0.7 0.7
o 0.6 s 067
g g
05 031
04l 0.4
0.3
0.3
— Training Loss — Training Loss
Training Accuracy 0.2 Training Accuracy
0 10 20 0 W 50 60 0 10 20 30 Jy 50 60 70 80
Epoch Epoch
accuracy = 88.469 % accuracy = 89.668 %
epochs =100 epochs =120
Training Performance Training Performance
097 0.9 4
0.8 0.8
0.7 0.7
L 007 , 06
g g
0.5 0.5
0.4+ 0.4
0.3 037
= Training Loss 024 — Training Loss
0.2 Training Accuracy i Training Accuracy
0 20 a0 60 80 100 0 20 0 60 80 100 120
Epoch Epoch
accuracy = 90.271 % accuracy = 90.733 %
epochs =140
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Training Performance

0.9 1

0.8

0.74

0.6
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0.59

0.4
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0.2{ — Training Loss
Training Accuracy

0 20 40 60 80 100 120 140
Epoch

accuracy = 91.126

Como se puede apreciar en los graficos y los valores obtenidos, los mejores
resultados se logran con un entrenamiento de 140 épocas donde ya el grafico
muestra un comportamiento bastante estable. Asi termina el ajuste de
hiperparametros de ResNet para el Conjunto 2.

Conjunto 3.

Se prueban dos variantes de optimizer:
» optimizer [adam, nadam].

El mejor resultado se obtuvo con nadam logrando un 87.240 %.

A continuacién, se prueban varias opciones de configuracion del batch_size:
» batch_size [16, 32, 64].

El mejor resultado se obtuvo con un batch_size de 64, logrando un 87.652 %.

Para terminar el ajuste de la red para el Conjunto 2 se probara el entrenamiento
con los siguientes valores de epochs.

» epochs [60, 80, 100, 120].

epochs =60 epochs =80
Training Performance Training Performance
1.0 4 1.0 4
0.8 0.8
0.6 0.6 4
2 — Training Loss 2 — Training Loss
g Training Accuracy g Training Accuracy
0.4 0.4
0.2 0.2
0.0 0.0
0 10 20 B Py 50 60 0 10 20 30 W0 50 60 70 80
Epoch Epoch
accuracy = 98.096 % accuracy = 98.202 %
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epochs =100 epochs =120
Training Performance Training Performance
1.0 1.0
0.8 0.8
0.6 0.6
e — Training Loss g — Training Loss
g Training Accuracy % Training Accuracy
0.4 0.4
0.2 0.2
0.04 0.0
0 20 0 60 80 100 0 20 Py 60 80 100 120
Epoch Epoch
accuracy = 98.377 % accuracy = 98.279 %

Como se puede apreciar en los graficos y los valores obtenidos, los mejores
resultados se logran con un entrenamiento de 100 épocas. Asi termina el ajuste
de hiperparametros de la ResNet para el Conjunto 3.

Conjunto 4.

Se prueban dos variantes de optimizer:
» optimizer [adam, nadam].

El mejor resultado se obtuvo con nadam logrando un 82.078 %.

A continuacién, se prueban varias opciones de configuracion del batch_size:
» batch_size [16, 32, 64].

El mejor resultado se obtuvo con un batch_size de 64, logrando un 83.741 %.

Para terminar el ajuste de la red para el Conjunto 4 se probara el entrenamiento
con los siguientes valores de epochs.

> epochs [60, 80, 100, 120, 140].

Training Performance Training Performance
1.0 10
0.8 0.8 4
0.6 1 0.6 1
2 — Training Loss 2 — Training Loss
g Training Accuracy % Training Accuracy
0.4+ 0.4+
0.2 0.2
T T T T T T T T T T T y T T T T
o] 10 20 30 40 50 60 0 10 20 30 40 50 60 70 80
Epoch Epoch
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accuracy = 97.055 % accuracy = 97.260 %
epochs =100 epochs =120
Training Performance Training Performance
1.0 1.0 4
0.8 0.8
0.6 4 0.6 4
2 —— Training Loss 2 —— Training Loss
E Training Accuracy E Training Accuracy
0.4+ 0.4+
0.2 0.2
0 20 a0 60 80 100 0 20 0 60 80 100 120
Epoch Epoch
accuracy = 97.474 % accuracy = 97.734 %

epochs =140

Training Performance
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0.6

Metric

0.4

0.24

= Training Loss
Training Accuracy

Epoch

accuracy = 97.670 %

Como se puede apreciar en los graficos y los valores obtenidos, los mejores
resultados se logran con un entrenamiento de 120 épocas. Asi termina el ajuste

de hiperparametros de ResNet para el Conjunto 4.

Resultados obtenidos en la optimizacién de hiperparametros.

Tabla 58. Resultados obtenidos luego de la optimizacion de hiperparametros por las 5
técnicas en los 4 conjuntos de datos.

RF SVM XGBoost DNN ResNet
Conjunto1l | 95.998% | 97.657% | 96.473% | 97.075% | 96.785 %
Conjunto2 | 95.195% | 95.770% | 94.839% | 91.479% | 91.126 %
Conjunto 3 | 97.947 % | 99.493% | 97.887 % | 98.128 % | 98.377 %
Conjunto4 | 98.263% | 98.718% | 98.390% | 97.848% | 97.734 %

69




4.7 Implementacion del Modelo Integrado.

Como se describe en la metodologia propuesta, se implementara un modelo
integrado que para cada conjunto estara compuesto por las tres técnicas que
lograron los mejores resultados, por tanto, este modelo quedara conformado de
la siguiente forma:

» Conjunto 1 (SVM, DNN, ResNet).
» Conjunto 2 (SVM, RF, XGBoost).
» Conjunto 3 (SVM, ResNet, DNN).
» Conjunto 4 (SVM, XGBoost, RF).

Se programo una clase en Python donde se cre6 una funcion para cada una de
las cinco técnicas utilizadas anteriormente. De las cuales se llaman las tres que
corresponden especificamente para el trabajo con cada uno de los conjuntos.
Las tres técnicas con las que se trabajara en cada caso se ejecutaran en paralelo
utilizando la libreria threading. Una vez que las tres técnicas hayan realizado sus
predicciones, estas se guardan en tres listas y se crea otra en la que se
almacenara la prediccion final del modelo integrado. Como nos encontramos
ante un problema de clasificacion binaria, las opciones que existe en cada una
de las listas solo son 0 y 1. Por tanto, se procede a ejecutar un sistema de
votacion donde se recorren las tres listas obtenidas y si hay dos o tres listas que
en la posicion i contienen el valor 0, se agrega el valor 0 en la posicion j de la
lista del modelo integrado, si en el caso contrario el valor de dos o tres listas es
1, se realiza la misma operacion pero agregando en esta ocasion el valor 1.

Se realiz6 este procedimiento para los cuatro conjuntos en cada caso usando las
tres técnicas definidas para cada caso. Para estas pruebas no se realizd
validacién cruzada, solo se usaron cada uno de los conjuntos particionados en
entrenamiento y prueba. Los resultados fueron los siguientes:

Conjunto 1. De la Tabla 59 a la 66 se muestran la matriz de confusion y el
resumen de los resultados obtenidos con cada técnica para este conjunto.

SVM - accuracy: 97.657 %.

Tabla 59. Matriz de confusion del ~ Tabla 60. Resumen del Conjunto 1 con SVM.
Conjunto 1 con SVM.

Clase | precision | recall | fl-score
P N 0 97 % 98 % 98 %
P | 11833 | 249 1 98 % 97% | 98%
N | 317 | 11764 ambas 98 % 98 % 98 %

DNN - accuracy: 96.784 %.
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Tabla 61. Matriz de confusion del
Conjunto 1 con DNN.

P N
P | 11906 176
601 11480

Tabla 62. Resumen del Conjunto 1 con DNN.

Clase | precision | recall | fl-score
0 95 % 99 % 97 %
1 98 % 95 % 97 %

ambas 97 % 97 % 97 %

ResNet - accuracy: 97.218 %.

Tabla 63. Matriz de confusion del
Conjunto 1 con ResNet.

P N
P | 11634 448
224 11857

Tabla 64. Resumen del Conjunto 1 con ResNet.

Clase | precision | recall | fl1-score
0 98 % 96 % 97 %
1 96 % 98 % 97 %

ambas 97 % 97 % 97 %

Modelo Integrado - accuracy: 98.547 %.

Tabla 65. Matriz de confusion del
Conjunto 1 con el Modelo Integrado.

Tabla 66. Resumen del Conjunto 1 con el
Modelo Integrado.

P N
11917 | 165
186 | 11895

Clase | precision | recall | fl-score
0 98 % 99 % 99 %
1 99 % 98 % 99 %

ambas 99 % 99 % 99 %

Conjunto 2. De la Tabla 67 a la 82 se muestran la matriz de confusion y el
resumen de los resultados obtenidos con cada técnica para este conjunto.

SVM - accuracy: 95.770 %.

Tabla 67. Matriz de confusion del Tabla 68. Resumen del Conjunto 2 con SVM.

Conjunto 2 con SVM.

Clase | precision | recall | fl-score
P N 0 95 % 97 % 96 %
11667 | 415 1 97 % 95 % 96 %
607 | 11474 ambas | 96 % 96 % 96 %

RF - accuracy: 95.219 %.




Tabla 69. Matriz de confusion del
Conjunto 2 con RF.

Clase | precision | recall | fl-score
P N 0 9% | 91% | 95%
11006 | 1076 1 92 % 99 % 95 %
79 | 12002 ambas | 96 % 95% | 95%

Tabla 70. Resumen del Conjunto 2 con RF.

XGBoost - accuracy: 94.839 %

Tabla 71. Matriz de confusion del ~ Tabla 72. Resumen del Conjunto 2 con XGBoost.

Conjunto 2 con XGBoost. Clase | precision | recall | fl-score
P N 0 99 % 90 % 95 %
10926 | 1156 1 91% | 99% | 95%
91 | 11990 ambas 95 % 95 % 95 %

Modelo Integrado - accuracy: 95.580 %.

Tabla 73. Matriz de confusion del
Conjunto 2 con el Modelo Integrado.

Tabla 74. Resumen del Conjunto 2 con el
Modelo Integrado.

P N Clase | precision | recall | fl-score
11066 | 1016 0 100 % 92 % 95 %
52 12029 1 92 % 100 % 96 %
ambas 96 % 96 % 96 %

Conjunto 3. De la Tabla 75 a la 66 se muestran la matriz de confusion y el
resumen de los resultados obtenidos con cada técnica para este conjunto.

SVM - accuracy: 95.580 %.

Tabla 75. Matriz de confusion del

Conjunto 3 con SVM. Clase | precision | recall | fl-score
P N 0 99% | 100% | 99 %
5817 6 1 100% | 99% | 99%
53 | 5770 ambas | 99% | 99% | 99 %

Tabla 76. Resumen del Conjunto 3 con SVM.

ResNet - accuracy: 98.660 %.
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Tabla 77. Matriz de confusion del
Conjunto 3 con ResNet.

Tabla 78. Resumen del Conjunto 3 con Resnet.

Clase | precision | recall | fl-score
P N 0 97 % 100% | 99 %
P 5823 | © 1 100 % 97 % 99 %
156 | 5667 ambas | 99 % 99 % 99 %

DNN - accuracy: 97.861 %.

Tabla 79. Matriz de confusion del
Conjunto 3 con DNN.

Tabla 80. Resumen del Conjunto 3 con DNN.

Clase | precision | recall | fl-score
P N 0 96 % 100% | 98 %
P |5816| 7 1 100 % 96 % 98 %
242 | 5581 ambas | 98 % 98% | 98%

Modelo Integrado - accuracy: 99.192 %.

Tabla 81. Matriz de confusion del
Conjunto 3 con el Modelo Integrado.

Tabla 82. Resumen del Conjunto 3 con el
Modelo Integrado.

P N Clase | precision | recall | fl-score
5822 1 0 98 % 100 % 99 %
93 5730 1 100 % 98 % 99 %
ambas 99 % 99 % 99 %

Conjunto 4. De la Tabla 83 a la 90 se muestra la matriz de confusion y el
resumen de los resultados obtenidos con cada técnica para este conjunto.

SVM - accuracy: 98.718 %.

Tabla 83. Matriz de confusion del

Conjunto 4 con SVM. Clase | precision | recall | fl-score
P N 0 98 % 99 % 99 %
18359 | 130 1 99 % 98 % 99 %
344 | 18145 ambas 99 % 99 % 99 %

Tabla 84. Resumen del Conjunto 4 con SVM.

XGBoost - accuracy: 98.390 %.



Tabla 85. Matriz de confusion del

Conjunto 4 con XGBoost.

P N
P | 17929 | 560
35 18454

Clase | precision | recall | fl-score
0 100 % 97 % 98 %
1 97 % 100 % 98 %

ambas 98 % 98 % 98 %

Tabla 86. Resumen del Conjunto 4 con XGBoost.

RF - accuracy: 98.247 %.

Tabla 87. Matriz de confusion del

Conjunto 4 con RF

P N
P | 17859 | 630
18 18471

Tabla 88. Resumen del Conjunto 4 con RF.

Clase | precision | recall | fl-score
0 100 % 97 % 98 %
1 97 % 100 % 98 %

ambas 98 % 98 % 98 %

Modelo Integrado - accuracy: 98.553 %.

Tabla 89. Matriz de confusion del
Conjunto 4 con el Modelo Integrado.

P N
P | 17960 | 529
6 18483

Tabla 90. Resumen del Conjunto 4 con

Modelo Integrado.

Clase | precision | recall | fl-score
0 100 % 97 % 99 %
1 97 % 100 % 99 %

ambas 99 % 99 % 99 %

Resumen final.

Tabla 91. Resultados obtenidos luego de aplicar las 5 técnicas y en Modelo Integrado

en los 4 conjuntos de datos.

RF SVM XGBoost | DNN ResNet Integrado
Conjunto 1 97.657 % 96.784 % | 97.218 % | 98.547 %
Conjunto 2 |95.219% | 95.770% | 94.839 % 95.580 %
Conjunto 3 99.493 % 97.861 % | 98.660 % | 99.192 %
Conjunto 4 |98.247 % | 98.718% | 98.390 % 98.553 %

4.8 Discusion de resultados.

Se aplicaron las cinco técnicas propuestas en la metodologia y el Modelo
Integrado a los cuatro conjuntos conformados en la etapa de preparacion de
datos. Los resultados obtenidos luego de ajustar los hiperparametros fueron muy
buenos en todos los casos, todos los clasificadores obtienen porcentajes altos
de clasificacion en todos los conjuntos. De las cinco técnicas iniciales, la que
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mostro mayor efectividad fue Suppor Vector Machine que logré el mayor
accuracy en los cuatro conjuntos como muestra la Tabla 58.

En el caso del modelo integrado, para la particion realizada en las pruebas que
se registraron en este documento, solo logra superar a SVM en el Conjunto 1
como se evidencia en la Tabla 91. Resultado que se valora como légico debido
a que, en un sistema de votacion con tres participantes, en los casos donde dos
clasificadores obtienen resultados similares superiores a un tercero, el sistema
de votacion tiende a mejorar los resultados de los dos mejores predictores. Por
el contrario, los casos donde dos modelos obtienen resultados similares
inferiores a los de un tercero, el sistema de votacion tiende a obtener resultados
que mejoran al de los dos clasificares de resultados similares, pero que estan
por debajo del clasificador de mejor evaluacion. Por lo que la aplicacion de este
meétodo es recomendable solo en aquellos casos donde se presente la primera
situacion descrita.

En cuanto a los resultados por conjunto, las mejores clasificaciones se logran
para el Conjunto 3, esto se debe a que es el conjunto que posee un mayor
numero de variables con un total de 33. Esa misma légica se cumple en el resto
de los casos, el orden de los conjuntos mejor clasificados continua con el
Conjunto 4 que tiene 27 variables, el Conjunto 1 con 25 variables y por ultimo el
Conjunto 2 que solo cuenta con 20 variables.
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5 Conclusiones.

En el presente trabajo se aborda el problema de la desercion escolar en la
educacion superior, para intentar impactar de forma positiva en esta situacién
desde la perspectiva de las ciencias computacionales. Para esto se realizé una
revision bibliografica dentro de la literatura cientifica relacionada con la
prediccion del abandono escolar a partir del trabajo con datos de alumnos. En
la busqueda efectuada se identificaron las principales categorias de predictores
que deben estar presente en un conjunto de datos para obtener los mejores
resultados, quedd demostrado que incluir tanto dados académicos como datos
no académicos permite ejecutar clasificaciones mas precisas. En esta etapa
inicial también se identificd que los algoritmos clasicos de Machine Learning son
los mas empleados en la literatura para este tipo de problemas. De igual forma,
se notd que las métricas mas empleadas por los distintos autores para medir la
calidad de los resultados obtenidos son accuracy, recall, precision'y F1.

Con base en el andlisis realizado durante el estudio del estado del arte, se
propuso una metodologia para la clasificacion de alumnos en riesgo de
abandonar la universidad a través del analisis de datos con técnicas de
Inteligencia Artificial. La metodologia propuesta esta integrada por cuatro etapas:
analisis preliminar de los datos, preprocesamiento de los datos, seleccion de las
técnicas y evaluacion de los resultados.

Dicha metodologia se aplicé en un conjunto de datos publicado por el
Tecnoldgico de Monterrey en agosto del 2022. El conjunto contiene todas las
categorias que se determind que eran necesarias para obtener los mejores
resultados posibles. Se particiond el conjunto original en cuatro subconjuntos
para lograr realizar predicciones del abandono a lo largo de la carrera y en el
primer afio de esta, ademas de poder ejecutarlas en diferentes momentos.
Durante la etapa de preprocesamiento se aplicaron un gran numero de técnicas
encaminadas a mejorar la calidad de los datos, entre otros aspectos, se logré
resolver el problema de los datos faltantes que presentaban el conjunto, se
soluciond la problematica del desbalance entre las dos clases objetivo que
contiene el conjunto y se evidencié el impacto positivo que tiene para la
clasificacion trabajar con clases equilibradas. En la etapa de seleccion de las
técnicas, debido a las caracteristicas particulares de este conjunto, se decidio
trabajar con tres algoritmos clasicos de Machine Learning, dos algoritmos de
Deep Learning y un Modelo Integrado de votacién compuesto por las tres
técnicas que presentaron mejores resultados. Con estas cinco técnicas se llevo
a cabo una amplia optimizacion de hiperparametros y las mejoras obtenidas
evidenciaron la importancia de ejecutar este proceso. SVM demostré ser la
herramienta que alcanza mejores resultados en las pruebas individuales con los
cuatro conjuntos con los que se trabajo. Mientras que el método integrado probd
potencial para mejorar los resultados de clasificacion en casos especificos.
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